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RESUMEN

A lo largo es éste trabajo se desarrolla una estrategia de optimización utilizan-
do redes neuronales artificiales, para optimizar sistemas de calentamiento solar
de agua con captadores solares de tubos evacuados y almacenamiento térmico,
para diferentes ciudades, perfiles de carga, temperaturas requeridas y demandas
de agua. En el sistema de calentamiento solar, la razón de uso (Ru), la razón volu-
métrica (Rv), los ahorros solares (LCS) y el periodo de retorno (PB) son los pará-
metros que se optimizan con una red neuronal diferente cada uno. El desarrollo
de las redes neuronales se enfocó en tres aspectos principales. El primero fue la
generación y análisis de la base de datos. El segundo fue la arquitectura de la red
neuronal, donde se determinaron las funciones de activación de la(s) capa(s) ocul-
ta(s) y de salida, el parámetro de regularización, el número de neuronas en cada
capa oculta y el número de capas ocultas. El tercer punto fue el entrenamiento de
la red, donde se estableció elmétodode entrenamiento y las ecuaciones utilizadas
en éste. La optimización del desempeño de las redes neuronales tomó en cuenta
la cantidad de datos utilizados para el entrenamiento, el número de capas ocul-
tas, el número de neuronas en las capas ocultas y el parámetro de regularización.
La cantidad mínima de datos fue de mil ejemplos, para asegurar el desempeño
adecuado de la red. En las cuatro redes neuronales se utilizó una capa oculta, sin
regularización y el número óptimo de neuronas para fue de 4000 para Ru, 1000
para Rv y 6000 para LCS y PB. El error medio cuadrático menores del 1.2% para
Ru, 5.7% para Rv , 0.4% para LCS y 1.3% para PB. La velocidad de cómputo con el
método de optimización de redes neuronales es considerablemente menor que
el utilizado en el método variacional, ya que éste toma 23min, mientras que la red
neuronal 2 s. Con lo anterior, la red neuronal se observa como una herramienta útil
para la optimización de Ru, y Rv , de los sistemas de calentamiento solar para agua
con almacenamiento térmico.
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CAPÍTULO 1

INTRODUCCIÓN

Éste capítulo se presenta la motivación para realizar el trabajo, el estado del
arte del tema, que se divide en tres secciones (dimensionamiento, simulación y
optimización de los sistemas de calentamiento solar) y los objetivos y alcances de
la tesis.

1.1. Motivación

Hoy en día, se estima que el 50% de la energía consumida a nivel mundial se
destina a procesos industriales [Allouhi et al., 2017]. En el sector industrial, el 74%
de la energía se utiliza para generar calor para procesos, principalmente utilizando
combustibles fósiles. Lo anterior implica que en la actualidad, el sector industrial
representa el 36% de emisiones de CO2 a nivel mundial y el 17% a nivel nacio-
nal. De la demanda de calor en la industria, el 52% se destina para temperaturas
por debajo de los 400◦C , donde el 22% para producir calor de media temperatura
(400-150◦C) y el 30% para producir calor de baja temperatura (menor a 150◦C). Sin
embargo, la aportación de la energía solar a esta demanda de media y baja tem-
peratura aún es limitado [Payback, 2018].

La tecnología de calentamiento solar en la industria mexicana ha mostrado
viabilidad, técnica y económica, que se ve reflejada con más de 400,000 m2 de
captadores solares instalados en todo el país. El crecimiento promedio anual se
estima del 14%, crecimiento considerablemente alto cuando se compara con el
crecimiento global de tan solo el 1.7% [Ortega, 2018, AEE, 2019]. La industria de los
sistemas de captación solar se encuentra en constante crecimiento y desarrollo
en lo referente a aplicaciones domésticas. Sin embargo, las aplicaciones industria-
les son aún limitadas debido a la reducida competitividad y a la alta incertidumbre
de los costos termo-económicos. Esto se ve reflejado en el reducido porcentaje del
área de colección instalada de sistemas de calentamiento solar para aplicaciones
industriales (SHIP), que es de sólo del 8%. El número total de SHIPs instalados en
la república es de 79, que corresponde a una capacidad térmica total de 14,441.76
kW [AEE, 2019].
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Los elevados costos de los SHIPs se han atendido demanera limitada, ya que en
la mayoría de los casos, los diseños se enfocan en cubrir los requerimientos ener-
géticos y consideran de manera general los costos económicos iniciales del pro-
yecto. Como consecuencia, los costos energéticos de los SHIPs suelen resultarma-
yores a los casos al compararlos con calentadores eléctricos o de gas [Bouhal et al.,
2017]. No obstante, los costos de los sistemas de calentamiento solar pueden ser
competitivos con un buen dimensionamiento y selección adecuada de la tecnolo-
gía dependiendo del perfil de cargas a satisfacer [Allouhi et al., 2017, Barrera-Ayar,
2017, Silva et al., 2014, Tian et al., 2018, Vargas-Bautista et al., 2017]. Con lo anterior,
estudios termo-económicos encaminados a reducir costos son una alternativa pa-
ra el impulso de la industria solar.

El desarrollo de software de simulación térmica hapermitido identificar el com-
portamiento de dichas variables en función de las condiciones de operación. Sin
embargo, en lo general, los diseños de los SHIPs están encaminados a satisfacer
demandas específicas bajo condiciones de operación determinadas, restringien-
do su uso a casos específicos [He et al., 2012, Hobbi and Siddiqui, 2009, Platzer,
2015]. Por otra parte, en las plataformas de simulaciónmás comunes actualmente,
se consume considerable tiempo de cómputo, el usuario debe estar familiarizado
con la plataforma y debe tener considerable nivel de expertise para lograr resulta-
dos congruentes [Quijera et al., 2014].

El desarrollo de metodologías de optimización del diseño de los sistemas con-
tinúan siendo clave en el desarrollo de la aplicación de los SHIPs. Algunos facto-
res importantes a considerar en las técnicas de optimización son las condiciones
meteorológicas (las cuales pueden tener mediciones o datos incorrectos ocasio-
nando, en caso de no ser detectado, producen una inapropiada optimización del
sistema de calentamiento solar) y requerimientos de la industria [Yaïci and Ent-
chev, 2014]. Actualmente, las plataformas para la simulación para la optimización
que se encuentran disponibles en el mercado son: TRNSYS, TRANSOL, WATSUN,
Polysun y F-Chart. Empero, estas plataformas tienen de varias limitaciones debido
a su restricción de uso a configuraciones de sistemas estandarizados. Otra limita-
ción es la incertidumbre derivadas del uso de datosmeteorológicos promedio, los
cuales son considerados simétrico referente al medio día solar [Duffie et al., 2013,
Kalogirou et al., 2008].
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La aplicación de inteligencia artificial en la optimización de sistemas es una
herramienta que ha venido surgiendo en los últimos 20 años y su crecimiento en
su uso se debe a la rapidez de optimización una vez entrenada la red. También,
la inteligencia artificial permite que personal sin alto grado de expertise pueden
utilizarla en la optimización de sistemas de calentamiento solar [Kalogirou et al.,
1999]. La capacidadde la inteligencia artificial permite realizar optimizaciónapesar
del ruido o errores que se pueda tener en los datos de entrada [Yaïci and Entchev,
2016]. También cabe mencionar que, al implementar inteligencia artificial para la
optimización, el programa se encuentra en un continuo aprendizaje, por lo que
con cada nuevo caso se van mejorando los resultados [Kalogirou et al., 2014].

1.2. Revisión bibliográfica

La revisión bibliográfica se dividió en tres rubros: el dimensionamiento de siste-
mas de calentamiento solar, simulación energética de sistemas de calentamiento
solar y optimización térmica y económica (la cual se divide en análisis variacional
e inteligencia artificial). A lo largo de éstos rubros se realizó un resumen de los di-
versos trabajos estudiados relacionados con estos temas.

1.2.1. Dimensionamiento de sistemas de calentamiento solar

Tang et al. [2011] compararon de manera experimental el desempeño, de ma-
nera experimental, de dos captadores solares de tubo evacuado iguales al cambiar
el ángulo de inclinación. Uno de los captadores fue inclinado 22◦ y el segundo a
46◦. Los dos captadores presentaron, bajo las mismas condiciones, diferentes ga-
nancias de calor. Los investigadores concluyeron que para maximizar la ganancia
anual de calor, para los captadores de tubo evacuado, el captador debe tener un
ángulo de inclinación quemaximice su colección anual de radiación solar. Los ex-
perimentosmostraron que el ángulo de inclinación juega un papel importante en
el desempeño de los captadores.

Silva et al. [2014] diseñaron una planta de captadores parabólicos para aplica-
ciones de calentamiento en la industria, seguido de su optimización para lo que
se desarrolló un algoritmomemetico. Los parámetros variables del diseño fueron:
el número de captadores en serie, su número de filas, el espaciamiento entre las
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filas y el volumen del tanque de almacenamiento. Como parámetros a optimizar
se escogieron: las funciones económicas, ahorro de ciclo de vida, energía solar ni-
velada y periodo de recuperación, para lo cual, se propuso una aproximación de
optimizaciónmulti-objetivo. Se llevaron a cabo un extensivo conjunto de casos de
optimización para estimar la influencia del precio del combustible, locación de la
planta, perfil de demanda, condiciones de operación, orientación del campo so-
lar, incertidumbre de la radiación en el diseño óptimo. Los resultados permitieron
cuantificar la optimización del diseño termo económico basada en criterio de cor-
to tiempo ya que el periodo de reembolso lleva a plantas más pequeñas con ma-
yores eficiencias y fracciones solares menores, mientras que la optimización basa-
da en periodos largos, tales como el ahorro de ciclo de vida, lleva a la conclusión
opuesta.

Quijera et al. [2014] propusieron un procedimiento para encontrar el mejor es-
cenario de integración de un sistema de calentamiento solar en un proceso in-
dustrial, con el fin de obtener una fracción solar deseada. El objetivo principal de la
metodología propuesta fue determinar el orden de prioridad correcto para la in-
corporación del SHIP en el proceso. El primer paso formulado fue la obtención de
la información del flujo de agua, seguido de la selección factible de los flujos fríos.
La eficiencia del sistema se incrementa con el decremento de la temperatura del
flujo, por lo que, según el método propuesto, se debe realizar la clasificación de los
flujos. A partir de lo cual se puede encontrar el intercambiador de calor crítico. El
sistema de calentamiento se incorpora al intercambiador de calor crítico, en caso
de que haya exceso de calor, el calor excedente se conecta al siguiente intercam-
biador crítico. Para la demostración de la eficiencia delmétodo, el trabajo presenta
el caso de estudio de una planta destiladora. El SHIP propuesto constó de más de
5000 m2 de área de colección con captadores de tubo evacuado, con agua como
fluido de trabajo, sin almacenamiento, con una carga de 4000 kW . En el sistema
se propuso incluir dos intercambiadores de calor. Energy Plus fue utilizado para
simulaciones anuales, el cual se acopló al algoritmo propuesto, con el fin de en-
contrar la fracción solar objetivo. Tras las simulaciones se obtuvo una fracción solar
mensual máxima (en agosto) de 0.03, 0.05 y 0.06 para los 500, 750 y 1000 capta-
dores, respectivamente. Y se calculó un periodo de recuperación de 7-8 años. Con
base a lo anterior, se puede concluir que el método propuesto puede mejorar la
eficiencia del sistema de calentamiento solar.
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Pérez-Grajales [2015] llevó a cabo una evaluación de tres sistemas de calenta-
miento solar en TRNSYS. El primer sistema se conformó por un área de colección,
cuatro bombas, un tanque de almacenamiento y dos intercambiadores de calor,
uno antes y uno después del tanque. La configuración del segundo y tercer siste-
ma consistieron en un área de colección, tres bombas hidráulicas, un tanque de
almacenamiento y un intercambiador de calor, colocado antes del tanque para el
segundo sistema y después del tanque para el tercer sistema. La fracción solar, pa-
ra un área de colección de 200 m2 y un volumen de 12 m3, fue de 0.19, 0.20 y 0.12,
para el primer, segundo y tercer sistema, respectivamente. Al variar el volumen
del tanque de almacenamiento de 2.5 a 17.5 m3, la FS obtuvo valores de 0.10-0.11 ,
0.14-0.19 y 0.05-0.15, para el primer, segundo y tercer sistema. A partir de lo cual, se
puedeobserva que el segundo sistema tieneunmejor desempeñoque el primero,
siendo el tercer sistema el que tiene peor desempeño de los tres sistemas. Tam-
bién, al aumentar el volumen de almacenamiento en el primer y segundo sistema
la FS también fue aumentando, sin embargo para el tercer sistema al aumentar el
volumen, la FS fue disminuyendo.

Barrera-Ayar [2017] diseñó un sistema de captación solar de mediana tempe-
ratura para el precalentamiento de agua de reposición para calderas, con una de-
manda de 25 m3

d́ia
. El agua tratada se entrega a 90◦C , y el desempeño del sistema

en términos de la fracción solar y calor útil anual se comparó para la Ciudad de
México, Toluca y Monterrey. El diseño implicó establecer las condiciones climáti-
cas de cada una de las ciudades; posteriormente, se simuló y verificó el sistema
en la plataforma TRNSYS. Para lo anterior, el sistema se configuró con un conjunto
de área de captadores solares, dos intercambiadores de calor, cuatro bombas hi-
dráulicas, un tanque de almacenamiento y un calentador auxiliar. Finalmente, se
hizo una optimización de la fracción solar, variando la razón volumétrica con 10, 20
y 50 l

m2−ano
, a partir de lo cual, se observó que la razón volumétrica óptima fue de

20 l
m2−ano

, dados por la fracción solar obtenida y costos de instalación. La razón de
uso estimada, para el sistema, fue de 62 l

m2−d́ia
para un área de colección de 420

m2, para obtener una fracción solar de 0.42, 0.45 y 0.49 para Toluca, la Ciudad de
México yMonterrey, respectivamente. En este trabajo, semostró la importancia de
la razón de flujo en la eficiencia del sistema. Por otra parte, se obtuvieron compor-
tamientos similares para la Ciudad de México y Toluca.
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Arcos-Adame [2018] realizó una herramienta para el diseño de sistemas de ca-
lentamiento solar para el precalentamiento de agua mediante energía solar, para
12 ciudades con cuatro climas diferentes de México. Las ciudades fueron Monte-
rrey, Chihuahua y Hermosillo (clima seco), Torreón, Mexicali y la Paz (clima muy
seco), Cd. Victoria, Poza Rica y Cd. Del Carmen (clima cálido subhúmedo) y Tolu-
ca, Cd. De México, y Guadalajara (clima templado). La herramienta se llevó a cabo
variando la razón de uso, Ru, y la razón volumétrica, Rv , así como el ahorro de ci-
clo de vida, LCS. Las figuras demérito fueron la fracción solar, FS y la ganancia de
calor solar. La plataforma de simulación utilizada para la optimización térmica fue
TRNSYS y para la optimización económica fue una hoja de cálculo. La FS varió de
0.05 a 0.6 para las áreas de 138m2 a 1100m2, respectivamente. Al variar el volumen,
la FS varió aproximadamente un 15%. Todas las ciudades mostraron el ahorro má-
ximo con una razón de uso de 50 l

m2−d́ia
. La razón volumétrica óptima fue de 50 l

m2

para Chihuahua, Hermosillo, Torreón, Mexicali, La Paz, Cd. Del Carmen y Toluca y
30 l

m2 para Monterrey, Cd. Victoria, Poza Rica, Ciudad de México y Guadalajara. La
fracción solar fue de 0.58, 0.68, 0.7, 0.63, 0.65, 0.7, 0.56, 0.46 y 0.64 para Monterrey,
Chihuahua, Hermosillo, Torreón, Mexicali, La Paz, Cd. Victoria, Poza Rica, Cd. Del
Carmen, respectivamente. Se concluyó que el tipo de clima no tiene un impacto
significativo en el desempeño económico de un SHIP, sin embargo la cantidad de
irradiación si tiene un mayor impacto en el desempeño del mismo. Las Ru y Rv

son factores importantes para un buen dimensionamiento de sistemas de calen-
tamiento solar, así como el uso de figuras económicas.

El dimensionamiento de un sistemas de calentamiento solar es la base clave
para que estos sistemas sean competitivos. Esto se debe a que un sistema sobre-
dimensionado implica una fuerte inversión, lo que conlleva a que el sistema no
sea económicamente viable. Por otra parte, si un sistema es sub-dimensionado,
entonces implica que el sistema no aporte el calor requerido. La FS es el paráme-
tro térmico más usado para el dimensionamiento de estos sistemas. El área de
colección, el volumen de almacenamiento, la configuración del sistema y el punto
de incorporación al proceso pueden hacer variar la FS enmás de un 15%. Por dicha
razón, estas variables son consideradas importantes para el dimensionamiento de
los SHIPs.
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1.2.2. Simulación energética de sistemas de calentamiento solar

Ayompe et al. [2011]presentaron un modelo validado de TRNSYS para sistemas
de calentamiento solar con circulación forzada. El modelo se utilizó para evaluar
dos sistemas de calentamiento solar, uno con captadores de placa plana y el otro
con tecnología de tubo evacuado. El modelo se validó con un sistema de capta-
dores instalados en una azotea plana con dirección al sur y una inclinación de 53◦,
en un edificio del Instituto de Tecnología de Dublín en Dublín, Irlanda. El área de
colección fue de 3.0 y 4.0m2 para las tecnologías de tubo evacuado y placa plana,
respectivamente. Cada sistema fue equipado con un tanque de almacenamiento
cilíndrico presurizado de 300 l. El perfil de demanda utilizado fue de un volumen
total de 200 l a 60 ◦C diario. Para la obtención de los datos meteorológicos, tres
días fueron escogidos, uno en verano, uno en otoño y uno en invierno, los datos
obtenidos fueron utilizados como entradas en el modelo de TRNSYS. El porcenta-
je promedio del error absoluto y el porcentaje promedio de error fueron utilizados
para la cuantificación de las variaciones entre los valores medidos y los predichos.
Los porcentajes promedio de error absoluto calculados de la temperatura de sali-
da, el calor recolectado y entregado fue, respectivamente, de 16.9%, 14.1% y 6.9%
para la tecnología de placa plana y de 18.4%, 16.8% y 7.6% para la tecnología de tu-
bo evacuado. Por otra parte, los porcentajes promedio de error obtuvieron valores
de -9.7%, 7.6% y 6.9%, para la tecnología de placa plana, y 13.7%, 12.4% y 7.6%, para
la tecnología de tubo evacuado de la temperatura de salida, el calor recolectado y
entregado respectivamente. Para los captadores de placa plana, el modelo subes-
timó la temperatura de salida y sobreestimó el calor recolectado y entregado. En el
caso de tecnología de tubo evacuado, el modelo sobreestimó los tres parámetros.
A partir de lo anterior, los autores concluyeron que el modelo validado de TRNSYS
puede ser utilizado para la predicción de un desempeño a largo plazo de sistemas
de calentamiento solar en diferentes locaciones y la simulación de desempeño de
sistemas bajo diferentes condiciones meteorológicas y condiciones de operación.

Hazami et al. [2013] estudiaron el potencial energético y térmico de los sistemas
de calentamiento solar domésticos en Túnez, Túnez y los compararon con losmé-
todos de calentamiento de agua en el sector doméstico. En primera instancia, se
realizaron simulaciones con el software TRNSYS, para tecnologías de placa plana y
tubo evacuado. Las simulaciones fueron realizadas para una casa con 4-5 ocupan-
tes (con un consumo estimado de 265 l

d́ia
) a lo largo de un año. Posteriormente,
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se validó experimentalmente elmodelo de simulación, obteniendo una diferencia
entre lo simulado y lomedido del 4% y del 3%para las tecnologías de placa plana y
tubo evacuado, respectivamente. Una vez validado, los resultados obtenidos de las
simulaciones fueron utilizados para evaluar la energía colectada y la fracción solar
relativa a las dos instalaciones (tecnología de placa plana y de tubo evacuado). A
partir de lo cual, se evaluaron los ahorros, la viabilidad económica y los tiempos
de recuperación para las dos tecnologías. La energía colectada varió alrededor de
336-694.5 y 670-959 kWh

m2 para las tecnologías de placa plana y tubo evacuado res-
pectivamente. La fracción solar promedio anual, para la tecnología de placa plana,
fue del 68%, mientras que para la tecnología de tubo evacuado fue del 84%. El
ahorro anual en energía eléctrica y periodo de recuperación, para la tecnología de
placa plana, fue de 1316 kWh

ano y 8 años (comparado a un calentador eléctrico) y de
306 m3

ciudad y 6 años de periodo de recuperación (comparado a un calentador de
gas). Para la tecnología de tubo evacuado, se obtuvieron ahorros de 1459 kWh

ano y un
periodo de recuperación de 10 años (comparado a un calentador eléctrico) y de
410 m3

ciudad y 7.5 años de periodo de recuperación (comparado a un calentador de
gas). Con base a lo cual, los autores concluyeron que los sistemas de energía solar
son eficientes y costo efectivos.

Abdunnabi et al. [2014] realizaron unamodelación en TRNSYS de un sistema de
calentamiento solar para uso doméstico. El sistema consistió de cuatro captadores
de tubo evacuado, conectados en serie, componentes de las bombas hidráulicas
y un tanque de almacenamiento de 200 l. La modelación fue validada con datos
experimentales obtenidos cada cinco minutos, a lo largo de seis días consecuti-
vos (del 20 al 26 de marzo del 2013) en el Center for Solar Energy Research and
Studies en Tajoura. Los parámetros medidos fueron las temperaturas del agua de
entrada y salida del tanque y del captador, los datos meteorológicos y la razón de
flujo. Los resultados mostraron una discrepancia máxima de 13% entre los valores
simulados y losmedidos de la radiación solar global por día. Para las temperaturas
de retorno y salida de los captadores, el porcentaje de error fue entre el 6 - 20% y
el 8.5- 23%, respectivamente. El error promedio entre la energía acumulada me-
dida y simulada fue menor a 20.5%. Los resultados mostraron que la plataforma
demodelación TRNSYS provee de predicciones satisfactorias comparadas con los
datos experimentales.

Platzer [2015] realizó un reporte en el cual analizan siete diferentes softwares
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de simulación de SHIP . A lo largo del reporte realizaron una descripción detalla-
da de cada una de las herramientas de simulación. Cada uno de los softwares son
analizados considerando una introducción, seguido de los fundamentosmatemá-
ticos y de programación, el modelado de sistemas térmicos solares, evaluaciones
deunos sistemasde calentamiento solar y terminando conun resumende las ven-
tajas y desventajas de cada uno de estos softwares. Los softwares analizados son
TRNSYS, Colsim, Insel, TSOL, Polysun , Greenius y EXCEL-SOPRO. Los autores de-
terminaron que TRNSYS es una herramienta flexible y adecuada, cuando se tiene
disponible unadescripcióndetalladadel sistemaconcomponentesbiendescritos,
donde los parámetros delmodelo están claramente definidos. Asímismo, COLSIM
también fue descrito como una herramienta flexible, aunquemenos práctica para
estudios básicos, sin embargo,muy adecuada para la optimización de parámetros
operacionales de plantas existentes o plantas conunaplaneación detallada. Por su
parte, los autores creen que en Insel, el uso de los bloqueDELAY puede influenciar
la funcionalidad de algunos bloques de control. Mientras que TSOLmostró que las
simulaciones de los procesos se pueden realizar rápidamente, debido a los mode-
los pre-configurados, ademásde ser unaherramienta altamente intuitiva, empero,
debido a dichos sistemaspre-configurados losmodelados con arreglos hidráulicos
complejos y sus estrategias correspondientes de control son limitados. Al igual que
en TSOL, Polysun cuenta conmodelos predefinidos, sin embargo, el software está
limitado a valores de cada hora promedio y a un sistema con presiones máximas
de 50 bar, sin mencionar las limitaciones dadas por sus limitaciones al definir el
perfil de carga. Los autores consideraron que Greenius es el software para esti-
maciones de desempeño preliminares dentro de un estudio de factibilidad, pero
no debe ser utilizado para cuestiones ingenieriles más detalladas. EXCEL-SOPRO
fue descrita como una herramienta de diseño simple y relativamente fácil de usar,
sin embargo, varias características necesitan ser mejoradas. Por lo que se puede
concluir que TRNSYS y COLSIM son herramientas útiles para la modelación de di-
ferentes tipos de sistemas, y se tiene un poco más de libertad que en el resto de
los softwares, a la hora de escoger la configuración del sistema.

Vargas-Bautista et al. [2017] realizaron un estudio termo-económico de una
planta destiladora de etanol con calentamiento solar, para la producción de eta-
nol al 95% en la ciudad de Monterrey, México. El estudio se realizó a lo largo de
un año, se evaluaron tecnologías de tubo evacuado y de canal parabólico, para la
simulación térmica y económica se utilizó TRNSYS. El flujo volumétrico fue de 200
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l
h para concentraciones acuosas de etanol del 5% y 10%. La fracción solar con la
tecnología de tubo evacuado fue 12.6% mayor que con la de canal parabólico. El
periodo de recuperación y el costo nivelado fue de 20 y 18.79 años 1.152 y 1.197 US$

l

para el captador de tubo evacuado y para canal parabólico respectivamente. Los
autoresmostraron que la tecnología de tuvo evacuado provee unamayor fracción
solar y costo nivelado que la de canal parabólico.

Bouhal et al. [2018] estudiaron los efectos de la tecnología de los captadores,
condiciones climáticas y el perfil de demanda de agua caliente, en el desempeño
de un sistema de calentamiento de agua solar doméstico en Marruecos. El siste-
ma se conformó de captadores, un tanque de almacenamiento térmico aislado,
una bomba, un tanque de almacenamiento, un sistema de calentamiento auxiliar
y controles. Las tecnologías consideradas en este estudio fueron: de placa plana,
de tubo evacuado y de canal parabólico. Marruecos fue dividido en seis ciudades
de referencia, la división se basó en los grados del día y zona geográfica. El software
Meteonorm se utilizó para la obtención de los datos meteorológicos en cada una
de las ciudades. Las simulaciones fueron realizadas con el software TRANSOL 3.0
para la obtención de la temperatura del tanque de almacenamiento y la tempe-
ratura de salida de cada captador. Cinco perfiles de carga fueron considerados (el
DTIE, el diurno, el europeo, el mañanero y el de la tarde) para un consumo de agua
diario de 240 l a una temperatura de 45◦C . La energía colectada, a lo largo del año,
fue de 220-440 kWh, 255-450 kWh y 280-500 kWh, con áreas de 2.3m2, 2m2 y 2m2,
para las tecnologías de placa plana, de canal parabólico y de tubo evacuado, res-
pectivamente. Las FS obtenidas para los perfiles DTIE, diurno y mañanero, fueron
del 42 al 80% para los meses de diciembre, enero, febrero y marzo. Mientras que
para los perfiles de carga europeo y de la tarde, las FS obtenidas variaron entre 42
y el 52%, para los mismos meses. También, se apreció que la tecnología de tubo
evacuado se desempeñómejor, que la de placa plana y captador parabólico, sien-
do las FS de entre 32-78% para la tecnología de placa plana, 42-88% para la de
tubo evacuado y de 35-82% para la de canal parabólicos. Con base a lo anterior, se
concluyó que es importante el tipo de perfil de carga y tecnología utilizada.

Cruz-Pinuelas [2019] desarrolló una herramienta gráfica para la evaluación del
desempeño térmico de un sistema de calentamiento solar, para el precalenta-
miento de agua para calderas, con captadores planos y almacenamiento. La he-
rramienta gráfica, construida en la plataforma de simulación TRNSYS, se utilizó

10



en un caso de estudio con una demanda de 18 m3

d́ia
de agua a 90◦C en Guaymas,

Sonora. La configuración del sistema seleccionado para el caso de estudio estuvo
conformado por captadores solares, intercambiadores de calor, tanque de alma-
cenamiento térmico, bombas hidráulicas y calentador auxiliar. Los parámetros de
optimización utilizados fueron la FS y la ganancia de calor solar (GCS). En el tra-
bajo se estudiaron 3 configuraciones de carga con 24 perfiles de carga continuos
cada una, 8 razones de uso (25, 50, 75, 100, 125, 150, 175 y 200 l

m2−d́ia
) y 3 razones volu-

métricas (30, 50 y 70 l
m2 ). Los valores máximos de la FS fueron de 0.89-0.92 para la

razón de uso de 25 l
m2−d́ia

. Por otra parte, los valoresmáximos de la GCS fluctuaron
entre 1923.8 a 1938.4 kWh

m2−ano
, para la razón de uso de 200 l

m2−d́ia
, es decir, a mayor

razón de uso mayor FS y menor GCS. También, se observó que, a partir del perfil
de carga de 11 horas, los valores de la FS y GCS son similares para las tres configu-
raciones y sufren un decremento del 5.0% y 110.02 kWh

m2−ano
, respectivamente. Para

los diferentes perfiles de carga, se encontró una variación del 15 al 60% en la FS

y de 390 a 1490 kWh
m2−ano

en la GCS. El autor concluyó que los valores de la FS y la
GCS se ven afectados en primer lugar por el perfil de carga, seguido por la Ru. El
autor concluyó que la razón volumétrica tiene un efecto poco considerable sobre
los parámetros de optimización.

Ramírez-Martínez [2019] realizó una optimización termo-económica de un sis-
temadeprecalentamientodeaguamediante energía solar enChihuahua, Cancún
y la Ciudad de México. El sistema se conformó de captadores de tubo evacuado,
dos intercambiadores de calor, tres bombas hidráulicas, un tanque de almacena-
miento y dos controles de temperatura. El sistema trabaja con tres fluidos de tra-
bajo, agua/etilenglicol, agua potable y agua tratada para el circuito de colección,
de almacenamiento y de proceso, respectivamente. Las figuras de mérito son la
fracción solar, la energía útil, la tasa interna de retorno, el tiempo de retorno y los
ahorros solares. Las simulaciones térmicas del sistema se realizaron con TRNSYS,
donde se estableció una demanda de 27,500 l

d́ia
a 90◦C . La plataforma de simu-

lación económica se desarrolló en una hoja de cálculo del programa Excel, y se
basó en un análisis de ahorro de ciclo de vida. En la optimización térmica, el área
de colección y volumen de almacenamiento óptimos fueron de 275 m2 y 13.75 m3

para las tres ciudades, respectivamente. Las fracciones solares óptimas fueron de
0.53, 0.43 y 0.39, mientras que las energías útiles óptimas fueron de 1356.63 kWh

m2−ano
,

1090.7 kWh
m2−ano

y 983.98 kWh
m2−ano

para Chihuahua, CDMX y Cancún, respectivamente.
En el análisis económico para las ciudades CDMX y Cancún fue necesario conside-
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rar subsidio, ya que sin él se generaron ahorros solares negativos. En la CDMX se
obtuvo un ahorro solar máximo de $508,964.12, una tasa interna de recuperación
máxima de 12.42% y un tiempo de recuperación mínimo de 4.16 años, conside-
rando subsidio del 50%. Para Cancún, el ahorro solar máximo, la tasa interna de
recuperación máxima y el tiempo de recuperación mínimo obtuvieron los valores
de $362,073.48, 11.78% y 3.67 años considerando un subsidio del 60%, respectiva-
mente. Mientras que para Chihuahua la optimización económica se presentó para
un área de colección de 275 m2, un volumen de almacenamiento de 19.25 m3, con
lo cual se obtuvo un ahorro solarmáximo de $527,697.29, una tasa interna de recu-
peración de 9.9% y un tiempo de retorno de la inversiónmínimo de 6.75 años. Por
lo que el autor pudo concluir que en Chihuahua resulta viable implementar este
sistema,mientras que en la CDMX y Cancún es necesario un subsidio. Por otra par-
te, en el estudio económico, se observó que la tasa interna de retorno y los ahorros
solares son los parámetros económicos con mayor sensibilidad a los cambios en
la razón de uso y volumétrica, que el periodo de retorno de la inversión y el precio
de la energía.

Lugo et al. [2019] desarrollaron una subrutina en TRNSYS (Type), para el cálcu-
lo de pérdidas térmicas en las tuberías, en un sistema de calentamiento de agua
solar para la industrial, basada en un modelo numérico. La validación del modelo
matemático se realizó condatos experimentales de 100días, en Temixco,México. El
sistema experimental consistió de 18 ETC , un tanque de almacenamiento de 700
l, un calentador auxiliar eléctrico de 10 kW , un intercambiador de calor acoplado
con un enfriador, controles de temperatura diferencial y bombas de recirculación.
El modelo de validación consideró una carga térmica de 15 a 20 kW , con un perfil
diario de carga a lo largo 6 h. El Type de cada componente del sistema se validó, y
también en su conjunto. La desviación promedio entre los resultados numéricos
y experimentales fue de ±6.5% para la ganancia térmica útil y las pérdidas térmi-
cas en las tuberías. La desviación promedio para las temperaturas fue de ±0.5%.
La pérdida de energía por tuberías en sistemas de calentamiento de dimensiones
grandes debe ser tomado en cuenta y reducido en sumayormedida. Es importan-
te el arreglo de los captadores, con el fin de reducir las pérdidas por las tuberías.

Los softwares de simulación de SHIP han demostrado ser una herramienta
útil y fehaciente para estudiar, diseñar y analizar dichos sistemas. Entre éstos soft-
wares, TRNSYS y COLSIM se destacan por su libertad en la elección de las confi-
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guraciones de los sistemas. Se pudo apreciar que la tecnología de los captadores
solares también afecta considerablemente al desempeño del sistema, ya que al
cambiar el tipo de captador, la fracción solar llegó a tener diferencias de hasta el
10%. El perfil de carga de un sistemade calentamiento solar, a nivel industrial, pue-
de afectar un 40% en el desempleño del sistema, mientras que a nivel doméstico,
el efecto se reduce al 10%. La pérdida de energía por tuberías en sistemas de ca-
lentamiento de dimensiones grandes debe ser tomada en cuenta.

1.2.3. Optimización térmica y económica

En esta sección se analizan los trabajos de optimización de sistemas de calen-
tamiento solar mediante dos métodos principalmente, el variacional y el de inteli-
gencia artificial.

1.2.3.1. Análisis variacional

Banos et al. [2011] hicieron una recolección de los estudios que se han hecho en
optimización en energías renovables, tales como la energía eólica, solar, hidráulica,
geotérmica y bioenergía. En la optimización de sistemas de energías renovables,
el reto implica identificar los parámetros a considerar, seleccionar la metodolo-
gía e identificar el lugar de estudio. Los estudios de optimización mencionan los
diversos métodos de optimización, entre los cuales las aproximaciones de redes
neuronales se destacaron por el poco tiempo en llevarse a cabo, en comparación
al tiempo que se toma para las otras optimizaciones. La revisión bibliográfica con-
sideró 216 artículos, de los cuales, 29 se enfocan a la energía solar. Estos artículos
mencionan el uso de redes neuronales para realizar diversas optimizaciones, de-
mostrando que el uso de redes neuronales es sumamente útil para este tipo de
estudios. En los estudios de energías renovables, se observa que por lo general es
necesario hacer una optimización multi-objetivo, lo cual puede ser sumamente
complicado siguiendo un enfoque tradicional tales como la programación de in-
tervalo lineal, programación cuadrática, entre otros.

Baniassadi et al. [2015] evaluaron la vialidad de la integración de un sistema de
calentamiento solar en una fábrica empacadora de atún, en el lado del Atlántico
del país Vasco, utilizando análisis pinch. El perfil de carga fue de 12 horas al día, por
cinco días a la semana en invierno, y por seis días a la semana en verano. El análisis
Pinch se realizó con base a la información de los flujos fríos y calientes, tomando
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en cuenta la compatibilidad temporal de flujos. El punto pinch global fue ubicado
en 105.0◦C , con un requerimiento de 3875 kWh

lote . A partir de un primer análisis pinch
se propuso un diseño optimizando la energía. El desempeño se evaluó por con un
segundo análisis pinch. Una vez que los requerimientos energéticos del proceso
optimizado se determinó la viabilidad de la incorporación del sistema de calen-
tamiento solar para precalentamiento de agua para caldera. La factibilidad de la
instalación termo solar se estimópara dos escenarios diferentes, el acomodode los
captadores solares en serie o en serie-paralelo. Las orientaciones de los captado-
res se establecieron hacia el sur con un ángulo de 43◦. El fluido de trabajo utilizado
fue una mezcla de propinelglicol-agua al 35%. Para el caso de los captadores en
serie, el área de absorción fue 359m2, alcanzando una fracción solar de 0.115, y pro-
duciendo una carga de calor neta de 547 kWh

d . En el segundo escenario se evaluó
el sistema con un arreglo de dos líneas de captadores en serie , con Propinelicol-
agua al 55.4%. La fracción solar en el segundo escenario fue de 0.097 con un área
de absorción de 371 m2. A partir de lo anterior, el sistema de calentamiento solar
se incorporó al proceso. Tras la incorporación del sistema seleccionado al proceso,
el proceso se evaluó con un nuevo análisis pinch, en el cual, se observó un peque-
ño decremento del punto pinch global a 98.2◦C . Después de la optimización y la
incorporación del sistema de calentamiento solar, la reducción de combustible fó-
sil fue del 24%. Para finalizar, los autores concluyeron que en el proceso se pudo
reducir notoriamente su consumo de combustible alcanzando un nivel de inde-
pendencia de energía significativo.

Allouhi et al. [2017] exploraron la utilizaciónde calentamiento solar de agua cen-
tralizada con diferentes perfiles de carga, para su aplicación en la industria de la
comida. El proceso estudiado, se dividió en cuatro etapas, cada una con diversos
requerimientos. El sistema propuesto, se conformó por una red de captadores so-
lares, un tanque de almacenamiento centralizado, una serie de bombas hidráuli-
cas y un sistema de calentadores en serie a la entrada de cada proceso. Con dos
circuitos de control para la activación de las bombas, en función a la radiación solar
incidente, y la comparación de las temperaturas en el intercambiador de calor y el
fondo del tanque. El sistema se diseñó con base a las condiciones climáticas de
Marruecos, se realizó unmodelo matemático para los componentes del sistema y
se realizó un análisis económico. Se llevó a cabo una optimización del ahorro anual
del ciclo de vida, en términos del ángulo de inclinación, área del campo de capta-
dores y volumen del tanque; para lo cual, se realizaron una serie de simulaciones.
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Obteniendo como resultado un ángulo de inclinación de 30◦, un área de 400 m2

y un volumen de almacenamiento mínimo de 2000 l, esto considerando un flujo
de masa de 9000 kg

h . Se calculó un PB de 12.27 años y una FS de 41.01%, corres-
pondiente a un ahorro de energía alrededor de 216.62 MWh. Con una reducción
de emisiones de CO2 de 77.23 toneladas. Se observó que el área de colectores y el
ángulo de inclinación son de suma importancia El ahorro de ciclo de vida puede
llegar a variar hasta en un 40% y 20%, debido al área de colección y volumen de
almacenamiento, respectivamente, también puede variar en un 100% e incluso
llegar a números negativos debido al ángulo de inclinación de los captadores.

Acır et al. [2017] realizaron un estudio para identificar lo parámetros con ma-
yor influencia en las eficiencias de energía y exergía de un calentador de aire de
tubos evacuados. El análisis se realizó utilizando datos experimentales, las razo-
nes de contribución de cada parámetro fue determinadamediante un análisis de
varianza. Cabemencionar que las ecuaciones empíricas de las eficiencias de ener-
gía y exergía fueron comparadas con los datos experimentales y derivadas con un
análisis de regresión. De acuerdo con el análisis de varianza, los factores con ma-
yor influencia en las eficiencias fueron el número de Reynolds con un 51.30%, los
ángulos de desahogo con un 22.59%, y las longitudes de los tubos con 22.51% de
influencia. Por otra parte, los resultados obtenidos con el análisis de regresión ob-
tuvieron una R2 de 0.9227 al compararlos con los datos experimentales, por lo que
se concluye que el uso del análisis de regresión es adecuado para estimar los datos
requeridos.

Jannesari andBabaei [2018] hacenunaevaluación termo-económicoutilizando
energía solar, para la extracción por solventes del cobre para la mina de cobre Sar-
cheshmeh enKerman, Iran. Comoparámetros de entrada se incluyeron los efectos
climáticos y almacenamiento térmico. El escenario base se conformó de captado-
res ETC-1 con inclinación de 20◦, orientación norte-sur, temperatura de entrada a
los captadores de 60◦C , con agua como fluido de transporte de calor, una fracción
solar (FS) aceptada mínima de 40% con un tanque de 5 capas de aislamiento. En
el estudio se varió cada una de las especificaciones y se evalúo su efecto en el pe-
riodo de reembolso, hasta que se cambió la función de costo de ahorro de ciclo
de vida. Entre los resultados obtenidos, se encontró que modificando la orienta-
ción el PB aumentó a 16.3 años y la FS bajo a 40.44%. Y al cambiar el fluido de
transferencia de calor por etileno glicol, se obtuvo un PB de 6.36 años con una FS
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de 71%. Finalmente, al cambiar la función de costo a LCS la FS se redujo a 43.12%.
También seobservóque, cuandonohayuna limitaciónenel terrenodisponible, los
captadoresmás baratos (ETC-3) son una opción demayor interés,mientras que re-
duciendo la temperatura de entrada a los captadores se ganamás calor. También
se pudo apreciar que el cambiar agua por etilenglicol se obtiene una FS mucho
mayor,mientras que lamejor orientación es norte-sur. Es de suma importancia re-
saltar que, al reducir la FS, el periodo de reembolso no varió mucho, por lo que es
importante hacer una optimización multi-objetivo con PB y LCS como un vector
para optimizar. Por otra parte, semostró que el sistema puede abastecer hasta un
78% de la demanda total de calor, lo cual lleva a reducir alrededor de 970 tonela-
das de emisiones de bióxido de carbono por año.

Tian et al. [2018] realizaron una optimización termo económica de una planta
solar híbrida de 9999 m2, la cual se encuentra compuesta de captadores planos
y parabólicos. Como parámetros de optimización se usaron el costo de calor ni-
velado (LCOH , por sus siglas en inglés) y la energía de salida. Para esto, se utilizó
TRNSYS-GenOpt para llevar a cabo la optimización multi-variable. Al hacer la va-
riación del volumen entre 2430m3 y 5000m3, el LCOH obtuvo casi el mismo valor
de 0.420 DKK

kWh , mientras que la energía de salida de la planta incrementa de 422 a
434 kWh

m2 ; sin embargo, cuando el volumen es de 7000m3 la energía de salida llega
a 438 kWh

m2 . A partir de lo cual, se observó que el volumen razonable varia de 5000
a 7000 m3. Posteriormente fueron comparados cuatro diferentes escenarios, para
las razones de áreas de los captadores, fueron comparados; a partir de lo cual, se
vieron varias conclusiones de las diferentes funciones objetivo. Por una parte, los
captadores parabólicos son más eficientes que los captadores planos para altos
niveles de temperaturas. Por otro lado, el precio de los captadores parabólicos es
mayor al de los planos. Finalmente se analizaron siete escenarios de demanda de
calor, variando de 0 a 60% extra del escenario base. Con el incremento de la de-
manda se observó que la energía de salida de los captadores parabólicos llegó a
incrementar de 418 a 528 kWh

m2 y el LCOH neto se redujo de 0.42 a 0.363 DKK
kWh . El

LCOH puede reducirse hasta un 5-9% con un sistema hibrido. El LCOH neto de la
planta resultó de 0.42, que es menor que el precio promedio de calor proveniente
de calentadores de gas. Por lo que se puede decir, que un método multi-variable
de costo de calor nivelado puede ayudar al diseño y la construcción de plantas de
calentamiento solar a gran escala.
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La optimización de los sistemas de calentamiento solar puede llevar a que és-
tos sean económicamente viables. La figura de mérito térmica es principalmente
la fracción solar, mientras que las económicas es el tiempo de recuperación y el
ahorro de ciclo de vida. El ahorro de ciclo de vida puede llegar a variar hasta en
un 40% y 20%, debido a variaciones del área de colección y volumen de almace-
namiento, respectivamente, también puede variar en un 100% e incluso llegar a
números negativos debido al ángulo de inclinación de los captadores. Unmétodo
multi-variable de costo de calor nivelado puede ayudar al diseño y la construcción
de plantas de calentamiento solar a gran escala. Ya que al utilizar el periodo de
recuperación, este tiende a ocasionar que el SHIP tenga dimensiones reducidas,
pero no toma en cuenta la FS. El ahorro de ciclo de vida se ve directamente afec-
tado por la FS, sin embargo, puede generar un dimensionamiento elevado. El uso
de un análisis variacional puede generar la reducción de combustible fósil sea del
24%, debido a la optimización e incorporación de SHIPs.

1.2.3.2. Inteligencia artificial en la optimización de sistemas

Kalogirou [1996] utilizó una red neuronal para la predicción de la razón de con-
centración local de captadores de cilindro parabólicos, para estimar el factor de
intersección del captador y su eficiencia óptica. Para el entrenamiento de la red,
utilizó una base de datos experimentales, para los ángulos de incidencia de 15◦ y
60◦. Con dos neuronas de entrada para los valores del ángulo de incidencia (LCR),
en el tubo y en la parábola, siendo la salida un elemento vector correspondiente a
los valores de LCR. La ganancia y momentum fueron de 0.1 y 0.5, respectivamen-
te. La capa de entrada lineal fue utilizada como una función de activación, con un
peso de 0.3. Los parámetros para el entrenamiento fueron constituidos de 35 pa-
trones,mientras que para la prueba se hizo uso solamente de 3. Una vez entrenada
la red, se predijeron los valores de LCR para los ángulos de incidencia de 0◦, 30◦ y
45◦, lo cual permitió obtener un coeficiente de correlación cercano a 1. A partir del
LCR, las estimaciones del ángulo de incidencia y eficiencia óptica se hicieron con
una desviación máxima de 3.2%. Con lo anterior se observó que el método puede
ser utilizado para la estimación de valores LCR.

Kalogirou et al. [1999] predijo la energía útil extraída y el aumento de tempe-
ratura en el almacenamiento de agua, en un sistema de calentamiento de agua
doméstico utilizando una red neuronal, en Atenas, Grecia. La red se entrenó con
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33 casos conocidos, obtenidos de las pruebas llevadas a cabo siguiendo el están-
dar griego ELOT 879, para sistemas disponibles en el mercado griego. El entrena-
miento implicó variar las áreas del captador de 1.81 a 4.28 m2, con datos de salidas
experimentales, se consideraron sistemas abiertos y cerrados, y tanques de alma-
cenamiento verticales y horizontales. Después del entrenamiento, se realizó una
validación, haciendo uso de tres sistemas desconocidos para la red, obteniendo
un porcentaje de error de 7.1% y 9.7% para los sistemas conocidos y los desconoci-
dos, respectivamente. El tiempo de entrenamiento de la red fue de 30min en una
máquina Pentium 133MHz. Mientras que, una vez ya entrenado la red, el tiempo
para las predicciones data fue entre 1 a 2 s en lamismamáquina. Con lo anterior se
concluyó que, al comparar con los métodos convencionales, la ANN tiene mejor
velocidad de cálculo, mayor simplicidad y la ventaja de que puede aprender de
ejemplos.

Kalogirou [2004] hizo uso de la red neuronal Group Method of Data y un al-
goritmo genético para la optimización de un sistema de energía solar en Cyprus,
Grecia. El ahorro de ciclo de vida (LCS) fue usado como parámetro de optimiza-
ción. Para esto, en primera instancia, se realizaron una serie de simulaciones con el
programa TRNSYS, para un sistema de calentamiento solar. El sistema se confor-
mó por una red de captadores, un tanque de almacenamiento, una bomba solar,
válvula de alivio y un calentador auxiliar. Para las simulaciones se varió el área cap-
tadora y un volumen del tanque de 20 m3, posteriormente se varió el volumen a
10 y 30 m3. A partir de los valores obtenidos se entrenó la red neuronal, ya que se
hizo una relación de los dos parámetros con el LCS, creando una base de datos.
Tras la validación se observó que la red neuronal aprendió con una precisión de
0.9968. Subsecuentemente, se realizó la optimización con el algoritmo genético
el cual incremento los LCS en un 4.9%. Ambos métodos tomaron alrededor de
10 s de cómputo, demostrando que ambos métodos pueden ser utilizados para
la optimización de sistemas, con la ventaja de que pueden ser utilizados para el
diseño y la optimización de otro tipo de sistemas de calentamiento solar.

Kalogirou [2005] optimizó económicamente un sistema de calentamiento de
agua solar para uso doméstico, utilizando una red neuronal y un algoritmo gené-
tico, para Nicosia, Chipre. Para la optimización, primero se simuló el sistema con el
software TRNSYS, seguido se utilizó la red neuronal para obtener la energía auxiliar
requerida y luego se optimiza de manera económica mediante con el algoritmo
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genético. El sistema, que provee agua caliente a 10 casas, se conforma con capta-
dores de placa plana, un tanque de almacenamiento, una bomba hidráulica solar
y un calentador auxiliar. La carga diaria a satisfacer es de 120 lt a 50◦C para cada
casa. Los parámetros a optimizar son el área de colección, la inclinación, la razón
de flujo y el volumen de almacenamiento y la figura de mérito económica fue el
ahorro de ciclo de vida. La base de datos se construye combinando 48 casos, de
los cuales, 42 se utilizan para el entrenamiento de la red y seis para su verificación.
La red se entrena con el algoritmo back-propagation y se conforma de 4 neuro-
nas de entrada, tres bloques con 10 neuronas en la capa oculta y una neurona de
salida. Los coeficientes de determinación múltiple (valor-R2) obtenidos fueron de
0.9999, para la fase de entrenamiento, y de 0.9885 para la fase de verificación. Los
resultados óptimos obtenidos del algoritmo genético fueron 36 m2, 39◦, 30 kg

h−m2 ,
1.79 m3 y £5,918. Los resultados obtenidos con el método tradicional fueron de 35
m2, 40◦, 54 kg

h−m2 , 2.0 m3 y £4,981. La diferencia porcentual entre los valores obte-
nidos para la energía auxiliar entre la red neuronal y TRNSYS fue de 1.8%. Por su
parte, el mayor ahorro de ciclo de vida se obtuvo con el algoritmo genético, con
una diferencia porcentual de 15.8%, comparado al obtenido por el método tradi-
cional de prueba y error. El tiempo de entrenamiento de la red fue de 5 min y el
tiempo de cómputo requerido por el algoritmo genético fue de 130 s, en una má-
quina Pentium 400 MHz. Se puede observar que el método propuesto muestra
mejores resultados que los obtenidos por métodos tradicionales, aparte del corto
tiempo necesario para la obtención de resultados. También, dado que el sistema
óptimo es dado directamente, no es necesario analizar los datos de salida con el
fin de encontrar las características del sistema óptimo. Elmétodo se puede utilizar
para el diseño y optimización de nuevos y más complicados sistemas.

Kalogirou et al. [2008] hizo uso de seis redes neuronales artificiales para la pre-
dicción de los parámetros de desempeño de captadores solares de placa plana.
La arquitectura de las redes constó de una capa de entrada (con un bloque), dos
ocultas (una con dos bloques y la otra con uno) y una de salida (con un bloque).
Por otra parte, la mejora de red y el factor demomento fueron ajustados a 0.1 para
todas las redes. La base de datos y el algoritmo de aprendizaje back-propagation
fueron utilizados para el entrenamiento de las redes neuronales. Para la validación,
los valores obtenidos de las redes delmodificador de ángulo de incidencia, la cons-
tante de tiempo y la capacidad de calentamiento de cuatro diferentes captadores
fueron comparados con los valores experimentales obteniendounadiferenciamá-
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xima de 0.0057, 4.2 s y 1.38 kJ
K , respectivamente. A partir de lo cual, se probó que

las redes neuronales se pueden desempeñar con una precisión satisfactoria para
la predicción de desempeño de captadores solares. Lo que puede ayudar a los in-
genieros diseñadores a obtener parámetros de desempeño de nuevos diseños de
captadores.

Ammar et al. [2013] utilizan redesneuronales artificiales paradeterminar el pun-
to deoperacióndepoder óptimodepaneles fotovoltaicos y térmicos considerando
el comportamiento del modelo. En el trabajo se presenta los efectos del flujo de
masa en los sistemas térmicos y fotovoltaicos. El algoritmode las redes neuronales
se utilizó para calcular la taza de flujo másico óptima para el punto de operación,
con las entradas: irradiación solar y temperatura ambiente. La base de datos utili-
zada se dividió en el 60% para el entrenamiento, 20% para la prueba y 20% para
la verificación. La red neuronal obtuvo un error de bias bedio normal (NMBE) de
13.05%. Los autores concluyeron con base a los resultados que el control del flujo
másico para paneles fotovoltaicos y térmicos con redes neuronales es preciso.

Kalogirou et al. [2014] utilizaron redes neuronales para la predicción del desem-
peño de un sistema de calentamiento solar, considerando la disponibilidad, a cor-
to plazo, de medidas relativamente simples. La arquitectura de la red neuronal se
compone de tres neuronas de entrada, tres bloques en la capa oculta con cinco
neuronas cada uno, y un bloque de salida con dos neuronas. Para el entrenamien-
to y la validación de la red neuronal, la radiación, la temperatura ambiente, las tem-
peraturas de entrada y salida del tanque de almacenamiento, el flujo másico del
agua y la temperatura en diversos puntos del tanque semonitorearon a lo largo de
un año. De las 226 bases de datos diarias que se consideraron válidas, 184 fueron
utilizadas para el entrenamiento y 42 para la validación de la red neuronal. El al-
goritmo de propagación hacia atrás se utilizó para el entrenamiento, se estableció
la razón de aprendizaje a un valor constante de 0.1 y con un factor de momentum
de 0.3. Los pesos fueron inicializados a un valor de 0.3. La temperatura ambien-
te promedio diaria, la radiación incidente total diaria y la temperatura inicial del
tanque de almacenamiento fueron utilizadas como parámetros de entrada. Las
salidas fueron la energía promedio diaria del sistema y la temperatura máxima
del agua en el tanque al final del día. El coeficiente de correlación obtenido va-
rió de 0.9546-0.9625 y de 0.9681-0.9560 para la temperatura máxima del agua y
de la energía promedio del sistema, respectivamente. Los resultados obtenidos se

20



compararon con los datos experimentales resultando un error cuadrático de 0.96.
El método propuesto presenta ventajas por su simplicidad de implementación, y
por el potencial de mejorar la capacidad de la red neuronal, para la predicción del
desempeño del sistema solar mediante la continua integración de nuevos datos.

Yaïci and Entchev [2014] predijeron el desempeño de un sistema de energía so-
lar térmico doméstico. La predicción fue realizada mediante una red neuronal de
avance demúltiples capas perceptron (multilayes feed-forward perceptron). El al-
goritmopara el entrenamiento seleccionado fue lapropagación regresiva Lenberg-
Marquart. El entrenamiento y la validación emplearon 185 conjuntos de datos dia-
rios experimentales (130 para el entrenamiento y 55 para la validación), obtenidos a
lo largo de 2 años en Ottawa, Canadá. La red neuronal fue utilizada para la predic-
ción de varios parámetros de desempeños del sistema, tales como la fracción solar
y el calor de entrada. La red neuronal permitió obtener un error relativo promedio
de 1.09-1.16% con una desviación estándar entre 1.04-1.22%. También, la red neuro-
nal permitió predecir las temperaturas de precalentamiento de agua en el tanque
de estratificación y las fracciones solares con errores menores al ±3% y ±10%, res-
pectivamente. En lamedición fueron empleados dos niveles de ruido con el fin de
ver la capacidad de predicción de la red neuronal. Los resultados obtenidos, con
los dos niveles de ruido en lamedición, fueron del mismo orden demagnitud que
el propuesto sin datos inciertos, lo que mostró la extensión del método. La opti-
mización con redes neuronales muestra que las redes neuronales pueden tener
una alta exactitud y confiabilidad para la predicción del desempeño de sistemas
de energía solar térmica complejos.

Yaïci and Entchev [2016] utilizaron un método de sistema de inferencia neuro-
difusa adaptativa (ANFIS, por sus siglas en ingles) para la prediccióndel desempe-
ño de los parámetros en un sistema de energía solar, para la aplicación doméstica.
En el estudio se utilizó un algoritmo híbrido de aprendizaje, combinando el mé-
todo de mínimos cuadrados y el método de pendiente de gradiente para leer los
parámetros. Los datos utilizados para el aprendizaje fueron obtenidos de mane-
ra experimental, compilados en trece casos, diez para el entrenamiento y 3 para
la validación y evaluación del modelo de red en ANFIS, con un amplio rango de
condiciones ambientales. A partir de la validación, se encontró que los parámetros
predichos, las temperaturas de estratificación del tanque de precalentamiento, el
calor de entrada de los captadores al intercambiador de calor, el calor de entrada
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al tanque auxiliar y las fracciones solares, concordaban con los valores experimen-
tales. Las desviaciones estándar de los errores relativos fueron de 0.25-1.87%, con
errores relativos de 0.11-0.57%. Lo anterior, mostró alta precisión, efectividad y con-
fiabilidad del método ANFIS para la predicción en el desempeño de sistemas tér-
micos de energía solar. También, los resultados obtenidos por el método ANFIS

fueron comparados con resultados obtenidosmediante redes neuronales. A pesar
de que los resultados obtenidos por el modelo ANFIS, estos fueron mejores que
los obtenidos con redes neuronales. El método de redes neuronales, en compa-
ración del método ANFIS, es más flexible en términos de la implementación del
modelo, velocidad de cómputo y facilidad para el usuario.

Boukelia et al. [2016] evaluaron el desempeño de una red neuronal, con tres
diferentes variantes (LenvengergeMarguardt, Gradiente Escalado Conjugado, y el
GradienteConjugadoPola-Ribiere), para para la optimización económicadeun ca-
lentador solar de canal parabólico para generación de energía eléctrica, enBechar,
Sudáfrica. Los algoritmos entrenados se probaron y evaluaron utilizando R2. El
ajuste de LenvengergeMarguardt obtuvo el mejor resultado con una R2 =0.09998
para el costo nivelado de la energía (LCOE). El algoritmo se puede utilizar para la
optimización de sistemas de calentamiento solar complejos. La variante de Len-
vengergeMarguardt se puede emplear para la evaluaciónde los desempeños eco-
nómicos de las plantas.

Ghritlahre and Prasad [2018] realizaron un revisión de las aplicaciones de las re-
des neuronales artificiales para la predicción del desempeño de sistemas de colec-
ción solar. A lo largo del trabajo, los autores demuestran que las redes neuronales
artificiales sonmás rápidas y precisas para la solución de problemas complejos no
lineales comparados con las técnicas convencionales. En el trabajo se presentan
tres tipos de redes neuronales y su uso en el campo de energía solar. El primer tipo
es una red neuronal de alimentación hacia delante, el segundo tipo es la función
basica radial y el tercer tipo es el sistema de inferencia Neuro-Fuzzy artificial. Una
vez presentados los tipos de redes neuronales, los autores mencionan diferentes
trabajos que han empleado redes neuronales en el área de energía solar. Y termi-
nan concluyendo que el uso de redes neuronales artificiales es apropiado para la
predicción del desempeño de sistemas de calentamiento solar.

El uso de redes neuronales, al comparar con losmétodos convencionales, tiene
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mejor velocidad de cálculo, mayor simplicidad y la ventada de una continua me-
jora, sin mencionar la facilidad de uso para el usuario. También, se observa que las
redes neuronales pueden ser utilizadas para el diseño y la optimización de varios
tipos de sistemas de calentamiento solar. Es decir, el método de redes neuronales,
en comparación a otros métodos, es más flexible en términos de la implemen-
tación de modelo, velocidad de cómputo y facilidad para el usuario, sin sacrificar
mucho en precisión. La capacidad de predicción de las redes neuronales, a pesar
de la introducción de datos erróneos muestra superioridad respecto a otros mé-
todos.

1.2.4. Conclusiones de la revisión bibliográfica

La aplicación de los sistemas de calentamiento solar en la industria es factible y,
con un buen diseño, viable. El dimensionamiento de un sistema de calentamien-
to solar es la base clave para que dichos sistemas se vuelvan competitivos. Esto
se debe que un sistema sobredimensionado implica una fuerte inversión, lo que
conlleva a que el sistema no sea viable económicamente hablando. Por su parte,
si un sistema es sub-dimensionado, entonces implica que el sistema no aporte el
calor requerido. Los sistemas de calentamiento solar, tras una buena optimización
en el diseño, pueden abastecer un porcentaje significativo de la energía necesaria
para un proceso (FS), como se mostró em la revisión bibliográfica en más de un
sistema de calentamiento solar. La FS es el parámetro térmico más usado para la
selección de las dimensiones de estos sistemas. Dentro de los factores importan-
tes para el diseño hay que tomar en cuenta la locación de la planta, el perfil de
demanda (ya que afecta a la FS en 40% en sistemas industriales y en un 10% en
sistemas domésticos) y las condiciones de operación. El área de colección, el volu-
men de almacenamiento, la configuración del sistema y el punto de incorporación
al proceso pueden hacer variar la FS en más de un 15%. Por dicha razón, estas va-
riables son consideradas importantes para el dimensionamiento de los SHIPs y
calentadores solares domésticos.

La tecnología de los captadores solares también afecta considerablemente al
desempeño del sistema, ya que al cambiar el tipo de captador, la fracción solar
llegó a tener diferencias de hasta el 10%. La pérdida de energía por tuberías en
sistemas de calentamiento de dimensiones grandes debe ser tomada en cuenta
y reducida en su mayor medida. Para el dimensionamiento de sistemas de calen-
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tamiento solar, es necesario de hacer uso de herramientas computacionales. Los
softwares de simulación de sistemas de calentamiento solar han demostrado ser
una herramienta útil y fehaciente para el estudio y diseño de dichos sistemas. Los
softwares más utilizados para la simulación de sistemas de calentamiento solar
son TRNSYS, COLSIM, TSOL, TRANSOL y Polysun. Entre estos softwares, TRNSYS y
COLSIM se destacan por su libertad en la elección de las configuraciones de los
sistemas.

La optimizaciónde los sistemasde calentamiento solar puede llevar a queestos
sean económicamente viables. Existen diversos métodos de optimización, tales
como PINCH, multi-objetivo y el de redes neuronales. La figura de mérito térmica
es principalmente la fracción solar, mientras que las económicas es el tiempo de
retorno y el ahorro de ciclo de vida. El ahorro de ciclo de vida puede llegar a variar
hasta en un 40% y 20%, debido al área de colección y volumen de almacenamien-
to, respectivamente, también puede variar en un 100% e incluso llegar a números
negativos debido al ángulo de inclinación de los captadores. El uso de un análisis
variacional puede generar la reducción de combustible fósil fue del 24%, debido
a la optimización e incorporación de SHIPs. Al utilizar el periodo de recuperación,
como figura de mérito económica, este tiende a ocasionar que el SHIP tenga di-
mensiones reducidas, pero no toma en cuenta la FS. El ahorro de ciclo de vida se
ve directamente afectado por la FS, sin embargo puede generar un dimensiona-
miento elevado. Un método multi-variable de costo de calor nivelado puede ayu-
dar al diseño y la construcción de plantas de calentamiento solar a mayor escala.
El uso de las redes neuronales, comparado con losmétodos convencionales, tiene
mejor velocidad de cálculo, mayor simplicidad, la ventaja de una continua mejora
y facilidad de uso para el usuario. Además pueden ser utilizadas para el diseño y la
optimización de varios tipos de sistemas de calentamiento solar. El método de re-
des neuronales, en comparación a otrosmétodos, es elmás flexible en términos de
la implementación de modelo, velocidad de cómputo y facilidad para el usuario,
sin sacrificar mucho en precisión. La capacidad de predicción de las redes neuro-
nales, a pesar de la introducción de datos erróneos,muestra superioridad respecto
a otrosmétodos. Esto nos permite suponer que el uso de redes neuronales facilita
la optimización termo-económica de un sistema de calentamiento solar.
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1.3. Objetivos y Alcances

En esta sección se presenta el objetivo general de la tesis presentada en este
trabajo, así como los objetivos específicos y los alcances.

1.3.1. Objetivo general

Desarrollar una estrategia para optimizar sistemas de calentamiento solar, ba-
sada en inteligencia artificial, quepermitan incrementar el desempeño termoeco-
nómicode los sistemas, en términosde fracción solar, energía útil y ahorros solares.

1.3.2. Objetivos específicos

* Seleccionar los parámetros a optimizar y los parámetros de entrada.

* Generar una base de datos para el entrenamiento de la red neuronal.

* Construir la red neuronal artificial.

* Evaluar el desempeño de la red neuronal.

1.3.3. Alcances

* Definir un perfil de demanda para una aplicación con potencial de ahorro y
uso eficiente de la energía.

* Construir unaplataformabasadaen redesneuronalespara la optimizaciónde
sistemasde calentamiento solar con tecnologíade captadores solaresplanos.

* Realizar una optimización de un sistema con al menos cuatro parámetros,
para al menos un caso específico.

1.4. Escritura de la tesis

En el Capítulo 1 se presentaron las generalidades y la revisión bibliográfica que
justifica, con base a sus conclusiones, este trabajo de tesis; también se presentaron
los objetivos y alcances. En el Capítulo 2 se presentan los fundamentos teóricos, los
casos de estudio seleccionados y la descripción de los modelos térmicos, econó-
micos y de optimización con redes neuronales que se van a utilizar, así como la
creación de la base de datos que se utilizara para el entrenamiento de la red. En el
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Capítulo 3 se muestra la metodología general, para la construcción y verificación
de las plataformas de simulación utilizadas para la generación de la base de datos.
En el Capítulo 4 se presenta y analiza la base de datos generada, se construye las
arquitecturas de las redes neuronales artificiales y se define elmétodo de entrena-
miento y las ecuaciones para el mismo. En el Capítulo 5 se realiza la optimización
de las redes neuronales propuestas, su verificación y se evalúa su desempeño. En
el Capítulo 6 se presentan las conclusiones del trabajo y las recomendaciones para
trabajos futuros.
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CAPÍTULO 2

MUESTRA Y METODOLOGÍA

En éste capítulo se introducen los fundamentos teóricos utilizados, el plantea-
miento de los casos de estudio y el método empleado.

2.1. Fundamentos Teóricos

Los fundamentos teóricos presentados en este trabajo se dividen en dos sec-
ciones: redes neuronales artificiales y calentamiento solar.

2.1.1. Redes Neuronales Artificiales

La Figura 2.1 presenta un esquema del funcionamiento de una neurona artifi-
cial. Las entradas, zj (ecuación 2.1), alimentan a cada neurona de la primera capa,
para utilizarse en la función de activación, aj (ecuación 2.2), junto con los pesos
designados a cada entrada. La función de activación qpermite determinar una se-
ñal de activación, que se recibe en todas las neuronas de la siguiente capa y se
introduce, junto con los pesos de cada neurona de la capa anterior, a la función
de activación, para obtener las nuevas señales de activación, y así sucesivamente
hasta llegar a las neuronas de salida.

Figura 2.1: Esquema de una neurona artificial [Russell and Norvig, 2016].

La función de entrada y señal de activación se representan con las ecuaciones
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2.1 y 2.2 respectivamente

zi =
n∑

i=0

Wijaj + bi (2.1)

ai = g(zi) = g

(
n∑

i=0

Wijai + bi

)
(2.2)

donde ai es la función de activación, zi es la función de entrada,Wij es el pará-
metro de peso, aj es la función de activación de entrada (de la capa anterior) y bi es
el vector bías, otro parámetro de peso utilizado para hacer el cálculo en las redes
neuronales.

Las redes son ordenadas en capas, de talmanera que cada unidad recibe entra-
das sólo de los nodos de la capa anterior inmediata. Este tipo de red usualmente
está conformado de una capa de entrada, una o más capas ocultas y una capa de
salida, como se muestra en la Figura 2.2.

Figura 2.2: Esquema de una red neuronal artificial [Russell and Norvig, 2016].

Para que una red neuronal funcione adecuadamente es necesario entrenarla.
Existen varios métodos de entrenamiento de las redes neuronales. El método de
entrenamiento de propagación hacia atrás es el método de entrenamiento de re-
des neuronales más usado. Este método consiste en calcular de manera iterativa
los valores óptimos de las matrices de peso y los vectores bías utilizados en la red
neuronal. Con el fin de saber si la red neuronal fue entrenada adecuadamente se
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hace uso de la función de error, J , que se representa con la siguiente ecuación [An-
drew et al., 2019c, Gomila-Salas, 2020, Andrew, 2019, Russell and Norvig, 2016]:

J =
1

2m

m∑
i=1

(A
[out]
i − Yi)

2 (2.3)

donde m es el número de ejemplos utilizados para el entrenamiento de la red.
A

[out]
i es la función de salida de la red neuronal. Y Yi es el valor de salida de la base
de datos ya conocido.

2.1.2. Calentamiento solar

Unsistemadecalentamiento solar es una configuracióndediversos elementos,
el cual está diseñado para captar energía solar la cual transfieren a un fluido de
trabajo en forma de calor. A continuación, se describen algunos de los elementos
de los sistemas de calentamiento solar.

2.1.2.1. Evaluación del recurso solar

El recurso solar se puede definir como la cantidad de irradiación solar que lle-
ga a un determinado lugar sobre una superficie plana. La irradiación es radiación
pormetro cuadrado. La radiación es la energía que se transfiere por ondas electro-
magnéticas emitidas por un cuerpo. La radiación solar varía su intensidad según
su ángulo de entrada a la atmósfera, hora del día, estacióndel año y la latituddel lu-
gar [de Energía INDAP-Nivel Central, 2018]. La radiación solar se puededividir entre
radiación directa y radiación difusa, la suma de estas dos radiaciones es la radia-
ción global. La radiación solar directa es la radiación cuya onda electromagnética
no ha sido alterada por las partículas en atmósfera. Mientras que la radiación solar
difusa es la radiación que ha sido dispersada por la atmósfera. terrestre [Ramírez-
Martínez, 2019]. El instrumento utilizado para medir la radiación incidente global
sobre una superficie es el piramómetro.

En la actualidad existen varias bases de datos donde se registran los datosme-
teorológicos medidos a lo largo de los años. En éste trabajo se utilizó la base de
datos de METEONORM para obtener los datos meteorológicos de los lugares de
estudio, como se presenta en el anexo A.
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2.1.2.2. Captador solar

De acuerdo a la definición deDuffie et al. [2013] “ un captador solar es un tipo de
intercambiador de calor que transforma energía solar radiante en energía térmi-
ca”. El captador solar absorve la energía radiante proveniente del sol y la transfiere
en forma de calor a un fluido. Existen diferentes tipos de captadores solares, sin
embargo este trabajo se concentra en los captadores de placa plana. Éstos pue-
den usar tanto radiación directa como difusa, no tienen que seguir el movimiento
del sol y requieren poco mantenimiento. Los captadores de placa plana pueden
ser diseñados para procesos de temperatura baja.

Figura 2.3: Esquema de un captador solar [Cruz-Pinuelas, 2019].

El análisis del comportamiento térmico del captador se hace a partir de la Pri-
mera Ley de la Termodinámica (ecuación 2.4), como se muestra en la Figura 2.3
[Cruz-Pinuelas, 2019].

Qi1 = Ql1 +Qo1 (2.4)

donde Qi1 es la radiación de entrada, Ql1 es la energía perdida al medio am-
biente y Qo1 es la energía de salida del captador.

2.1.2.3. Termotanque

Un termotanque es un recipiente aislado térmicamente en el que se almace-
na el fluido calentado por los captadores solares para su posterior uso. El volumen
del tanque de almacenamiento o termotanque depende de la demanda diaria
del proceso y la temperatura requerida. Los termotanques se clasifican en presu-
rizados y no presurizados [Ramírez-Martínez, 2019]. Los tanques presurizados al-
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macenan fluidos a temperaturas mayores de 90◦C , y los no presurizados manejan
temperaturas menores a los 90◦C . La Figura 2.4 presenta el modelo físico de un
tanque estratificado. A partir de la primera ley de la termodinámica, el modelo
matemático se representa con la ecuación 2.5 [Cruz-Pinuelas, 2019].

Qa = Qi3 −Ql3 −Qo3 (2.5)

dondeQa es la energía almacenada,Qi3 es la energía de entrada,Ql3 es la ener-
gía perdida al ambiente, Qo3 es la energía de salida.

Figura 2.4: Esquema de un termotanque [Cruz-Pinuelas, 2019].

2.1.2.4. Intercambiador de calor

Un intercambiador de calor es el dispositivo utilizadopara transferir energía tér-
mica de un fluido a otro sinmezclarlos. Existen diversos tipos de intercambiadores
de calor, una de las clasificaciones es por el sentido de los flujos: flujo paralelo, cru-
zado o contra-flujo [Çengel and Boles, 2015]. Los intercambiadores utilizados en
este trabajo son a contra-flujo cuyo esquema se presenta en la Figura 2.5 [Cruz-
Pinuelas, 2019].

Figura 2.5: Esquema de un intercambiador de calor [Cruz-Pinuelas, 2019].
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Las ecuaciones 2.6 y 2.7 representan el comportamiento de los intercambiado-
res de calor:

Qi2 = Qo2 +Ql2 (2.6)

Qi4 = Qo4 +Ql4 (2.7)

donde Qi2 y Qi4 son la energía de entrada a los intercambiadores,Qo2 y Qo4 son
la energía de salida de los intercambiadores y Ql2 y Ql4 son las energías perdidas
al ambiente.

2.1.2.5. Calentador auxiliar:

El calentador auxiliar es el dispositivo utilizado para calentar el fluido a la tem-
peratura requerida, en caso de que no llegue a la temperatura deseada mediante
energía solar [Arcos-Adame, 2018].

El balance termodinámicodel calentador auxiliar se representa con la ecuación
2.8 [Cruz-Pinuelas, 2019].

Qi5 = Qg +Qo5 (2.8)

dondeQi5 es la energía de entrada al calentador,Qo5 es la energía de salida del
calentador y Qg es las energías generada.

Figura 2.6: Esquema de un calentador auxiliar [Cruz-Pinuelas, 2019].

2.1.2.6. Razón de uso

La razón de uso (Ru) se define como la cantidad de agua que se calentará por
día por unidad de área de colección, es decir la demanda sobre el área [Ramírez-
Martínez, 2019]. Sus unidades son l

m2−d́ia
.

Ru =
D

Ac
(2.9)
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donde Ac es el área de colección y D es la demanda de agua diaria.

2.1.2.7. Razón volumétrica

La razón volumétrica (Rv) se define el volumen de almacenamiento térmico
por cada unidad de área de colección, es decir la demanda sobre el área [Ramírez-
Martínez, 2019]. Sus unidades son l

m2 .

Rv =
V

Ac
(2.10)

donde Ac es el área de colección y V es el volumen de almacenamiento.

2.2. Caso de estudio

Con base a la revisión bibliográfica se determinó que los parámetros más im-
portantes para el dimensionamiento óptimo de los SHIP, son el lugar de estudio, la
configuración del sistema y la demanda térmica del proceso. También es necesa-
rio determinar los parámetros económicos, tales como el periodo de la inversión,
precio del combustible, tasa de inflación, tasa de descuento de mercado, entre
otros.

2.2.1. Localización de la planta solar

En este trabajo se consideraron tres diferentes ciudades para la localización de
la planta solar. Las ciudades se seleccionaron con diferente clima y buscando un
considerable desarrollo industrial, para esto se consideran los diferentes climas de
México y el producto interno bruto, PIB, de actividades secundarias.

En la Figura 2.7 se muestran los diferentes climas prevalentes en el país; en or-
dendescendente, son el cálido seco, templado y cálido semi-húmedo. El desarrollo
industrial, en términos del PIB, se muestra en la Figura 2.8. En el 2017, la Entida-
des conmayor PIB son Nuevo León, Estado deMéxico, Coahuila, Campeche, Gua-
najuato, Ciudad de México, Sonora, Chihuahua y Baja California. En Nuevo León,
Coahuila y Sonora el clima predominante es cálido. Para el clima templado, las en-
tidades con mayor PIB son el estado de México y la Ciudad de México. El clima
cálido semi-húmedo es predominante en Campeche y Veracruz. Con lo anterior,
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el mayor potencial de aplicación de calentamiento solar se observa en los climas
cálido seco, templado y cálido sumi-húmedo [González-Osorio and Beele, 2016].

Figura 2.7:Distribuciónmunicipal de zonas climáticas [González-Osorio andBeele, 2016].

Figura 2.8: Producto InternoBruto de las actividades secundarias en el 2017 [INEGI, 2018].

Tomando en cuenta el PIB en las actividades secundarias y las unidades eco-
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nómicas se seleccionaron tres ciudades representativas de los estados previamen-
temencionados. Para el clima cálido seco se seleccionó aMonterrey, la cual cuenta
con una irradiación global horizontal de 5.22 kWh

m2−d́ia
y 23,158 unidades económicas.

Para el clima templado se seleccionó a Ecatepec de Morelos con una irradiación
global horizontal de 6.118 kWh

m2−d́ia
y 31,341 unidades económicas. Y para el clima cáli-

do semi-húmedo se seleccionó a la ciudaddeCampecheque tiene una irradiación
global horizontal de 5.521 kWh

m2−d́ia
y 5,442 unidades económicas [INEGI, 2018].

2.2.2. Demanda térmica

La industria de los alimentos, en partícular de bebidas (tanto lecheras como
cerveceras), textil, maquinaria y la industria del papel son los subsectores conma-
yor potencial para la implementación de sistemas de calentamiento solar. La Tabla
2.1 muestra los sectores industriales con sus respectivos procesos que tienen ma-
yor potencial para usos térmicos solares con captadores de placa plana. Como se
puede observar en la Tabla 2.1, estos sectores de la industria requieren de tempe-
raturas, en sumayoría, entre los 30 y 90 ◦C , por lo que este rango de temperaturas
son el enfoque de interés en este trabajo [Ortega, 2018].

Tabla 2.1: Rangos de temperatura de distintas ramas industriales [Ortega, 2018].

Para la selección de la carga térmica a seleccionar, fueron tomados en cuenta
los requerimientos térmicos para diferentes procesos industriales. Las Figura 2.9
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y la Figura 2.10, muestran las temperaturas y las cargas térmicas requeridas para
diferentes procesos industriales, respectivamente. Las cargas térmicas, en su ma-
yoría van de 10 a 200 kWh por día, sin embargo para los procesos que requieren
temperaturas de 30 a 90◦C , por lo que la carga térmica seleccionada para este tra-
bajo va de 10 a 100 kWh.

Figura 2.9: Temperatura en procesos industriales [Muster et al., 2015].

Figura 2.10: Demanda térmica en procesos industriales [Muster et al., 2015].

La selección los perfiles de carga se llevó a cabo tomando en cuenta la forma
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de operación de plantas grandes y medianas. El 50% de las plantas tienen una
operación de 8-15 h al día; lamayoría de las plantas grandes operan los 365 días del
año, mientras que las medianas operan de 16 a 28 días al mes [Payback, 2018]. Por
lo que se seleccionó unperfil de carga diario de 8 h continúo y de 5.5 h intermitente
debido al caso base presentado por [Helmke et al., 2015].También se seleccionó un
perfil de carga continúo diaro para todo el año y un perfil semanal de 5 días a la
semana.

2.2.3. Configuración de sistema de calentamiento solar propuesto

El sistema de calentamiento solar propuesto, mostrado en la Figura 2.11, incor-
pora un arreglo de captadores de placa plana, dos intercambiadores de calor, al-
macenamiento térmico en un tanque estratificado, calentamiento auxiliar y cua-
tro bombashidráulicas. La configuración sepuededividir en tres circuitos: el circui-
to de captación solar, el de almacenamiento térmico y el de integración al proceso.

Figura 2.11: Modelo físico del sistema de referencia para calentamiento solar de agua.

El circuito de captación solar se compone de los captadores solares, una bom-
ba hidráulica y un intercambiador de calor, como se presenta en la Figura 2.12. En
el circuito de captación, los captadores captan la energía solar y la transfieren a un
fluido 1, que es una mezcla agua-glicol, el cual es bombeado a un intercambiador
de calor donde la energía térmica se transfiere al fluido 2, agua. El balance térmi-
co de este circuito se obtiene de las ecuaciónes 2.4- 2.6 como se presenta en la
ecuación 2.11.
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Qi1 = Ql1 +Qo2 +Ql2 (2.11)

Figura 2.12: Modelo físico del circuito de captación.

Figura 2.13: Modelo físico del circuito de almacenamiento.

El circuito de almacenamiento térmico se compone dos bombas hidráulicas,
un tanque estratificado y dos intercambiadores de calor, uno glicol-agua y uno
agua-agua. El fluido de trabajo 1, transfiere la energía térmica a un fluido 2 que
se bombea al tanque de almacenamiento de donde se saca y se bombea a un
segundo intercambiador de calor. El balance térmico de este circuito se obtiene
de las ecuaciónes 2.6, 2.5 y 2.7, como se presenta en la ecuación 2.12.

Qi2 = Ql2 +Qa+Ql3 +Qo4 +Ql4 (2.12)
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El circuito de integración se encuentra conformado por una bomba, el calenta-
dor auxiliar, y un intercambiador de calor, como lo muestra la Figura 2.14. En este
circuito, la energía térmica se transfiere a un fluido 3 y de ahí el fluido es bombeado
al calentador auxiliar de donde se bombea para integrarse al proceso. El balance
térmico de este circuito se obtiene de las ecuaciónes 2.7 y 2.8, como se presenta
en la ecuación 2.13.

Qi4 = Ql4 +Qg +Qo5 (2.13)

Figura 2.14: Modelo físico del circuito de integración.

2.3. Método de optimización de SHIPs con inteligencia ar-
tificial

El desarrollo del trabajo comienza con la especificación de las figuras de mé-
rito y las variables a optimizar de los SHIPs, es decir las variables de entrada y
de salida para la optimización, con base en la revisión bibliográfica. Una vez es-
tablecidas las variables a utilizar es necesario determinar los casos de estudio, en
donde se establecen el tipo de sistemas a estudiar, sus características y los inter-
valos de las variables de entrada. También es necesario realizar un análisis y selec-
ción del tipo de inteligencia artificial a utilizar para la optimización de los SHIPs.
Tras la selección de los casos de estudio e inteligencia artificial, es preciso realizar
una selección de los softwares empleados para generar la base de datos y cons-
truir la arquitectura de inteligencia artificial, esta selección se realiza a partir de
un análisis de los diferentes softwares utilizados comercialmente. A continuación,
se prosigue con la selección del modelo matemático de la inteligencia artificial
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a seleccionar. En esta parte se especificarán las herramientas y metodología de
inteligencia artificial seleccionada. El siguiente paso a seguir es la definición del
método de entrenamiento de inteligencia artificial, tomando en cuenta si el mé-
todo seleccionado converge de manera efectiva. De manera paralela es necesario
llevar a cabo la generación y el análisis de la base de datos utilizada para el en-
trenamiento. Una vez realizada la base de datos se procede con la construcción y
entrenamiento de inteligencia artificial . Como paso siguiente se procede a la op-
timización de la herramienta de inteligencia artificial, en este paso se evalúa y se
optimiza el desempeñode la inteligencia artificial al variar el númerodedatos para
el entrenamiento y los parámetros de la arquitectura. Ya que se optimizó es nece-
sario realizar una verificación de la herramienta de optimización con inteligencia
artificial. Adicionalmente, con el fin de observar todos las ventajas y desventajas
de la herramienta desarrollada, se procede con la comparación de la optimización
de los SHIPs por método convencional con inteligencia artificial. Como paso final
se determinan las conclusiones y recomendaciones para trabajos futuros.

Figura 2.15: Esquema del método planteado.

2.3.1. Selección de la inteligencia artificial

El campode la inteligencia artificial se puededividir en tres ramas: lógicadifusa,
redes neuronales artificiales y algoritmos genéticos:

40



En la lógica difusa, la computadora analiza conceptos vagos (como caliento o
húmedo). También puede definir o controlar un sistema con base a sentido
común; sin embargo, al no manejar cantidades exactas se considera que no
es la rama adecuada para este trabajo.

Los algoritmos genéticos se basan en la evolución natural, y se utilizan princi-
palmente para la optimización en general. Estos algoritmos tienen tres ope-
raciones básicas: selección, cruzamiento y mutación.

Las redes neuronales artificiales son una serie de regresiones sobremultiples
variables, las cuales se realizan de manera paralela y se encuentran interco-
nectadas, lo cual permite que la red neuronal realice prediccionesmás preci-
sas que una regresión normal.

Dado que los algoritmos genéticos requieren una base de datos considerable-
mente grande para hacer cada optimización, se consideraron las redes neuronales
como lamejor optición, ya que una vez entrenada la red, ésta puede hacer las pre-
dicciones de las optimizaciones sin necesidad de proporcionar una base de datos
cada vez que se quiera realizar una optimización [Russell and Norvig, 2016].

2.3.2. Figuras de mérito

Las figuras de mérito y las variables a optimizar fueron seleccionadas con base
en la revisión bibliográfica. Las variables a optimizas son el área de colección y el
volumen de almacenamiento. Las figuras demérito se pueden dividir en térmicas
y económicas, donde las térmicas son la fracción solar, FS, y la energía útil, Qu,
mientras que las económicas son los ahorros solares, LCS y el periodo de retorno,
PB.

2.3.2.1. Parámetros térmicos

Las figuras demérito térmicas son laQu y la FS. LaQu se refiere a la cantidad de
energía que el sistema de calentamiento solar puede proveer al proceso, ecuación
(2.14). La FS se puede definir como la razón de la contribución del sistema solar
(la energía útil) a la demanda energética entre la demanda energética, ecuación
(2.15).

Qu = mprocesoCp(Tout − Tin) (2.14)
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FS =
Qu

Qreq
(2.15)

Los valores de la FS van de 0 a 1.0 y estos dependen de diversos factores tales
como las dimensiones del SHIP , su locación (debido a los datos meteorológicos)
y los requerimientos de la industria (temperatura requerida, la demanda, el perfil
de carga, entre otros).

2.3.2.2. Parámetros económicos

Las figuras demérito económicas son LCS y PB. Los ahorros solares o LCS es la
diferencia entre el valor neto de los gastos generados por un sistema de calenta-
miento convencional y el valor neto de los gastos generados por un SHIP durante
su vida útil, el método se encuentra a mayor detalle en Duffie et al. [2013]. El PB

es el tiempo en el que los ahorros generados por el SHIP equivalen a la inversión
inicial y se obtiene con la ecuación 2.16.

PB =
ln
[

CsiF
FLCF1

+ 1
]

ln
(
1+iF
1+d

) (2.16)

donde Cs es la inversión inicial, iF es la tasa de inflación, FLCF1 es el ahorro solar
del primer año y d es la tasa de descuento.

Tabla 2.2: Entradas económicas [Ramírez-Martínez, 2019].
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Es de interés establecer las entradas económicas necesarias para obtener estas
dos figuras. Enel casodeLCS esnecesario conocer laFS, el costo inicial del sistema
y las tasas de interés del mercado de los lugares de estudio, en este caso México.
En la Tabla 2.2 semuestran las entradas económicas que se utilizan en este trabajo.

2.3.2.3. Parámetros de desempeño de la red neuronal artificial

En esta sección se determinan los parámetros de evaluación el desempeño de
las redes neuronales al comparar este método con el método variacional. La eva-
luación se realiza tomando en cuenta la velocidad de cómputo, la versatilidad y la
facilidad para llevar a cabo la optimización. La velocidad de optimización se puede
expresar en términos del tiempo de cómputo. La versatilidad, se considera a partir
del número de entradas y la facilidad de uso que se evalúa como el número de
conocimientos requeridos. El tiempo de cómputo se determina a partir un cronó-
metro con resolución de segundo. El cronómetro se inicia a partir delmomento en
que se terminan a introducir las entradas respectivas de cadamétodo y se detiene
cuando se obtienen las variables de salida. El número de entradas a la cantidad de
entradas necesarias para llevar a cabo cadamétodo. El número de conocimientos
requeridos se evalúa con la cantidad de conocimientos básicos necesarios para
poder realizar la optimización con los dos métodos.

2.3.3. Generación de la base de datos

La Figura 2.16muestra lametodología establecida para la generación de la base
de datos. La base de datos fue generada con base en ltrabajos previos y la optimi-
zación por medio de la simulación de los diferentes sistemas. Los datos obtenidos
de la revisión bibliográfica se utilizan para la evaluación del desempeño de la red y
su verificación, complementados con los datos obtenidos de las simulaciones. La
optimización termo-económica de los sistemas se divide en dos rubros principal-
mente, en la térmica y en la económica.

La optimización térmica comienza seleccionando el caso de estudio, donde se
determina el lugar, la demanda térmica y la configuración del sistema. Una vez
determinado el caso de estudio se procede a la construcción de la plataforma tér-
mica y su verificación. La verificación de la plataforma se realiza a partir de la com-
paración de los resultados obtenidos con los resultados reportados por [Helmke
et al., 2015]. El siguiente paso a realizar es la obtención de las fracciones solares
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(FS) y energías útiles (Qu) para las diversas Ac y V , en función de Ru y Rv , respec-
tivamente. Los valores de las FS y Qu se grafican, a partir de lo cual se genera la
tabla de diseño térmico, cabe mencionar, que estos datos también son utilizados
como entrada en la simulación económica.

Figura 2.16: Metodología de la generación de la base de datos.

44



En la simulación económica enprimer lugar sedeterminan los parámetros eco-
nómicos tales como el financiamiento por el banco, los años de estudio, la infla-
ción esperada del combustible, el impuesto a la propiedad, la inflación esperada
de generación, la taza de impuesto de ingreso efectivo, la taza de descuento del
mercado, así como, el costo por mantenimiento, dependiente del área, del volu-
men, de las bombas hidráulicas, del calentador auxiliar, del intercambiador de ca-
lor, del sistemade control, equipamiento auxiliar, de la electricidad y del combusti-
ble. Posteriormente, la plataforma económica es construida y verificada con base
en lo reportado por [Duffie et al., 2013]. Los ahorros solares (LCS) y el periodo de
recuperación (PB) son calculados mediante el método de ahorro de ciclo de vida,
utilizando los parámetros económicos y los resultados obtenidos de la simulación
energética. Con base a lo calculado, se genera la tabla de diseño económica. Las
dos tablas de diseño, la térmica y la económica, son utilizadas para la optimización
termo-económica, a partir de lo cual se obtienen los valores del área y volumenóp-
timos en función de la razón de uso y la razón volumétrica.

Los valores de Ru, Rv , FS, Qu, LCS y PB se catalogan como las salidas y se colo-
can en una hoja de cálculo junto con las entradas del caso de estudio. Las entradas
para el algorítmo son el lugar, la configuración del SHIP , la temperatura del pro-
ceso, el flujo másico, las horas de trabajo al día y a la semana, la taza de interés, la
reventa, el impuesto a la propiedad, la taza de impuesto de entrada de efectivo, el
descuento de mercado, el precio de la electricidad y el precio del combustible.

2.3.4. Método de construcción de la red neuronal artificial

El método utilizado para la construcción de la red neuronal se puede dividir en
cinco rubros: la generación base de datos, el desarrollo de la arquitectura de la red
neuronal artificial, su entrenamiento, optimización y verificación. En la generación
base de datos se lleva a cabo la generación y su análisis, de manera cualitativa y
estadística. En el desarrollo de la arquitectura de la red neuronal se determinan
las funciones de activación, también se desarrolla el algoritmo de tal manera que
permita la variación del número de capas ocultas, el número de neuronas en cada
capa oculta y el parámetro de regularización. Para el entrenamiento de la red es
necesario establecer el método de entrenamiento a emplear, así como desarrollar
el algoritmo que lleve a cabo las operaciones correspondientes al método selec-
cionado; también es necesario revisar que elmétodo converja adecuadamente. En
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la optimización de la red neuronal se analiza el número de datos necesarios para
el entrenamiento de la red, se establecen las dimensiones de la red neuronal y el
valor del parámetro de regularización. Finalmente es necesario llevar a cabo una
verificación de la herramienta de optimización para observar la precisión de esta
herramienta.

Figura 2.17: Metodología de la construcción de la red neuronal artificial.
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CAPÍTULO 3

PLATAFORMAS DE SIMULACIÓN

En éste capítulo se presentan las dos plataformas de simulación utilizadas pa-
ra la generación de la base de datos (la plataforma térmica y la económica) y su
verificación.

3.1. Simulación Térmica

La plataforma de simulación térmica se construyó utilizando el software de si-
mulación TRNSYS. La construcción de la plataforma consiste en la programación
por bloques de TRNSYS. Estamanera deprogramación es intuitiva, ya que los com-
ponentes del sistema se conectan gráficamente por medio de la interfaz visual
Simulation Studio. Cada componente (type) utilizado se encuentra previamente
representado como un modelo matemático en Fortran, como una caja negra, en
el cual es necesario establecer las entradas, salidas y parámetros específicos de
cada componente.

Tabla 3.1: Características del captador de tubo evacuado [Helmke et al., 2015].

Las características de los componentes de los sistemas de calentamiento so-
lar se tomaron del caso de estudio de la Agencia Internacional de Energía. Como
ya se mencionó en la sección 2.2, los sistemas cuentan con captadores de tubos
evacuados, tanque de almacenamiento, intercambiadores de calor, bombas hi-
dráulicas, sistemas de control y calentador auxiliar. El captador solar utilizado es
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de tubo evacuado con fluido de trabajo agua-glicol. Las características del capta-
dor se muestran en la Tabla 3.1.

Tabla 3.2: Características de los intercambiadores de calor [Helmke et al., 2015].

Los coeficientes de transferencia de calor para los intercambiadores son de
24000 W

K , para el intercambiador uno, y 12000
W
K , para el intercambiador dos. El

intercambiador de calor uno trabaja con agua-glicol y agua como fluidos de tra-
bajo, mientras que el intercambiador dos trabaja con agua normal y agua tratada.
Las características del captador se muestran en la Tabla 3.2.

Tabla 3.3: Características de las bombas hidráulicas [Helmke et al., 2015].

La potencia de las bombas y su eficiencia total son dependientes del área de
colección y el volumen de almacenamiento [Ramírez-Martínez, 2019]. Para el caso
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de validación de la plataforma de simulación se toman las características estable-
cidas en la Tabla 3.3.

Tabla 3.4: Características del tanque de almacenamiento [Helmke et al., 2015].

El termo-tanque utilizado es de tipo cilindro vertical estratificado con pérdidas
uniformes con dos entradas y dos salidas, el volumen y dimensiones de este se
establecen en función de la razón volumétrica, para la verificación se utilizaron los
valores iniciales especificados en la Tabla 3.4. Para el perfil de carga se emplea un
control On-Off que controla las bombas tres y cuatro.

Figura 3.1: Sistema de calentamiento solar en la plataforma de simulación.

La Figura 3.1 presenta todos los elementos utilizados para la simulación del sis-
tema de calentamiento solar de agua. El SHIP se puede dividir en tres el circuito
de captación, el circuito de almacenamiento y el circuito de integración al proceso,
por lo que el programa se fue construyendo a partir de cada uno de estos circuitos.
El primer circuito, mostrado en la Figura 3.2, se conforma por captadores de tubo
evacuado (Type 71), una bombadedesplazamiento positivo (Type 110) , el intercam-
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biador de calor a contraflujo uno (Type 5b) y un controlador (Type 2b). El circuito
de almacenamiento, mostrado en la Figura 3.3, se encuentra integrado por los dos
intercambiadores (Type 5b), dos bombas (Type 110), el tanque de almacenamiento
(Type 60c) y un controlador (Type 2b). El circuito de integración (Figura 3.4) está
formado por una bomba (Type 110), el intercambiador dos (Type 5b), el calentador
auxiliar (Type 6), un control On-Off (Type 14h) y una calculadora en la cual se obtie-
nen los valores de la FS,Qu yQreq , y estos valores semandan a imprimir a una hoja
de cálculo.

Figura 3.2: Circuito de colección y datos meteorológicos.

Figura 3.3: Circuito de almacenamiento.

Figura 3.4: Circuito de integración.

En la Figura 3.5 se muestra los tiempos de encendido y apagado del perfil de
carga utilizado para la validación. Que consiste en periodos de 30min de prendido
por 60min de apagado de las 6:00 am a las 10:00 am y de la 1:30 pm a las 8:30 pm.
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Y de periodos de 30min de trabajo por 30min de descanso de las 10:00 am a la 1:30
pm.

Figura 3.5: Perfil de carga.

3.2. Simulación Económica

En la Figura 3.6 se muestra un algoritmo del programa de simulación econó-
mica el cual se generó en el software Octave. El algoritmo permite determinar los
valores de la fracción solar, energía útil, ahorros solares, periodo de recuperación,
razón de uso y razón volumétrica óptimas para un sistema de calentamiento solar.
El algoritmo utiliza las entradas enlistadas en la Tabla 3.5, para realizar la optimiza-
ción.

Tabla 3.5: Entradas de la plataforma de simulación económica.
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A partir de las entradas, se obtienen las ecuaciones de tendencia de las curvas
de las fracciones solares y energías útiles a partir de una regresión polinómica. Una
vez obtenida, la ecuación polinómica se utiliza para calcular los valores de la FS y
Qu para la razón de uso en el rango introducido al programa, con un incremento
de 1. Las FS se utilizan para realizar el cálculo de los LCS y PB. Una vez obtenidos
todos los valores de LCS y PB, se producen las tablas de diseño.

Figura 3.6: Algoritmo del programa económico.

Para realizar la optimización el algoritmo evalúa la diferencia porcentual de los
valores de la FS y Qu entre diferentes Rvs. La Rv óptima se obtiene cuando la dife-
rencia porcentual de la FS yQu, para unaRV , esmenor a 1% respecto a la siguiente,
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en orden ascendente. Una vez determinada laRv óptima se normalizan los valores
de la FS, Qu, LCS y PB para esa Rv y se grafican. A partir de estos valores se deter-
mina el punto de flexión de los LCS, el cual se considera como el valor óptimo para
la Ru, LCS y PB. Una vez obtenidos, los valores óptimos se exportan a un archivo
de texto junto con D, T , C , P − d y P − s (es decir las entradas de las redes neuro-
nales) del caso estudiado. Las Figuras 3.7 y 3.8 presentan un ejemplo de la tabla
de diseño térmico y económico respectivamente.La Figura 3.9 muestra los valores
normalizados de FS,Qu, LCS y PB deRv óptima para las diferentesRu. También se
presenta el punto óptimo de estos valores, tomando en cuenta el punto máximo
de los ahorros solares. Las tablas corresponden al caso con las siguientes entradas:

1. Ciudad:Monterrey.

2. Demanda de agua: 25000 L
d́ia
.

3. Temperatura requerida: 80◦C .

4. Perfil diario: 8 h continuas, de 9:00 am a 5:00 pm.

5. Perfil semanal: 5 dias a la semana, de lunes a viernes.
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Figura 3.7: Tabla de optimización térmica.
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Figura 3.8: Tabla de optimización económica.
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Figura 3.9: Tabla de optimización normalizada.

54



3.3. Verificación de los simuladores

Las verificaciones de las plataformasde simulación térmica y económica se rea-
lizaron comparando los resultados reportados de la FS, Qu, LCS y PB por [Helmke
et al., 2015] y [Duffie et al., 2013] respectivamente, en términos del coeficiente de
correlación R2, un análisis de varianza ANOV A (p− valor) y error relativo. Las Tabla
3.6 y 3.7 muestran los valores obtenidos, los reportados y el error relativo, para la
FS, Qu y LCS. El R2 fue de 0.9997, 0.9992, 1 y 1 para la FS, Qu, LCS y PB, respecti-
vamente. El error relativo más alto fue de 2.36%, 1.70% y 0.04%, para la FS, Qu y
LCS. El p − valor fue de 0.9757, para la FS, 0.9859 para la Qu, 0.9999 para el LCS, y
1 para el PB, con una significancia de 0.05. Los valores de R2, los p − valores y error
relativo determinados indican que no existe una diferencia significativa entre los
resultados reportados y los obtenidos [Anderson et al., 2016, Gomila-Salas, 2020].

Tabla 3.6: Verificación térmica.

Tabla 3.7: Verificación económica.
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CAPÍTULO 4

DESARROLLO DE LA RED NEURONAL

La construcción de la red neuronal consiste en tres pasos, el análisis de la base
de datos, la determinación de la arquitectura de la red neuronal y la determina-
ción del método de entrenamiento. El análisis de la base de datos se divide en un
análisis cualitativo y un análisis estadístico. En el análisis cualitativo se observa el
comportamiento de las variables de salida con respecto las variables de entrada,
mientras que el análisis estadístico se comparan entre sí los parámetros estadísti-
cos y las gráficas de distribución. En la determinación de la arquitectura de la ANN,
se establece la función de activación de la o las capas ocultas y la capa de salida.
También se realiza el código con el fin demodificar el número de las capas ocultas
y/o neuronas en cada capa. En la determinación del método de entrenamiento se
establece el método iterativo empleado para el entrenamiento.

En este trabajo se realizaron cuatro redes neuronales cada una para calcular
las variables de salida (variables dependientes):Ru,Rv , LCS y PB óptimos respecti-
vamente para cada caso. Las variables de entrada (variables independientes) son:
la ciudad (C), la temperatura del proceso (T ), la demanda de agua diaria D, el nú-
mero de horas de trabajo al día (P − d, perfil de carga diario) y el número de días
de trabajo a la semana (P − s, perfil de carga semanal). Para la construcción de la
red neuronal se seleccionó el software Octave. La selección se realizó con base en
trabajos previos y la facilidad de uso del esta herramienta para el manejo de datos
y paquetes para la generación de redes neuronales.

4.1. Análisis de la base de datos

La base de datos para la red neuronal se construyó variando la T ,D, P −d y P −s

para las ciudades de Campeche, Ecatepec yMonterrey. Los intervalos T yD fueron
de 60-90◦C con un incremento de 1◦C y de 1571-15714 l

d́ia
, con un incremento de

1571 l
d́ia
respectivamente y un caso adicional de 25,000 l

d́ia
. En la Figura 4.1 se repre-

sentan los cuatro perfiles de carga, diferenciando el horario y semanal. La base de
datos se generó con 229,162 corridas, que permitió obtener 4,005 casos optimiza-
dos.
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Los perfiles mostrados en la Figura 4.1 son la representación de las señales de
activación de las bombas hidráulicas.

(a)

(b)

(c)

(d)

Figura 4.1: Perfiles de carga utilizados para la generación de la base de datos.

El análisis de la base de datos se realizó demanera estadística y demanera cua-
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litativa. En el análisis estadístico consistió en la evaluación de los parámetros esta-
dísticos (media, desviación estándar (SD), valor mínimo, mediana y valor máximo)
y los coeficientes de correlación entre las variables dependientes e independien-
tes. El análisis cualitativo consistió en observar el comportamiento de las variables
dependientes en función de las independientes, al graficar las en diagramas 3D
considerando la T y la D para las tres ciudades y cuatro perfiles de carga.

En la Tabla 4.1 se presentan los valores de los parámetros estadísticos de los
valores óptimos de Ru para las tres ciudades con los cuatro perfiles de carga. Los
valores de la media varían en función de las ciudades y perfiles de carga. Los va-
lores de la media pueden llegar a fluctuar hasta en un 26.44% al cambiar el perfil
de carga. El perfil de carga 4.1b presenta los valores más altos de la media y SD

para todos los parámetros en las tres ciudades y el perfil de carga 4.1c presenta
los valores menores, igual para las tres ciudades. Por su parte, la SD presenta dife-
rencias porcentuales de hasta el 50.44% en función a los prefiles de carga. Por lo
que se deduce que la Ru varía considerablemente al variar el perfil de carga. Por
otra parte, Monterrey presenta la mediamayor seguida de Ecatepec y Campeche,
sin embargo la diferencia porcentual entre la media mayor de Monterrey y la de
Ecatepec es de 0.67% por lo que no es una diferencia significativa.

Tabla 4.1: Parámetros estadísticos de la Ru para los casos optimizados en Campeche,
Ecatepec y Monterrey para los perfiles de carga 4.1a, 4.1b, 4.1c y 4.1d.
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Figura 4.2: Gráficas de la Ru en función de la T y la demanda.
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En la Figura 4.2 se presentan las gráficas de la Ru con respecto a la D y la T pa-
ra los casos de Campeche, Ecatepec y Monterrey para los cuatro perfiles de carga
diferentes. Como se observa de manera cualitativa, las tendencias de las tres ciu-
dades para los cuatro perfiles son semejantes. Las gráficas muestran que la razón
de uso tiene un comportamiento sigmoidal con respecto a la D y un comporta-
miento logarítmico con respecto a la T . Así como que los valores de la Ru varían
con la ciudad y con el perfil de carga.

En la Tabla 4.2 se presentan los valores de los parámetros estadísticos de la
Rv para las diferentes ciudades con los cuatro perfiles de carga. El perfil de carga
4.1b presenta los valores más altos para todos los parámetros en las tres ciudades
y el perfil de carga 4.1c presenta los valores menores, para todos los parámetros
en las tres ciudades, con diferencias porcentuales hasta el 60.64% y 109,18% de
la media y la desviación estándar. Monterrey presenta la media mayor seguido de
Ecatepec y Campeche, con una diferencia porcentual de lamedia entreMonterrey
y Campeche de 14.47%.

Tabla 4.2: Parámetros estadísticos de la Rv óptima en Campeche, Ecatepec y Monterrey
para los perfiles de carga 4.1a, 4.1b, 4.1c y 4.1d.
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Figura 4.3: Gráficas de la Rv en función de la T y la demanda.
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Las Rv óptimas en función de las variables de entrada son presentadas en la
Figura 4.3. En las gráficas se aprecia un comportamiento escalonado de la Rv con
respecto a la demanda, mientras que con relación a la T se encuentra un compor-
tamiento cuasi lineal. También se observa que a mayor Dmayor Rv , sin embargo,
a partir de cierto valor la Rv no aumenta de 60 l

m2 .

En la Tabla 4.3 se presentan los valores de los parámetros estadísticos de los
LCS para las diferentes ciudades con los cuatro perfiles de carga. Lasmayoresme-
dias de los LCS optimizados se obtienen con el perfil 4.1a en Campeche, seguido
de Monterrey y el perfil 4.1c para Ecatepec. Los mayores valores de las SD se obtu-
vieron con el perfil 4.1a para las tres ciudades. Las diferencias porcentuales entre
los diferentes perfiles llega a ser de hasta un 305.23%, para la media, y 81.45%, pa-
ra la desviación estándar. La diferencia porcentual entre las ciudades llega hasta
27.58% y 14.02% para la media y la desviación estándar respectivamente, al com-
parar cada uno de los perfiles de carga.

Tabla 4.3: Parámetros estadísticos de los LCS óptimos en Campeche, Ecatepec y Mon-
terrey para los perfiles de carga 4.1a, 4.1b, 4.1c y 4.1d.
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Figura 4.4: Gráficas de los LCS en función de la T y la demanda.
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En la Figura 4.4 se presentan las gráficas de los ahorros solares, LCS, en función
de la T y la D para las tres diferentes ciudades y los cuatro perfiles de trabajo. Al
igual que en las gráficas de la razón de uso y la razón volumétrica, las doce gráficas
siguen el mismo patrón. En las Figura, se observa que el comportamiento de los
LCS es cuasi lineal con respecto a la T y a laD, donde amayor demanda yamayor
temperatura se tienen mayores ahorros solares.

En la Tabla 4.4 se presentan los valores de los parámetros estadísticos del PB.
Los valores del PB, en su mayoría, fluctúan entre 6-9 años para todos los casos.
Campechepresenta lamediamenor delPB enel perfil 4.1a y Ecatepec yMonterrey
presentan los valores menores de la media del PB en el perfil 4.1d. Las diferencias
porcentuales entre las medias al variar el perfil de carga llegan hasta el 41.78%,
mientras que la diferencia porcentual de la desviación estándar entre los perfiles
de carga llega hasta un 69.61%. Mientras que la variación porcentual al cambiar la
ciudad de la media llega a valores de hasta un 8.32%.

Tabla 4.4: Parámetros estadísticos del PB óptimos en Campeche, Ecatepec y Monterrey
para los perfiles de carga 4.1a, 4.1b, 4.1c y 4.1d.
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Figura 4.5: Gráficas del PB en función de la T y la demanda.
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En la Figura 4.5 se muestran los tiempos de retorno de los sistemas en función
de la T y la D. Del mismo modo que en los casos anteriores, las tres figuras pre-
sentan un comportamiento similar. En la Figura se observa un comportamiento
logarítmico en la forma y = a + b

x2 del PB con respecto a T . También se puede ver
que la variación del PB con respecto a D es prácticamente lineal. Por su parte, la
variación del PB en función de la ciudad, Ecatepec muestra los mayores valores,
seguido de Monterrey y Campeche.

El coeficiente de correlación de Pearson fue utilizado como el parámetro pa-
ra determinar la correlación entre las variables dependientes y las variables inde-
pendientes, presentados en la Tabla 4.5. Ru presenta unamayor correlación con la
temperatura del proceso mientras que Rv , LCS y PB presentan una mayor corre-
lación con D. Las cuatro variables dependientes presentan la menor correlación
con C , lo cual quiere decir que de las cinco variables independientes la ciudad es
la variable con menor influencia en las variables independiente.

Tabla 4.5: Coeficientes de correlación entre las variables dependientes y las variables
independientes.

Tomando en cuenta lo anterior, se observa que cada variable muestra similar
comportamiento en función de D y T para la tres ciudad y los cuatro perfiles de
carga. Las cuatro variables dependientes presentan la menor correlación con la
ciudad; la Ru presenta una mayor correlación con T mientras que Rv , LCS y PB

presentan unamayor correlación conD. Lo que implica que las variables indepen-
dientes conmayor importancia para el cálculo de las variables dependientes son la
T y la D. Los valores de las medias llegan a tener diferencias porcentuales al variar
el perfil de carga de hasta 26.44%, para las Ru, 60.64%, para las Rv , 305.23%, para
los LCS y 41.78%, para el PB. También se observa que Campeche es la ciudad con
los mayores ahorros solares y Ecatepec la ciudad con los menores. Asimismo, los
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casos en el que se trabajan todos los días del añomuestranmejores resultados de
LCS y PB que los casos en los que sólo se trabajan 5 días a la semana.

4.2. Desarrollo de la arquitectura de la red neuronal

El algoritmo de las ANN presentadas a lo largo de éste trabajo fueron desarro-
llados en el programa Octave. En del desarrollo de la arquitectura de la red neu-
ronal se plantearon tres arquitecturas. En esta sección se explicaran las tres arqui-
tecturas y se expondrá la arquitectura seleccionada y las razones por las que se
seleccionó dicha arquitectura.

Figura 4.6: Esquema de la primera propuesta de arquitectura

Una primera propuesta de la arquitectura de la red neuronal se muestra en la
Figura 4.6, basada en los trabajos previos de [Kalogirou, 2005]. En la primer versión,
el error se determina con la ecuación 4.1, con la función de activación de salida sig-
moidal y solo se consideran tres entradas. Sin embargo, una vez que se realizó el
primer experimento, se observó que el error presentado en la ecuación (4.1) tiende
a infinito, despuésde la tercera iteración, para las cuatro variables de salida. Toman-
do esto en cuenta se realizó un análisis para encontrar la razón de la divergencia.
Para esto se comenzó con el análisis de la función de activación de salida (A[2]), es
decir, la función sigmoidal. La función sigmoidal tiene unpequeño rango en la que
sus valores son diferentes a cero o uno (Figura 4.7), por lo tanto no es una función
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adecuada de salida para lo fines de este trabajo. Tomando esto en cuenta se realizó
una investigación y se corroboró que esta función es utilizada en su mayoría para
la realización de clasificaciones, debido a su comportamiento [Gomila-Salas, 2020,
Andrew, 2019, Andrew et al., 2019b]. Con base a lo anterior se llegó a la conclusión
de que esta función no es la óptima para el cálculo de las variables dependientes,
por lo que se propuso una segunda arquitectura.

Figura 4.7: Función sigmoidal [Mathworld, 2020].

J = − 1

m

m∑
i=0

K∑
j=0

(yilog(a
[L]
i ) + (1− yi)log(1− (a

[L]
i ))) (4.1)

donde m es el número de ejemplos de la base de datos y K es el número de
salidas de la red neuronal, a[L]i la función de activación de la capa de salida, yi la
salida de la base de datos.

Figura 4.8: Esquema de la segunda propuesta de arquitectura
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La segunda arquitectura propuesta presenta tres diferencias substanciales res-
pecto a la primera versión. La primera diferencia es que en esta arquitectura sólo
tiene una salida, es decir, que se va a desarrollar una red neuronal para cada salida.
La segunda diferencia es que la función de activación de la capa de salida pasó de
ser sigmoidal a ser lineal. La tercera diferencia es que se planea probar dos fun-
ciones de activaciones en la capa oculta, la función de tangente hiperbólica y la
de rectificador lineal unitario (ReLU ), con el fin de encontrar la que tiene mejor
desempeño.

En la Figura 4.8, “variable” representa la variable de salida, es decir, la Ru, Rv ,
LCS ó PB. W [1] , W [2] son las matrices de pesos de la capa escondida y de salida,
respectivamente. b[1] es el vector de bias de la capa escondida y b[2] es el vector de
bias de la capa de salida. X es el vector de las entradas de la red neuronal. Z [1] y
Z [2] son los vectores de entrada para las funciones de activación para la capa ocul-
ta y de salida, respectivamente. A[1](Z [1]) es la función de activación de tangente
hiperbólico para las neuronas de la capa oculta y A[n](Z [n]) es la función de activa-
ción para la neurona de la capa de salida. Las ecuaciones (4.2) y (4.3) representan
la función de activación de la tangente hiperbólica y ReLU respectivamente.

tanh(Z [1]) =
eZ

[1] − e−Z[1]

eZ
[1]

+ e−Z[1]
(4.2)

 ReLU = 0 si Z [1] ≤ 0

ReLU = Z [1] si Z [1] > 0
(4.3)

La ecuación de error (J) utilizada para estas redes neuronales es el error medio
cuadrático (ecuación (4.4)).

J = − 1

2m

m∑
i=0

(A
[2]
i − Yi)

2 (4.4)

dondem es el número de ejemplos de la base de datos.

Con el fin de determinar la función de activación en la capa oculta, se corrieron
las cuatro redes neuronales para el caso en que la función es la tangente hiperbó-
lica y para el caso en que la función es ReLU. Para esto, el 70% de esa base de datos
se utilizó para el entrenamientomientras que el 30% se utilizó para la verificación.
A lo largo del entrenamiento se buscó sacar el error medio cuadráticomínimo en-
tre lo calculado por la red y lo reportado en la base de datos. Una vez entrenada
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la red se utilizó el 30% de la base de datos restantes para sacar un nuevo error
medio cuadrático. El error obtenido en el entrenamiento se llamó Jtrain y el error
obtenido en la verificación se llamó Jtest. La Tabla 4.6muestra los errores obtenidos
para la función de activación de la tangente hiperbólica y la función ReLU para las
cuatro redes neuronales. Dado que la mayor diferencia porcentual es de 0.008%,
se considera que no hay diferencia al utilizar cualquiera de las dos funciones de
activación, por lo que se escogió la tanh debido a su simplicidad de programación.

Tabla 4.6: Diferencias porcentuales entre los errores para las funciones de tanh y ReLU.

La tercera versión de la arquitectura presenta tres diferencias con respecto a la
segunda versión de la arquitectura de la red neuronal. La primera diferencia radi-
ca en que la función de activación en las capas ocultas es la tangente hiperbólica,
como ya se explicó anteriormente. La segunda diferencia es la versatilidad del có-
digo para aumentar el número de neuronas y capas ocultas de la red neuronal. La
tercera diferencia es el número de entradas de la red neuronal, ya que la versión
final de la arquitectura aumenta su número de entradas de tres a cinco al contem-
plar el perfil de trabajo diario y semanal. Un diagrama de flujo del programa que
representa la arquitectura de las redes neuronales se exhibe en la Figura 4.9. Don-
de, “variable” representa la variable de salida, es decir, la Ru, Rv , LCS ó PB. T es la
temperatura del proceso, D es la demanda de agua diaria, C es la ciudad, P − d es
el perfil diario y P −s es el perfil semanal. L es el número de capas, incluyendo la de
salida e i es el número de neuronas en las capas.W [1]−W [l−1],W [l] son las matrices
de pesos de las capas escondidas y de salida. b[1] − b[l−1] son los vectores de bias de
las capas escondidas y b[l] es el vector de bias de la capa de salida. X es el vector
de las entradas de la red neuronal. Z [1] − Z [l−1] y Z [l] son los vectores de entrada
para las funciones de activación para las capas ocultas y de salida, respectivamen-
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te. A[1](Z [1])− A[l−1](Z [l−1]) son las funciones de activación de tangente hiperbólico
para las neuronas de las capas ocultas yA[n](Z [n]) es la función de activación para la
neurona de la capa de salida. Cabemencionar que todas las funciones de entrada
y de activación de todas las capas ocultas son iguales y el número de neuronas
permanece constante en las capas ocultas.

Figura 4.9: Esquema de la propuesta de arquitectura final.

4.3. Método de entrenamiento de la red

El algoritmo de entrenamiento de la red utilizando es el método de retroali-
mentación hacia atrás con el método iterativo “descenso por gradiente” [Andrew,
2019, Andrew et al., 2019c]. Este método hace uso de las derivadas parciales de la
función de error con respecto a los parámetros de peso utilizados en la red. Asimis-
mo, este método toma los resultados obtenidos de la propagación hacia delante
(Figura 4.9) y utiliza las derivadas para obtener los nuevos valores de las matrices
de peso (W [n] ) y los vectores bias (b[n] ). En la Figura 4.10 se muestra el diagrama
de flujo utilizado para el entrenamiento de la segunda versión de la arquitectura,
mientras que la Figura 4.11 presenta el diagrama de flujo del entrenamiento utili-
zado para la tercera versión arquitectura.

En la Figura 4.11 se puedenobservar dos diferencias con respecto a la Figura 4.10
. La primer diferencia es que se agregó el término de regularización en la función
de error, lo cual se debe aque esta es unamedida quepuede reducir un sub-ajuste

71



de la red neuronal. La segunda diferencia es que se agregaron los términos para
cuando se tiene más de una capa oculta.

Figura 4.10: Diagrama de flujo del entrenamiento de la red para la segunda versión de
la arquitectura.

Como ya se mencionó anteriormente, el método iterativo utilizado para el en-
trenamiento de la red es el de descenso de gradiente, el cual utiliza derivadas de
la función de error (J) con respecto a los pesos (W [i]) y los bías (b[i]). Las derivadas se
obtienen utilizando la regla de la cadena. Las ecuaciones (4.5)-(4.13) representan
las derivadas empleadas en el entrenamiento [Andrew, 2019, Andrew et al., 2019c].
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∂J
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∂J
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=
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dZ [l]
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...

∂J
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= dZ [1] = dZ [2]∂Z

[2]

∂A[1]

∂A[1]
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)
(4.11)

73



∂J

∂W [1]
=

∂J

∂Z [1]

∂Z [1]

∂W [1]
+

λ

2m

∂

∂W [1]

∑
i

∑
j

∑
k

W
[i]2

j,k

 =

=
1

m

dZ [1]X + λ
∑
j

∑
k

W
[1]
j,k

 (4.12)

∂J

∂b[1]
=

1

m

{
dZ [1]
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(4.13)

Figura 4.11: Diagrama de flujo del entrenamiento de la red para la arquitectura final.

En la Figura 4.12 se muestra la función de error de las cuatro redes neuronales

74



en función del número de iteraciones, con el fin de ver si el método converge. El
método necesitamenos de 100 iteraciones para converger en las cuatro redes, por
lo que se considera que es el método adecuado para este trabajo.
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Figura 4.12: Gráficas de convergencia el método de entrenamiento para (a) Ru, (b) Rv , (c)
LCS y (d) PB.
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CAPÍTULO 5

DESEMPEÑO DE LAS REDES NEURONALES

En éste capítulo se optimizan las cuatro redes neuronales tomando en cuenta
el dimensionamiento de la base de datos, el valor del parámetro de regularización
y la arquitectura de las redes. También se presentan las verificaciones de las ANN

y su desempeño al compararlas con el método de optimización variacional.

5.1. Optimización de las redes neuronales

Conel finde encontrar las redes neuronales adecuadas para las cuatro variables
se realizaron tres análisis:

1. El dimensionamiento de la base de datos, que evalúa las curvas de error vs
número de datos para determinar si es necesario o no aumentar los ejemplos
para el entrenamiento.

2. La designación del parámetro de regularización(λ), en este análisis se evalúa
el desempeño de la red con diferentes valores del parámetro de regulariza-
ción.

3. La selección de la arquitectura de la red neuronal, donde se realiza una eva-
luación del desempeño de las redes al variar el número de neuronas por capa
oculta y el número de capas ocultas.

Una vez realizados los puntos anteriores se procede a la validación de las ANN

seleccionadas, seguido de la evaluación del desempeño de las redes con respecto
a un método convencional.

5.1.1. Dimensionamiento de la base de datos

La determinación de las dimensiones de la base de datos para entrenar las cua-
troANN se realizó con elmétodo de curvas de aprendizaje, que consiste en obser-
var y evaluar el comportamiento de los errores obtenidos en el entrenamiento y en
la prueba al variarm (número de ejemplos utilizado en la base de datos) [Andrew,
2019, Andrew et al., 2019c].
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En la Figura 5.1 1 se presentan las curvas de aprendizaje para las cuatro ANN .
En las cuatro redes el valor del parámetro de regularización se designó como cero
y se estableció una arquitectura con una capa oculta y diez neuronas. A partir de
las gráficas mostradas en la Figura, se determinó que el aumento de número de
ejemplos a partir de los 1000 datos no afecta de manera significativa el desem-
peño de las redes neuronales. También se observa que los valores del error en el
entrenamiento y en la prueba sonprácticamente iguales, condiferenciasmenores
a 0.005. Por lo tanto, el aumento de datos utilizados en el entrenamiento no tie-
ne un efecto significativo en el desempeño de la red. Por otra parte, los valores de
Jtrain y Jtest son similares para las cuatro redes a partir de los 1000 ejemplos, lo que
implica un sub-ajuste de las redes neuronales a la base de datos. Este sub-ajuste
puede ser reducido con una regularización o aumentando el número de neuronas
y/o capas ocultas de las redes neuronales [Andrew et al., 2019a].
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Figura 5.1: Gráficas dimensionamiento de la base de datos para las redes neuronales de
(a) Ru, (b) Rv , (c) LCS y (d) PB.
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5.1.2. Designación del parámetro de regularización

El uso de la regularización en el entrenamiento de la red puede ayudar amejo-
rar el desempeño de la red, sin embargo, también puede tener un impacto negati-
vo [Andrew et al., 2019c,a]. Es importante hacer un análisis gráfico para determinar
λ y obtener la red neuronal adecuada para nuestro problema. Teniendo esto en
cuenta, los valores de los errores Jtrain y Jtest fueron graficados al variar el valor de
λ.
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Figura 5.2: Gráficas de λ vs Jtrain y Jtest para las redes neuronales de (a) Ru, (b) Rv , (c) LCS

y (d) PB.

En la Figura 5.2 semuestran las gráficas de los errores Jtrain y Jtest en función de
λ para las cuatro redes neuronales, con una arquitectura con 10 neuronas en una
capa oculta. En las cuatro gráficas los valores de los parámetros fluctúan al variar
λ, sin embargo, en estas redes el impacto proporcionado por la regularización es
despreciable. Por lo tanto, se determinó que el valor óptimo de λ es cero, ya que
la regularización implica el aumento de tiempo de cómputo y dado que no se
encontró un efecto positivo considerable.
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5.1.3. Selección de la arquitectura de la red neuronal

La selección de la arquitectura de la red neuronal, al igual que en las seccio-
nes anteriores, implicó el uso del método gráfico. En esta sección los errores Jtrain
y Jtest fueron graficados al variar el número de neuronas. Al inicio del análisis se
observó que el aumento del número de capas no afecta demanera significativa el
desempeño de las redes. Sin embargo, sí aumenta considerablemente el tiempo
de cómputo, por lo que se determinó una capa oculta para realizar las gráficas.
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Figura 5.3: Gráficas de número de neuronas vs Jtrain y Jtest para las redes neuronales de
(a) Ru, (b) Rv , (c) LCS y (d) PB.

En la Figura 5.3 semuestran las gráficas de los errores Jtrain y Jtest en función del
número de neuronas en una capa oculta. Las gráficas presentaron un comporta-
miento de Jtrain y Jtest de la forma y = a + b

x2 en función al número de neuronas.
En las gráficas 5.3c y 5.3d los valores de los errores dejan de cambiar de manera
significativa a partir de las 6000 neuronas. Por lo que para los LCS y el PB la arqui-
tectura resultante es de una capa oculta con 6000 neuronas, sin regularización. En
la gráfica 5.3b se muestra el comportamiento de la red neuronal para la salida de
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la razón volumétrica, a partir de la cual se determina que la red neuronal para Rv

es de una capa oculta con 1000 neuronas sin regularización. A partir de la Figura
5.3a se determinó la arquitectura de 4,000 neuronas con una capa oculta sin re-
gularización para laRu. Es de resaltar que la optimización del número de neuronas
tiene un impacto de hasta el 128% en el desempeño de las neuronas.

5.2. Verificación de la red neuronal mediante análisis esta-
dísticos

ElMSE se utilizó como parámetro comparativo entre los datos de salida de las
ANN y losdatos asignadosde labasededatos, para la verificaciónde las cuatroANN .
La verificación de las cuatro ANN implicó el uso del 5% de la base de datos gene-
rada, en concordancia con [Russell and Norvig, 2016, Andrew et al., 2019a, Andrew,
2019, Andrew et al., 2019b,c]. Los datos de verificación corresponden a ejemplos
que la ANN l no conoce, ya que no se utilizaron en ninguna de las tres etapas de
optimización, (dimensionamiento, designación de parámetro de regularización y
selección de arquitectura de la red). En la Figura 5.4 se presenta el comparativo
de los datos de salida de las redes y los datos asignados de la base de datos, el
comparativo corresponde a las cuatroANN , el inciso (a) para la Ru, (b) para Rv , (c)
para los LCS y el (d) para el PB, donde los puntos azules son los valores de la base
de datos y los rojos son los determinados con la respectiva red neuronal. Los datos
presentados en la columna de entrenamiento corresponden a los utilizados en es-
ta etapa del desarrollo de las ANN , que corresponde al 90% de la base de datos.
Cabe resaltar que todos los valores de las variables, tanto dependientes como in-
dependientes, fueron normalizados con el fin de entrenar las ANN , por lo que la
Figura los presenta de esta manera.

El MSE de la Ru para el entrenamiento, prueba y verificación fue de 0.010002,
0.011025 y 0.011275 respectivamente; para la Rv de 0.046645, 0.056421 y 0.047555;
para losLCS de0.003844, 0.003750y0.003756;mientrasquepara elPB de0.012412,
0.013032 y 0.0074209. La ANN de la Rv resultó con el menor desempeño, que se
puededeber al carácter discontinuode los datos ya queúnicamente la base deda-
tos presenta cinco valores de Rv , como se muestra en 5.4b. En general, las cuatro
ANN presentan valores deMSE similares en el entrenamiento, prueba y verifica-
ción, con diferencias menores a 0.001 considerándose así que el modelo de ANN l
es adecuado.
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Figura 5.4: Comparación de la base de datos vs los datos calculados por las redes neu-
ronales. 81



5.3. Desempeño de la red neuronal

El desempeño de la red neuronal se evalúa con el tiempo de cómputo, el nú-
mero de entradas y la cantidad de conocimientos necesarios para llevar a cabo la
optimización.

5.3.1. Tiempo de cómputo

En la Tabla 5.1 se presentan los valores obtenidos del tiempo de cómputo de
los dos métodos. El tiempo empleado en la simulación para la construcción de la
base de datos que se utilizó en el entrenamiento, optimización y verificación de
las redes fue de 13 semanas, exceptuando el tiempo empleado en la construcción
y verificación de las plataformas de simulación térmica y económica utilizados en
el método variacional. El tiempo empleado para la construcción y verificación de
estas plataformas fue de 9 semanas, mientras que para las redes neuronales fue
de 7 semanas, lo que representa un 78% del tiempo empleado respecto al método
variacional.

Tabla 5.1: Comparación de tiempode cómputo para la optimización delmétodo de redes
neuronales con el método variacional.

El tiempo de optimización de cada una las cuatro redes neuronales fue de 5 h

con 13 min con 47 s. Cada una de las cuatro redes neuronales tomaron 1 hora, 20
minutos y 4 segundos en ser entrenadas. El tiempo de cómputo empleado para ca-
da posible condición de diseño fue de 28minutos con 3 segundos, sin considerar los
errores en el suministro de datos al programa.Mientras que el tiempo de cómputo
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empleado con redes neuronales fue de cuatro segundos, lo que representa úni-
camente el 0.12% del tiempo requerido para realizar la optimización utilizando el
método variacional. Con lo anterior, se observa que el uso de redes neuronales re-
duce considerablemente el tiempo de cómputo para hacer la optimización de un
sistema de calentamiento solar, una vez ya entrenada la red.

5.3.2. Número de entradas

En la optimización con redes neuronales, el número de entradas es el 26% res-
pecto al método variacional, donde se requieren 19 entradas, que son: datos me-
teorológicos de la ciudad de estudio, características del colector, bombas hidráu-
licas, tanque de almacenamiento e intercambiadores de calor seleccionados, la
temperatura requerida, la demanda de agua diaria del proceso, el perfil de carga
diario y semanal, así como también las entradas económicas presentadas en la
Tabla 3.5. Por su parte, el cálculo con redes neuronales requiere sólo de 5 entradas,
que son el lugar de estudio, la temperatura requerida, la demanda de agua, el per-
fil diario y el perfil semanal. Así, se puede decir que la optimización de un sistema
de calentamiento solar con redes neuronales requiere considerablementemenos
entradas que el método de optimización variacional.

5.3.3. Habilidades para la optimización

Una vez ya entrenadas las redes neuronales, la cantidad dehabilidades requeri-
das para realizar la optimización del sistema de calentamiento solar son elmanejo
de requerimientos en la industria, y elmanejo básico de sistemas de cómputo. Por
su parte, elmétodo variacional requiere de conocimiento de energía solar, genera-
ción de calor, transferencia de calor, termodinámica, programación, optimización,
análisis económico y los requerimientos de la industria, además de alto grado de
expertise en programación ymanejo de sistemas de cómputo. Es hacer notar que
el método de optimización con redes neuronales requiere de personal con nivel
técnico,mientras que el uso delmétodo variacional requiere de personal altamen-
te capacitado de nivel maestría o mayor.
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CAPÍTULO 6

CONCLUSIONES Y RECOMENDACIONES PARA TRABAJOS
FUTUROS

6.1. Conclusiones

Método de optimización con la red neuronal:

* Una vez ya entrenada la red neuronal, el tiempo de cómputo para la optimi-
zación de sistemas de calentamiento solar con redes neuronales representa
únicamente el 0.12% del tiempo de cómputo utilizado con el método varia-
cional.

* La optimización con redes neuronales requiere del 26% de las entradas re-
queridas para el cálculo con el método variacional.

* El método de optimización con redes neuronales requiere de personal con
nivel técnico,mientras queel usodelmétodo variacional requiere depersonal
altamente capacitado de nivel maestría o mayor.

* El uso de redes neuronales para la optimización de sistemas de calentamien-
to solar presenta un desempeño adecuado para el cálculo de la Ru, la Rv , los
LCS, y el PB, al utilizar una red neuronal para calcular cada variable. El error
medio cuadrático de los LCS para el entrenamiento, prueba y verificación fue
de 0.003844, 0.003750 y 0.003756 respectivamente; para el PB de 0.012412,
0.013032 y 0.0074209; para Ru de 0.010002, 0.011025 y 0.011275; mientras que
para el Rv fueron de 0.046645, 0.056421 y 0.047555.

* Campeche es la ciudad conmayores ahorros solares y Ecatepec la ciudad con
los menores. Asimismo, los casos en el que se trabajan todos los días del año
muestran mejores resultados de LCS y PB, que los casos en los que sólo se
trabajan 5 días a la semana.
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Base de datos:

* La Ru, la Rv , los LCS y el PB muestran similar comportamiento cuando se
cambia D, T , C y el perfil de carga.

* Las cuatro variables dependientes tienen lamenor correlación con la ciudad.
La Ru muestra una mayor correlación con la temperatura del proceso mien-
tras que laRv , losLCS y el PB presentanunamayor correlación con la deman-
dadiaria de agua. Lo que implica queT y laD son las variables independientes
con mayor importancia para el cálculo de las variables dependientes.

* Los valores de las medias llegan a tener diferencias porcentuales al variar el
perfil de carga de hasta 26.44% para las Ru, 60.64% para las Rv , 305.23%, para
los LCS y 41.78% para el PB.

Optimización de la Red neuronales:

* La cantidadmínimadedatos esdemil ejemplos, para asegurar el desempeño
adecuado de la red.

* La optimización de la arquitectura de la red neuronal afecta hasta en un 128%
el desempeño de la red neuronal. La arquitectura óptima de las redes neuro-
nales es de una capa oculta sin regularización con 4000 neuronas para la Ru,
1000 neuronas para la Rv y 6000 neuronas para los LCS y el PB.

* El método de entrenamiento de propagación hacia atrás, con el método ite-
rativo degradiente dedescenso, es adecuadopara este problema yaque con-
verge con menos de 600 iteraciones.

6.2. Recomendaciones para trabajos futuros

1. Utilizar y comparar el desempeño de las redes neuronales con ejemplos op-
timizados existentes.

2. Hacer uso del algoritmo genético para mejorar el desempeño de las redes
neuronales.

3. Aumentar el númerode ciudades y perfiles de cargapara entrenar la redneu-
ronal.

4. Aumentar el tipo de tecnologías utilizadas en la generación de la base de
datos, y agregar esta variable como variable de entrada.
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5. Probar el desempeñodeuna redneuronal de selecciónmúltiplepara el cálcu-
lo de la Rv .

6. Generar una base de datos con datos experimentales para la validación de las
redes neuronales.

7. Proponer diferentes parámetros económicos, haciendo uso de métodos es-
tadísticos, para la predicción de años futuros del costo de combustible fósil,
inflación, etc.
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Anexo A

Recurso solar

La temperatura promedio y la irradiación solar promedio diario directa, difusa y
global fueron calculadas y evaluadas para Ecatepec deMorelos, Monterrey y Cam-
peche. La evaluación se realizó manejando los datos meteorológicos, obtenidos a
partir de METEONORM, con el software TRNSYS, las variables se consideraron de
manera horaria y se integraron anual ymensualmente. Las irradiaciones promedio
diaria directas de las diferentes localidades fueron comparadas con el espectro de
irradiación total en México, el cual se muestra en la Figura A.1.

Figura A.1: Recurso solar en México.

La temperatura ambientepromedio anual es de 16.4◦C , 22.5◦C y 26.1◦C paraEca-
tepec, Monterrey y Campeche, respectivamente. El promedio mensual máximo y
mínimo fue de 19.2◦C y 13.6◦C , para Ecatepec, 28.7◦C y 15.2◦C , para Monterrey y
22.3◦C y 29.0◦C , para Campeche. La diferencia entre la temperatura máxima y mí-
nima para Ecatepec y Campeche datan de alrededor de 6◦C , por lo que se puede
decir que no tienen climas extremosos a lo largo del año. Monterrey, por su parte,
tiene temperaturas más extremas, con una diferencia entre su temperatura pro-
medio máxima y mínima de 13.5◦C .
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La irradiación solar promedio diaria directa, difusa y global fue de 2.79 kWh
m2 , 2.16

kWh
m2 y 4.95 kWh

m2 , para Ecatepec, 3.11 kWh
m2 , 2.03 kWh

m2 y 5.14 kWh
m2 , para Monterrey y 3.33

kWh
m2 , 2.22 kWh

m2 y 5.54 kWh
m2 , para Campeche, respectivamente. De acuerdo al espectro

de irradiación de la Figura A.1, Ecatepec y Monterrey se encuentran por debajo de
la media en irradiación nacional, mientras que Campeche se encuentra por arriba
de lamedia. La cantidad de radiación difusa representa aproximadamente el 44%,
para Ecatepec, 40%, para Monterrey y Campeche. Lo anterior nos indica que los
captadores solares planos son la mejor selección para estas ciudades, debido a su
capacidad de colección de radiación directa y difusa.

Figura A.2: Recurso solar en Ecatepec.

Figura A.3: Recurso solar en Monterrey.
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En las Figuras A.2, A.3 y A.4 se presenta el recurso solar para Ecatepec, Monte-
rrey y Campeche respectivamente. La irradiación diaria promedio mensual máxi-
ma y mínima de Ecatepec es de 5.95 kWh

m2−d́ia
y 3.96 kWh

m2−d́ia
, respectivamente, mien-

tras que la irradiación enMonterrey fluctúa entre 2.95 kWh
m2−d́ia

y 6.89 kWh
m2−d́ia

y el rango
de Campeche va de 3.93 a 6.63 kWh

m2−d́ia
. En Ecatepec, debido a que la irradiación es

relativamente constante a lo largo del año, el desempeño del sistema de calenta-
miento solar tampoco debe fluctuar en gran medida. En Campeche la irradiación
tampoco fluctúa tanto, sin mencionar que en los meses de abril a agosto, la irra-
diación promedio se encuentra por arriba de los 6 kWh

m2−d́ia
. Por su parte, Monterrey

tiene una irradiación promedio de 6.36-6.89 kWh
m2−d́ia

de mayo a agosto, lo cual se
encuentra en el extremo máximo del espectro nacional. Por lo que se puede de-
cir que Ecatepec, Monterrey y Campeche son buenas opciones de lugar para la
instalación de una planta solar.

Figura A.4: Recurso solar en Campeche.
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