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Resumen 

 

La selección de la cartera de proyectos (PPS) es un importante problema de decisión que 

enfrenta cualquier organización. PPS decide cómo invertir recursos en proyectos sujetos a un 

proceso de decisión, influenciado por múltiples criterios en conflicto. El compromiso de la 

cartera con el bienestar de la organización, tiene una incertidumbre que afecta directamente las 

preferencias del tomador de decisiones (DM).  

MOEA/D es un enfoque bien conocido para abordar problemas de optimización multicriterio, y 

aún está abierto al desarrollo de estrategias para manejar la incertidumbre en su proceso de 

búsqueda. Este trabajo se propone a I-MOEA/D, un nuevo método basado en un enfoque 

MOEA/D, para lidiar con la incertidumbre del DM en los costos y beneficios de los proyectos de 

las carteras.  

Las características novedosas propuestas incluyen:  

a) Manejar un gran número de objetivos, realizando experimentaciones con 2,3,4,8,9,13 y 15 

objetivos, haciendo uso de instancias artificiales, creadas mediante un generador de pesos, con 

uso de funciones de logaritmo natural y un generador de instancias de cartera de proyectos 

multiobjetivo con intervalos.  

b) Un método para generar la población inicial, el cual es una estrategia de inicialización para el 

algoritmo I-MOEA/D, de tal modo que hace uso de intervalos presentes en la información de las 

carteras, siendo un proceso, que elige un proyecto, siempre y cuando el valor aleatorio uniforme 

se encuentre por debajo de una selección de umbral predefinida (establecido en 0.5 para este 

trabajo de investigación) 

c) Manejar la incertidumbre de recursos, costos y beneficios a través de intervalos.  

Un experimento comparó I-MOEA / D con el algoritmo I-NSGA-II del estado del arte, en 

instancias con dos a quince objetivos. Los resultados demuestran la competitividad de I-

MOEA/D al mejorar la calidad de la solución de I-NSGA-II en la mayoría de los casos. 
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CAPITULO 1 

Introducción 
 

 

n la actualidad, la cantidad de información que se genera y administra en las 

organizaciones crece exponencialmente, lo cual hace que las empresas e instituciones 

manipulen grandes cantidades de información en los diversos departamentos, de tal manera 

que cuando se requiere tomar una decisión, se tiene que hacer un análisis de grandes 

cantidades de información haciendo difícil la toma de decisiones.  

Olson en (Olson, 2010) menciona que son muchos los investigadores que han 

definido la toma de decisiones como una actividad esencial y central en las organizaciones. 

Para llevar a cabo la toma de decisiones en las organizaciones tradicionalmente se forman 

carteras de proyectos las cuales contienen un subconjunto de los proyectos.  

Carazo en (Carazo, y otros, 2010) define un proyecto como un proceso temporal, 

único e irrepetible que persigue un conjunto específico de objetivos, los cuales al 

combinarse impactaran en la misión y visión de las organizaciones, entonces una cartera es 

definida por Fox & Baker en (Fox & Baker, 1985) como: “conjunto de proyectos que, 

llevados a cabo en un determinado periodo de tiempo, comparten una serie de recursos y 

entre los que pueden existir relaciones de complementariedad, incompatibilidad y sinergias 

producidas por compartir costos y beneficios derivados de la realización de más de un 

proyecto a la vez”.   

Entonces al formar carteras algunas de ellas aportaran mayor beneficio a las 

organizaciones es por eso que tomar una “buena” o “mala” decisión compromete en gran 

medida el bienestar de la organización y es de suma importancia realizar un análisis para 

toma de decisiones de cartera de proyectos. 

E  
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El análisis de la decisión de carteras (Portfolio Decision Analysis, PDA) puede ser 

definido como el conjunto de teorías, métodos y prácticas que ayudan al tomador de 

decisiones a seleccionar un subconjunto de un conjunto muy grande de proyectos a través 

de modelación matemática tomando en cuenta restricciones relevantes, preferencias y la 

incertidumbre (Salo, Keisler, & Morton, 2011). La incertidumbre es un rango o inexactitud 

presente en la información (Larousse, 2016). 

Esta tesis es una aportación en la solución del problema de cartera de proyectos 

aplicando un algoritmo evolutivo multiobjetivo basado en descomposición conocido como 

MOEA-D (por sus siglas en inglés) introduciendo matemáticas de intervalos y así mejorar 

la calidad de las soluciones reportadas en la literatura. Un intervalo es sinónimo de 

incertidumbre y se han definido para los recursos de la organización, por ejemplo, 

beneficios, costos, tiempos, sinergias, entre otros. La metodología, incluye las preferencias 

del tomador de decisiones (DM); el DM es el responsable de seleccionar la cartera que 

mejor satisface los objetivos de la organización. 

En las secciones de este capítulo, se presenta un panorama general de la tesis, 

presentando los antecedentes del proyecto, la justificación, los objetivos generales y 

específicos del trabajo, alcances y limitaciones, finalizando con la organización del 

documento.  

 

1.1 Antecedentes 

Esta investigación forma parte de un proyecto de red OPTISAD que está constituida por 

investigadores de la Universidad Autónoma de Sinaloa (UAS), la Universidad Autónoma 

de Nuevo León (UANL), la Universidad de Occidente (UdeO), Universidad Autónoma de 

Coahuila (UAC) y el Instituto Tecnológico de Ciudad Madero (ITCM). Los cuerpos 

académicos de estas instituciones han colaborado en el desarrollo de métodos e 

instrumentos enfocados a la optimización de cartera de proyectos con el objetivo de 

propiciar su integración en una metodología general. 
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Resolver el problema de cartera de proyectos requiere de una convergencia 

multidisciplinar en disciplinas matemáticas (estadística, programación matemática, lógica 

borrosa), ingenieriles (sistemas, computación), híbridas (análisis de la decisión, inteligencia 

artificial, análisis multicriterio) y administrativas. Debido a esto, surge el acercamiento 

entre los investigadores de las instituciones educativas participantes, bajo la creación de 

una red, denominada “Red temática para apoyo a la decisión y optimización inteligente de 

sistemas complejos y de gran escala”, que está compuesta por los siguientes cuerpos 

académicos: “Sistemas de Apoyo a la Toma de Decisiones” de la UAS, “Ingeniería en 

Sistemas” de la UANL, “Administrativos” de la UdeO y “Optimización Inteligente” del 

ITCM. 

Este proyecto de red pertenece a una de las líneas de investigación qué está 

enfocada en la optimización de cartera con muchas funciones objetivo utilizando 

procedimientos metaheurísticos, análisis y decisión multicriterio. El presente trabajo de 

investigación, propone el tratamiento de incertidumbre inmersa en el problema de cartera 

de proyectos utilizando matemática de intervalos empleando un algoritmo evolutivo 

multiobjetivo. El objetivo de la investigación es continuar con el desarrollo de instrumentos 

que apoyen a conseguir las metas planteadas por el grupo de investigadores 

complementando y aportando los trabajos desarrollados por investigadores de la red. 

 

1.2 Justificación 

Debido a que la información en las organizaciones se genera en grandes cantidades, en 

estos tiempos cada vez es más común tener problemas con el análisis de la información 

para la toma de decisiones. Por tal motivo es necesario la ayuda de herramientas capaces de 

brindar apoyo en la toma de decisiones y así cumplir con los objetivos de las 

organizaciones.  

La mayoría de los trabajos que abordan el problema de selección de cartera de 

proyectos no toman en cuenta la imprecisión inmersa en los procesos administrativos de las 

organizaciones, es decir establecen un costo fijo para los proyectos y en el momento de 
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poner en marcha el proyecto el costo estimado con anterioridad cambio. Esto implica que 

las organizaciones necesiten hacer ajustes en sus presupuestos y en algunos casos no 

cumplir con los objetivos anuales establecidos. 

Actualmente existe un gran número de enfoques en el estado del arte que han sido 

propuestos para resolver el problema de estudio, por ejemplo, en (Rivera,2015) (Salas, 

2019) (Balderas 2018), algunos enfoques abordan: el estudio del problema con sinergia y 

apoyo parcial (Rivera, 2015) y aplican estrategias hibridas de técnicas de algoritmos 

exactos y metaheurísticos; otros enfoques abordan el problema de estudio con pocos 

objetivos (dos objetivos) e incluyen incertidumbre en algunos factores del problema, un 

ejemplo de este enfoque es el trabajo de Salas (Salas,2019). Por otro lado, en Balderas 

(2018) toma en consideración la incertidumbre e incorpora las preferencias del tomador de 

decisiones usando un enfoque de sobre clasificación basado en intervalos con la finalidad 

de dirigir la búsqueda hacia la región de interés de la frontera de Pareto, cabe señalar que 

también trabaja con pocos objetivos. 

Dentro del grupo de trabajo se han ocupado otras metaheurística, por tal motivo se 

propuso trabajar con MOEA/D aplicando incertidumbre, siendo que los trabajos que han 

abordado el problema con incertidumbre tienen pocos objetivos (I-NSGAII). 

1.3 Objetivos 

A continuación, se presentan el objetivo general y los objetivos específicos planteados para 

este trabajo de investigación. 

1.3.1 Objetivo general 

Resolver el problema de cartera de proyectos con intervalos y muchos objetivos, mediante 

un algoritmo evolutivo multiobjetivo que logre una calidad en las soluciones competitivas 

con las del estado del arte. 

 

1.3.2 Objetivos específicos 

Los objetivos específicos que favorecen el cumplimiento del objetivo general son: 
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1. Analizar el desempeño de metaheurísticas del estado del arte que resuelven el 

problema de cartera de proyectos con intervalos y muchos objetivos. 

2. Desarrollar una solución para el problema de cartera de proyectos con intervalos y 

muchos objetivos a través del algoritmo MOEA/D. 

3. Desarrollar indicadores de calidad de desempeño para el algoritmo evolutivo 

MOEA/D. 

 

1.4 Alcances y limitaciones 

A continuación, se enlistan los alcances y limitaciones de este trabajo de investigación: 

a. El problema resuelto es cartera de proyectos multiobjetivo. 

b. Los valores que reflejen incertidumbre, es modelado utilizando intervalos.  

c. La cantidad de objetivos es hasta 15 objetivos como máximo. 

d. El alcance de la investigación está reducido al tratamiento de incertidumbre en el 

presupuesto, costo, objetivos y beneficio del problema de cartera de proyectos.  

 

1.5 Organización del documento 

Este documento está estructurado como sigue: El capítulo 2 proporciona el marco teórico, 

el cual conlleva los conceptos, que son el soporte teórico de la investigación desarrollada en 

este trabajo de investigación. El capítulo 3 describe el estado del arte del problema de 

investigación, considerando el problema de investigación, la complejidad y el estado del 

arte. En el capítulo 4 muestra la metodología de solución, dónde se describe la adaptación 

de intervalos en el problema de selección de cartera de proyectos multiobjetivo y la 

descripción de la propuesta I-MOEA/D. El capítulo 5 describe el experimento realizado y 

los resultados para validar I-MOEA/D; además proporciona el análisis que demuestra las 

ventajas de la estrategia propuesta. El capítulo 6 resume las principales conclusiones del 

trabajo de investigación. 

  



 

6 

 

CAPITULO 2 

Marco Teórico 
 

En esta sección se introducen conceptos relacionados con la teoría que sustenta este trabajo 

de investigación. Principalmente, se describe sobre el concepto fundamental de 

optimización y sus variantes, además de las estrategias de solución para problemas de 

optimización. Por consiguiente, se verá cómo funcionan los algoritmos evolutivos 

adentrando en los algoritmos genéticos. Después se describen los operadores genéticos de 

selección, cruza y mutación, por consiguiente, se definen los algoritmos evolutivos 

multiobjetivo conocido como MOEA/D (Multiobjetive Evolutionary Alghorithm based on 

Descomposition) y NSGA-II (Non-dominated Sorting Genetic Algorithm II), continuando 

con las pruebas estadísticas detallando la prueba de signos de Wilcoxon. Concluyendo con 

conceptos fundamentales de la matemática de intervalos. 

 

2.1 Problemas de optimización 

Un problema de optimización consiste en minimizar o maximizar el valor de una variable, 

en el lenguaje cotidiano “optimizar” significa poco más que mejorar algo, sin embargo, 

(Duarte, 2007) explica la optimización como “el proceso de intentar encontrar la mejor 

solución posible a un problema de optimización, generalmente en un tiemplo limitado”. 

Un problema de optimización se conforma de tres elementos importantes: 

▪ Variables de decisión: contiene los valores que se modifican para resolver el 

problema. 

▪ Función objetivo: Se expresa en términos de las variables de decisión, y el 

resultado de su evaluación es el que se desea optimizar (maximizar o minimizar). 
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▪ Restricciones: expresada en forma de ecuaciones de igualdad (ecuación 1.3) o 

desigualdad (ecuación 1.2), se deben cumplir o satisfacer para que la solución sea 

considerada factible, es decir, sea válida. 

En un problema de minimización, dada una función 𝑓: 𝕏 ∈ ℝ𝑛 → ℝ  se trata de hallar el 

vector 𝑥 ∈  ℝ que minimice dicha función como se indica en la ecuación 1.1. 

Min
𝑥
𝑓(𝑥) (1.1) 

Sujeto a: 

𝑔𝑖(𝑥) ≤ 0       𝑖 = 1,2,3, … ,𝑚 (1.2) 

ℎ𝑗(𝑥) = 0       𝑗 = 1,2,3, … , 𝑝 (1.3) 

 

Donde 𝑓 es un vector de 𝑘 funciones objetivo 𝑓 = (𝑓1, … , 𝑓𝑛) para la cual se desea obtener 

el valor mínimo o máximo según sea la función objetivo (López, 2014), 𝑥 es el vector de 

solución 𝑥 = (𝑥1, … , 𝑥𝑟)
𝑡 de r variables, n es el número de restricciones de desigualdad.   

Las restricciones definidas acotan el espacio de soluciones, dividiendo el espacio de 

búsqueda en dos regiones: 

• Soluciones Factibles: Aquellos elementos del espacio de búsqueda que cumplen 

con todas las ecuaciones de restricción. 

• Soluciones No Factibles: Aquellos elementos del dominio de la función que no 

cumplen por lo menos una de las restricciones del problema. 

 

Cabe mencionar, que si solo existe una función objetivo se considera que es un problema de 

optimización mono-objetivo, en caso de que sean dos o más objetivos, se le denomina 

problema de optimización multiobjetivo (Cagnina, 2010). 
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2.2 Problemas de optimización multiobjetivo 

Un problema de optimización multiobjetivo (MOP) difiere de un problema mono-objetivo, 

dado que los primeros requieren la optimización simultanea de más de una función objetivo 

en paralelo (López, 2014). Un MOP es definido por Osyczka (1985) como: “Encontrar un 

vector de variables de decisión que satisfaga las restricciones dadas y optimice un vector de 

funciones cuyos elementos representan las funciones objetivo” y se denota de manera 

general por medio de la ecuación 1.4, donde x son las variables de decisión, pertenecientes 

a un vector �⃗� = 〈𝑥1, 𝑥2, … , 𝑥𝑛〉  dentro de un espacio de soluciones factibles 𝑅𝐹 , 𝑓(𝑥) , 

donde cada 𝑓𝑖  representa una de las n funciones objetivos a minimizar o maximizar, 

encontrando el vector �⃗� que satisfaga las m restricciones de desigualdad (ecuación 1.5) y 

las p restricciones de igualdad (ecuación 1.6): 

= {𝑓1(�⃗�), 𝑓2(�⃗�),… , 𝑓𝑛(�⃗�)}𝑥∈𝑅𝐹

𝑓(𝑥)
 (1.4) 

𝑔𝑖(�⃗�) = 0, 𝑖 = 1,… ,𝑚 (1.5) 

ℎ𝑖(�⃗�) ≤ 0, 𝑖 = 1,… , 𝑝 (1.6) 

Cuando los objetivos se encuentran en conflicto en la optimización multiobjetivo, se busca 

un compromiso entre las soluciones en lugar de única solución, recurriendo frecuentemente 

al uso de estrategias de optimización. 

 

2.3 Estrategias de solución para problemas de optimización  

En la actualidad existen diversas propuestas algorítmicas para la solución de problemas, un 

algoritmo puede ser de solución exacta o aproximada. Un algoritmo exacto garantiza la 

obtención de la solución óptima, por el contrario, un algoritmo aproximado no puede 

garantizar la obtención del óptimo (Woeginger, 2003). Los algoritmos se clasifican en 

exactos y de aproximación.  

Métodos exactos: Los métodos exactos garantizan una solución óptima, siempre que ésta 

exista; sin embargo, en problemas grandes o muy complejos podría hacerse inviable ya que 
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el tiempo de cómputo crece en forma exponencial con el tamaño del problema (Morillo, 

Moreno & Díaz, 2014). 

Métodos aproximados: Los métodos aproximados construyen una solución que no puede 

garantizar que sea optima, y están diseñados para resolver problemas difíciles de 

optimización combinatoria (J.P. Kelly, 1996). Un método metaheurístico es un algoritmo 

aproximado y este término fue introducido por Glover (1986), dentro de esta clasificación 

se destacan los algoritmos evolutivos. 

 

2.4 Algoritmos evolutivos 

Los algoritmos evolutivos (EA) son métodos robustos de búsqueda, que permiten tratar 

problemas de búsqueda, que permiten tratar problemas de optimización, donde el objetivo 

es encontrar un conjunto de parámetros de minimizan o maximizan una función de 

adaptación. Estos algoritmos operan con una población de individuos 𝑃(𝑡) = {𝑥1
𝑡 , … , 𝑥𝑛

𝑡 } 

para la iteración t, donde cada individuo 𝑥𝑖 representa un punto de búsqueda en el espacio 

de soluciones (Estévez, 1997). 

La estructura del algoritmo evolutivo básico tiene la siguiente forma (Algoritmo 1): 

 

Algoritmo 1. Algoritmos evolutivos 

0. t=0 

1. Inicializar 𝑃(𝑡) 

2. Evaluar 𝑃(𝑡) 

3. while (𝒏𝒐 𝒄𝒐𝒏𝒅𝒊𝒄𝒊ó𝒏 𝒅𝒆 𝒑𝒂𝒓𝒐) do 

4.       t=t+1 

5.       Padres= Selección 𝑃(𝑡) 

6.       HijoC= Cruza (Padres) 

7.       HijoM= Mutación (HijoC) 

8. end 

  

Primeramente se genera una población aleatoria (línea 1) y es evaluada (línea 2) la cual 

debe cumplir ciertas restricciones planteadas por el problema y en cada iteración t se 

selecciona un subconjunto de la población actual (línea 5) para generar nuevos hijos 
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mediante recombinación aplicando una alteración de cruza (línea 6) y mutación (línea 7) a 

los individuos que fueron seleccionados y si cumplen con el criterio de optimización 

devuelve la mejor solución encontrada, en caso contrario vuelve a realizar la selección y 

alteración de los individuos (Algoritmo 1).  

Los algoritmos evolutivos presentan ciertas ventajas en la resolución de problemas de 

optimización (Goldberg, 1989): 

• Operan sobre una población (o conjunto de soluciones) lo que evita que la búsqueda 

se quede atascada en óptimos locales. 

• No requieren conocimiento previo sobre el problema a resolver. 

• Pueden combinarse con otras técnicas de búsqueda para mejorar su desempeño. 

• Permiten su paralelización de forma sencilla. Son conceptualmente fáciles de 

implementar y usarse. 

• Utilizan operadores probabilísticos, en comparación con las técnicas tradicionales 

que utilizan operadores determinísticos. 

• Generalmente pueden auto adaptar sus parámetros. 

 

2.5 Algoritmo genético 

Dentro de los evolutivos, se encuentra el algoritmo genético (AGs), el cual busca el espacio 

de soluciones de una función a través de la estrategia de la supervivencia del más apto.  

En los seres humanos, el ácido desoxirribonucleico (ADN) se almacena de una manera 

estructurada. A esta estructura se le denomina cromosoma. Si se compara lo biológico con 

la vida artificial, es decir los AGs, un cromosoma indica una posible solución del problema, 

que por lo general se presenta como una cadena de bits (Fig. 1), que puede ser real o 

binaria. Un alelo en una cadena de bits será un 0 o 1, para un dominio discreto el número de 

alelos aumenta en dependencia del problema (Moré, 2017). 
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Estos algoritmos comúnmente se utilizan para solucionar problemas lineales y no-lineales, 

explorando todas las áreas posibles, además de crear nuevas soluciones aplicando 

operadores genéticos a los elementos individuales de la población. 

2.6 Operadores genéticos 

Los principales operadores de los algoritmos genéticos son la selección, la cruza y la 

mutación. Los operadores genéticos a menudo dependen del problema y son de importancia 

crítica para un uso exitoso en problemas prácticos (Wilfried, Xing & Dezhhen, 2020). 

La selección de padres para producir generaciones sucesivas, su objetivo es 

seleccionar con más frecuencia a los individuos más aptos para reproducirse; mientras que 

la cruza, es responsable de la recombinación de la estructura, intercambiando información 

entre los cromosomas de apareamiento, por otro lado, la mutación es necesaria porque, 

aunque la selección y la cruza buscan y recombinan eficazmente las nociones de extensión, 

ocasionalmente pueden perder algún material genético potencialmente útil (Debasish, 

Abhijit & Aparajita, 2020). 

2.6.1 Selección 

En términos biológicos los individuos más adaptados en un ecosistema o medio ambiente 

tienen más probabilidad de sobrevivir y de procrear en mayor medida. Sin embargo, en las 

técnicas metaheurísticas, seleccionar siempre aquellos individuos cuya función de aptitud 

fuera mejor, correríamos el riesgo de converger a un óptimo local de forma prematura. Por 

esta razón se hace necesario que la población del AG se someta a un proceso de selección 

1 0 0 0 0 1 1 0 0 0 0 0 1 0 0 0 0 0 0 1 0 0 0 1 1 

Cromosoma 

Alelo 

Figura 1. Ejemplo de solución binaria 
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aleatorio que debe tender a favorecer en cierta medida a los individuos más adaptados. Este 

proceso se puede realizar de diferentes formas (Moré, 2017): 

▪ Selección por ruleta (Jong, 1975). 

▪ Selección de estado uniforme (Jong, 1975) 

▪ Selección sobrante estocástico (Brindle, 1981) 

▪ Selección universal estocástica (Baker, 1987) 

▪ Selección muestreo determinístico (Golberg, 1989) 

▪ Selección escalamiento sigma (Mitchell, 1989) 

▪ Selección de Bolzmann (Golbert, 1990) 

▪ Selección por jerarquías lineales (Baker, 1985) 

▪ Selección por torneo (Whitley, 1989) 

 

2.6.2 Cruza 

La cruza es un operador que forma un nuevo cromosoma combinando partes de cada uno 

de sus cromosomas padres (Coello, 2011). Los cromosomas se alinean, para después 

fraccionarse con la finalidad de intercambiar fragmentos entre sí. En computación evolutiva 

este proceso se lleva a cabo generalmente intercambiando segmentos de cadenas entre dos 

individuos de la población. Dentro de las técnicas de cruza más usadas están (Deb, 1991): 

▪ Cruza de un punto (Holland,1975) 

▪ Cruza de dos puntos (De Jong, 1975) 

▪ Cruza uniforme (Syswerda, 1989) 

▪ Cruza acentuada (Schaffer, 1987)  

 

2.6.3 Mutación 

La mutación se basa en un operador básico, que brinda aleatoriedad a los individuos de una 

población. Si bien el operador de cruce se encarga de hacer una búsqueda en el espacio de 

posibles soluciones, es el operador de mutación el encargado de aumentar o reducir el 
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espacio de búsqueda en un algoritmo genético y de proporcionar cierta variabilidad 

genética de los individuos (Sosa, 2013). Existen diversos operadores de mutación y ocurre 

con muy baja probabilidad, generalmente menor al 1% del total de genes de los individuos 

de la población (Moré, 2017), algunas de las técnicas de mutación son (Coello, 2012): 

▪ Mutación por inserción 

▪ Mutación por desplazamiento 

▪ Mutación por intercambio reciproco 

▪ Mutación heurística 

 

2.7 Algoritmos evolutivos para optimización multiobjetivo 

Los EA se han consagrado como los métodos predilectos para solucionar problemas de 

optimización multiobjetivo. Las principales razones para utilizar algoritmos evolutivos para 

optimización multiobjetivo son (Deb, 2000): 

1. Capaces de generar como salida un conjunto de soluciones compromiso en una sola 

ejecución del algoritmo. 

2. Son insensibles a la forma de las funciones objetivo 

En este trabajo de investigación nos enfocamos en dos algoritmos genéticos para encontrar 

la población externa, que son las carteras no dominadas. Estos algoritmos son el NSGA-II y 

MOEA/D. 

 

2.7.1 Non- dominated Sorting Genetic Algorithm II 

El NSGA-II (Algoritmo 2) es una propuesta mejorada del NSGA (Deb, 1994). El NSGA-II 

resuelve problemas preferentemente de dos o tres objetivos (Rivera, 2014), debido a su 

simplicidad y efectividad en la solución con pocos objetivos. El algoritmo NSGA-II, crea 

una población de padres P0 de tamaño N (línea 0), la población se ordena de acuerdo con 

los niveles de no-dominancia (línea 3). Cada individuo se le asigna un valor de la aptitud en 
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base a la dominancia (línea 4). La población de hijos (Qt+1) se genera mediante operadores 

genéticos de selección, cruza y mutación.  

El procedimiento elitista para una generación t ≥ 1 se realiza de la siguiente manera: 

se combina la población de padres e hijos, obteniendo una población de tamaño 2N. La 

nueva población se ordena de acuerdo con la dominancia en diversos frentes (Deb, 2002). 

La nueva población se forma con los individuos que forman parte del frente 0, frente 1 y así 

sucesivamente, hasta que el número de frentes sea igual o mayor a N (Balderas, J., 2018). 

Las soluciones que cuentan con igual valor de dominancia formaran parte de un 

mismo frente (línea 3). La nueva población es formada seleccionando los individuos que 

pertenezcan a F1, y así sucesivamente, hasta que PT+1 sea igual o mayor a N (línea 6); los 

individuos restantes son rechazados. 

Algoritmo 2. NSGA-II (Balderas, 2018) 

 

Entrada: IterMAX, N  

Salida: F0 de la última iteración del algoritmo  

 

0. Inicializar: P ← PoblaciónAleatoria(N), Q ← Ø  

1. For T=1 to IterMAX do  

2.       RT ← PT ᴗ QT  

3.       F ← fast-non-dominated-sort(RT)  

4.        i ← 0, PT+1 ← Ø  

5.        Mientras |PT+1|+|Fi|≤ N  

6.            crowding-distance-assignment(Fi)  

7.            PT+1 ← PT+1 ᴗ Fi  

8.             i ← i+1  

9.         Fin mientras  

10.     crowding-distance-sort(Fi, ≺𝑛) //ordenamiento ascendente  

11.     PT+1 ← PT+1 ᴗ Fi [1: N – |PT+1|]  

12.     QT+1 ← generar-nueva-población (PT+1)  

13.  fin for  

14. regresa F0  
 

 

2.7.2 Multiobjective Evolutionary Algorithm based on decomposition 

MOEA/D es una técnica propuesta por Zhang y Li en (Zhang y Li, 2007). Este algoritmo 

consiste en descomponer un problema de optimización multiobjetivo en varios 
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subproblemas de optimización escalar y los optimiza simultáneamente. Cada subproblema 

se optimiza utilizando información de sus varios subproblemas vecinos, lo que hace que 

MOEA/D tenga una menor complejidad computacional en cada generación (Algoritmo 3). 

Algoritmo 3. MOEA/D 

Input: 

▪ MOP= Problema de optimización Multiobjectivo 

▪ N= Tamaño de población 

▪ p=Numero de proyectos 

▪ m= Numero de objetivos 

▪ T= Tamaño del vecindario de los vectores de peso 

▪ EvaluaciónMaxima= Numero de generaciones 

Output:  

    EP= Población externa 

 

0. W = LeerVectorDePesos() 

1. EP= ϕ 

2. Calcular_Distancia_Euclidiana (W) 

3. OrdenarVector ()  

4. Población=GenerarPoblaciónInicial()  

5. Inicializar_Z (Población)  

6. Generaciones=0; 

7. While(Generaciones < EvaluaciónMaxima) 

8. i=1 

9.   For each 𝑖 ∈ 𝑁 do 

10.      [p1, p2] =Selección (Population, B(i), T) 

11.      descendencia=Cruza(p, [p1,p2]) 

12.      descendencia =Mutación(p, descendencia) 

13.      descendencia=Improvement (descendencia) 

14.      ActualizarZ (𝑧, f(descendencia))  

15.      ActualizarEP (EP, f(descendencia))  

16.   end 

17. Generations++ 

18. end 

 

MOEA/D establece que EP debe iniciar vacía (línea 1). Después se calcula la distancia 

euclidiana entre los vectores de peso para conformar T (línea 2 y 3). Por consiguiente, se 

genera una población inicial aleatoria (línea 4) y se inicializa el vector z, tomando el valor 

máximo de cada objetivo de entre todas las carteras de la población inicial (línea 5). 
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 Para realizar la actualización de la población, se realiza un ciclo desde 1 hasta N 

(línea 9 a 16), seleccionando dos carteras de la población inicial y aplicando métodos de 

mutación y cruza. Para validar estos procesos, es necesario hacer comparaciones entre los 

resultados para demostrar con significancia estadística que el proceso es reproducible, por 

tal motivo se recurre a las pruebas estadísticas. 

 

2.8 Pruebas estadísticas 

El hecho de querer comparar las medias de estas muestras hace que tengamos que lidiar con 

pruebas estadísticas. Para poder aplicar cada prueba, existen diversas hipótesis y 

condiciones que deben cumplir los datos para que los resultados de la prueba sean fiables. 

Pero en muchas ocasiones esta hipótesis no resulta válida, y en otras no es adecuada y no 

resulta fácil de comprobar, por tratarse de muestras pequeñas. 

Las pruebas estadísticas, se dividen en dos conjuntos: las paramétricas y las no 

paramétricas. Las pruebas paramétricas solamente se pueden utilizar si los datos muestran 

una distribución normal. (Flores, Miranda, & Villasís, 2017) y las no paramétricas son las que, 

a pesar de basarse en determinadas suposiciones, no parten de la base de que los datos 

analizados adoptan una distribución normal (Scientific European Federation of Osteopaths, 

2014).  

Cuando la distribución de datos cuantitativos no sigue una distribución normal 

existen diferentes pruebas estadísticas con las que se comparan las medianas. Para la 

comparación de grupos independientes se debe emplear U-de Mann-Withney, por otro lado, 

la prueba de Wilcoxon se utiliza para comparar un grupo antes y después, es decir, para 

muestras relacionadas (Flores, Miranda, & Villasís, 2017).   

2.8.1 Prueba de rangos con signo de Wilcoxon 

La prueba de Wilcoxon es una prueba no paramétrica para comparar el rango medio de dos 

muestras relacionadas y determinar si existen diferencias entre ellas. Se utiliza como 

alternativa a la prueba t de Student cuando no se puede suponer la normalidad de las 
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muestras. Esta prueba de comparación de dos muestras relacionadas no necesita una 

distribución especifica (Scientific European Federation of Osteopaths, 2019). El 

procedimiento para aplicar la prueba de Wilcoxon con muestras correlacionadas es: 

1. Calcular diferencia entre dos muestras D1-D2 (Figura 2).  

2. Calcular el valor absoluto del paso anterior |D1-D2| (Figura 2). 

3. Se ordenan de forma ascendente las diferencias absolutas (Figura 3).  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
GENERACIÓN CON REEMPLAZO 

CARTERAS NO DOMINADAS 

EXPERIMENTO o3w105 R Diferencias Valor Absoluto 

1 52 59 -7 7 

2 100 86 14 14 

3 100 98 2 2 

4 50 65 -15 15 

5 59 98 -39 39 

6 58 81 -23 23 

7 94 70 24 24 

8 76 90 -14 14 

9 51 43 8 8 

10 57 80 -23 23 

11 68 75 -7 7 

12 81 68 13 13 

13 60 77 -17 17 

14 64 103 -39 39 

15 58 74 -16 16 

16 56 87 -31 31 

17 77 72 5 5 

18 82 79 3 3 

19 53 102 -49 49 

20 74 85 -11 11 

21 56 88 -32 32 

22 47 88 -41 41 

23 86 89 -3 3 

24 97 100 -3 3 

25 63 66 -3 3 

26 65 82 -17 17 

27 91 63 28 28 

28 93 58 35 35 

29 70 56 14 14 

30 85 75 10 10 

Figura 2 Identificación de elementos para prueba Wilcoxon 
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GENERACIÓN CON REEMPLAZO 

CARTERAS NO DOMINADAS 

EXP o3w105 R Diferencias Valor Absoluto V.A ordenado Rango  Promedio de C.C. 

1 52 59 -7 7 2 1 1 

2 100 86 14 14 3 2 

3.5 
3 100 98 2 2 3 3 

4 50 65 -15 15 3 4 

5 59 98 -39 39 3 5 

6 58 81 -23 23 5 6 6 

7 94 70 24 24 7 7 
7.5 

8 76 90 -14 14 7 8 

9 51 43 8 8 8 9 9 

10 57 80 -23 23 10 10 10 

11 68 75 -7 7 11 11 11 

12 81 68 13 13 13 12 12 

13 60 77 -17 17 14 13 

14 14 64 103 -39 39 14 14 

15 58 74 -16 16 14 15 

16 56 87 -31 31 15 16 16 

17 77 72 5 5 16 17 17 

18 82 79 3 3 17 18 
18.5 

19 53 102 -49 49 17 19 

20 74 85 -11 11 23 20 
20.5 

21 56 88 -32 32 23 21 

22 47 88 -41 41 24 22 22 

23 86 89 -3 3 28 23 23 

24 97 100 -3 3 31 24 24 

25 63 66 -3 3 32 25 25 

26 65 82 -17 17 35 26 26 

27 91 63 28 28 39 27 
27.5 

28 93 58 35 35 39 28 

29 70 56 14 14 41 29 29 

30 85 75 10 10 49 30 30 

4. Los valores en cero son descartados (En el ejemplo no hubo valores con 0) 

5. Se asigna una categoría creciente (Figura 3). 

5.1 Si dos o más valores son iguales se les asigna el promedio de las categorías 

crecientes (Figura 3).  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 3. Asignación de rangos 
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6. Se asigna el signo de las diferencias en los rangos correspondientes, se suma por 

separado las diferencias positivas T (+) y negativas T (-). La menor de estas sumas es el 

valor del estadístico T de Wilcoxon (Figura 4). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 Figura 4. Suma de diferencias positivas y negativas 
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7. Se obtiene los puntos de corte de la distribución a partir de la tabla de Wilcoxon para un 

nivel de significancia dado. En este ejemplo α=0.05 y n= 30 

 

H0: μ = 0 (No existe diferencia en la cantidad de carteras no dominadas) 

H1: μ ≠ 0 (Existe diferencias significativas en la cantidad de carteras no dominadas) 

Si p>0.05 Se acepta la hipótesis nula 

Si p<= 0.05 Se rechaza hipótesis nula 

Aproximación por la normal 

T=min [ T (+), T (-)]                                    ∴                        T= min [ 140.5, 324.5]= 140.5 

 

𝑍 =
𝑇 −

𝑁(𝑁 + 1)
4

√𝑁(𝑁 + 1)(2𝑁 + 1)
24

=
140.5 −

30 (31)
4

√30(31)(61)
24

=
−92

48.61841
=  −1.892287 

8. Se rechaza la hipótesis nula si T es menor o igual al valor de la tabla de Wilcoxon 

(Anexo A) 

p= 0.268 *2 (Debido a que es bilateral) 

p > 0.058    ∴   0.0588>0.058 

2.9 Conceptos fundamentales de la matemática de intervalos 

La concepción de los números de intervalos podría remontarse a Young (1931). Moore y 

otros eruditos hicieron algunos estudios adicionales sobre números de intervalos (Moore, 

1979; Ishihuchi y Tanaka, 1990). Un número de intervalo puede ser visto como una 

extensión del concepto de un número real como un subconjunto de la recta numérica ℝ 

(Moore, 1979). 
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Moore (1979) describe un número de intervalos en término de un rango como 𝑋 =

 [𝑋 , 𝑋], dónde 𝑋 denota el límite inferior y 𝑋 el límite superior. Enseguida, se definen las 

operaciones aritméticas básicas entre intervalos. 

El punto clave de los operadores aritméticos básicos, es calcular con conjuntos, 

cuando sumamos dos intervalos, el intervalo resultante es un conjunto que contiene las 

sumas de todos los pares de números, uno de cada uno de los conjuntos iniciales. 

Considerando dos números de intervalos X= [𝑋, 𝑋]  e Y= [𝑌, 𝑌] , las operaciones son 

definidas de la siguiente manera (Ecuación 1.7 a 1.10, Yamaguchi, 2006). 

 

𝑿 + 𝒀 = [ 𝑋 + 𝑌, 𝑋 + 𝑌] (1.7) 

𝑿 − 𝒀 = [ 𝑋 − 𝑌, 𝑋 − 𝑌 ] (1.8) 

𝑿 ∙ 𝒀 = [min{𝑋𝑌, 𝑋𝑌, 𝑋𝑌, 𝑋𝑌},   max{𝑋𝑌, 𝑋𝑌, 𝑋𝑌, 𝑋𝑌}] (1.9) 

𝑿 𝒀⁄ = [𝑋, 𝑋 ] ∙ [ 1 𝑌⁄ , 1 𝑌⁄ ] (1.10) 
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CAPITULO 3 

Estado del arte del problema de investigación 
 

El capítulo inicia con la descripción del problema de investigación de la presente tesis, a 

partir de enunciarlo como un problema de optimización de cartera de proyectos con 

intervalos y muchos objetivos. Finalmente, para mostrar la relevancia científica del 

problema estudiado, se describe la complejidad computacional, y se ubica como un 

problema complejo que es al menos tan difícil como los que están en la clase NP- duro. 

3.1 Problema de investigación 

En esta tesis se aborda el problema de selección de cartera de proyectos con intervalos y 

muchos objetivos, en los siguientes puntos, se describe en forma breve que datos de las 

instancias son los que podrán recibir información en intervalos al tiempo de pasarlo al 

algoritmo solucionador. 

De acuerdo con la literatura el problema de selección de cartera de proyectos (Lin & 

Shouyang, 2001) son NP- Duros, por lo que al añadir intervalos en la información y ser 

multiobjetivo es al menos tan complejo como los problemas de esta clase. 

 

3.2 Complejidad del problema de investigación 

Se debe demostrar que no existe algoritmo determinista alguno que brinde solución en 

tiempo polinomial a un problema o que aquellos algoritmos deterministas que lo resuelvan 

en tiempo no polinomial para definir un problema como intratable. 

La teoría de la NP-Completez brinda diversos métodos para probar que un problema 

es tan complejo que encaja en un selecto grupo de ellos reconocidos por su complejidad al 

grado que han ofuscado a algunos científicos por años, a estos problemas se les cataloga 

como problemas NP-Completos (NPC). 
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Debido a factores comunes que existen en los problemas considerados como NPC, 

uno de los métodos para demostrar que dos problemas están relacionados es “reducir” uno 

al otro, para ello se lleva a cabo una transformación que hace corresponder una instancia 

del primer problema en una instancia equivalente del segundo, por tanto, debido a que 

existe un algoritmo que brinda una solución para el primer problema en tiempo polinomial, 

se deduce que ese algoritmo puede transformarse para dar solución al segundo problema. 

Para demostrar que un problema pertenece a la clase NPC se deben realizar las 

siguientes acciones: 

1. Demostrar que el problema (P) pertenece a la clase NP. 

a. Construir un algoritmo determinista que verifique que se puede obtener una 

solución en tiempo polinomial. 

2. Validar que C pertenece a la clase NPC. 

a. Obtener una transformación polinomial entre el problema P y un problema del 

cual se sabe pertenece a la clase NPC y viceversa. 

 

Definición del problema de Selección de Cartera de Proyectos 

Dados los proyectos 𝑝1, 𝑝2, … . , 𝑝𝑛  una cartera de proyectos es un subconjunto de k 

proyectos (1 ≤ k ≤ n) que cumplen con una serie de restricciones presupuestales. 

Problema de Selección de Cartera de Proyectos 

Entrada: Un conjunto de proyectos 𝑝1, 𝑝2, … . , 𝑝𝑛 , con sus respectivos costos y beneficios, 

y una restricción presupuestal T. 

Pregunta: ¿Existe una Cartera de Proyectos que cumpla con la restricción de presupuesto? 
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Representación interna del problema. 

En el algoritmo se utilizan dos estructuras de datos: una para almacenar los proyectos 

dados, sus características (costo y beneficio por objetivo) y otra estructura para almacenar 

las restricciones. 

Sea n el número de proyectos totales. 

Para almacenar cada solución se utiliza una matriz de datos binarios X cada fila de 

esta matriz representa una cartera de proyectos 𝑥𝑖, en donde se almacena un 1 en caso de 

que el proyecto esté incluido en la cartera o un 0 en caso contrario. 

Las restricciones se almacenan en una estructura independiente y, la cual se utilizará 

únicamente para comprobar que una cartera de proyectos es factible. 

Teorema: El problema de Selección de Cartera de Proyectos es NP-Completo. 

Demostración: 

1. Definir una estructura de dato para representar las soluciones candidatas. 

𝑥[𝑖]   𝑒𝑛 𝑑𝑜𝑛𝑑𝑒: 𝑖 = 1,2,3, … , 𝑛 

2. Construir un algoritmo aleatorio de complejidad O(n) que genere una solución candidata. 

                                              FOR i= 1 TO n DO 

                                          𝑥[𝑖] ≔ 𝑔𝑒𝑛𝑒𝑟𝑎𝑎𝑙𝑒𝑎𝑡𝑜𝑟𝑖𝑎𝑚𝑒𝑛𝑡𝑒𝑐𝑜𝑚𝑝𝑜𝑛𝑒𝑛𝑡𝑒(𝑖) 

                                               END FOR 

3. Construir un algoritmo determinista de complejidad O(n) para verificar que cada 

solución candidata cumple con las especificaciones en el problema. 

         //Verifica que una solución candidata es una cartera de tamaño n. 

                FOR i = 0 TO n DO 

          IF(x[i] == 1) { 

Presupuesto += proyectos [i][0]; 

           } 
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//Verifica que se encuentre dentro de los límites presupuestales totales 

IF (presupuesto > presupuesto_total) 

RETURN false; 

RETURN true; /*La cartera x es factible* 

Con lo anterior se comprueba que el problema de Selección de Cartera de Proyectos 

pertenece a la categoría NP, el siguiente paso es validar que es NPC. Para comprobarlo se 

selecciona un problema P′ que se sabe es NPC, se genera una función de reducción de P′ a 

P y una función de reducción inversa (P a P′). En el caso del problema de Selección de 

Cartera de Proyectos se utilizó como P′ el problema de Knapsack (Bartlett M., 2005) 

debido a la similitud en su estructura interna. 

Knapsack <p Selección de Cartera de Proyectos 

Descripción de la transformación 

Sea M un vector de decisión factible en el espacio de búsqueda (mochila) el cual almacena 

un subconjunto de elementos P (paquetes), cada elemento en P posee un beneficio (b) y un 

peso (w) asociado, además se tiene un peso máximo como restricción asociado al problema 

el cual indica el rango de pesos en los que M es factible. El objetivo es encontrar el 

subconjunto de elementos en P que maximicen el total de beneficios (ecuación 1.11) sin 

exceder la capacidad de carga C (ecuación 1.12). 

 

max(𝑄1, 𝑄2, … , 𝑄𝑛) (1.11) 

Sujeta a:   

∑𝑤𝑖𝑚𝑖 ≤ 𝐶

𝑘

𝑖=1

 
(1.12) 

𝑄𝑖 = ∑𝑏𝑖,𝑗𝑚𝑗

𝑘

𝑗=1

 (1.13) 
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𝑄𝑖  en la ecuación 1.11 representa los objetivos a maximizar, cada uno de los cuales 

representa el beneficio total de una mochila distinta. 𝑤𝑖  en la ecuación 1.12 es el peso 

asociado al paquete i, por otro lado 𝑚𝑖 representa el elemento i en M el cual tendrá el valor 

de uno en caso de haber sido introducido a la mochila, o cero en caso contrario, esta 

restricción nos indica que la sumatoria de todos los pesos de los paquetes incluidos en cada 

mochila no deberá superar el costo máximo C, de lo contrario dicha solución será 

infactible. Mientras que en la ecuación 1.13 𝑏𝑖,𝑗 es el beneficio aportado por el elemento j a 

la mochila i. 

En el caso del problema de Selección de Cartera de Proyectos, sea X un vector de 

decisión factible que representa la cartera de proyectos en el espacio de búsqueda el cual 

almacena un subconjunto de proyectos Y, cada proyecto en Y posee un beneficio (z) y un 

costo asociado (s), además se tiene un presupuesto total asociado como restricción del 

problema el cual indica el rango presupuestal con el cual se contrasta la suma de los costos 

de los proyectos incluidos en una cartera X para validar su factibilidad. La meta es 

encontrar el subconjunto de proyectos en Y que maximicen los beneficios de los objetivos 

(ecuación 1.14) sin exceder el presupuesto total T (ecuación 1.15). 

Suponiendo que se tiene un vector X que cumple las restricciones presupuestales del 

problema de Selección de Cartera de Proyectos. Para transformar este problema al 

problema de la mochila. 

max (𝑂1, 𝑂2, … , 𝑂𝑛) (1.14) 

Sujeto a: 

∑𝑠𝑖𝑥𝑖 ≤ 𝑇

𝑘

𝑖=1

 
(1.15) 

En donde: 

𝑂𝑖 = ∑𝑧𝑖,𝑗𝑥𝑗

𝑘

𝑗=1

 
(1.16) 
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𝑂𝑖en la ecuación 1.14 los objetivos a maximizar, 𝑆𝑖  en la ecuación 1.15 el costo 

asociado al proyecto i, 𝑥𝑖 representa el proyecto i en X que tendrá el valor de uno en caso de 

haber sido incluido en la cartera, o cero en caso contrario. Mientras que en la ecuación 1.16 

𝑧𝑖,𝑗 es el beneficio aportado por el proyecto j a la cartera i. 

Se prueba primero que, si existe X, entonces se tiene una solución factible que satisface los 

requerimientos del problema de Knapsack. 

Suponiendo que existe una M, esto significa que al menos hay una solución factible 

la cual genera el conjunto Q, entonces debido a la similitud existente entre las ecuaciones 

que definen cada uno de estos dos problemas, existe también una cartera X que da solución 

al problema de Selección de Cartera de Proyectos. 

Se prueba ahora que, si existe una cartera X, también hay una M que hace lo propio con el 

problema de Knapsack. 

Sea X una cartera factible que soluciona el problema de Selección de Cartera de 

Proyectos, entonces como ya se mencionó, debido a la similitud y paralelismo entre estos 

dos problemas debe existir una M que satisface de la misma forma al problema de 

Knapsack. 

Por tanto, el problema de Selección de Cartera de Proyectos es NP-Completo. 

3.3 Estado del arte 

Los primeros autores en aplicar matemáticas de intervalos para modelar el conocimiento 

imperfecto en la optimización de cartera de proyectos fueron (Liesio, 2007). Otros enfoques 

basados en intervalos fueron propuestos por (Fliedner & Liesio, 2016, Toppila & Salo, 

2017, Liesio et al., 2008, Balderas et al., 2016). Sin embargo, existen algunos problemas 

abiertos en esta área de investigación; por ejemplo, algunos enfoques utilizan modelos muy 

simples de preferencias del DM; otros no permiten ajustar un nivel de conservadurismo 

asociado con la subjetividad del DM o manejan funciones con pocos objetivos. 
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Preference programming for robust portfolio modeling and project selection.  

Liesio, 2007 

Desarrolla un enfoque RPM (Robust Portfolio Modeling), en donde la información 

imperfecta impacta los criterios de los pesos e ingresos de los proyectos, mediante el uso de 

una función de pesos de suma ponderada, y define el concepto de dominancia entre 

carteras. La definición de dominancia basada en una función de pesos de suma ponderada 

es una manera de incorporar las preferencias del DM. 

Este enfoque identifica soluciones para las cuales ninguna cartera factible produce mayor 

valor para todas las posibles realizaciones inciertas de los puntajes del proyecto y criterios 

de pesos. Al requerir un mayor valor para todas las posibles realizaciones de los parámetros 

inciertos, RPM es probablemente un enfoque muy conservador. 

 

Robust portfolio modeling with incomplete cost information and project 

interdependencies 

Liesio, 2008 

Este trabajo representa una extensión al trabajo de RPM (Liesio, 2007) que incluye 

sinergia, información de costos incompleta y niveles de presupuesto variables presente en 

las carteras de proyectos multiobjetivo el cual conduce a un problema de programación 

lineal con coeficientes de función objetivo con valores de intervalo. 

Adjustable robustness for multi-attribute project portfolio selection 

Fliedner and Liesio, 2016 

Inspirado en RPM, Fliedner y Liesio introducen un método que permite obtener soluciones 

relacionadas a diferentes niveles de conservadurismo por parte del DM, permitiendo de una 

manera flexible ajustarlas. Dado que una función de pesos de suma ponderada requiere 

propiedades especiales (ejemplo: comparabilidad, preferencias transitivas, intercambios 
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constantes de compensación) y una articulación “a priori” de las preferencias del DM, un 

enfoque “a posteriori” para la incorporación de preferencias pudiera ser una mejora. 

Binary decision diagrams for generating and storing non-dominated project portfolios 

with interval-valued project scores  

Toppila and Salo, 2016 

Proponen un método basado en la definición de dominancia usando intervalos y un 

algoritmo eficiente para encontrar toda la frontera de Pareto de soluciones no dominadas, 

de las cuales el DM debe seleccionar el mejor compromiso. Este enfoque supera las 

limitaciones de la función de pesos de suma ponderada; sin embargo, la definición de 

dominancia es conservadora y no se pueden explorar diferentes niveles de conservadurismo 

de parte del DM; además, el método solamente es operacional en problemas con pocas 

funciones objetivo; si el número de funciones objetivo incrementa, las limitaciones 

cognitivas del DM hacen muy difícil la selección final. 

Metaheuristic robust optimization of Project portfolios using an interval-based model 

of imprecisions 

Balderas, 2016 

El trabajo de Balderas propone un algoritmo genético, basado en el NSGA-II. Proponen 

una medida de calidad basada en el grado paretiano, sin embargo, únicamente maneja los 

niveles de conservadurismo en el presupuesto disponible y no incorpora un método de 

incorporación de preferencias, lo hacen utilizando TOPSIS-Gris que fue propuesto por 

(Lin, 2008). 

 

Modelando la imprecisión del problema de cartera de proyectos con filosofía gris. 

Balderas, 2018 

Este trabajo desarrolla el tratamiento de conocimiento imperfecto inmerso en el problema 

de cartera de proyectos utilizando matemáticas de intervalos empleando un algoritmo 
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evolutivo e incorporación de preferencias del decisor en el proceso de optimización con la 

finalidad de dirigir la búsqueda hacia la región de interés en lugar de buscar el frente 

completo. 

Trabajos Algoritmo Objetivos 

Uso de 

matemáticas 

de intervalos 

Lieso, 2007 Programación 

dinámica 

4 Si 

Lieso, 2008 Programación 

lineal 

3 y 5 Si 

Fliedner & Lieso, 

2016 

Programación 

dinámica 

3 Si 

Balderas, 2016 A.G. 2 Si 

Toppila & Salo, 2016 Diagrama de 

decisión binaria 

4 Si 

Balderas, 2018 A.G. 9 Si 

Esta tesis A.G. 2,3,4,8,9,13 y 15 Si 
Tabla 1. Comparación de trabajos del estado del arte contra la propuesta de investigación de este 

trabajo. 
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CAPÍTULO 4  

Metodología de solución 
 

La selección de cartera de proyectos multiobjetivo con intervalos (UPPS) es el objeto de 

estudio de esta tesis. En esta sección, se describe la metodología propuesta para dar 

solución al problema de cartera de proyectos multiobjetivo. El método propuesto es un 

algoritmo evolutivo multiobjetivo conocido como MOEA/D (Multiobjective Evolutionary 

Algorithm Based on Decomposition) una propuesta de Zhang y Li en (Zhang y Li, 2007). 

4.1 Adaptación de intervalos a la Selección de cartera de proyectos 

multiobjetivo 
 

Suponga una cartera de N proyectos 𝑥𝑖⃗⃗⃗⃗ =  〈𝑥1, 𝑥2, … , 𝑥𝑛〉  

Donde 𝑥𝑖⃗⃗⃗⃗ = {
1 𝑠𝑖 𝑒𝑙 𝑝𝑟𝑜𝑦𝑒𝑐𝑡𝑜 𝑖 𝑝𝑒𝑟𝑡𝑒𝑛𝑒𝑐𝑒 𝑎 𝑙𝑎 𝑐𝑎𝑟𝑡𝑒𝑟𝑎

0 𝑠𝑖 𝑒𝑙 𝑝𝑟𝑜𝑦𝑒𝑐𝑡𝑜 𝑖 𝑛𝑜 𝑝𝑒𝑟𝑡𝑒𝑛𝑒𝑐𝑒 𝑎 𝑙𝑎 𝑐𝑎𝑟𝑡𝑒𝑟𝑎 
 

n= Número de proyectos  

[ 𝐵, 𝐵 ]= Límite inferior y superior del presupuesto de la cartera. 

[ 𝑐, 𝑐 ] = [ 𝑐, 𝑐 ]
1
, [ 𝑐, 𝑐 ]

2
, … , [ 𝑐, 𝑐 ]

𝑛
 donde [ 𝑐, 𝑐 ]

𝑖
∈ 𝑛  representa el límite inferior y 

superior del costo de seleccionar el proyecto 𝑖 en la cartera  

Asimismo, un par de vectores 𝑎 = (𝑎11, 𝑎12, … , 𝑎1𝑚, 𝑎21, … , 𝑎𝑛𝑚)  y 𝑟 =

(𝑟11, 𝑟12, … , 𝑟1𝑙, 𝑟21, … , 𝑟𝑛𝑙)donde 𝑎𝑖𝑗 ∈ {0,1} representa si el proyecto 𝑖 pertenece al área 𝑗 

y 𝑟𝑖𝑘 ∈ {0,1} representa si el proyecto 𝑖 pertenece a la región 𝑘. 

Entonces el problema se resuelve al encontrar una cartera �⃗� que satisfaga las siguientes 

restricciones. 

𝐵 ≤∑𝑥𝑖𝑐𝑖 ≤ 𝐵

𝑁

𝑖=1
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[𝐴, 𝐴]
1

𝐿
≤∑𝑥𝑖[ 𝑐, 𝑐 ]𝑖𝑎𝑖1 ≤ [𝐴, 𝐴]1

𝑈
𝑁

𝑖=1

 [𝑅, 𝑅]
1

𝐿
≤∑𝑥𝑖[ 𝑐, 𝑐 ]𝑖𝑟𝑖1 ≤ [𝑅,𝑅]

1

𝑈
𝑁

𝑖=1

 

[𝐴, 𝐴]
2

𝐿
≤∑𝑥𝑖[ 𝑐, 𝑐 ]𝑖𝑎𝑖2 ≤ [𝐴, 𝐴]2

𝑈
𝑁

𝑖=1

 [𝑅, 𝑅]
2

𝐿
≤∑𝑥𝑖[ 𝑐, 𝑐 ]𝑖𝑟𝑖2 ≤ [𝑅,𝑅]

2

𝑈
𝑁

𝑖=1

 

[𝐴, 𝐴]
𝑚

𝐿
≤∑𝑥𝑖[ 𝑐, 𝑐 ]𝑖𝑎𝑖𝑚 ≤ [𝐴, 𝐴]

𝑚

𝑈
𝑁

𝑖=1

 [𝑅, 𝑅]
𝑘

𝐿
≤∑𝑥𝑖[ 𝑐, 𝑐 ]𝑖𝑟𝑖𝑘 ≤ [𝑅, 𝑅]

𝑘

𝑈
𝑁

𝑖=1

 

 [𝐴, 𝐴]
𝑗

𝑈
=Limite inferior y superior del límite superior de inversión en área j 

[𝐴, 𝐴]
𝑗

𝐿
=Límite inferior y superior del límite inferior de inversión en área j 

[𝑅, 𝑅]
𝑗

𝑈
=Límite inferior y superior del límite superior de inversión en región j 

[𝑅, 𝑅]
𝑗

𝐿
=Límite inferior y superior del límite inferior de inversión en región j 

Asimismo, incluye el vector [𝑏, 𝑏] = ([𝑏, 𝑏]
11
, [𝑏, 𝑏]

12
, … , [𝑏, 𝑏]

1𝑜
, [𝑏, 𝑏]

21
, … , [𝑏, 𝑏]

𝑛𝑜
) 

donde 𝑏𝑖𝑗  indica el beneficio aportado en el objetivo 𝑗  por el proyecto 𝑖 . Entonces la 

función objetivo se define como: 

𝑓(�⃗�) =  {𝑓1(�⃗�), 𝑓2(�⃗�),… , 𝑓𝑝(�⃗�)} 

Donde: 

𝑓𝑖(�⃗�) =  ∑𝑥𝑗[𝑏, 𝑏]𝑗𝑖

𝑁

𝑗=1

 

La mejor solución compromiso se define al resolver 

max
𝑥∈𝑆𝐹

(𝑓(�⃗�)) 

Donde 𝑆𝐹es el espacio de soluciones factibles. 
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4.2 Generador de instancias de pesos 

 

Este método se basa en las dos propiedades de la función logaritmo natural: 𝑙𝑛(1) = 0 y 

𝑙𝑛(𝑒) = 1 donde los parámetros de GW (ecuación 1.17) se ajustan a cambiar suavemente 

los pesos en [0,1]. Sea 𝜆 = (𝜆1, 𝜆2, … , 𝜆𝑚) el vector de pesos tal que 0 ≤ 𝜆𝑘 ≤ 1 para todo 

𝑘 = 1,2, … ,𝑚 y ∑ 𝜆𝑘 = 1
𝑚
𝑘=1  (Wu, Kwong, Yuheng, Ke, & Qingfu, 2017) . 

𝜆1(𝑔) = 𝑙𝑛 [
4 ∗ 𝑖 ∗ 𝑒

𝐹𝑄
] + 𝑐𝑜𝑠 [

2 ∗ 𝜋 ∗ 𝑖

𝐹𝑄
] 

 

(1.17) 

𝜆𝑗−1(𝑔) = (1 − 𝜆𝑗) ∗ 𝑙𝑛 [
4 ∗ 𝑗 ∗ 𝑒

𝐹𝑄
] + 𝑐𝑜𝑠 [

2 ∗ 𝜋 ∗ 𝑗

𝐹𝑄
] 

 

(1.18) 

𝜆𝑚(𝑔) = 1.0 −∑𝜆𝑗+1

𝑚

𝑗=2

 (1.19) 

Donde: 

𝑔 = Es el índice de generación  

𝑒 = exp (1) 

𝐹𝑄 = Frecuencia de cambio de peso 

𝑚 = Número de objetivos 

 

En el algoritmo 4 se muestra el proceso para la generación de pesos donde la frecuencia de 

cambio es un número entero, además FQ permite establecer el número máximo de vectores 

de peso que se generaran. Por ejemplo, si FQ es establecido en 800 se generan 200 vectores 

de peso 𝑉 =
𝐹𝑄𝑚−1

4
 con m=3 números de objetivos. Para la columna 1, se realiza la línea 4, 

en donde el valor de 𝜆  se encuentra entre 0 y 1, para las columnas intermedia se realiza una 

condición (línea 5) donde j es la posición de la columna en la que actualmente está 

posicionado el puntero, donde j sea mayor que 0, es decir, que no sea la posición del 

objetivo 1, pero que además no sea la última columna (j < m-1), así que, sí la posición 
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actual es el objetivo 2 de 3, entraría en esta condición. Dentro de esta sentencia se genera  𝜆 

teniendo una diferencia de (1 - la sumatoria de los 𝜆  anteriores) multiplicado por 

ln [(
4∗𝑗∗𝑒

𝐹𝑄
) + cos (

2∗𝜋∗𝑗

𝐹𝑄
)] como se muestra en la línea 6. Por último, en la columna del 

objetivo m solo se realiza la diferencia de (1 - la sumatoria de los 𝜆 anteriores) como en la 

línea 8. Para comprobar que es un peso aceptable, el resultado de la suma de los m 

objetivos debe ser 1. La línea 9 es una variable utilizada para sumar los 𝜆 por fila y cuando 

termina los m objetivos, la variable aux es inicializada en 0 (Línea 11). 

Algoritmo 4. Algoritmo GW 

Entrada:  

           m: Número de objetivos 

FQ: Frecuencia de cambio 

Salida:  

 𝜆 = vector de pesos 

1. Para i desde 0 hasta 
𝐹𝑄

4
 hacer:  

2.       Para j desde 0 hasta m hacer 

3.          Si j = 0 hacer 

4.         𝜆 = ln [(
4∗𝑖∗𝑒

𝐹𝑄
) + cos (

2∗𝜋∗𝑖

𝐹𝑄
)] 

5.   Si j > 0 & j < (m - 1) hacer 

6.         𝜆 = (1.0 − 𝑎𝑢𝑥) ∗ ln [(
4∗𝑗∗𝑒

𝐹𝑄
) + cos (

2∗𝜋∗𝑗

𝐹𝑄
)] 

7.          Si j = (m-1) hacer 

8.  𝜆 = 1.0 − 𝑎𝑢𝑥 

9.         aux += 𝜆 

10.     Fin para 

11.   aux = 0  

12. Fin para 

 

 

4.3 Generador de instancias de cartera de proyectos multiobjetivo con 

intervalos 

El algoritmo 5 muestra el pseudocódigo del generador de instancias propuesto para PPS 

con intervalos. Los parámetros configurables por el usuario para crear una instancia son: 

presupuesto, número de objetivos, proyectos, áreas y regiones, y límites de costes y 

objetivos. Los resultados son los valores de intervalo que definen el presupuesto, las áreas, 

las regiones y para los proyectos sus costes, valores de objetivos y el área y la región a la 

que pertenecen. 
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El generador crea un presupuesto de intervalo en la Línea 0 en función del presupuesto de 

entrada B. La Figura 5 muestra un ejemplo de la definición de tales intervalos. 

 

 

 

 

 

Figura 5. Parámetro de presupuesto 

 

De la línea 1a la 6, el generador crea los valores para las áreas de la instancia. De tal 

manera que utiliza el presupuesto B para definir los límites adecuados a los valores de las 

áreas (líneas 1 y 2). Después de eso, eligió aleatoria-mente los valores con esos límites 

como los valores delimitadores de cada área (Líneas 4 y 5). De las líneas 7 a 12, el 

generador asigna valores a las regiones de una manera similar a la realizada en las áreas; es 

decir, utiliza el presupuesto para definir los límites máximos adecuados, y con ellos eligió 

aleatoriamente valores para enlazar las regiones distintas. 

El siguiente paso en el generador es la definición de valores para los proyectos. Las 

líneas 14 a 26 realizan esta tarea. En primer lugar, el área y las regiones se eligen 

aleatoriamente en las líneas 14 y 15. Después, el costo del proyecto se crea dentro de los 

límites proporcionados como entradas (Líneas 16 a 17). De las líneas 18 al 26 el proceso 

genera los valores para los objetivos de un proyecto. Utiliza dos estrategias, una basada en 

los costos del proyecto (Línea 20), y la otra basada en los límites de los objetivos 

establecidos como insumos (Línea 22). Con el valor o el generador crea un intervalo para el 

objetivo utilizando el 80% de él como límite inferior y 120% como límite superior. 

 

 

 

290 000 

 

500 000 650 000 

-42% = -210 000 +30% = +150 000 
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Algoritmo 5. Generador de instancias PPS con intervalos 

Entrada: 

▪ B Presupuesto (sin intervalo) 

▪ {m, p, a, r} Numero de objetivos, proyectos, áreas y regiones 

▪ [𝑐, 𝑐]  Límites extremos de costes del proyecto (sin intervalos) 

▪ [𝑚,𝑚]  Objetivos límites extremos 

Salida: 

▪ [𝐵, 𝐵]  Presupuesto como intervalo 

▪ {[𝑎1, 𝑎1] , [𝑎2, 𝑎2] , … , [𝑎𝑎, 𝑎𝑎]}  Límites de cada área i 

▪ {[𝑟1, 𝑟1] , [𝑟2, 𝑟2] , … , [𝑟𝑟 , 𝑟𝑟]}  Límites de cada región r 

▪ {{C1, A1, R1}, ..., {Cp,  Ap,  Rp}} Costo, Área y región para cada proyecto p 

▪ {[𝑓1𝑝, 𝑓1𝑝] , [𝑓2𝑝, 𝑓2𝑝] , … , [𝑓𝑚𝑝, 𝑓𝑚𝑝]}Beneficio de los objetivos m de cada proyecto p 

(en intervalos) 

 

0. [𝐵, 𝐵] = [0.58B, 1.3B] 

1. [𝑎𝑙 , 𝑎𝑙] = [(0.7 * B)/( 1.7a+0.1a2),  (1.27 * B)/( 1.7a+0.1a2)] 

2. [𝑎𝑢 , 𝑎𝑢] = [((2.159 +0.127a)*B) / a,  ( (2.635+0.155a) * B)/a] 

3. for each 𝑖 ∈ {1, 2, … , 𝑎} do 

4.     𝑎𝑖 = 𝑎𝑙 + Random(𝑎𝑙 − 𝑎𝑙) 

5.     𝑎𝑖 = 𝑎𝑢 + Random(𝑎𝑢 − 𝑎𝑢) 

6. end 

7. [𝑟𝑙 , 𝑟𝑙] = [(0.8 * B)/( 1.7r+0.1r2),  (1.2 * B)/( 1.7r+0.1r2)] 

8. [𝑟𝑢 , 𝑟𝑢] = [((1.02+0.06r)*B)/r,  ((2.38 +0.14r)*B)/r] 

9. for each 𝑖 ∈ {1, 2, … , 𝑟} do 

10.     𝑟𝑖 = 𝑟𝑙 + Random(𝑟𝑙 − 𝑟𝑙) 

11.     𝑟𝑖 = 𝑟𝑢 + Random(𝑟𝑢 − 𝑟𝑢) 

12. end 

13. for each 𝑖 ∈ {1, 2, … , 𝑝} do 

14.     Ai= Random(a) 

15.     Ri= Random(r) 

16.     v = 𝑐 + Random(𝑐 − 𝑐) 

17.     [𝐶𝑖 , 𝐶𝑖] = [0.99 ∗ 𝑣, 1.2 ∗ 𝑣] 

18.      for each 𝑗 ∈ {1,2, … ,𝑚} do 

19.             if (Random.nextBoolean()) then 

20.                 obj = Random((v– 𝑐)/ (𝑐 − 𝑐)) 

21.             else  

22.                 o = 𝑚 + Random(𝑚 −𝑚)   

23.            end 

24.          𝑓𝑖𝑗= 0.8*o 

25           𝑓𝑖𝑗 = 1.1*o 

26.     end 

27.end 
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4.4 Propuesta de solución 

Para iniciar el proceso se necesitan instancias específicas del problema de cartera de 

proyectos o en otro caso, generar instancias con intervalos en ciertos datos. Después, la 

instancia se incorpora al algoritmo MOEA/D (Zhang y Li, 2007) que se ha modificado para 

la lectura de información con intervalos, en la Figura 6, se observa en rojo las partes del 

algoritmo MOEA/D que se han modificado. 

 

Generar población inicial 

Esta sección describe la estrategia de inicialización para la población de I-MOEA / D, en 

presencia de intervalos. El proceso es sencillo; elige un proyecto i como parte de la cartera 

siempre que un valor uniforme aleatorio v se encuentre por debajo de una selección de 

umbral de selección predefinida, 𝛽 (establecido en 0.5 para este trabajo de investigación). 

Siguiendo un enfoque de prueba y error, el algoritmo descarta aquellas soluciones que se 

volvieron inviables en el proceso. El algoritmo 6 muestra el pseudocódigo del método. 

Figura 6. Diseño de la propuesta 
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Algoritmo 6. Generación de población inicial 

Input:  

▪ -Umbral de selección 

▪ m-Número de objetivos 

▪ p-Total de proyectos 

▪ a-Numero de áreas 

▪ r-Numero de regiones 

Output: 

▪ Población inicial 

0.   �⃗�={1,1,…,1} 

1.  while (!Factibilidad (�⃗�)) do 

2.     𝑥⃗={0,0,…,0} 

3.     for each 𝑖 ∈ {1,2, … , 𝑝} do 

4.        r=random (0,1) 

5.        If (r < ) then 

6.           xi = 1 

7.           c(�⃗�) += c(i) 

8.           for each 𝑗 ∈ {1, … ,𝑚} do 

9.              fi(�⃗�) += fj(i) 

10.           end 

11.           for each 𝑗 ∈ {1, … , 𝑎} do 

12.              Ai(�⃗�) += Aj(i) 

13.           end 

14.           for each 𝑗 ∈ {1, … , 𝑟} do 

15.              Ri(�⃗�) += Rj(i) 

16.           end 

17.        end 

18.     end 

19.  end  

20. return 𝑥  ⃗

 

La línea 1 usa la función Factibilidad para asegurar una solución factible; valida las 

restricciones de las UPPS de presupuesto, área y región. El algoritmo prueba cada proyecto 

para ser incluido en la cartera en las líneas 4 y 5. Siempre que se cumple la condición, se 

acumulan los costos y valores para los objetivos, áreas y regiones (líneas 7, 8, 11 y 14, 

respectivamente). 

La viabilidad requiere operaciones adicionales y relacionales. Dados dos números 

de intervalo E = [𝐸, 𝐸] y D = [𝐷,𝐷], el resultado de C = E + D se puede calcular como        

𝑪 = [𝐸 + 𝐷, 𝐸 + 𝐷]. Por otro lado, la operación relacional 𝑫 ≤ 𝑬 se puede estimar usando 

el cociente relacional definido por la ecuación 1.20. 
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𝑝𝐸𝐷 =
𝐸 − 𝐷 

(𝐸 − 𝐸) + (𝐷 − 𝐷)
 (1.20) 

 

 

Con base en el cociente relacional, la ecuación 1.21 define la medida de posibilidad 

de 𝑃𝑜𝑠𝑠(𝑫 ≤ 𝑬) utilizada para expresar la relación deseada entre los intervalos D y E. Este 

trabajo establece que 𝑃𝑜𝑠𝑠(𝑫 ≤ 𝑬) 0.5. 

 

𝑃𝑜𝑠𝑠(𝑫 ≤ 𝑬) = {

1 if 𝑝𝐸𝐷 > 1,
𝑝𝐸𝐷 if  0 ≤ 𝑝𝐸𝐷 ≤ 1,
0 if 𝑝𝐸𝐷 ≤ 0

 (1.21) 

 

La Figura 7 muestra el proceso realizado por el Algoritmo 1 en la construcción de 

una cartera. Esta figura muestra una matriz con 25 celdas que representan una cartera y los 

25 proyectos potenciales. Cada celda también representa una iteración y su valor generado 

aleatoriamente. Tenga en cuenta que las celdas de sombra corresponden a aquellas en las 

que el valor aleatorio se encuentra por debajo del  = 0.5. El proceso se repite tantas 

soluciones como tenga la población inicial de I-MOEA / D. 

 

1 2 3 4 5 6 7 8 

0.89 0.59 0.16 0.76 0.68 0.42 0.73 0.96 

 

9 10 11 12 13 14 15 16 

0.09 0.53 0.38 0.71 0.12 0.83 0.88 0.65 

 

17 18 19 20 21 22 23 24 

0.99 0.79 0.55 0.36 0.68 0.62 0.92 0.28 

 

25        

0.64        

 
Figura 7. Representación gráfica del proceso iterativo del algoritmo 6 para construir una cartera. 

 

Valor aleatorio seleccionado 
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Mientras que la Figura 7 muestra el proceso de selección de proyectos, la Figura 8 

muestra la representación binaria requerida por I-MOEA / D. La cartera debe ser factible y 

deben satisfacerse todas las limitaciones de costos, áreas y regiones. 

 

1 2 3 4 5 6 7 8 

0 0 1 0 0 1 0 0 

 

9 10 11 12 13 14 15 16 

1 0 1 0 1 0 0 0 

 

17 18 19 20 21 22 23 24 

0 0 0 1 0 0 0 1 

 

25        

0        

 
Figura 8. Vector binario que representa una solución (o cartera) utilizada por I-MOEA / D. Aquí 

el valor 1 significa que el proyecto es parte de la cartera y 0 en caso contrario. 

 

 

I-MOEA/D 

 

I-MOEA/D es una variante de MOEA/D que resuelve PPS con incertidumbre; implementa 

operadores evolutivos para manejar intervalos. Los intervalos representan una media de 

expresión de la incertidumbre en los valores de los objetivos, los costos y los recursos. El 

algoritmo 7 muestra el pseudocódigo general de la estrategia propuesta. I-MOEA/D da una 

población externa (EP) que contiene las soluciones no dominadas encontradas durante el 

proceso de optimización. 
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Algoritmo 7. I-MOEA/D 

Input: 

▪ MOP= Problema de optimización Multiobjectivo 

▪ N= Tamaño de población 

▪ p=Numero de proyectos 

▪ m= Numero de objetivos 

▪ T= Tamaño del vecindario de los vectores de peso 

▪ EvaluaciónMaxima= Numero de generaciones 

Output:  

    EP= Población externa 

 

0. W = LeerVectorDePesos() 

1. EP= ϕ 

2. Calcular_Distancia_Euclidiana (W) 

3. OrdenarVector ()  

4. Población=GenerarPoblaciónInicial()  

5. Inicializar_Z (Población)  

6. Generaciones=0; 

7. While(Generaciones < EvaluaciónMaxima) 

8. i=1 

9.   For each 𝑖 ∈ 𝑁 do 

10.        [p1, p2] =SelecciónPorTorneo (Population, B(i), T) 

11.        descendencia=CruzaDeUnPunto(p, [p1,p2]) 

12.        descendencia =MutaciónDeGen(p, descendencia) 

13.        descendencia=MejoraMutaciónDeGen (descendencia) 

14.        ActualizarZ (𝑧, f(descendencia))  

15.        ActualizarEP (EP, f(descendencia))  

16.     end 

17. Generaciones++ 

18. end 

 

Los vectores binarios �⃗� = 〈𝑥1, 𝑥2, … ,  𝑥𝑝〉 codifican una cartera o solución proporcionada por 

el algoritmo. Tales vectores son cromosomas en el enfoque evolutivo, y los índices de los 

vectores de la matriz son alelos que denotan proyectos distintos. 

Los métodos de I-MOEA/D que se distinguen de las implementaciones de otros 

MOEA/D son cinco, que aparecen en negrita en el Algoritmo 7 (Líneas 2, 4, 10, 13-15). 

Estos métodos son la función de inicialización, el operador de selección, el operador de 

reparación/mejora, y la actualización del vector Z y del conjunto EP. El resto de la sección 

proporciona una descripción detallada de los métodos.  
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En la primera fase, el algoritmo I-MOEA/D crea el conjunto inicial del vector de 

pesos (línea 0) e inicializa el EP en vacío (línea 1). También inicializa los vectores de peso 

{𝑤1, 𝑤2, . . . , 𝑤𝑁}, calcula la distancia euclidiana entre ellos e inicializa la vecindad de sus 

vectores B(i), 1 ≤ 𝑖 ≤ 𝑁 (Líneas 2 a 4). El Algoritmo 7 rellena el vector de soluciones 

inicial B de tamaño N y asocia a cada solución 𝐵𝑖  un vector de pesos wi. Entonces, la 

vecindad B(i) de un vector de pesos 𝑤𝑖  contiene los vectores de pesos más cercanos 

indexados por distancia euclidiana. Finalmente, la fase de inicialización rellena el vector Z, 

el vector de los mejores valores objetivo encontrados en el proceso de búsqueda (Línea 5). 

El vector B corresponde a la población inicial. El bucle principal del I-MOEA/D comienza 

teniendo como criterio de parada un número máximo de evaluaciones previamente definido 

(Línea 7). 

Selección por torneo. El método de selección selecciona de la población dos soluciones al 

azar. A continuación, las compara por su coste y asigna la mejor como primer padre p1, y la 

otra como segundo padre p2. El algoritmo 8 devuelve ambos padres (Miller & Goldberg, 

1995). Este método requiere comparar el coste utilizando la comparación relacional de 

intervalos. 

Algoritmo 8. Algoritmo de Selección por torneo 

Entrada 

▪ B=Población 

▪ Bi= Vecindad de cada vector de peso i 

▪ T= Número de vectores de peso en la vecindad de cada vector 

Salida 

▪ Padre p1 y p2 

 

0. While (k==l) do 

1.      k = Aleatorio ()  

2.      l = Aleatorio ()  

3. end 

4. x = Bi,k 

5. y = Bi,l  

6. If (c (B[x]) < c (B[y]) then  

7.    p1=B[x]  

8.    p2=B[y] 

9. else 

10.    p1=B[y]  

11.    p2=B[x]  

12. end 
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Primeramente, se eligen aleatoriamente dos de las carteras (Línea 1 y 2), pero se 

revisa que las dos carteras (k y l) no sean iguales (Línea 0), si se cumple la condición a x se 

le asigna el valor de Bi,k (Línea 4) y a y se le asigna Bi,l (Línea 5), a p1 se le asigna el valor 

de B[x] (Línea 7) y a p2 se le asigna el valor de B[y] (Línea 8), si B[x]< B[y]. En caso 

contrario p1 toma el valor de B[y] (Línea 10) y p2 es igual a B[x] (Línea 11).     

Cruza de un punto. Los dos padres que fueron elegidos en la selección por torneo 

combinan sus cromosomas, tomando un punto aleatorio el cual indica el corte para heredar 

los genes a el nuevo hijo. Esta técnica fue propuesta por Holland en (Holland, 1975), ahora 

ha sido adaptada para el problema de cartera de proyectos multiobjetivo con intervalos 

(Algoritmo 9).   

Algoritmo 9. Algoritmo de Cruza simple o de un punto  

Entrada 

▪ P=Número de proyectos 

▪ [p1, p2]= Padres 

 

Salida 

▪ y’= Hijo 

 

0. corte = Aleatorio (1, p-1)  

1. y [0, …, corte-1] = p1[0, …, corte-1] 

2. y [corte, …, p-1] = p2[corte, …, p-1] 

3. Return y 

 

 

El algoritmo 9 tiene dos fases. Primero se elige un corte al azar, y debe estar entre 1 y p-1, 

donde p es el número de proyectos (línea 0). Después, se crea el hijo usando genes de los 

padres p1, p2. El primer progenitor transmitirá los genes correspondientes a los alelos en los 

índices 0 al corte - 1 de su vector correspondiente (Línea 1); este es el mejor padre de 

ambos por costo. El segundo padre donará los genes de los índices de su vector desde el 

corte hasta p - 1 (línea 2). El nuevo hijo es la descendencia que devuelve el método. La 

Figura 9 muestra una descripción gráfica de cómo los genes de los padres se heredan al 

niño usando nuestro método. 
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Figura 9. Asignación de conjunto de genes de padres a hijo 

 

 

 

Mutación de gen. El operador de mutación elegido es una mutación simple. Este proceso 

selecciona un alelo de la solución y cambia su valor. Dado que la solución es un vector 

binario, el alelo elegido cambiará su valor de 1 a 0, o viceversa (Díaz, 2014). El algoritmo 

10 muestra esta estrategia. 

 

Algoritmo 10. Algoritmo de Mutación de gen 

Entrada 

▪ p= Total de proyectos 

▪ y= Solución para mutar 

Salida 

▪ y’= Hijo Mutado 

 

0. r= Aleatorio (0, p – 1) 

1. y’ = y 

2. y’[r] = (y’[r] + 1) % 2; 

3. return y’ 

 

Después de aplicar los operadores genéticos por I-MOEA / D (Líneas 10-12, Algoritmo 7), 

la solución generada pasa a un proceso de reparación / mejora (Línea 13, Algoritmo 7). El 

método repara / mejora una solución al hacer factibles las soluciones inviables. La 

estrategia utilizada saca proyectos aleatoriamente hasta el cumplimiento de las 

restricciones. Este procedimiento requiere la implementación de operaciones de intervalo, 

tanto aritméticas como relacionales. 
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Cada iteración de I-MOEA / D actualiza los vectores 𝑧, B (o Población), y EP con la 

descendencia. La descendencia sustituye los valores de los objetivos ideales en 𝑧  si es 

necesario. El conjunto de EP debe eliminar las soluciones dominadas por la descendencia e 

incluirlo si está dominado por nadie. La condición de dominancia usa las operaciones de 

relación de intervalo definidas previamente. 

Finalmente, cuando se cumple el criterio de paro, I-MOEA / D notifica la EP 

configurada como la región de interés aproximada. 
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CAPITULO 5 

Experimentación y resultados 
 

Esta sección contiene una serie de experimentos destinados a validar la calidad del I-

MOEA / D en comparación con el algoritmo I-NSGA-II (Balderas, 2018). La configuración 

del diseño experimental tuvo en cuenta los siguientes detalles: a) el tamaño del conjunto de 

instancias UPPS probadas fue de 7; b) el conjunto de proyectos involucrado fue siempre de 

cardinalidad 100; c) el número de objetivos involucrados en los casos, varió según 

{2,3,4,8,9,13,15}; d) el generador aleatorio propuesto que se muestra en la sección 2.4 

generó las instancias. En cuanto a los algoritmos, el tamaño de la población fue de 100, el 

criterio de parada fue después de 500 generaciones y los operadores de cruce y mutación 

consideraron una probabilidad del 100%. 

El entorno de prueba del algoritmo se implementó en el lenguaje de programación 

Java y se ejecutó en una computadora con las siguientes características: CPU Intel Core i5 

de 220 GHz, 4 GB de RAM y sistema operativo Windows 10. 

El número de carteras no dominadas y la cardinalidad de las carteras son las dos 

medidas de calidad de interés de este trabajo para evaluar el rendimiento de los algoritmos 

con fines comparativos. Las ecuaciones (1.22) a (1.25) muestran los indicadores formados a 

partir de las mediciones anteriores, donde EP es el conjunto final no dominado de 

soluciones del algoritmo después de 30 ejecuciones independientes. Señalemos que los 

valores de los indicadores más grandes representan un mejor rendimiento en un algoritmo. 

𝐼1 = |𝐸𝑃| 
 

(1.22) 

𝐼2 =
∑ |𝑥|𝑥∈𝐸𝑃

|𝐸𝑃|
 

(1.23) 

𝐼3 = min
𝑥∈𝐸𝑃

{|𝑥|} (1.24) 

𝐼4 = max
𝑥∈𝐸𝑃

{|𝑥|} (1.25) 
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La Tabla 2 compara I-MOEA / D e I-NSGA-II. Las columnas 1 y 2 muestran los nombres 

de las instancias y los algoritmos, respectivamente. Las columnas 3 a 6 muestran los 

valores de los indicadores. Tenga en cuenta que el nombre codificado oipj contiene el 

número de objetivos i y proyectos j. 

Según la Tabla 2, I-NSGA-II mejora I-MOEA / D en la instancia con dos objetivos. 

Las diferencias van del 5% al 12% en los valores observados de los indicadores; esta es una 

condición común ya que NSGA-II generalmente tiene un buen desempeño en ese número 

de objetivos. 

En consecuencia, I-MOEA/D es el claro ganador en los casos restantes; sus 

diferencias de rendimiento varían del 69% al 97%. En conclusión, los resultados generales 

que se muestran en la Tabla 3 demuestran que I-MOEA/D mejora I-NSGA-II en todos los 

indicadores. Estos resultados también indican un rendimiento deficiente de I-NSGA-II en 

problemas de muchos objetivos, una condición previamente observada. 

Instancia Algoritmo I1 I2 I3 I4 

o2p100 
I-NSGA-II 63 57 56 58 

I-MOEA/D 55 54 53 55 

o3p100 
I-NSGA-II 526 39 37 40 

I-MOEA/D 4556 44 40 46 

o4p100 
I-NSGA-II 139 58 57 59 

I-MOEA/D 449 68 67 68 

o8p100 
I-NSGA-II 585 38 35 40 

I-MOEA/D 21327 46 41 47 

o9p100 
I-NSGA-II 579 41 38 42 

I-MOEA/D 27863 45 40 47 

o13p100 
I-NSGA-II 521 52 49 54 

I-MOEA/D 5123 63 61 64 

o15p100 
I-NSGA-II 677 34 31 37 

I-MOEA/D 21417 47 41 48 

Tabla 2. Comparación de I-MOEA/D e I-NSGA-II por Indicadores de calidad. 
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Para proporcionar más información, calculamos las diferencias relativas entre los 

indicadores medidos para I-MOEA / D e I-NSGA-II. Para este propósito, la ecuación 1.26 

define una métrica para calcular el porcentaje de mejora logrado por el algoritmo ganador 

para el indicador dado Ik
j, donde j es el indicador y k = 1 si el algoritmo es I-MOEA / D o   

k= 2 si es I-NSGA-II. Un algoritmo ganador tiene el valor de indicador más alto. Las tablas 

2 y 3 resumen los resultados obtenidos de esta métrica para instancias con objetivos 3 a 15. 

Diff(𝐼𝑗
1, 𝐼𝑗

2) =

{
 
 

 
 100(

𝐼𝑗
1 − 𝐼𝑗

2

𝐼𝑗
1 ) ,    if 𝐼𝑗

1 > 𝐼𝑗
2

100 (
𝐼𝑗
2 − 𝐼𝑗

1

𝐼𝑗
2 ) , 𝑑𝑒 𝑙𝑜 𝑐𝑜𝑛𝑡𝑟𝑎𝑟𝑖𝑜

 (1.26) 

 

Instancia Diferencia (I1
1, I2

1) Diferencia (I1
2, I2

2) 

o3p100 88% 11% 

o4p100 69% 14% 

o8p100 97% 17% 

o9p100 97% 8% 

o13p100 89% 17% 

o15p100 96% 27% 

Tabla 3. Porcentaje de diferencia de promedio de cardinalidad de carteras no dominadas 

 

Instancia Diferencia (I1
3, I2

3) Diferencia (I1
4, I2

4) 

o3p100 7% 13% 

o4p100 14% 13% 

o8p100 14% 14% 

o9p100 5% 10% 

o13p100 19% 15% 

o15p100 24% 22% 

Tabla 4. Porcentaje de diferencia en cardinalidad mínima y máxima de carteras 
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Los resultados de las Tablas 3 y 4 muestran que I-MOEA / D mejora todas las medidas de 

los indicadores con respecto a I-NSGA-II en rangos porcentuales que varían en [69, 97], [8, 

27], [7, 24], y [10,13] para los indicadores I1, I2, I3 e I4, respectivamente. Estos resultados 

indican que I-MOEA/D obtiene más soluciones no dominadas y carteras con mayor número 

de proyectos, lo cual es deseable. 

Finalmente, la Tabla 5 compara la proporción de dominancia por algoritmo. Para 

ello, un conjunto EP* combina los conjuntos finales EP1 y EP2; este nuevo conjunto es el 

frente final no dominado. Luego, calculamos el número de soluciones de EP1 y EP2 que 

aparecen en EP*. Observemos que EP1 y EP2 corresponden a los frentes finales no 

dominados EP de I-MOEA/D e I-NSGA-II, respectivamente. La columna 3 contiene el 

número de soluciones no dominadas que todavía aparecen en EP*. La columna 4 informa el 

número de soluciones que se dominaron después de la integración. 

Instancia Algoritmo 
Total, de carteras 

No dominadas 

Carteras  

dominadas 

o2p100 
I-NSGA-II 0 63 

I-MOEA/D 55 0 

o3p100 
I-NSGA-II 441 85 

I-MOEA/D 4556 0 

o4p100 
I-NSGA-II 0 139 

I-MOEA/D 449 0 

o8p100 
I-NSGA-II 1 584 

I-MOEA/D 21327 0 

o9p100 
I-NSGA-II 546 33 

I-MOEA/D 27863 0 

o13p100 
I-NSGA-II 0 521 

I-MOEA/D 5123 0 

o15p100 
I-NSGA-II 1 676 

I-MOEA/D 21417 0 

Tabla 5. Carteras dominadas entre I-MOEA/D e I-NSGA-II 

Teniendo en cuenta la información de la Tabla 5, todas las soluciones de I-MOEA/D 

permanecen no dominadas. Además, resulta que dominan varias soluciones proporcionadas 

por I-NSGA-II y, en algunos casos, todas (instancias 2 y 13). Estos resultados corroboran el 
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excelente desempeño de I-MOEA/D para resolver UPPS sobre I-NSGA-II con muchos 

objetivos. 

El diseño experimental concluyó con un análisis de las diferencias estadísticas de 

los resultados observados. En particular, una prueba de Wilcoxon (1945) validó la 

diferencia en el indicador I1. La muestra considerada fue el número de carteras no 

dominadas de cada una de las 30 ejecuciones de una instancia. La prueba utilizó un nivel de 

significancia del 5%. La hipótesis nula fue “H0 = Las medianas de las diferencias entre las 

dos muestras de grupo son iguales”. La Tabla 6 resume los resultados. 

 

Instancia   p-value Resultado 

o2p100 0.57746866 Se acepta H0 

o3p100 0.04311445 Se rechaza H0 

o4p100 0.04311445 Se rechaza H0 

o8p100 0.04311445 Se rechaza H0 

o9p100 0.04311445 Se rechaza H0 

o13p100 0.04311445 Se rechaza H0 

o15p100 0.04311445 Se rechaza H0 

Tabla 6. Prueba de Wilcoxon 

 

Los resultados de la Tabla 6 muestran que hay diferencias significativas en 6 casos y, según 

la información de la Tabla 1, las diferencias favorecen a I-MOEA/D. Señalemos que I-

NSGA-II funcionó mejor que I-MOEA/D solo en la instancia "o2p100". Sin embargo, no 

existe una diferencia estadística significativa en su desempeño. En conclusión, el 

desempeño general de I-MOEA/D mejora en gran medida el de I-NSGA-II en las instancias 

seleccionadas de UPPS. 
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CAPITULO 6 

Conclusiones 
 

6.1 Conclusión 

Este trabajo de investigación propone una nueva estrategia evolutiva llamada I-MOEA/D. 

Las principales características de este algoritmo son el uso de intervalos para expresar 

incertidumbre y manejar muchos objetivos. Una comparación en el desempeño entre I-

MOEA/D e I-NSGA-II evaluó la relevancia de nuestro enfoque. En condiciones 

experimentales iguales en un ambiente controlado, los resultados muestran que I-MOEA/D 

supera a I-NSGA-II (Balderas, 2018), lo que demuestra la importancia de I-MOEA/D. 

El I-MOEA/D requiere al menos modificar los operadores genéticos, el operador 

reparación/mejora, los métodos de actualización de los valores objetivos ideales y la 

población, con el fin de integrar adecuadamente el uso de intervalos. La estrategia requería 

la definición de algunos operadores de intervalo para realizar operaciones aritméticas, 

relacionales y de dominancia. El operador de dominancia aparece con la definición de 

operadores relacionales para comparar. 

Los resultados observados muestran que I-MOEA/D e I-NSGA-II resuelven UPPS. 

Sin embargo, con el aumento de objetivos, el rendimiento de I-MOEA/D mejora el de I-

NSGA-II, como se esperaba, particularmente en las instancias analizadas con un número de 

objetivos que varía de dos a quince. Los resultados muestran que, con un número creciente 

de objetivos, I-MOEA/D devuelve soluciones con mejor calidad. 
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6.2 Trabajos futuros 

El número y la diversidad de soluciones que ofrece I-MOEA / D son grandes. Esta es una 

buena condición en contraste con I-NSGA-II porque significa que I-MOEA/D se aproxima 

mejor al frente de Pareto. Sin embargo, es interesante preguntar si el proceso de búsqueda 

de I-MOEA/D puede incluir las preferencias de DM. Si esto último es posible, entonces, se 

podría entregar al DM un conjunto más reducido de soluciones, en función de sus 

prioridades. Por tanto, la adecuada incorporación de preferencias en el proceso de búsqueda 

del I-MOEA / D representa un área de investigación atractiva para futuros desarrollos. 
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ANEXO  

A. Tabla de Áreas y ordenadas de la curva normal 

(1) 

Z 

Puntuación 

típica 

(
𝒙

𝝈
) 

(2) 

A 

Área de la 

media 

𝜶(
𝒙

𝝈
) 

(3) 

B 

Área de 

la porción 

mayor 

(4) 

C 

Área de 

la porción 

menor 

(5) 

Y 

Ordenada 

𝜶(
𝒙

𝝈
) 

1.74 0.4591 0.9591 0.0409 0.0878 

1.75 0.4599 0.9699 0.0401 0.0863 

1.76 0.4608 0.9608 0.0392 0.0848 

1.77 0.4616 0.9616 0.0384 0.0833 

1.78 0.4625 0.9625 0.0375 0.0818 

1.79 0.4633 0.9633 0.0367 0.0804 

1.80 0.4641 0.9641 0.0359 0.0790 

1.81 0.4649 0.9649 0.0351 0.0775 

1.82 0.4656 0.9656 0.0344 0.0761 

1.83 0.4664 0.9664 0.0336 0.0748 

1.84 0.4671 0.9671 0.0329 0.0734 

1.85 0.4678 0.9678 0.0322 0.0721 

1.86 0.4686 0.9686 0.0314 0.0707 

1.87 0.4693 0.9693 0.0307 0.0694 

1.88 0.4699 0.9699 0.0301 0.0681 

1.89 0.4706 0.9706 0.0294 0.0669 

1.90 0.4713 0.9713 0.0287 0.0656 

1.91 0.4719 0.9719 0.0210 0.0644 

1.92 0.4726 0.9726 0.0274 0.0632 

1.93 0.4732 0.9732 0.0268 0.0620 

1.94 0.4738 0.9738 0.0262 0.0608 

1.95 0.4744 0.9744 0.0256 0.0596 

1.96 0.4750 0.9750 0.0250 0.0584 

1.97 0.4756 0.9756 0.0244 0.0573 

1.98 0.4761 0.9761 0.0239 0.0562 

1.99 0.4767 0.9767 0.0233 0.0551 

Tabla 7.  Áreas y ordenadas de la curva normal en función de x/ϭ (Edwards, 1954) 


