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Resumen

Big data representa un nuevo paradigma tecnolégico para los datos que se generan a
alta velocidad, gran volumen, y gran variedad. Desarrollar capacidades (desarrollos
tecnoldgicos en infraestructura, analisis y servicios, etc.) que aprovechen Big data permite
a las empresas transformase en organizaciones basadas en datos para seguir siendo
competitivas [1].

El Big Data es complejo y requiere de aplicaciones informaticas no tradicionales de
procesamiento de datos para tratarlos adecuadamente, dichas aplicaciones requieren de
otros mecanismos para evaluar atributos de calidad. Por ejemplo, la tolerancia a fallas,
limita el impacto de éstas y permite que el sistema continde funcionando correctamente
aun con su presencia, la capacidad de tolerancia a fallas puede lograrse utilizando
enfoques dirigidos a hardware y/o software.

El problema es que actualmente, no existen modelos de calidad para la tolerancia a fallas
especificos a soluciones de Big data; por lo tanto, medir el nivel de tolerancia a fallas en
un sistema de Big Data desde la perspectiva de software, se desarroll6 la presente
investigacion.

Se realizé una basqueda del estado del arte, que incluyo la revision, analisis y recoleccion
de atributos de calidad, métricas y herramientas de cddigo fuente (definicion, formula y
umbrales) para la construccién y generacién del modelo. El trabajo de tesis incluye el
desarrollo de un modelo de calidad que reine un compendio de atributos de calidad y
métricas de cddigo fuente, que de acuerdo con la literatura estan relacionadas a tolerancia
a fallas. Debido a que el defecto de cddigo corresponde a una de las 6 causas de fallas en
los sistemas de Big Data, Cao et.al [2]. Ademas, el trabajo incluye un catalogo de técnicas
de tolerancia a fallas con el propdsito de adicionar elementos preventivos que permitan
asegurar el funcionamiento normal del sistema.

De modo que, se espera que el modelo propuesto y probado en 4 casos de estudio, sea una
guia y contribuya en mejorar el proceso de desarrollo de sistemas Big Data. Sin embargo,
es importante resaltar que el trabajo propuesto solo atiende/aborda una parte del problema,
debido a que solo esta enfocado en resolver el defecto de codigo del sistema y no significa
que el problema sea eliminado de raiz. Debido a la extensibilidad y complejidad que
representa un modelo de calidad para la tolerancia a fallas, es necesario plantear nuevas
soluciones en el ambito.



Abstract

Big Data represents a new technological paradigm for data generated at high speed, high
volume, and great variety. To develop capabilities (technological developments in
infrastructure, analysis, and services) which take advantage of big data, allows companies
to transform into data-based organizations in order to remain competitive [1].

Big Data is complex and requires non-traditional data processing applications to be
properly processed/used, such applications require other mechanisms to evaluate quality
attributes. For example, fault tolerance limiting the impact of failures and allowing the
system to continue functioning properly even with its presence. When a failure occurs,
fault tolerance can be achieved implementing quality approaches targeting hardware
and/or software.

The problem is that currently there are no quality models for fault tolerance specific to
Big Data solutions; therefore, to measure the level of fault tolerance in a Big Data system
from a software perspective was the, the present investigation objective.

A state-of-the-art search was performed, which included the review, analysis and
collection of quality attributes, metrics and source code tools (definition, formula, and
thresholds). For the construction and generation of the model. This thesis includes the
development of a quality model that brings together a compendium of quality attributes
and source code metrics, which according to the literature are related to fault tolerance.
Because the code defect corresponds to one of the 6 causes of failures in Big Data systems,
Cao et.al [2]. In addition, the presented work includes a catalog of fault tolerance
techniques with the purpose to adding preventive elements that ensure the normal
operation of the system.

Finally, the proposed model was tested in the 4 case studies. It is expected to be a guide
and contribute to improve the development process of Big Data systems. However, it is
important to note that the proposed work only addresses/attacks a part of the problem
because it is only focused on solving the system code defect and does not mean that the
problem is eliminated from the root. Due to the extensibility and complexity that
represents a quality model for fault tolerance, it is necessary to propose new solutions in
the field.
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. Capitulo 1. Introduccion

En esta seccidn se presenta una pequefia introduccion al tema tratado, asi como trabajos
antecedentes. Se describe el problema que origino el presente trabajo de investigacion, asi

como los objetivos establecidos.
Ademas, se incluye el alcance, limitaciones, justificacion del proyecto y organizacién de

este documento.
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Big Data se refiere a volimenes masivos y complejos de informacion estructurada y
no estructurada [3] como audios, videos, paginas web y textos [4]. Se caracteriza por
tamafnos mas alla de la capacidad de las herramientas de software de uso comdn para
capturar, curar, administrar y procesar datos dentro de un tiempo transcurrido tolerable
[5]. Big Data estd ganando méas popularidad como herramienta para analizar cantidades
significativas de datos bajo demanda [6], los cuales son generados a partir de diversas
fuentes como redes sociales, Internet de las cosas y aplicaciones multimedia [7], al igual
que otras areas de investigacion presenta algunos desafios debido a que en la practica
existen problemas como la alta escalabilidad, la tolerancia a fallas, la flexibilidad, la
confiabilidad y la comprobabilidad, que pueden ser considerados en términos de la
ingenieria de software.

En la actualidad los sistemas de software deben de reunir diversas caracteristicas o
atributos de calidad, donde la tolerancia a fallas es una caracteristica relevante, dado que
de esta depende la confiabilidad del funcionamiento del sistema. La tolerancia a fallas
consiste en la aplicacion de técnicas que permiten a un sistema tolerar fallas de software
que se pueden presentar en el sistema después de su desarrollo [8].

Una forma de determinar el estatus de un sistema de software que adolece de fallas,
es midiendo, lo que permitira evaluar el sistema, cualitativa o cuantitativamente, y de
acuerdo con esta evaluacion la organizacidn podra proponer e implementar estrategias que
permitan la mejora del proceso de construccion de software, Callejas et.al [9].

Para abordar el problema de la tolerancia a fallas se han propuesto diversas soluciones
desde diferentes perspectivas, hasta la presente investigacion se ha identificado que no
hay un consenso que especifique puntualmente que atributos se requieren para medir la
tolerancia a fallas y como medir estos atributos. En este trabajo se presenta una taxonomia
para la tolerancia a fallas, conformada por métricas cualitativas (técnicas de tolerancia a
fallas) y cuantitativas (atributos de calidad: disponibilidad, rendimiento, mantenibilidad,
testeabilidad, y sus respectivas métricas), las cuales serviran como medio para medir la

capacidad de tolerancia a fallas que posee un sistema Big Data.
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1.1 Antecedentes

En CENIDET (Centro de Investigacion y Desarrollo Tecnolégico) no se ha
desarrollado algun proyecto que anteceda al problema planteado en este trabajo de
investigacion. Sin embargo, en el &mbito de Big Data se han desarrollado las tesis de
maestria “Seleccion de un Método Agil para el desarrollo de Sistemas Big Data”,
Capistran [10] quien trabajo en seleccionar de entre un conjunto de metodologias agiles,
una metodologia o combinacion de metodologias que se pueden adaptar a las
caracteristicas cambiantes de los sistemas Big Data y Mapear la metodologia agil
seleccionada al desarrollo de un sistema Big Data; y “Estudio de mapeo sistematico en el
problema de la variedad en sistemas Big Data”, Gervacio [11], que trata de una
investigacion para evidenciar mediante un estudio de mapeo sistematico el problema de
la variedad de tipos de datos en sistemas Big Data y conocer estatus actual enfocando el
estudio a herramientas, IDE's, frameworks y metodologias utilizados para tratar el
problema.

1.2 Planteamiento del problema

Hoy en dia los sistemas de software deben de reunir diversas caracteristicas o
atributos de calidad, de entre estos atributos la tolerancia a fallas es una caracteristica
relevante, dado que de esta depende la confiabilidad del funcionamiento del sistema. Una
forma de determinar la tolerancia a fallas en un sistema de software es medirla, el
problema consiste en que actualmente, en el desarrollo de sistemas Big Data, no se cuenta
con mecanismos explicitos que indiguen o guien como medir este atributo de calidad. Un
sistema desarrollado sin esta caracteristica es un sistema que en su operacion sera poco
fiable, puede conducir a la pérdida de informacion y provocar falta de disponibilidad
(propiedad de que un sistema se encuentre listo para ser utilizado de inmediato) a sus

usuarios.
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1.3 Objetivos

1.3.1 Objetivo general
Definir un Modelo de calidad (establecer un conjunto de atributos de calidad) para la
medicion de tolerancia a fallas en un sistema Big Data que apoye en etapas del desarrollo

de software y aporte calidad al producto final.

1.3.2 Objetivos particulares

e Investigar, revisar y analizar métricas, modelos y atributos de calidad relacionados
con tolerancia a fallas en sistemas Big Data.

o A partir del anélisis, recopilar las métricas relacionadas con la tolerancia de fallas
en sistemas Big Data.

e Evaluar los atributos de calidad y métricas e identificar como se pueden aplicar
para poder medir la tolerancia a fallas en sistemas Big Data.

e Aplicar el modelo propuesto a un caso de estudio de un proyecto de Big Data

proveniente de un repositorio.

1.4 Justificacion

La tolerancia a fallas es un atributo de calidad a considerar, que tiene un impacto en
la experiencia del usuario ya que afecta directamente la fiabilidad del sistema que es la
garantia basica para asegurar el buen funcionamiento del mismo. El hecho de no conocer
o tener la informacion concreta de como medir la tolerancia a fallas aumenta la presencia
de fallas en el sistema, por lo que se requiere de un modelo de calidad que especifique al
desarrollador las métricas a considerar en las etapas de disefio y desarrollo de sistemas
Big Data.

1.5 Alcancesy limitaciones
A continuacion, se presentan los alcances y limitaciones del proyecto de tesis

propuesto.
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1.5.1 Alcances del proyecto
e El modelo de calidad estard enfocado a las etapas de desarrollo del ciclo de vida
del software segun la norma ISO/IEC 12207 [12].
e Se considerara solo un caso de estudio de sistema Big Data ya desarrollado y

documentado.

1.5.2 Limitaciones
e No se analizara el contenedor donde se encuentre alojado el sistema Big Data.
e Elmodelo de calidad propuesto no contendré la totalidad del conjunto de métricas
y atributos encontrados en la revision exhaustiva, sino un subconjunto de ellos.
e El modelo de calidad se enfocaré especificamente al sub-atributo de tolerancia a
fallas que pertenece al atributo de calidad fiabilidad.

1.6 Estructura del documento

El resto del documento se encuentra organizado en los siguientes capitulos, en el
Capitulo 2 se presenta el marco tedrico donde se contextualiza al lector sobre los temas
que se tratan el documento, el Capitulo 3 presenta una recopilacién del estado del arte,
trabajos relacionados y su andlisis, en el Capitulo 4 se presentan las etapas que conforman
el proceso para el desarrollo del modelo de calidad propuesto, en Capitulo 5 se muestran
los casos de estudio evaluados, ademas se presentan las pruebas y resultados obtenidos.
Las conclusiones, hallazgos, trabajos futuros, del trabajo de investigacion se encuentran
en el Capitulo 6, en el Capitulo 7 se presentan las referencias y finalmente en el Capitulo
8 corresponde a los anexos que incluyen informacién complementaria para consultar
detalles relacionados a casos de estudio y métricas, asi como las herramientas utilizadas

para la realizacion de las pruebas.



. Capitulo 2. Marco teodrico

Este capitulo presenta los conceptos (fundamentos) que fueron utilizados en el trabajo

de investigacion, y resultan importantes para la comprension del tema desarrollado.
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A continuacién, se presenta la teoria fundamental en la cual se basa y sustentan el

contenido de este documento.

2.1 Big Data

De acuerdo con Arcila et.al [3], Salma et.al [5] Big Data se refiere a volimenes
masivos y complejos de informacion estructurada y no estructurada, con tamafios mas alla
de la capacidad de las herramientas de software de uso comdn para capturar, seleccionar
informacién relevante, administrar y procesar datos dentro de un tiempo transcurrido
tolerable, que requiere de métodos computacionales para extraer conocimiento.

Las propiedades que definen al Big data (ver Ilustracion 1) son:
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llustracion 1. 6 Vs de Big Data[6]

El volumen que se refiere a la generacion y recopilacion de una gran cantidad de datos
donde la escala de datos se vuelve cada vez mas alta; la velocidad se refiere a la
puntualidad con la que se producen, recopilan y analizan los macrodatos; variedad indica
los diferentes tipos de datos que se pueden producir de forma estructurada y no
estructurada como audios, videos, paginas web y textos [4]; valor se refiere al propdsito
o resultado comercial de los datos aportados, para facilitar el proceso de toma de
decisiones [6]; veracidad se refiere a la calidad de los datos que se procesan. La veracidad
de la fuente de datos también depende del analisis de la precision de los datos [6]; y

variabilidad se refiere a los datos que no son estables, que no pueden tratarse facilmente
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y son dificiles de gestionar. Explicar datos variables representa un problema importante

para los investigadores [6].

2.2 Calidad
En la norma 1SO 8402, la calidad se define como la capacidad de satisfacer las

necesidades establecidas e implicitas Berander et.al [13].

2.3 Calidad del software
Grado en el que un producto de software satisface las necesidades declaradas e

implicitas cuando se usa en condiciones especificas ISO/IEC [14].

2.4 Modelo de calidad (QM)

Conjunto definido de caracteristicas y de relaciones entre ellas, que proporciona
un marco para especificar requisitos de calidad y evaluar la calidad ISO 25010 [15]. Un
QM provee una taxonomia de factores de calidad y medidas asociadas a los mismos,
apropiadas para evaluar la calidad de un sistema de software y puede ser utilizado para

establecer requisitos del sistema, Bermeo et.al [16].

2.5 Taxonomia

Una taxonomia es una coleccion de términos de un vocabulario controlado,
organizados en una estructura jerarquica, cada término en una taxonomia esta en una o
mas relaciones padre-hijo de otros términos de la taxonomia, las buenas précticas limitan
a que todas las relaciones padre-hijo tengan un unico padre que sea del mismo tipo. Una
taxonomia de atributos de calidad (AC) se denomina modelo de calidad (MC). Un MC
sirve como marco de trabajo para la especificacion, evaluacion y testeo de la calidad de

un Sistema , Blas et.al [17].

2.6 Atributo de calidad
Un atributo de calidad (AC) es una caracterizacion o propiedad especifica de un
sistema de software que puede tomar un valor cuantitativo o cualitativo, el cual es medible

u observable, Blas et.al [17].
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2.7 Confiabilidad

Grado en el que un sistema, producto o componente realiza funciones especificas en
condiciones especificas durante un periodo de tiempo especifico. Las limitaciones en la
fiabilidad se deben a fallas en los requisitos, disefio e implementacion, o debido a cambios

contextuales, Pan et.al [19].

2.8 Tolerancia a fallas
La tolerancia a fallas es la capacidad de un sistema o componente de continuar con
su funcionamiento normal y brindar un servicio correcto a pesar de la presencia de fallas

activas de hardware o software, Al-Kuwaiti et.al [18], Pan et.al [19].

2.9 Falla
Una falla puede modelarse como una transicion de estado no deseada (desviacion del
sistema del comportamiento especificado, Poola et.al [20]), pero sin embargo posible, en

un proceso, Gartner et.al [21].

2.10 Medir

Proceso por el cual se asignan nimeros o simbolos a atributos de entidades del mundo
real de tal forma que los describa de acuerdo con reglas claramente definidas [22], los
resultados de la medicidn se pueden utilizar para analisis o conclusiones relacionadas con

la entidad, Samosir et.al [23].

2.11 Métrica

Una métrica, es una medida cuantitativa del grado en que un sistema, componente 0
proceso posee un atributo determinado. "Un identificador o conjetura sobre un atributo
dado" ISO 25010 [15].



. Capitulo 3. Analisis de trabajos
relacionados

En esta seccidn se presentan los trabajos que fueron encontrados en el estado del arte
y relacionados al tema de investigacion. Dichas investigaciones fueron analizadas y se
presenta una clasificacion por grupos de trabajo: 1) relacionados con atributos de calidad,
2) relacionados con métricas de codigo fuente y programacion orientada a objetos y 3)
técnicas de tolerancia a fallas. Finalmente se presenta una comparativa de los trabajos
revisados.
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3.1 Analisis de trabajos relacionados

En esta seccidn se presenta un breve resumen del estado actual de las investigaciones que
dieron origen al modelo de tolerancia a fallas propuesto. A continuacion, los trabajos
descritos estas organizados por: trabajos que relacionan con las fallas presentes en sistemas
de Big Data, atributos de calidad, métricas de codigo fuente y técnicas de tolerancia a fallas.
El trabajo de Cao et.al [2] investiga a detalle los problemas existentes en el sistema de Big
Data y se establece el modelo de arbol de fallas, donde la falla de operacion tiene la mayor
probabilidad de ocurrencia, misma que esta relacionada con el error humano. Ademas, esta
propuesta es considerada debido a que brinda un panorama de la problematica existente y
que se podria abordar mediante la tolerancia a fallas en dichos sistemas. Del catdlogo de
fallas presentadas, las ocasionadas por defecto de cddigo del sistema son el enfoque de esta
investigacion.
Zhou et.al [24] presenta un estudio empirico sobre 210 problemas de calidad del servicio de
Big Data Microsoft ProductA causados por fallas de hardware 21,0%, defectos del lado de
sistema 36,2% Y fallas del lado del cliente 37,2%. Donde para el aspecto de estudio sobre las
fallas del lado del sistema se clasifican en: defecto de cddigo, limitacién de disefio y fallo de
funcionamiento, los defectos del cddigo en el producto A representan el 21.0%.

3.1.1 Trabajos relacionados con atributos de calidad

De acuerdo con ISO/IEC 9126 [25] la tolerancia a fallas es una sub-caracteristica de la
confiabilidad, el trabajo de Berander et.al [13] proporciona una vision general de los
diferentes modelos de calidad y de los diversos conceptos definidos se encuentra el de
confiabilidad y tolerancia a fallas, por lo que se consideran trabajos que permiten conocer de
donde parte “Tolerancia a Fallas™.
El uso de la tolerancia a fallas tiene el propdsito de garantizar la calidad de las aplicaciones
de Big Data, y aunque varios autores discuten diferentes sub-atributos de tolerancia a fallas,
algunos de los mas comunes segun el trabajo de Zhang et.al [26] son: confiabilidad,
disponibilidad y capacidad de prueba (testeabilidad) de la aplicacion. En el trabajo de , Al-

Kuwaiti et.al [18], ademas son considerados los atributos de rendimiento (capacidad de
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ejecucion), y la capacidad de mantenimiento, el trabajo presenta una taxonomia para el

concepto de tolerancia a fallas, asi como para la confiabilidad, la seguridad. Lo anterior
permitid identificar en términos generales como medir la tolerancia a fallas.

Los trabajos de Zhang et.al [26], Al-Kuwaiti et.al. [18], ISO/IEC/IEEE 24765 [27] son
utilizados para definir los conceptos relacionados a tolerancia a fallas: disponibilidad,

rendimiento, mantenibilidad y testeabilidad.

3.1.2 Trabajos relacionados a métricas de cddigo fuente para tolerancia a fallas

En la Tabla 1 se presentan algunos trabajos relevantes en donde se consideran las métricas
de POO para abordar la tolerancia a fallas y Big Data, Falih et.al [28] proponen 6 métricas,
sin embargo el enfoque de la investigacion es Web GIS (Geographical Information System)
y no Big Data. Asi mismo, Samosir et.al [23], consideran adecuado para Big Data utilizar
el enfoque Orientado a Objetos para desarrollar un sistema de analisis Big Data y propone
las métricas: WMC, LCOM, CBO, RFC, DIT, NOC, donde a pesar de no estar
directamente relacionado a tolerancia a fallas, se entiende que es posible abordar la
problematica desde esta perspectiva.

Tabla 1. Trabajos relacionados

LOC- Lineas de cddigo *
NM- Namero de métodos *
CC- Complejidad Ciclomética *
WMC- Métodos de ponderacion por clase | * *
DIT- Profundidad del arbol de herencia * *
CBO- Acoplamiento entre objetos * *
LCOM:- Falta de cohesion en los métodos *
RFC- Respuesta para una clase *
NOC Numero de blogues de captura *

Por otro lado, Nufiez et.al [29] presenta un mapeo sistematico, los autores realizaron una
recopilacion de estudios relacionados (un total de 226 articulos revisados) a atributos de
calidad y sus respectivas métricas de codigo fuente en el periodo de 2010-2015. Finalmente,
Singhani et.al [30] proponen un modelo de evaluacion de la capacidad de prueba
(testeabilidad) del software orientado a objetos, por otro lado, Nabi et.al [31],
ISO/IEC/IEEE 24765: 2010 [27] abordan el atributo de disponibilidad.

11
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3.1.3 Trabajos relacionados con técnicas de tolerancia a fallas

De acuerdo con Neves et.al [32] Big Data y computacion en la nube son conceptos
compatibles, debido a que se relacionan con las propiedades de: volumen, variedad, y
variabilidad de los datos Zanoon et.al [33], propiedades presentes en un sistema Big Data,
ademas puntualiza que las técnicas de tolerancia a fallas son necesarias en los sistemas Big
Data para lograr sistemas disponibles, tolerantes a fallas, escalables y flexibles.
Mukwevho et.al [34] realizan una revision de los métodos de tolerancia a fallas en los
sistemas en la nube y proponen una taxonomia, Shahid et.al [35], Hasan et.al [36] los

diferentes tipos de fallas, y sus causas.

3.2 Tabla comparativa de trabajos encontrados
A continuacién, se en Tabla 2 se presenta una comparativa que muestra las técnicas y
métodos utilizados en los trabajos relacionados para obtener informacion relacionada a la

tolerancia a fallas en sistemas de Big Data.

Tabla 2. Comparativa de trabajos relacionados

Taxonomia
Estandar

Trabajo

Fallas en sistemas Big
Data
Atributos de calidad
Uso de Métricas

Modelo de calidad

©
(&]
=
@©
<
<
O
S
()
©
(2]
@©
©
=
(&]
‘O
'_

Tolerancia a Fallas

Measuring Software Product Quality: A

2004 v v
Survey of ISO/IEC 9126 [25]

2005 | Software quality attributes and trade-offs [13] v v v v
A comparative analysis of network v

2009 | dependability,  fault-tolerance, reliability, v v
security, and survivability [18]
Systems and software  engineering—

2010 v v v v
Vocabulary ISO/IEC/IEEE 24765: 2010 [27]
An Empirical Study on Quality Issues of

2015 p ) Y Qualty v
Production Big Data Platform [24]
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Continuacion, ...Tabla 2. Comparativa de trabajos relacionados

Data

Trabajo

Atributos de calidad
Uso de Métricas
Modelo de calidad
Taxonomia
Estandar
Tolerancia a Fallas

=
a0}
)
(]
£
9]
g
@
7]
c
]
)
&
©
LL

Técnicas de tolerancia

Testability assessment model for object
2015 | oriented software based on internal and v N4 N4

external quality factors [30]

2016 | Availability in the cloud: State of the art [31] v v v
Big Data in Cloud Computing: Features and V4

2016 9 pUiing v v v
Issues [32]

Quality measurement for Web GIS using
2016 ) _ v v
object-oriented development [28].

2017 Cloud computing and big data is there a Y
relation between the two: a study [33]

A survey on quality assurance techniques for
2017 ) o v v
big data applications [26]

Measurement Metric Proposed For Big Data
2017 ) v v
Analytics System [23]

Source code metrics: A systematic mapping

2017 v v
study [29]
Research on reliability evaluation of big data | V4

2018 v
system [2]
Fault tolerance in cloud computin N4 N4

2018 ) ) PHiNg v v
environment: A systematic survey [36]
Toward a Smart Cloud: A Review of Fault- N4

2021 . v v
Tolerance Methods in Cloud Systems [34]
Towards Resilient Method: An exhaustive v

2021 | survey of fault tolerance methods in the cloud v v

computing environment [35]

En este trabajo v |V v vV Vv v v v v
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3.3 Trabajos adicionales para la investigacion

Durante el proceso de investigacion, se consultaron trabajos (ISO/IEC 1SO [14], [37], Al-
Kilidar et.al [38], Callejas et.al [9], Qian et.al [39], Al-Kuwaiti et.al [19], Storey et.al [40],
Merino et.al [41], Garises et.al [42], Reddivari et.al [43], Khan et.al [44], Davoudian et.al
[45], Martinez et.al [46], Kasu et.al [47], Rosa et.al [48], Dyavanur et.al [49], Fang et.al [50],
Wu et.al [51], Cowsalya et.al [52], Saadoon et.al [53], Mukwevho et.al [34], Boranbayev
et.al [54], Alshehri et.al [55], Aziz et.al [56], [57], Poola et.al [20], Ullah et.al [58], Akhtar
et.al [59], Zhang et.al [26], Lackovic et.al [60]) dado que estan relacionados con:

e ;Qué es Big Data?, sus propiedades y tipos de datos que se procesan estos sistemas.
e ;Qué es calidad del software, modelo de calidad y atributo de calidad?
e ;Qué es un defecto, error y falla?
e (Qué tipo fallas que se presentan en un sistema Big Data y cuales son los atributos
que las describen?
e ;Cuadles son las herramientas utilizadas y Frameworks para la construcciéon del
software de Big Data?
e ;Qué métricas, algoritmos y principios son utilizados para bordar la tolerancia a
fallas?
Los trabajos consultados aportaron una nocion general relacionada con el tema de
investigacion y permitieron la familiarizacion de nuevos conceptos, su relacién e

importancia.
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. Capitulo 4. Desarrollo del modelo de
calidad

Este capitulo describe el proceso de implementacion de la metodologia de solucion para
lograr este trabajo de investigacion, se presenta el catalogo de atributos involucrados con la
tolerancia a fallas, asi como los indicadores para la evaluacion de las métricas de codigo
fuente (cualitativas) y técnicas de tolerancia a fallas (cuantitativas) que conforman la

taxonomia resultante para abordar la tolerancia a fallas en sistemas Big Data.



Capitulo 4. Desarrollo del modelo de calidad
El presente capitulo describe el proceso empleado en la realizacion del Modelo de

Calidad para la Medicion de Tolerancia a Fallas en Sistemas de Big Data, plasmando el
conjunto de métricas involucradas para abordar la problematica de tolerancia a fallas desde
la perspectiva “defecto de codigo del sistema”, asi como informacion destacada para un
mejor entendimiento del tema de investigacion (fallas en los sistemas de Big Data, atributos
de calidad, métricas de cddigo fuente, tolerancia a fallas y técnicas de tolerancia a fallas,
etc.).

4.1 Fallas presentes en un sistema Big Data

En el trabajo de Cao et.al [2] se refieren 6 fallas principales que ocurren en un sistema
Big Data: 1) Falla de hardware, 2) Defecto de cddigo, 3) Limitacion de disefio del sistema,
4) Falla de operacién, 5) Mala configuracion y 6) Falla del software de aplicacion. En la

lustracion 2, se muestran los tipos de fallas y su clasificacion.

Problema de
memoria
== Falla de hardware
Cadigo de cliente Concurrencia
= Defecto de Cédigo -[
Cadigo del sistema Semantica
Disefio del sistema
- o
limitado
_ Fallos de funcionamiento del
Sistema
Fallo de

funcionamiento

Error de operacion del cliente

Fallas presentes en - .
Big Data _ Configuracion incorrecta de _{ Parametro ilegal

parametros

Formato ilegal

Valor ilegal

Incompatibilidad de softwar

Configuracion
incorrecta

Configuracién incorrecta del
componente

= Fallas enlared  — TCP/IP

| Falla del software de |_}_| Fallas del software
la aplicacion terceros

- Operacion ilegal
== Factor humano -[
Mal funcionamiento

lustracion 2. Fallas presentes en un sistema Big data [2]
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De las fallas presentes en Big Data mencionadas anteriormente, el modelo propuesto en este

trabajo se centra en abordar la problemética relacionada a defecto de codigo del sistema,
resaltado en la ilustracion 1, el cual esta asociado al codigo del sistema debido al impacto que
tiene en la degradacion y defecto de los componentes que conforman el sistema, entre otras
cosas, Cao et.al [2].

Lo deseable es que un sistema realice cada una de sus funciones correctamente, sin embargo,
durante la vida del software no se puede garantizar que el funcionamiento esté libre de fallas,
para aportar confiabilidad a pesar de la presencia de fallas, es necesario adoptar medidas para

la tolerancia a fallas.

4.2 Elaboracion del modelo para tolerancia a fallas en sistemas Big Data.

Un Modelo de Calidad (MC), sirve como marco de trabajo para la especificacion,
evaluacion y testeo de la calidad de un Sistema, Blas et.al [17]. En la Ilustracién 3

lustracion 3 Se presentan y describen las tres etapas secuenciales que conformaron el

proceso de investigacion y desarrollo.

Identificacion de los atributos de calidad relacionados a la
tolerancia a fallas

Recopilacion de las metricas correspondientes a la

clasificacion de sub-atributos

Revision de las técnicas de tolerancia a fallas mas
utilizadas

llustracién 3. Proceso de elaboracion del Modelo de calidad

4.2.1 ldentificacion de los atributos de calidad relacionados a la tolerancia a fallas

La tolerancia a fallas, es un sub-atributo de confiabilidad, Al-Kuwaiti et.al [18], se define
como la capacidad de un sistema o componente para realizar las funciones requeridas en
condiciones establecidas durante un periodo de tiempo especifico ISO/IEC 12207-200 [37].
La confiabilidad es un AC que otorga un producto digital de confianza ISO/IEC 25010 y se
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conforma por los sub -atributos disponibilidad, madurez, tolerancia a fallas y recuperabilidad

[15] (llustracion 4).

Confiabilidad del software
ISO/IEC 2510

J
. | | | >
Sub-caracteristicas
. Tolerancia a . - AT
Recuperabilidad Madurez Fall Disponibilidad de confiabilidad
allas del software
Requisitos para Requisitos  de Requisitos  de | Requisitos
. . . - ., . cualitativos de
evitar anomalias identificacion de manejo de o
. confiabilidad del
criticas anomalias anomalias

lustracion 4. La relacion entre las Sub-caracteristicas de fiabilidad del software y requisitos cualitativos de fiabilidad
del software, tomada de [19].

Este modelo estd enfocado en proponer una forma de medir la tolerancia a fallas en los
sistemas Big data, por lo que a continuacion se presentan la definicion y la descripcion de los
sub-atributos relacionados a este concepto.

4.2.1.1 Tolerancia a fallas y atributos relacionados

Aunque varios autores analizan los diferentes atributos relacionados a tolerancia a fallas, no
existe un consenso que especifique puntualmente, que atributos de calidad a considerar. Sin
embargo, de acuerdo a la literatura y como resultado de esta investigacion se consideran los
sub-atributos: 1) Disponibilidad [18], [26], 2) Rendimiento (capacidad de ejecucién) [26],
[18], 3) Mantenibilidad [18] y 4) Testeabilidad (capacidad de prueba) [18], sub- caracteristica
de mantenibilidad, segun ISO/IEC 9126), Berander et.al, [13], Jung et.al [25].

De acuerdo a lo anterior se obtuvo la taxonomia de los sub-atributos relacionados al concepto
de “Tolerancia a Fallas” (ver llustracién 5), basado en los trabajos de Zhang et.al [26], Al-
Kuwaiti et.al [18].
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Disponibilidad

— Atributos Rendimiento

Mantenibilidad — Testeabilidad

Tolerancia a fallas

llustracion 5. Atributos para medir la tolerancia a fallas [18].

Disponibilidad

Capacidad de un componente o servicio para realizar su funcion requerida en un instante
determinado o durante un periodo de tiempo determinado, ISO/IEC/IEEE 24765 [27].

MTTF

Disponibilidad = —————
MTTF+MTTR

(1)

Donde MTTF corresponde a Tiempo medio hasta el falloy MTTR a Tiempo medio de

reparacion (para mas detalle revisar la seccion 4.2. 2).

Rendimiento

El grado en que un sistema o componente cumple sus funciones designadas dentro de
determinadas restricciones, como la velocidad, la precisién o el uso de la memoria, Al-
Kuwaiti et.al [18], ISO/IEC/IEEE 24765 [27]. Este factor indica el rendimiento de las
grandes aplicaciones de datos, como la disponibilidad, tiempo de respuesta, etc., Zhang et.al
[26].

Mantenibilidad

Es la rapidez [62] y facilidad con la que un sistema o componente puede modificarse para
corregir fallas, mejorar el rendimiento u otros atributos, o adaptarse a un entorno modificado,
Al-Kuwaiti et.al [18], Lackovic et.al [60] , ISO/IEC/IEEE 24765 [27].

19



Capitulo 4: Desarrollo del modelo de calidad

Testeabilidad (Capacidad de prueba)

Grado en que se puede disefiar una prueba objetiva y factible para determinar si se cumple
un requisito, ISO/IEC/IEEE 24765 [27].

4.2.2 Recopilacion de métricas correspondientes a la clasificacion de sub-atributos

De acuerdo con el 1SO 9126:1[13], [63] hay tres enfoques para la calidad del software:
calidad interna (calidad de cddigo), calidad externa (calidad de ejecucion) y calidad en uso
(hasta que punto se satisfacen las necesidades del usuario en el entorno de trabajo del
usuario). Las métricas del cddigo fuente son componentes esenciales en el proceso de
medicion del software, se extraen del codigo fuente del software, y sus valores permiten
obtener conclusiones sobre la atributos de calidad medidos , Nufiez et.al [29]. Por lo que, esta
seccion tiene como objetivo presentar métricas de Programacion Orientada a Objetos
(recopiladas de la literatura) que permitan evaluar la calidad del cédigo, y son consideradas
aquellas metricas de codigo fuente que estan involucradas con los sub-atributos de calidad

relacionados a tolerancia a fallas.
En la Tabla 3, se listan las métricas utilizadas para medir los atributos de calidad

relacionados a tolerancia a fallas (disponibilidad, rendimiento, mantenibilidad vy
testeabilidad).
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4.2.2.1 Clasificacion de métricas relacionadas a los atributos que miden la tolerancia a

fallas

Tabla 3. Clasificacion de las métricas relacionadas a los atributos que miden la tolerancia a fallas [18][26].

ATRIBUTOS DE CALIDAD
RELACIONADOS A MEDIR A

TOLERANCIA A FALLAS [18][26]
Rendimiento [29] |

_ o &3
I ) S o [ —
: - - 8 & 2 B2 8§
Etiqueta Metrica 3 52 o 9 S -
= ¢85 3 3 | 8°%% F
o »n a3 ° © T =
S ogf 2 g 24 5
g g3t E ¢ 8% %
g 33 5 ¢ g | 2
£° & LU S} a
14
1 A Abstraccién ° °
2 AHF Factor de ocultacion de atributos
3 Ca Acoplamientos aferentes ° °
4 CBO Acoplamiento entre objetos . °
5 Ce Acoplamientos eferentes ° °
6 DAC Acoplamiento de abstraccion de datos °
7 DIT Profundidad del arbol de herencia ° ° ° °
8 Dn/D Distancia normalizada desde la secuencia principal | e °
9 | Inestabilidad ° °
10 LCOM Falta de cohesion en los métodos ° ° °
11 LOC NUmero de lineas de cédigo . °
12 MHF Factor de ocultacion del método
13 MPC Acoplamiento de paso de mensajes °
14 NMO/NORM Numero de métodos anulados ° °
15 NEST Nivel de anidamiento °
16 NOA/NA/NOF | Numero de atributos ° °
17 NOC Numero de bloques de captura . °
18 NOM/NM Numero de métodos ° ° ° °
19 NOPA Numero de atributos publicos .
20 NOPM/NPM Numero de métodos publicos . °
21 NPAR Numero de pardmetros °
22 RFC Respuesta para una clase °
23 V(G) Complejidad Ciclomatica McCabe . °
24 WMC Métodos ponderados por clase ° ° °
25 ME Manejo de excepciones °
26 MTTF Tiempo medio hasta el fallo °
27 MTTR Tiempo estimado o promedio para reparar °
28 MTBF Tiempo medio entre fallos °

Nufiez et.al [29], destacan que las 10 métricas mas utilizadas y/o estudiadas a lo largo
del tiempo (en el periodo de 2010-2015 de un total de 226 articulos revisados) son : CBO,
DIT, LCOM, LOC, NA, NOC, NOM, RFC, V(G) y WMC, las cuales se resaltaron

(sombreado azul) en la Tabla 3.

Es importante notar que algunas de las métricas presentadas en la taxonomia propuesta, se
aplican en 2 o més atributos, dicha métrica mide lo mismo para todos los casos, sin

embargo, esta puede interpretarse segun sea el atributo al que se le relacione.
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Ejemplo 1:

WMC (Métodos ponderados por clase), es utilizada en los atributos de rendimiento,
mantenibilidad y testeabilidad.

Donde:

e Rendimiento: Algunos estudios experimentales indican la existencia de distintas
relaciones entre la métrica de McCabe y el nimero de errores existentes en el codigo
fuente por lo que los valores altos de WMC podrian conducir a mas fallas de software
Capiluppi et.al [64], Chidamber et.al [65].

e Mantenibilidad: Las clases con una gran cantidad de métodos son dificiles de
reutilizar y mantener, cuanto mayor sea el nimero de métodos en una clase, esta
métrica es un predictor de cuanto tiempo y esfuerzo se requiere para desarrollar y

mantener la clase, mayor serd el impacto potencial Capiluppi et.al [64].

e Testeabilidad: Define el nimero de caminos independientes dentro de un fragmento
de codigo y determina el nimero de pruebas que se deben realizar para asegurar que
se ejecuta cada sentencia al menos una vez. Asi como el tiempo requerido para

encontrar y corregir €sos errores.

Ejemplo 2:
CBO (Acoplamiento entre clases de objetos), es utilizada en los atributos de rendimiento,
mantenibilidad y testeabilidad.

¢ Rendimiento: El acoplamiento excesivo entre clases de objetos es perjudicial, revela
la dependencia de una clase sobre otras clases y afecta el rendimiento, Dubey et.al
[66], Goyal et.al [67].

e Mantenibilidad: Disminuye, la modularidad, afectando la capacidad de
mantenimiento (cuando se tiene un CBO alto, mayor serd la sensibilidad a los
cambios en otras partes y por lo tanto el mantenimiento es mas dificil modificar o
corregir fallas) [66].

e Testeabilidad: Un valor mas alto de CBO complica las pruebas de la clase y, como
resultado, disminuye la comprension y la capacidad de prueba (testeabilidad), es

decir, se realiza mas esfuerzo para probar y garantizar que el software realiza las
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funciones deseadas. Cuanto mayor sea el acoplamiento entre clases, mas rigurosa

debe ser la prueba Capiluppi et.al [64].

4.2.3 Revision de las técnicas de tolerancia a fallas mas utilizadas

Aunque Big Data resuelve gran parte de nuestros problemas en la actualidad, todavia presenta
algunas lagunas y problemas que generan preocupacion y necesitan mejoras. De acuerdo con
Neves et.al [32], Big Data y computacion en la nube son conceptos compatibles, debido a
que se relacionan con las propiedades de: volumen, variedad, y variabilidad de los datos[6],
propiedades presentes en un sistema Big Data, para esta etapa como resultado de la
investigacion, ademas de considerar técnicas de tolerancia a fallas especificas de Big Data se
incluyen técnicas aplicadas en sistemas en la nube, con el propdésito de ampliar la capacidad
de disponibilidad Shahid et.al [35], Hasan et.al [36].

Para poder cumplir con los requisitos actuales de los sistemas Big Data, es decir: 1) Ser
disponibles, 2) Ser tolerantes a fallas, 3) Ser escalables y 4) Ser flexibles, es necesario utilizar
técnicas de tolerancia a fallas, Zanoon et.al [33].

4.2.3.1 Enfoques de las técnicas de tolerancia a fallas
A continuacién, se presentan los enfoques principales de técnicas de tolerancia a fallas, asi

como una breve descripcién.

Enfoques proactivos

Se define como la capacidad del sistema para estar en un estado preparado o controlado para
manejar las posibles interrupciones antes de que ocurran, Hasan et.al [36]. Estos métodos
funcionan monitoreando constantemente el sistema y realizando predicciones de fallas para
prevenir los efectos de las fallas mucho antes de que ocurran. Las técnicas clave utilizadas
son el seguimiento, la prediccion y la reasignacion de los recursos de la nube, Mukwevho
et.al [34]. Los sistemas tolerantes a fallas proactivos permanecen ininterrumpidos hasta que

las expectativas coincidan con la experiencia, Hasan et.al [36].
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Enfoques reactivos
Los enfoques reactivos de tolerancia a fallas manejan las fallas después de su ocurrencia,
Hasan et.al [36], el énfasis esta principalmente en la recuperacion del sistema, Shahid
et.al [35]. El estado del sistema se guarda y utiliza constantemente durante el proceso de
recuperacion. El funcionamiento de los enfoques reactivos se basa en la respuesta mas
que en la anticipacion, Hasan et.al [36]. Las técnicas clave utilizadas son la replicacion,

la creacion de puntos de control y el reinicio, Shahid et.al [35].

Enfoques resilientes

Funcionan prediciendo fallas e implementando métodos para evitar o mitigar el impacto
de dichas fallas en el sistema (comparten una serie de caracteristicas comunes con los
métodos proactivos). Ademas del monitoreo y la prediccion, los métodos resilientes
también adaptan (afinan) la capacidad de tolerancia a fallas del sistema mediante la
incorporacion de aprendizaje inteligente a través de la interaccion con el entorno de
alojamiento. Aqui es donde los métodos resilientes difieren significativamente de los

métodos proactivos, Mukwevho et.al [34].

4.2.3.2 Taxonomia de técnicas de tolerancia a fallas

El conjunto de técnicas presentes en la taxonomia (ver llustracion 6), seran consideradas
como métricas cualitativas para medir la tolerancia a fallas en sistemas Big Data, sin
embargo, la aplicacion de estas depende del alcance de informacion disponible en relacion al
proyecto, es decir se necesita una forma de comprobar que dicha técnica de tolerancia es
empleada en el proyecto, por ello la necesidad de disponer de informacion detallada y
tangible del sistema.

De lo contrario, si no es posible evaluar si el caso de estudio posee esta caracteristica, se
exponen con el objetivo de que sean contempladas y puedan considerarse en la realizacion
de proyectos Big Data.

A continuacion, se presenta la taxonomia de técnicas de tolerancia a fallas (llustracién 6)

aplicables a sistemas Big Data.
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— Replicacién

= Puntos de control/reinicio

= Reintentar

= Reenvio de tareas

—l Proactivo =

Flujo de trabajo de rescate

— Balanceo de carga

= Version N

== Bloque de recuperacion

Rejuvenecimiento de
software

Técnicas de Tolerancia a fallas

—l Reactivo = Auto reparacion

= Migracion preventiva

__ Aprendizaje automatico
(ML)

—‘ Resiliente =

llustracion 6. Técnicas de tolerancia a fallas, [35], [36], [34].

] Induccién de fallas

En la Tabla 4 se describen las técnicas sefialadas anteriormente en la taxonomia.
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4.2.3.3 Descripcion de las técnicas de tolerancia a fallas

Tipo Técnica

Proactivo [35] [36]

Punto de control
[34][49] [52]

Tabla 4. Descripcion de las técnicas de tolerancia a fallas en sistemas Big data

Descripcion
Consiste en mantener el estado de la aplicacién después de cualquier finalizacion efectiva o almacenar
el estado preliminar sin fallas (guardar periddicamente el estado mas reciente, sin fallas [34]), para que
en caso de que el sistema sufra una averia este pueda revertir la funcién y la tarea es reiniciada desde

un estado funcional [35].

Replicaciéon
[34] [49] [52] [51]

Algunos componentes del sistema se replican y se implementan simultAineamente en diferentes
recursos y continuar, el objetivo es robustecer el sistema para garantizar la ejecucién de los trabajos

[34]. De modo que si un componente falla otro puede tomar el relevo.

Reenvi6 de tareas
[35] [34]

El sistema vuelve a enviar la tarea fallida al mismo o diferente recurso para su ejecucion [34].

Reintentar
[68] [34] [35] [36]

El sistema reintenta solicitudes fallidas en el mismo recurso varias veces [34], hasta lograr éxito [68]. El
namero de intentos puede ser definido de acuerdo a la situacion, después de eso se puede migrar a

algun otro recurso [36].

Flujo de trabajo de
rescate
[35][34]

El sistema permite que el flujo de trabajo contintde incluso si la tarea falla hasta que se vuelve imposible

continuar sin atender a la tarea fallida.
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Continuacion, ... Tabla 4. Descripcion de las técnicas de tolerancia a fallas en sistemas Big data.

Técnica

Balanceo de carga

Descripcion
El sistema incorpora equilibrio de carga para distribuir la carga de trabajo por igual entre los nodos que
forman un sistema. La distribucion justa o la carga de trabajo garantiza que los nodos no se abrumen

y, por lo tanto, eviten un estado defectuoso del sistema. Esta técnica se aplica comiunmente en

[35][34][68] o - .
aplicaciones de multiples clusteres [34].
g
E El sistema se desarrolla utilizando el modelo de programacion de multiples versiones (programas que
% N-version funcionalmente equivalentes desarrollados con el mismo conjunto de especificaciones). Los programas
= (35] [34] [52] desarrollados de forma independiente reducen en gran medida la probabilidad de fallas similares en
Q
S dos 0 mas versiones [34].
a
Es una variacién de la técnica: N-versién, de todas las réplicas para una aplicacion una se asigna como
Blogque de recuperacion | principal y otras se asignan como en espera, ante una falla, en lugar de reiniciar la aplicacién en su
[36] totalidad, se puede verificar y asi mitigar el tiempo de espera [34] [36].
Rejuvenecimiento de | El sistema esta disefiado para reinicios periddicos. El sistema se reinicia con un estado limpio cada vez
O r— . .. ., .
= 8 software [68]. EIl rejuvenecimiento también se puede categorizar como completo (todos los componentes del
[T — . : . : .
é a [35] [34] sistema se rejuvenecen a la vez) y parcial (solo algunos componentes del sistema se rejuvenecen )|

35].

27




Tipo

Capitulo 4: Desarrollo del modelo de calidad

Continuacion, ... Tabla 4. Descripcion de las técnicas de tolerancia a fallas en sistemas Big data.

Técnica

Auto reparacién

Descripcion
El término autor reparacion se utiliza para referirse a la recuperacion de fallas en tiempo de ejecucién.
Un sistema debe ser capaz de detectar un error o lesién y luego actuar en consecuencia. La accién

correctiva puede implicar que un producto altere su propio estado o efecte cambios en otros

— [35] [34]
ﬁ componentes del medio ambiente. La parte restante debe intentar encontrar una manera de continuar
§ trabajando sin la parte defectuosa [69].
o " n 7 T .
= Evita que los componentes del sistema que estan a punto de fallar afecten al rendimiento del sistema.
Q . ., . .., . 2
S Migracién Esto se logra mediante la supervisién y alejando los componentes de los nodos que estan a punto de
(4 . . . . .
Preventiva fallar al ejecutarse en nodos mas estables [34]. Los sistemas tolerantes a fallas siguen un enfoque
[35] [34] probabilistico , por lo general, se enfocan en las tasas de falla de los nodos informaticos individuales
[36].
Los sistemas estan capacitados para aprender automaticamente y usar la experiencia para mejorar sin
Aprendizaje automético | . o . . -
ninguna programacion explicita. Su motivo principal es desarrollar programas de computadora, que
35] [34
oL [35] [34] pueden acceder a los datos, y luego usar esos datos para aprender [68].
m
g Induccion a fallas Se introducen errores especificos, para simular una situacion catastréfica, en un sistema y se hacen
QL [35] [34] observaciones sobre como responde el sistema. Si el sistema falla, se implementan mecanismos para
'@ manejar dichos errores y, como resultado, la resistencia del sistema mejora significativamente, se
@

puede verificar y asi mitigar el tiempo de espera [34] [36].
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4.3 Modelo de calidad para medir la tolerancia a fallas en sistemas Big Data

4.3.1 Taxonomia de tolerancia a fallas en sistemas Big Data

En este trabajo el primer acercamiento del modelo se presenté mediante una taxonomia,
que presenta los sub-atributos de calidad: 1) Disponibilidad, 2) Rendimiento, 3)
Mantenibilidad y 4) Testeabilidad que determinard el grado total de cumplimiento
presente en el atributo de tolerancia a fallas.

Es importante destacar que las métricas MTTF (Tiempo medio hasta el fallo), MTTR
(Tiempo estimado o promedio para reparar) Y MTBF (Tiempo medio entre fallos) del
atributo disponibilidad, para los casos de prueba realizados han sido descartadas, en vista
de que no es posible evaluarlas mediante cddigo estatico y se requiere de un ambiente Big
Data en ejecucion. Por otro lado, para el caso de las técnicas de tolerancia a fallas
(agrupadas por enfoques: reactivo, proactivo y resiliente) se consideraran para la
evaluacion del sistema Big Data siempre y cuando existan los elementos suficientes que
permitan valorar si la técnica de tolerancia a fallas es puesta en practica o no, y si cumple
con el objetivo. Por ello, se considera necesario tener al alcance documentacién

relacionada al proyecto, el ambiente del proyecto y un sistema Big Data funcional.

4.3.1.1 Especificacion formal del modelo de tolerancia a fallas
La especificacion formal del modelo de Tolerancia a fallas (ver Ilustracion 7), se presenta

en términos de las métricas sefialadas a continuacion:

Tolerancia a fallas

TF = [AC, TT]
|
| |
Atributos de calidad Técnicas de tolerancia
AC = [D,R, M] TT = [RE, PR, RS]

llustracion 7. Especificacion formal de tolerancia a fallas

A continuacion (ver Tabla 5), se describen los elementos que conforman los conjuntos

sefialados anteriormente.
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Tabla 5. Elementos del modelo de tolerancia a fallas

ELEMENTOS PARA TOLERANCIA A FALLAS

METRICAS CUANTITATIVAS METRICAS CUALITATIVAS

RE= [rejuvenecimiento de software, auto reparacion,

D= [me, mitf, mttr, mtbf] migracion preventivaj

R = [a, ahf, ca, cbo, ce, dit, dn, i, Icom, loc, nest, na,

noc, nom, nopm, npar, mhf, rfc, v(g), wmc]

M = [a, ca, ce, dac, dn, i, loc, mpc, noc, nopa, nopm,

refc, v(g), {t}

T= [cbo, dit, lcom, nmo, hom, wmc] RS= [aprendizaje automatico, induccion a fallas]
Nota: Disponibilidad (D), Rendimiento (R), Mantenibilidad (M), Testeabilidad (T), Técnicas Reactivas (TR), Técnicas

Proactivas (TP), Técnicas Resilientes (TRS).

PR= [punto de control, replicacion, reenvio de tareas,
reintentar, flujo de trabajo de rescate, balanceo de
carga, n-version, bloque de recuperacion]

La Tabla 6 presenta la descripcién de las métricas mencionadas anteriormente.

Tabla 6. Acronimos de métricas.

METRICAS
TF Tolerancia a fallas NMO/NORM Numero de métodos anulados
AC Atributos de calidad NEST Nivel de anidamiento
TT Técnicas de tolerancia NOA/NA/NOF | Numero de atributos
A Abstraccion NOC Numero de bloques de captura
AHF Factor de ocultacion de atributos NOM/NM Numero de métodos
Ca Acoplamientos aferentes NOPA Numero de atributos publicos
CBO Acoplamiento entre objetos NOPM/NPM Numero de métodos publicos
Ce Acoplamientos eferentes NPAR Numero de pardmetros
DAC Acoplamiento de abstraccion de datos RFC Respuesta para una clase
DIT Profundidad del arbol de herencia V(G) Complejidad Ciclomatica McCabe
Dn/D E:?r:gggﬁ normalizada desde la secuencia WMC Métodos ponderados por clase
| Inestabilidad ME Manejo de excepciones
LCOM | Falta de cohesion en los métodos MTTF Tiempo medio hasta el fallo
LOC NuUmero de lineas de coédigo MTTR 'rl'ei(;;nrp;? estimado o promedio para
MHF Factor de ocultacién del método ] ]
MPC Acoplamiento de paso de mensajes MTBF Tiempo medio entre fallos

Para consultar informacion que describe su funcionamiento, una formula para calcular su
valor y finalmente los umbrales (bueno/comun, normal/casual y malo/poco comun),
rangos que seran los utilizados para conocer si la métrica estd bien implementada,
consultar el Anexo 4, pag. 150. Finalmente, resultado de las etapas anteriores, se presenta
la taxonomia que puede ser utilizada para medir la tolerancia a fallas en sistemas Big Data

(ver llustracion 8), esta se compone de atributos de calidad y técnicas de tolerancia a fallas.
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e e—- | bpemene—- ! beemqezezl
1
: i e 1T | 1T \ jmmmmm-- 'H A |
Rejuvenecimiento L Aprendizaje H \ 1 b |
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llustracion 8. Taxonomia de tolerancia a fallas en sistemas de Big Data
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4.3.2 Métricas del modelo de tolerancia a fallas en sistemas Big Data

En este trabajo, el atributo de calidad “tolerancia a fallas” se considera atributo compuesto
por los sub-atributos: disponibilidad, rendimiento, mantenibilidad y testeabilidad que son
evaluados a partir de métricas de cddigo fuente. Sin embargo, también es necesario tomar
medidas en la practica, es decir, la implementacién de software Big Data en su ambiente
de trabajo (ver ilustracion 2) no solo incluye considerar los defectos en el codigo, sino que
también afectan factores como la configuracion y el uso de componentes de hardware. Por
lo que se consideran técnicas de tolerancia a fallas, que ya estan establecidas en otros
trabajos para complementar la tolerancia a fallas. En este contexto, deben tomarse en

cuenta las métricas cuantitativas y cualitativas como se observa en la Ilustracion 9.

Técnicas de

Métricas POO de
codigo fuente Tolerancia a fallas tolerancia

Metricas Metricas
cuantitativas cuanlitativas

llustracién 9. Enfoques de la tolerancia a fallas en sistemas Big Data

Idealmente, aplicar ambos aspectos de calidad cubrird en mayor medida el atributo de
latolerancia a fallas. Sin embargo, el alcance del trabajo propuesto se concentra en la parte
cuantitativa dejando el aspecto cualitativo como un complemento al nivel de calidad.

En esta propuesta de modelo de calidad, las métricas expuestas pueden ser utilizadas
segun los requerimientos del caso de estudio, sin forzar al evaluador a utilizar todas las
métricas del modelo.

A continuacién, se describe y presentan las respectivas métricas que conforman los

enfoques anteriormente presentados.

4.3.2.1 Métricas cuantitativas
A continuacion, se presentan los indicadores para evaluar el cumplimiento de la cada una
de las métricas involucradas en la medicion de los atributos: disponibilidad, rendimiento,

mantenibilidad y testeabilidad. (ver Tabla 7).
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Tabla 7. Métricas del modelo de calidad para la tolerancia a fallas en los sistemas Big Data
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UMBRALES PARA CADA METRICA

Bueno/comun

Normal/Casual

Malo/poco comun

A A =Ya70] A =1[70] N/A A =0[70]
[70] [71] Ne
AHF STE[E D a-v (am)]
[72] [73] [74] [75] [76] AHF = == 03 (9) [77] MHF=1[76] | 0.79< MHF <0.99 0.79 < MHF <1
[77]
Ca op TCi CA<7[78] 7 <CA<39[78] CA >39[78]
[78] CA = z z ()

i=1 j=1
CBO CBO(c) =|{deC —{c}|usa (c,d) Vusa (d,c)}[79] CBO <3[82] 3<CB0O=<9[82] CBO >9[82]
[67] [79] [80][81] [82]
Ce op TCi CE <6[78] 6 < CE <16 [78] CE > 16 [78]
[78] CE = Z Z C(G)

i=1j=1
DAC DAC(c) = |{a|a € A/(c) AT(a) € C}| [79] DAC <2 3<DAC<4 DAC >4 [83]
[83] [79] [84]
DIT DIT(c) = | Ancestros (c)| [86] DIT <2 [82] 2 < DIT <4 [82] DIT > 4 [82]
[67] [85] [86] [82] [87]
[78] [88]
Dn/D D=||A+I||-1[89 DN =0 N/A DN =1
(89]
I I =—5_190] =0 N/A =1
[90] EC+AC
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Continuacion, ... Tabla 7. Métricas del modelo de calidad para la tolerancia a fallas en los sistemas Big Data.

UMBRALES PARA CADA METRICA
Bueno/comin Normal/Casual Malo/poco comun

Métrica

L . LCOM =1—- Y MF|(M = F) [82] LCOM <0, 167 | 0,167 <LCOMS | | 0o o 725 -
[91] [82] [87] [78] 0, 725 [78] ’
LOC ° LocC = Z lineasContables
[92], [89], [93], [94], bonde: tgg s fg g% 24 <L[(2)§] <500 LOC > 500 [28]
28 LineasContables = lineas de cédigo (exceptuando comentarios y saltos B 10 <LOC <40 [93 LOC > 40 [93]
[ ] de linea). Se maneja umbral para clase y método. - [ ]
MHF J STE [ Q- W)
[74] [75] [76] [77] [72] MHF = == 9 [77] MHF=08[76] | 0.6<MHF<0.79 | 0% MHF =0.59,09<
MPC . MPC(c) = Z Z NSI (m,m")
[91] [79] [95] [96] m €M) () m'e SIM (m)—M;(c) MPC < 17 [96] N/A MPC > 17
° n
SR Z metodosAnulados;
[97] N i=1 NMO < 2 [78] 2 <NMO =4 [78] NMO> 4 [78]
metodosAnulados, son métodos derivados que pueden anularse por
extension, restriccion, optimizacién o conveniencia.

NEST/NBD ° nest(M) = Max(nivelDeBloque) + 1

Donde: M=método NEST <1 [78] 1< NEST <3 [78] NEST > 3 [78]
[78] [98][99] Max=Funcién nimero maximo
NA/NOA/NOF . Aq(Cy) = Ay (C) + Ap(Cy) [103]
[84][100] [101] [102] NA < 3[78] 3 < NA <8 [78] NA > 8[78]
[78] [103]
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Continuacion, ... Tabla 7. Métricas del modelo de calidad para la tolerancia a fallas en los sistemas Big Data

UMBRALES PARA CADA METRICA

Bueno/comun

Normal/Casual

Malo/poco comun

n

Z subclaseDirecta;
Hoe Donde: = NOC<1[82] = 1<NOC <3[82] NOC > 3 [82]
[67] [91] [104] [78] subclaseDirecta = es una clase que hereda de una clase padre principal
i= ndmero de subclaseDirecta
n= ndmero total de subclasesDirectas de una clase
n
NOM/NM D metodoLocal 6 < NOM < 14
o < s
[105] Donde: = NOM <6 [78] 78] NOM> 14 [78]
metodoLocal = un método definido localmente por una clase (sin contar
métodos heredados ni los constructores).
n
Z atributosPublicos;
NOPA 5<NOPA <10

[106] [107]

i=1
Donde:
atributosPublicos, cuenta todos los atributos de una clase que se
declaran como publicos.

NOPA < 3 [106]

[106] [107]

NOPA> 10 [107]

n
NOPM/NPM Z metodosPublicos; 1 < NOPM < 10

o < <
[108][109] Donde: =1 NOPM < 1 [108] [109] NOPM > 10 [109]

metodosPublicos, cuenta todos los métodos de una clase que se
declaran como publicos.
n
NPAR/PAR 2 parametros;
=1

[78] [89] [110] [111]

Donde:
parametros, cuenta todos los valores que recibe un método

NPAR < 2 [78]

2 <NPAR < 4 [78]

NPAR > 4 [78]
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Continuacion, ... Tabla 7. Métricas del modelo de calidad para la tolerancia a fallas en los sistemas Big Data

UMBRALES PARA CADA METRICA

Bueno/comin

Normal/Casual

Malo/poco comun

RFC
[112] [88]

. RFC = | RS | [112]

RFC < 6 [78]

6 < RFC < 36 [78]

RFC > 36 [78]

V(G)
[78] [89] [76] [113]
[114] [115] [93] [116]

V(G) = numero de declaraciones de decision + 1 [93]

V(G) 2 [78]

2<V(G)<10
[78], [116], [89]

V(G)> 10 [116], [89]

WMC . WMC = YL, ¢ [112] WMC = 11 [78] 11 <WMC <34 WMC > 34 [78]
[67] [88] [78]

MTTF . MTTF = 2Lt [27] 0 n/a n/a
[18][27] n

MTTR ° MTTR = ZiRi [27] 0 n/a n/a
[18][27] n

MTBF [27][18] o MTBF = MTTR + MTTF [31] 0 n/a n/a

Donde: MTTF es el Tiempo medio hasta el fallo) y MTTR el Tiempo
estimado o promedio para reparar.
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4.3.2.2 Métricas cualitativas

El conjunto de técnicas de tolerancia a fallas presentes en la taxonomia pertenece al grupo de
métricas cualitativas, mismas que representan un complemento al conjunto de meétricas
cuantitativas propuestas en el modelo de calidad, debido a que son considerados mecanismos
necesarios e importantes para un sistema Big Data. Sin embargo, para este tipo de métricas
es fundamental comprobar y/o validar su implementacion, para asi calificar si cumplen o no
su propasito, de lo contrario, deberan ser descartadas por el momento y atender este aspecto

para una futura valoracion.
Derivado de la recopilacion de las técnicas de tolerancia a fallas mas comunes para abordar
la tolerancia a fallas, a continuacion, en la Tabla 8, se presenta una plantilla utilizada para la

clasificacion de técnicas de tolerancia a fallas y su correspondiente método de evolucion.

Donde:

Sl, corresponde a una correcta implementacion de la técnica.

NO, revela que es deficiente y no cumple el propdsito.

N/A, esta conclusion se da por dos situaciones: 1) Simplemente indica que ni siquiera es
considerada como un mecanismo de tolerancia a fallas y 2) Debido a que no se cuenta con

informacion suficiente y/o disponible que permita obtener una valoracién del caso de estudio.
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Tabla 8. Técnicas de tolerancia del modelo de calidad para la tolerancia a fallas en los sistemas Big Data

DESRIPCION EVALUACION

METRICA TIPO

Método de evaluacion

Enfoque Técnica(s) de |
tolerancia

Algunos elementos del sistema se repiten y distribuyen alrededor

Reactivo
(8 Técnicas)

Técnicas de tolerancia a fallas

Replicacion ° de varias fuentes (replicas configuradas), para garantizar el
funcionamiento de cada trabajo [35].
El sistema esta configurado para reiniciarse desde el ultimo estado
Plégtnotfo?e ° sefalado verificado y activa el punto de control [68]. Esta practica
es mas efectiva, que iniciar el ciclo desde el principio [35].
_ Intentar consultas fallidas en el mismo activo de diversas maneras
Reintentar °
[35]
. En cualquier punto, cuando se detecta una tarea fallida, a
Reenvio de ° enviar/reenviar al recurso idéntico y/o a un activo alternativo para
tareas . -
Su ejecucion [68] [117].
Flujo de El sistema emplea flujos de trabajo alternativos, con el propoésito
trabajo de ° de lograr su funcién, hasta el punto de ser necesario atender y
rescate reparar la falla.
Balanceo de El balanceador de carga monitoriza las condiciones de cada
carga * servidor y direcciona las peticiones al mas apto.
La aplicacién se ejecuta simultaneamente en todas las réplicas y
N-Version ° el resultado final se decide por votacion. El resultado final en activo
es la primera respuesta recibida correctamente [34]
Bloqueo de Si la aplicacién principal falla, se reinicia secuencialmente en las

recuperacion

réplicas en espera disponibles [36].

Acronimos:

Tipo de métrica: CL— Cualitativa, CN — Cuantitativa
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Continuacion, ... Tabla 8. Técnicas de tolerancia del modelo de calidad para la tolerancia a fallas en los sistemas Big Data
METRICA DESRIPCION EVALUACION
Técnica(s) de . i
Enfoque ( ) Método de evaluacion
tolerancia
Rejuvenec Se realizan copias de seguridad periodicas, el sistema se
imiento de limpia y repara de cualquier tipo de errores o fallas y se restablece
S 4 software la copia logrando un estado de sistema actualizado [36].
(8}

8 = c . — e - .

= g S Un sistema de recuperacion automatica tiene la capacidad de

Y= .pe . . .

© 2+ AUIO. . ° modificar su propio comportamiento en respuesta a los cambios en

8 oo™ reparacion

e su entorno [69].

[

k5 Migracion Las tareas de los nodos probables de fallo se desplazan de forma

o . [ ] .

s preventiva preventiva a otros nodos.

e . N

8 Aprendizaje El sistema es capaz de predecir fallas en funcién de los datos

= —~ automatico ° . :

5 L@ previos del sistema [68].

i 38 (ML) SR : . .
2 S Si el sistema falla, se implementan mecanismos para manejar
0e Induccion a . dichos errores y, como resultado, la resistencia del sistema mejora
T fallas significativamente, se puede verificar y asi mitigar el tiempo de

espera [34] [36].

Acrénimos: Tipo de métrica: CL— Cualitativa, CN — Cuantitativa
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. Capitulo 5. Pruebas y resultados

En este capitulo se presentan los casos de estudio utilizados para aplicar el modelo de
calidad propuesto, asi como los resultados obtenidos y un breve andlisis de lo encontrado.
Estas pruebas tienen como objetivo evaluar si la taxonomia propuesta es util para medir la
tolerancia a falas en sistemas de Big Data



Capitulo 5. Pruebas y resultados

5.1 Casos de estudio

En esta seccidn, se presentan proyectos de software que han sido clasificados como casos de
estudio, debido a que cumplen con las caracteristicas de ser un sistema Big Data y desarrollo
open source, se encontrdé un medio para consultar informacidn del proceso de alguna de las
etapas de desarrollo (en este caso repositorio GitHub?'). El objetivo fue utilizar en la medida
de lo posible esta informacion (cédigo estatico) como objeto de evaluacion del modelo de
calidad para medir la tolerancia a fallas en este tipo de sistemas.

Las condiciones para contemplar un desarrollo como caso de estudio son: Ser un software
Big Data, desarrollo open source, contar con un repositorio para consultar informacion
requerida y desarrollado en lenguaje JAVA.

A continuacion (ver Tabla 9), se presentan los 4 casos de estudios en los que se probd el

modelo de calidad propuesto, asi como los resultados obtenidos.

Caso de estudio

Tabla 9. Descripcion de los Casos de estudio

Objetivo del software

Framework y/o
EHEINIERES
relacionados

Lenguaje
JAVA %

Obtener informacion sobre las opiniones Hadoo
Analytics on Amazon de los clientes sobre diferentes P
. . ) MapReduce
Customer Reviews, Gandhi productos, analizar grandes datos y Apache Pi 100%
[118] producir un resultado informativo sobre P 9
(2020) las opiniones de los clientes sobre el
producto Cdmara presente en Amazon
Un algoritmo de conteo con pérdida
. . . Apache Storm
Twitter Analyser, Mehrotra implementado para determinar los
. Apache Hadoop
[119] hashtags de mayor tendencia usando la . 100%
. . Scala, Twitter
(2021) APl de Twitter para obtener un flujo
. (Tweetstream API)
continuo de tweets.
OpenFDA Big Data Pipeline permite la
Modeling Adverse Drug recopﬂacpp, el procesamiento y la Apache Kafka
. : presentacion en tiempo real de datos
Reactions, Koziol [120] b d d Mongo DB, 37.2%
(2022) sobre eventos adversos e Soring Boot
medicamentos de la base de datos de =prng BOot-
openFDA.
CRIMEGRAPH, Marciani Aplicacion de andlisis visual en tiempo Apache flink
et.al [121] real para la prediccién y deteccién de Apache Kafka 98.3%
(2017) enlaces en redes criminales. Neodj

! https://www.github.com

41


https://github.com/mehrotrasan16/TwitterAnalyser_StormBoi
https://kafka.apache.org/
https://www.mongodb.com/
https://spring.io/projects/spring-boot

Capitulo 5. Pruebas y resultados

La siguiente seccion corresponde a los resultados obtenidos por la aplicacion del modelo
de calidad propuesto, se presentan tablas para listar las métricas evaluadas, donde la columna
detalle indica el nimero de elementos que conforman el proyecto y han sido revisados:
numero de paquetes, numero de clases y numero de métodos, la columna métrica presenta
un sombreado identificador y el conjunto de métricas aplicadas para cada tipo de elemento,
por ejemplo: los paquetes se distinguen por ser color azul aqua y fueron calculadas 6
métricas: abstraccion (A), Acoplamiento Aferente (CA), Acoplamiento Eferente (CE),
Distancia Normalizada (DN), Inestabilidad (1), Factor de Ocultacion de Métodos (MHF).
Por otro lado, el valor obtenido del calculo por métrica esta presente en el apartado de
resultados, es importante destacar que la medicion de las métricas esta basada en umbrales
identificados en la literatura y en este trabajo se clasifican en Bueno/comun (color verde),
Normal/casual (amarillo) y Malo/poco comdn (rojo), lo que nos permitié obtener una

perspectiva del nivel de tolerancia a fallas que posee el desarrollo Big Data.

A continuacién, en Tabla 10 se muestran los resultados obtenidos en el caso de estudio #1:

Modeling Adverse Drug Reactions
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5.2 Resultados Caso de estudio 1- Modeling Adverse Drug Reactions, Koziol [120]

Tabla 10. Resultados a detalle de caso de estudio #1

Capitulo 5. Pruebas y resultados

DETALLES

METRICAS

No. Paquetes: 12
No. Clases: 28

PAQUETE

A, CA, CE,DN, I

- CLASE

AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO

L]

LOC, NEST, NPAR, V(G) (4)

No. Métodos: 18 MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)
Lineas de cédigo totales: 305 RESULTADOS DE METRICAS EVALUADAS
CODIGO ESTATICO EJECUCION
i I3) o w | o % = < | = 14 w| x| =
D ELEMENTOS REVISADOS: <|Z|S 812 gl - $|s é g § é g EIE|E
=z
consumer 0 0 1 00 10 8 10
OpenfdaConsumerApplication N/A 1 0 00 6 0 0 0 0 0 0 1 2
3 | main () 1 2 1 1 1
OpenfdaConsumerApplicationTests N/A 0 0 00 2 0 0 0 0 0 0 4 0
config 0 0 1 00 1.0 33 1.0
KafkaConsumerConfig 0.5 8 1 1.0 33 0 0 4 0 0 0 2 10
7 consumerFactory () 4 13 1 0 1
8 drugAdverseEventKafkalistenerContainerFactory () 4 9 1 0 1 NO APLICA
kafka 0 0 1 00 1.0 16 N/A
DrugAdverseEventKafkaConsumer 0.0 2 3 00 16 1 0 1 0 1 0 0 4
11 handleMessage () 2 11 1 3 1
mongo 0.7 1 3 04 08 24 10
DrugAdverseEventDocument 0.3 1 0 0.0 18 0 0 2 0 0 0 0 0
DrugAdverseEventMapper N/A 2 2 00 5 0 0 0 0 2 0 0 2
15 map( Collection ) 0 1 1 1 1
16 map( DrugAdverseEvent ) 2 1 1 1 1

Métricas mas utilizadas [29]

Bueno/Comiin—

Normal/Casual—

Malo/Poco comin—
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Continuacion, ... Tabla 10. Resultados a detalle de caso de estudio #1

Capitulo 5. Pruebas y resultados

DETALLES

METRICAS

No. Paquetes: 12
No. Clases: 28

PAQUETE

A, CA, CE, DN, I

CLASE
AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO

L]

METODO

LOC, NEST, NPAR, V(G) (4)

No. Métodos: 18 MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)
Lineas de cédigo totales: 305 RESULTADOS DE METRICAS EVALUADAS
CODIGO ESTATICO EJECUCION
w IS o w O % = < = o i x =
ID ELEMENTOS REVISADOS: <[Z]3 812 |- ]sg § g § é § g E E E
b4
DrugAdverseEventRepository N/A 0 1 00 1 0 0 0 0 0 0 0 0 0
kafka 0 1 0 1.0 0.0 16 N/A 0
DrugAdverseEvent 0.2 0 0 00 16 0 0 1 0 0 0 0 0 0
openfda 0 0 0 00 1.0 2 N/A 0
OpenfdaProducerApplicationTests N/A 0 0 00 2 0 0 0 0 0 0 0 0 0
producer 0 0 1 00 1.0 6 1
OpenfdaProducerApplication N/A 1 0 00 6 10 O 0 0 0 0 0 1 2 1
24 main () 1 2 1 1 1 0
client 0 0 4 00 1.0 22 08 8
ClientRequestException N/A 0 0 00 3 0 0 0 0 1 0 1 3 1 NO APLICA
27 ClientRequestException 1 2 1 1 1 1
RestTemplateResponseErrorHandler N/A 6 3 00 13 3 0 0o o 2 0 1 4 5
29 | handleError 6 8 3 1 4 1
30 hasError 3 3 1 1 1 1
ResultsNotFoundException N/A 1 0 00 3 0 0 0 0 1 0 1 3 1
32 ResultsNotFoundException () 1 1 1 1 1 1
ServerProcessingException N/A 1 0 00 3 0 0 0 0 1 0 1 3 1
34 ServerProcessingException () 1 1 1 1 1 1
config 0 0 2 0.0 1.0 36 1.0 3
KafkaProducerConfig N/A 2 1 0.0 15 ) 10 2 0 2 3 2
Meétricas mas utilizadas [29] Bueno/Comin— u Normal/Casual— u Malo/Poco comiin— J
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Continuacion, ... Tabla 10. Resultados a detalle de caso de estudio #1

PAQUETE METODO

No. Paquetes: 12

No. Clases: 28 A, CA, CE, DN, |

MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO LOC, NEST, NPAR, V(G) (4)

No. Métodos: 18

Lineas de cédigo totales: 305

kafkaTemplate ()

producerFactory ( ) 3 8 1 1 1 0
KafkaTopicConfig 0.5 2 0 1 00 21 0o o0 4 0 10 1 6 1

topic () 2 10 1 0 1 0

job 0 0 1 00 1.0 15 1.0 2
FdaSynchronizationJob N/A 1 101 00 15 0o o0 1 0 1 o0 1 2 2
fetchEvents () 1 9 2 0 2 1

kafka 0 0 0 00 1.0 15 1.0 0
DrugAdverseEvent N/A 0 0 1 00 15 0o o0 1 0 0 0 © 0 0 NO APLICA
response 0 0 1 00 1.0 112 1.0 2

FdaDrug 0.5 1 1 1 0.0 11 0 0 3 0 0 0 0 0 0
FdaEventResponse 0.3 1 2 1 00 9 0o 0 2 0 1 0 1 2 1

getResults () 0 2 1 0 1 0
FdaEventResponsePage 0.5 2 1 1 0.0 10 0o 0 2 0 1 0 1 2 1
hasNextPage () 1 2 1 0 1 0
FdaMeta 0.5 1 11 00 9 0o o 2 0 0 0 O 0 0
FdaMetaResult 0.5 0 0o 1 00 8 0 o 3 0 0 0 0 0 0

Métricas mas utilizadas [29] Bueno/Comun— I_I Normal/Casual— I_I Malo/Poco comin— J
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Continuacion, ... Tabla 10. Resultados a detalle de caso de estudio #1

Capitulo 5. Pruebas y resultados

DETALLES METRICAS
No. Paquetes: 12 PAQUETE . CLASE |:| METODO
No. Cl 1 2 A, CA, CE, DN, | AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NM
o. Clases: 28 CAC CBO, C CO| 0C C [o] LOC, NEST, NPAR, V(G) (4)
No. Métodos: 18 MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)
Lineas de cédigo totales: 305 RESULTADOS DE METRICAS EVALUADAS
CODIGO ESTATICO EJECUCION
z
: T w | © af_ slolo|hk Sl I wlE|E|lB
ID ELEMENTOS REVISADOS: <|Z|3d o|g g = = g w e S| = E Elk
z
FdaPatient 0.3 0 2 0.0 13 0o o0 0 0 0 0
FdaPrimarySource 0.5 0 0 0.0 7 0 0 0 0 0
FdaReaction 0.5 0 0 0.0 7 o o o 0 0 NO APLICA
FdaResult 0.5 2 2 0.0 21 0 0o o 0 0
OpenFda 0.0 0 0 0.0 17 0 0 0 0 0

Métricas mds utilizadas [29]

Bueno/Comun—

Normal/Casual—

L]

Malo/Poco comiin—

De los datos anteriores se realizé un analisis (ver Tabla 11), que consiste en presentar para cada métrica evaluada, que umbral tuvo mayor

frecuencia de aparicion.

Donde:

La columna elemento, clasifica el total de los elementos revisados (columna tipo) por métrica en umbrales (bueno -B, normal-N y malo-

M) y finalmente se presentan las observaciones de acuerdo a los resultados obtenidos. Es importante destacar que el célculo de las

métricas se realiz6 mediante el uso de las herramientas mencionadas en el Anexo 2, pag. 144 sin embargo, la metodologia que siguen

y/o su implementacion son caja negra.
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5.2.1 Andlisis resultados-Caso de estudio 1 De un total de 12 paquetes evaluados, la Illustracion 10 muestra el
A continuacion, se presentan graficas correspondientes a la porcentaje de distribucion de los umbrales utilizados para las
distribucion de valores por umbral definidos en la tabla anterior. métricas A, CA, CE, DN, I, MHF.

Tabla 11. Resultados de Caso de Estudio 1

METRICAS-PAQUETE-C1

CASO DE ESTUDIO #1: Modeling Adverse Drug Reactions, Koziol

[120]
Tipo | Métrica Elementos | Observaciones
Umbral
N N/A

A 0 |0 111 o
a CA 210 |0 |0 Las métricas afectadas son 4:
T Abstraccion A), Distancia
g < [CE 12/0 [0 |0 : (A) a Bueno
S = DN 0/0 [1 1 Normalizada (DN), Inestabilidad 50%
o~ i A
& I 1 1o (1011 () y Factor de Ocultacion de
o VIHE 0 1T g 1 | Métodos (MHF). |

AHF 0O [0 |15 |13 | Las métricas afectadas son 3:

CBO 26|12 |0 |O Factor de Ocultamiento de

DAC 26 |2 |0 |0 Atributos (AHF), Falta de

DIT 25(3 |0 |0 Cohesién en los Métodos

LCOM 2710 |1 |0 (LCOM), y Numero de Atributos

LOC 27|11 |0 |0 (NA). lustracion 10. Gréfica de Resultados por paquete del C1
@ | MPC 2810 |0 |O
§ X | NMO 28/0 |0 |0 De acuerdo a la grafica anterior se entiende que los umbrales méas
O NA 2015 [3 |0
© NOC 5810 10 |0 comunes son Bueno 50% y Malo con 43%.

NOM 2810 |0 |O

NOPA |28 |0 |0 |O o _

NOPM [25|3 |0 |0 El siguiente grafico (ver llustracion 11) corresponde a la

RFC 27|11 [0 |O L ., . e

wMe 12810 [0 1o distribucion de los resultados obtenidos en la evaluacion de
— LOC 16 |2 |0 |0 | No hay valores clasificados en métricas: AHF,CBO, DAC, DIT, LCOM, LOC, MPC, NMO,
2)
S _ | NEST 1612 o |o el umbral MALO, por lo tanto,
= NPAR 7 los valores para las respectivas
@ métricas son aceptables.
= [vG) [17[1 [0 |o 47




NA, NOC, NOM, MOPA, NOPM, RFC, WMC aplicadas a las
28 clases JAVA que el sistema Big Data posee donde prevalece

el umbral Bueno con 88%.

METRICAS-CLASE-C1

Malo
Normal 5o,

4%

Bueno
88%

llustracion 11. Grafica de Resultados por Clase del C1

Finalmente, en Ilustracion 12 presenta las métricas aplicadas a 18
métodos: LOC, NEST, NPAR, V(G).

Capitulo 5. Pruebas y resultados

METRICAS-METODO-C1

Normal Malo
8% 0%

Bueno
92%

lHustracion 12. Gréfica de resultados por método del C1
De acuerdo a la gréfica anterior se identifica que 92% de los
métodos implementados en las clases estan dentro de los rangos
permitidos o “adecuados” para las métricas sefialadas

anteriormente.

Por otro lado, los resultados del proyecto, agrupados por atributo

de calidad se presentan a continuacion.
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Cada uno de los atributos relacionados a “Tolerancia a Fallas” se conforma por métricas de
programacion, que fueron evaluadas a partir de los umbrales donde, al clasificar los
resultados de acuerdo al atributo que pertenecen, se obtiene el una representacion (ver
[ustracion 13,llustracion 14,llustracion 15) del porcentaje bueno, normal, malo que posee el
proyecto en relacion a los atributos: rendimiento, mantenibilidad y testeabilidad con el

proposito de identificar que propiedad representa mayor riesgo.

RENDIMIENTO TESTEABILIDAD
BUENO
80% BUENO
96%
lustracién 13. Atributo Rendimiento lHustracién 14. Sub-atributo Testeabilidad

MANTENIBILIDAD

BUENO
91%

lustracion 15. Atributo Mantenibilidad
De acuerdo con lo anterior, se entiende que el atributo de rendimiento es el que refleja mas
carencias en el proyecto Big Data: Modeling Adverse Drug Reactions, Koziol [120]. A
continuacion, la Tabla 12 presenta los resultados obtenidos en la evaluacion del caso de

estudio: Big Data Analytics on Amazon Customer Reviews Using Hadoop and MapReduce,
Gandhi [118].
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5.3 Resultados Caso de estudio 2- Big-Data Analytics on Amazon Customer Reviews, Gandhi [118]

Tabla 12. Resultados a detalle de caso de estudio #2

DETALLES

METRICAS

No. Paquetes: 8
No. Clases: 28

PAQUETE

A, CA, CE, DN, I

CLASE

AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO

[ ]

METODO

LOC, NEST, NPAR, V(G) (4)

No. Métodos: 41 MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)
Lineas de cédigo totales: 563 RESULTADOS DE METRICAS EVALUADAS
CODIGO ESTATICO EJECUCION
L (@) a L @) E = < = o2 1 o =
D ELEMENTOS REVISADOS: <|Z]|8 ol I sl - = = § g § ch § E E E
z
amazonAnalysis 0 0 1 00 1.0 69  1.00 22
YearPartitioner N/A 6 3 0.0 69 0 0 0 1 18 3
YearPartitionMapper N/A 3 0 00 12 0 1 0 0 8 2
4 map () 3 9 2 3 2
YearPartitionPartitioner N/A 1 0 0.0 34 0 0 0 1 2 15
6 getPartition () 1 33 2 3 15
YearPartitionReducer N/A 3 0 00 4 0 0 0 0 3 2
8 reduce () 3 3 2 3 2 NO APLICA
9 main () 6 18 2 1 3
AverageProductRating 0 0 4 00 1.0 79  1.00 17
CountAverageTuple 0.5 0 0 03 24 0o o 0 9 16 9
12 CountAverageTuple( ) 0 1 1 0 1
13 CountAverageTuple () 0 3 1 2 1
14 getAverage() 0 2 1 0 1
15 getCount() 0 2 1 0 1
Métricas mas utilizadas [29] Bueno/Comiin— u Normal/Casual— u Malo/Poco comiin— J
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Continuacion, ... Tabla 12. Resultados a detalle de caso de estudio #2

PAQUETE METODO

No. Paquetes: 8

No. Clases: 28 A, CA,CE,DN, I AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO

LOC, NEST, NPAR, V(G) (4)

No. Métodos: 41 MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

Lineas de cédigo totales: 563

readFields ()

setAverage () 0 2 1 1 1 0
setCount () 0 2 1 1 1 0
toString( ) 0 3 1 0 1 0

write () 0 3 1 1 1 1
ProductAverageRatingMain N/A 5 3 1 0.0 24 0o 0 o o o o0 1 18 2

main () 5 22 2 1 2 1
ProductAverageRatingMapper N/A 4 12 0.0 15 3 1 2 0 1 0o 1 13 3

map () 4 12 3 3 3 ; | NOAPLICA
ProductAverageRatingReducer N/A 3 12 0.0 16 5 1 1 0 1 0o 1 8 3

reduce () 3 14 3 3 3 1
BinReviewRatings 0 0 2 00 1.0 53 ## 14
BinningProductReviewRatingsMain N/A 8 1 1 0.0 26 o o0 o o o0 o0 1 20 4

main () 8 24 3 1 4 1
BinningProductReviewRatingsMapper 0.5 5 0o 2 0.0 27 0o 3 1 0 3 [V} 13 10

cleanup () 2 3 1 1 1 1

map () 5 19 3 3 8 1
Métricas mas utilizadas [29] Bueno/Comiin— I_, Normal/Casual— I_I Malo/Poco comin— .
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Continuacion, ... Tabla 12. Resultados a detalle de caso de estudio #2

PAQUETE CLASE METODO

No. Paquetes: 8

No. Clases: 28 A, CA,CE,DN, I AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO

LOC, NEST, NPAR, V(G) (4)

No. Métodos: 41 MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

Lineas de cddigo totales: 563

setup ()

invertedindexPattern 0 0 3 00 1.0 62 08 10
InvertedindexMain N/A 7 2 1 0.0 28 o o o o o0 o0 1 21 3
main () 7 26 3 1 3 1
InvertedindexMapper N/A 3 0o 2 00 15 0 1 2 0 1 0 1 8 3

map () 3 12 2 3 3 1
InvertedindexReducer N/A 2 0o 2 0.0 19 0 1 1 0 1 0 1 8 4
reduce( ) 2 17 4 3 4 1
mahoutRecommendation 0 0 4 00 1.0 110 0.58 18 NO APLICA
RecommendationDataMapper N/A 4 0o 2 0.0 13 0 1 0o 0 1 0 0 9 3
map() 4 12 3 3 3 1
RecommendationMain N/A 7 3 1 0.0 47 0 0 0 0 0 0 1 23 5
main () 7 45 4 1 5 1
RecommendationReducer 0.5 14 0o 2 0.8 40 0o 2 6 0 2 0 0 18 8
reduce () 5 14 4 3 4

setup () 7 19 2 1 4 1
UserDataMapper N/A 4 0o 2 0.0 10 0 1 0 0 10 0 8 2
Métricas mas utilizadas [29] Bueno/Comiin— I_, Normal/Casual— I_I Malo/Poco comin—
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Continuacion, ... Tabla 12. Resultados a detalle de caso de estudio #2

PAQUETE METODO

No. Paquetes: 8

No. Clases: 28 A, CA, CE,DN, I AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO

LOC, NEST, NPAR, V(G) (4)

No. Métodos: 41 MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

Lineas de cddigo totales: 563

map ()

reduceSidelnnerJoin 0 0 4 00 1.0 72 # 16

JoinMain N/A 7 3 1 0.0 28 0 0 0 0 0 0 1 18 3

main () 7 26 3 1 3 1
JoinReducer N/A 2 0o 2 0.0 18 0 1 o o0 1 0o o0 9 9

reduce () 2 17 5 3 9 1
RatingsMapper N/A 8 0 2 0.0 13 0 1 0 0 1 0 0 8 2

map () 3 12 2 3 2 1
TopProductsMapper N/A 3 0 2 0.0 13 0 1 0 0 1 0 0 8 2 NO APLICA
map () 3 12 2 3 2 1
topNProducts 0 0 4 00 1.0 69  ## 14
CountComparator N/A 2 0o 2 00 8 0 1 o 0o 2 0 1 3 4

compare () 2 5 1 2 3 0
CountComparator () 0 2 1 0 1 0
TopNProductsMain N/A 7 3 1 0.0 32 0o 0 o o0 o0 0 1 25 3

main () 7 30 3 1 3 1
TopNProductsMapper N/A 4 0 2 00 12 0 1 0 0 1 0 1 8 2

map () 4 11 2 3 2 1
Métricas mas utilizadas [29] Bueno/Comun— I_I Normal/Casual— I_I Malo/Poco comin— _I
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Continuacion, ... Tabla 12. Resultados a detalle de caso de estudio #2

No. Paquetes: 8

No. Clases: 28

No. Métodos: 41

Lineas de codigo totales: 563

PAQUETE

A, CA, CE, DN, |
MHF (6)

0.0

NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

1.0

AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO

11

3

49 1.00

00 26 0
24

00 12 0
9

00 11 0

10

Capitulo 5. Pruebas y resultados

LOC, NEST, NPAR, V(G) (4)

3 4
1 1

8

1 19 3
1 3

1 8 2
3 2

1 5 3
3 3

METODO

NO APLICA

TopNProductsReducer

reduce () 3
setup () 2
totalProducts 0 0
ProductCountMain N/A 6
main () 6
ProductCountMapper N/A 4
map 3
ProductCountReducer N/A 3
reduce () 3
Meétricas mas utilizadas [29] Bueno/Comiin—

Normal/Casual—

Malo/Poco comin—
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5.3.1 Analisis resultados-Caso de estudio 2 El proyecto analizado estd compuesto de 8 paquetes. A
Tabla 13. Resultados Caso de Estudio 2 continuacion, en Ilustracion 16 se presenta la distribucion de los
e e S RS PR E R UL VIS URS USRI umbrales: Bueno, Normal y Malo, obtenidos para los elementos
Reviews Using Hadoop and MapReduce, Gandhi [118]
Tipo Métrica Elementos Observaciones tipo paquete revisados, donde se refleja que existen carencias
Umbral
N que abordar en un 42%.
A 0 |0 |8 |0 . . octad 5
m CA 8 0 0 0 as metricas afectadas son 3:
T CE 8 1o lo |o Abstraccion (A), Inestabilidad (1) METRICAS-PAQUETE-C2
[T y
S~ | DN 8 |0 |0 |0 g
g I o 1o I's To Factor de Ocultacion de
n_ 7
MHE 1 13 12 o Métodos (MHF).
AHF 0 [0 |4 |24 | Las métricas afectadas son 3:
CBO 14116 |1 |0 Factor de Ocultamiento de
DAC 235 (0 |0 Atributos (AHF), Falta de
DIT 28|10 [0 |0 Cohesion en los Métodos
LcoMm 2512 11 |o (LCOM), y Acoplamiento entre Bueno
LOC 1811010 |0 Clases de Objetos (CBO). 52%
@ _|[MPCc_[28]0 [0 |0
2& [NMO [27[1 [0 [0 <
O NA 271 |0 |0
NOC 280 |0 |0
NOM 271 |0 |0
NOPA 280 |0 |0
NOPM |27 |1 |0 |0 - -
REC 5 2310 |0 llustracion 16. Gréafica de Resultados por Paquete del C2
WMC |27]1 [0 |0 .
. i6 ; I
— LOC 1912210 |0 Las métricas afectadas son 2- La Illustracion 17,jError! No se encuentra el origen de la
% _ [NEST [14[22[5 [0 | NiveldeAnidamiento (NEST),y | referencia. la grafica hace referencia a los valores obtenidos en
T Complejidad Ciclomética(V(G)).
g~ |NPAR 2311810 |0 28 clases java analizadas, en un 79 % respetan los umbrales
= V(G) 21164 |0 .
utilizados en el modelo.
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METRICAS-CLASE-C2

Malo

1%
Normal

14%

Bueno
79%

lustracion 17. Gréfica de Resultados por Clase del C2

La siguiente gréfica Ilustracién 18 muestra como 48% de los
métodos revisados caen la clasificacion ‘“Normal”, superando
por 1% al umbral “Bueno” que seria lo esperado, es decir que si
bien no se realizan mejoras al codigo (mantenimiento) para subir
un nivel de mejora en las métricas: LOC, NEST, NPAR, V(G) y
seria importante mantener estable y evitar caer al umbral
“Malo”.

Capitulo 5. Pruebas y resultados

METRICAS-METODO-C2

Malo
5%

Bueno
47%
Normal
48%
lustracion 18. Grafica de Resultados por Método del C2
RENDIMIENTO
MALO
NORMAL 7%

25%

BUENO
63%

lustracién 19,

lustracion 20, llustracion 21).
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RENDIMIENTO TESTEABILIDAD

NORMAL
12%
NORMAL
25%

BUENO
63%

BUENO
87%

llustracién 19. Atributo Rendimiento llustracion 20. Sub-atributo Testeabilidad

MANTENIBILIDAD

NORM
AL
17%

BUENO
78%

llustracién 21. Atributo Mantenibilidad

Es importante mencionar que el modelo propuesto aborda la tolerancia a fallas a través de
los atributos disponibilidad, rendimiento, mantenibilidad y el sub-atributo testeabilidad,
donde de todos casos de estudio evaluados en este trabajo, se excluyd el atributo
disponibilidad, ya que las métricas que lo conforman (MTTF, MTTR, MTBF) estan
enfocadas a mediciones en tiempo de ejecucion o de lo contrario se requiere de
documentacion que refleje el control en relacion a las fallas que presenta el sistema, es decir,

tiempo de duracion de la falla, frecuencia y el tiempo de reparacién de estas.

A continuacion, la Tabla 14 presenta los resultados obtenidos en la evaluacion del caso de

estudio: Twitter Analyser.
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5.4 Resultados Caso de estudio 3- Twitter Analyser, Mehrotra [119]

Tabla 14. Resultados a detalle de caso de estudio #3

PAQUETE METODO

No. Paquetes: 1

No. Clases: 6 A, CA, CE, DN, I AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO

LOC, NEST, NPAR, V(G) (4)
No. Métodos: 20 MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

Lineas de cédigo totales: 212

storm

DriverTopology N/A 11 4 1 00 33 2 0 0 0 0 0 1 17 6

main() 11 32 3 1 6 1
FileWriterBolt 0.3 4 0o 3 09 37 o o 8 0 5 0 4 17 9

cleanup 0 4 1 0 1 0
declareOutputFields 1 2 1 1 1 0
execute 2 7 2 1 2 0
FileWriterBolt 0 3 1 1 1 NOAPLICA
prepare 2 12 2 3 4 1
LossyCountBolt 0.0 5 13 1.0 54 o o0 8 0 6 0 6 19 11
declareOutputFields 1 2 1 1 1 0
execute 2 9 2 1 2 0
lossy_counting 1 19 3 1 4 0
plain_counting 0 7 2 1 2 0
prepare 2 3 1 3 1 0
Métricas mas utilizadas [29] Bueno/Comiin— I_I Normal/Casual— I_I Malo/Poco comin— .
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Continuacion, ... Tabla 14. Resultados a detalle de caso de estudio #3

DETALLES METRICAS
No. Paquetes: 1 PAQUETE CLASE METODO
No. Clases: 6 A, CA, CE, DN, | AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO LOC, NEST, NPAR, V(G) (4)
No. Métodos: 20 MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)
Lineas de cédigo totales: 212 RESULTADOS DE METRICAS EVALUADAS
CODIGO ESTATICO EJECUCION
w o o w|o % = <|=|«x w e | -
D ELEMENTOS REVISADOS: <[Z]|3 Gl ¢ sl - I|s § i ) 6|2 E[E|E
z
16 prune 0 5 1 0 1 0
= LossyCountObject 1.0 0 0 1 00 5 0 0 4 0 0 4 0 0 0
TweetExtractionBolt 0.0 8 o 3 10 15 0 o0 i 0 3 o0 3 10 4
19 declareOutputFields 2 3 1 1 1 0
20 execute 5 6 2 1 2 0
21 prepare () 2 3 1 3 1 0 NO APLICA
i TweetSpout 0.0 13 o 3 0.74 68 0o o 4 0 5 0 1 20 8
23 close() 1 4 1 0 1 0
24 declareOutputFields () 2 3 1 1 1 0
25 nextTuple() 4 10 3 0 3 1
26 open () 7 35 3 3 2 1
27 TweetSpout () 1 6 1 1 1 0
-I Métricas mas utilizadas [29] Bueno/Comiin— u Normal/Casual— I_I Malo/Poco comin—

El proyecto estd conformado por 1 paquete, 6 clases java y un total de 20 métodos es importante precisar que de los 4 casos de estudio

considerados para probar el modelo, este es el mas pequefio. Sin embargo, no esta exento de presentar valores indeseables en las métricas

revisadas. En seguida (ver Tabla 15) se presenta la cantidad de umbrales buenos, normales y malos que se identificaron para cada métrica.
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5.4.1 Andlisis resultados-Caso de estudio 3 Como resultado de la evaluacién de las 6 métricas relacionadas
Tabla 15. Resultados Caso de Estudio 3 amedir la calidad de paquetes, para este caso se identifico que el

CASO DE ESTUDIO #3: Twitter Analyser, Mehrotra [119] paquete (lustracion 22) cumple un 75% con los umbrales

Tipo Métrica Elementos | Observaciones especificados como deseables en un software.
Umbral |

B |N
. N T METRICAS-PAQUETE-C3
w CA 1 |00 |O o
S _[CE 1 lolo |o Las metricas afectadas son 2:
2 DN 1 1010 o Abstraccion (A) e Inestabilidad
o
s i o lojz o |®
MHF 1 |0 |0 |O
AHF 1 |0 (|1 |1 Las métricas afectadas son 4:
CBO 1 |3 |2 |0 Factor de Ocultamiento de
DAC 5 |1 |0 |0 Atributos (AHF), Acoplamiento
DIT 2 1410 |0 entre Clases de Objetos (CBO),
LCOM 2 lol2 |lo Falta de Cohesibn en los
LOC 2 4 1o |o Métodos (LCOM), y Numero de
w MPC 6 lolo |o Métodos Publicos (NOPM).
3 ['NMO 6 lo 10 |o Para el caso en que la métrica
m N—r' .
o [Na_ 2 410 [0 o e e doha cise no
NOC 6 [0 [0 |0 d ibli lustracion 22. Gréfica de Resultados por Paquete del C2
NOM 6 1ol0 o posze atributos pulla |gos que
NOPA |5 [1 |0 [0 | Puetan e contemplados para | ) 5 grafica, Ilustracion 23, detalla los resultados obtenidos en la
NOPM 12 13 17 10 su evaluacion. _ _
RFEC 5 110 |0 evaluacion de las 6 clases del proyecto Big Data, donde el 68 %
\vaol\/cl:c 6156 2 8 8 2 Gnica métrica afectada es. corresponde al umbral “Bueno” y solo el 7% “Malo”.
;§8 NEST 1119 |0 |0 Complejidad Ciclomética V(G).
\% & | NPAR 164 (0 |O
= V(G) 6|3 [1 |0
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METRICAS-CLASE-C2

Normal
25%

A Bueno
68%

llustracion 23. Grafica de Resultados por Clase del C3

A continuacion, se muestra la Ilustracion 24 donde se entiende
que solo el 1% de los 20 métodos implementados pertenece al
umbral “Malo”.

Por lo tanto, son los elementos tipo método para este caso de
estudio, los que menos problemas presentan en los valores
obtenidos en sus respectivas métricas involucradas durante la

evaluacion del codigo estatico del proyecto.

Capitulo 5. Pruebas y resultados

METRICAS-METODO-C3

Normal
25%

Bueno
74%

llustracion 24. Grafica de Resultados por Método del C3

En la Ilustracion 26 se puede observar que el al sub-atributo
testeabilidad posee mayor vulnerabilidad, esta conformado por 6
métricas: CBO, DIT, LCOM, NMO, NOM, WMC vy al formar
parte del atributo mantenibilidad afecta dicha propiedad. Sin
embargo, la diferencia de mantenibilidad (llustracion 27) con el
atributo de rendimiento (Ilustracion 25) es minima 1%, por lo que

seria importante abordar ambas propiedades.
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Es importante destacar que este proyecto, a diferencia del resto, se conforma de un nimero
de elementos reducido estructuralmente por lo que seria necesario prestar atencién a la forma
en que fue desarrollado o las practicas implementadas, se esperaria que fuese el mejor

evaluado debido al tamafio que posee.

RENDIMIENTO TESTEABILIDAD
norAL NORMAL
’ 20%
BUENO BUENO
65% 68%
llustracion 25. Atributo Rendimiento llustracién 26. Sub-atributo Testeabilidad

MANTENIBILIDAD

NORMAL
20%

BUENO
72%

llustracién 27. Atributo Mantenibilidad

Finalmente, como ultimo caso de estudio utilizado para probar el modelo de calidad
propuesto se presentan resultados del proyecto Big Data: CRIMEGRAPH, Marciani et.al
[121], donde fueron analizados 272 elementos, 17 paquetes, 52 clases y 203 métodos. Cabe
sefialar que fue el proyecto mas extenso (2,203 lineas de c6digo) y sus detalles se presentan

a continuacion en la Tabla 16.
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5.5 Resultados Caso de estudio 4- CRIMEGRAPH, Marciani et.al [121]

Tabla 16.Resultados a detalle de caso de estudio #4

Capitulo 5. Pruebas y resultados

DETALLES

METRICAS

No. Paquetes: 17
No. Clases: 52

PAQUETE

A, CA, CE,DN, I

AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO

CLASE

|

METODO

LOC, NEST, NPAR, V(G) (4)

No. Métodos: 203 MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)
Lineas de cédigo totales: 2203 RESULTADOS DE METRICAS EVALUADAS
CODIGO ESTATICO EJECUCION
T8 (@] [a] [ (6] g = < = 14 L @ =
ID | ELEMENTOS REVISADOS: <|Z|38 81 gl - =g § ﬁ § § § E E E
z
crimegraph 0 0 2 0.0 1.0 60 1.0 6
CrimegraphTopology N/A 20 21 00 32 1 0 0 0o 1 33 3
3 main() 20 31 2 1 3 1
CrimegraphTopologyMultilndex N/A 16 18 00 28 10 o0 0 0o 1 30 3
5 main() 16 27 2 1 3 1
config 0 4 2 07 03 125 1.0 16
AppConfiguration 0.0 6 5 05 70 2 0 15 15 3 3 3
8  AppConfiguration () 0 2 1 1 1 1 NO APLICA
9  copy() 0 16 1 1 1 1
toDefault( ) 0 16 1 0 1 1
- AppConfigurationService 0.0 7 3 0.8 46 9 0 0 1 1 23 13
fromDefault( ) 1 2 1 0 1 0
13  fromJson() 3 3 1 1 1 1
14 fromJsonResource() 3 6 2 1 1 1
15 fromYaml() 3 3 1 1 1 1
fromYamlResource() 3 6 2 1 1 1
- Métricas mas utilizadas [29] Bueno/Comin— u Normal/Casual— u Malo/Poco comin—

63
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Continuacion, ... Tabla 16. Resultados a detalle de caso de estudio #4

DETALLES METRICAS
No. Paquetes: 17 PAQUETE .I CLASE METODO
No. Clases: 52 A, CA, CE,DN, | AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO LOC, NEST, NPAR, V(G) (4)
No. Métodos: 203 MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)
Lineas de cédigo totales: 2203 RESULTADOS DE METRICAS EVALUADAS
CODIGO ESTATICO EJECUCION
w © o v | o % = < |3 | x w | x| =
ID ELEMENTOS REVISADOS: <|Z|38 8|z H s Ifg § ﬁ ‘%L § § < E lé E
z
17 loadDefault() 1 2 1 0 1 0
18 loadJson() 1 3 1 1 1 1
19 loadJsonResource() 2 4 1 1 1 1
20  loadYaml() 1 3 1 1 1 1
loadYamIResource() 2 4 1 1 1 1
getConfigurations() 1 6 4 0 3 0
AppManifest N/A 0 0 1 00 9 0o o 0o 0o o0 5 0 0 0
serial 0 3 4 04 0.6 129 08 33
AppConfigurationDeserializer 0.0 8 4 3 0.0 78 1 0 0 0 2 1 2 15 25
AppConfigurationDeserializer() 0 2 1 0 1 0 NO APLICA
deserialize() 8 70 3 2 22 1
getinstance() 0 4 2 0 2 0
AppConfigurationJsonMapper N/A 3 3 4 00 8 2 0 o 0 1 o0 1 6 1
AppConfigurationJsonMapper() 3 6 1 0 1 0
AppConfigurationSerializer 0.0 4 3 3 0.0 35 0 0 0 0 2 0 2 7 6
AppConfigurationSerializer( ) 0 2 1 0 1 0
serialize() 4 27 1 3 3 1
getlnstance( ) 0 4 2 0 2 0
AppConfigurationYamIMapper N/A 3 3 5 00 8 20 0 0 1 o0 1 6 1
Métricas mas utilizadas [29] Bueno/Comiin— u Normal/Casual— u Malo/Poco comiin— J
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Continuacion, ... Tabla 16. Resultados a detalle de caso de estudio #4

PAQUETE METODO

No. Paquetes: 17

No. Clases: 52
No. Métodos: 203

A, CA, CE,DN, I AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO
MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

LOC, NEST, NPAR, V(G) (4)

Lineas de cédigo totales: 2203

AppConfigurationYamIMapper( )

core 0 0 1 00 1.0 5 10 1
CoreController N/A 1 0o 1 00 5 o o o 0 o0 0 1 3 1
splash() 1 3 1 1 1 0
db 0 15 1 09 0.1 532 1.0 58
DbConfiguration 0.5 0 0o 1 00 9 0o 0 3 0 0 0 o0 0 0
Neo4JManager N/A 19 3 1 0.0 379 o o0 o o0 0 0 35 64 58
adamicAdar( ) 6 10 2 3 2 0
checkExtremes( ) 6 11 2 3 2 0
close( ) 2 3 1 2 1 0 NO APLICA
commonNeighbours( ) 5 9 2 3 2 0
commonNeighboursWithDegree( ) 6 10 2 3 2 0
commonNeighboursWithDegreeWithinDistance( ) 6 11 2 4 2 0
commonNeighboursWithinDistance( ) 5 10 2 4 2 0
countCommonNeighbours() 5 6 1 3 1 0
empyting( ) 4 8 1 1 1 0
empyting() 2 2 1 1 1 0
gammalntersection( ) 6 12 2 3 2 0
HDI( ) 5 14 1 3 1 0
hintersection() 6 11 2 4 2 0
Métricas mas utilizadas [29] Bueno/comiin— I_I Normal/Casual— I_I Malo/poco comun— J
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Continuacion, ... Tabla 16. Resultados a detalle de caso de estudio #4

PAQUETE CLASE METODO

No. Paquetes: 17

No. Clases: 52 A, CA, CE,DN, I AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO

No. Métodos: 203 MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

LOC, NEST, NPAR, V(G) (4)

Lineas de cédigo totales: 2203

HPI() 5 14 1 3 1 0
jaccard() 5 9 1 3 1 0
LHN1() 5 14 1 3 1 0
multilndexTool( ) 6 17 1 3 1 0
neighbours( ) 5 9 2 2 2 0
neighboursWithDegree() 6 10 2 2 2 0
neighboursWithDegreeWithinDistance( ) 6 11 2 3 1 0
neighboursWithinDistance( ) 5 10 2 3 2 0
open() 8 7 1 1 1 0
open() 7 6 1 3 1 0 NO APLICA
pairsToUpdate() 6 16 3 2 3 0
pairsToUpdateTwice( ) 6 16 3 3 3 0
pairsToUpdateTwiceWithinDistance( ) 6 19 3 4 3 0
pairsToUpdateWithinDistance() 6 18 3 3 3 0
preferentialAttachment() 5 10 1 3 1 0
remove() 8 7 2 2 1 10
remove( ) 5 3 1 4 1 0
resourceAllocation() 6 10 2 3 2 0
salton() 5 14 1 3 1 0
save() 7 11 2 3 2 10
Métricas mas utilizadas [29] Bueno/comin— I_, Normal/Casual— I_I Malo/poco comiin— -
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Continuacion, ... Tabla 16. Resultados a detalle de caso de estudio #4

DETALLES METRICAS
No. Paquetes: 17 PAQUETE . CLASE METODO
No. Clases: 52 A, CA, CE, DN, | AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO LOC, NEST, NPAR, V(G) (4)
No. Métodos: 203 MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)
Lineas de cédigo totales: 2203 RESULTADOS DE METRICAS EVALUADAS
CODIGO ESTATICO EJECUCION
w ) o w @) E = < = o2 '8 o =
ELEMENTOS REVISADOS: <[Z|3 G I g - s § g & 6|2 =[E[E|E
D <
save() 8 15 3 2 2 0
sorensen( ) 5 14 1 3 1 0
Neo4JQueries N/A 0 0 1 0.0 144 0 0 0 0 0 23 o0 0 0
filter 0 0 2 00 1.0 16 1.0 4
HiddenFilter 0.5 2 1 1 00 8 0 0 i1 0 2 0 2 2 2
filter() 2 3 1 1 1 1
HiddenFilter( ) 0 2 1 1 1 0
PotentialFilter 0.5 2 1 1 00 8 0 0 i1 0 2 0 2 2 2
filter() 2 3 1 1 1 1
PotentialFilter() 0 2 1 1 1 0 NO APLICA
keyer 0 2 2 05 05 8 1.0 2
NodePairScoreKeyer N/A 3 1 1 00 4 0 0 1 0 1 0 1 1 1
getKey() 3 3 1 1 1 1
NodePairScoresKeyer N/A 3 1 1 00 4 0 0 0 0 1 0 1 1 1
getKey() 3 3 1 1 1 1
metric 0 2 0 1.0 0.0 16 1.0 2
HiddenMetrics 0.0 0 N/A 2 00 8 N/A 0O 1 0 1 3 1 1 1
HiddenMetrics() 0 2 1 1 1 0
PotentialMetrics 0.0 0 N/A 2 00 8 N/A 0 1 0 1 3 1 1 1
PotentialMetrics() 0 2 1 1 1 0
Métricas mas utilizadas [29] Bueno/comiin— u Normal/Casual— u Malo/poco comiin— I_l
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Continuacion, ... Tabla 16. Resultados a detalle de caso de estudio #4

METODO

PAQUETE
A, CA, CE,DN, I AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO
MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

No. Paquetes: 17

No. Clases: 52

LOC, NEST, NPAR, V(G) (4)

No. Métodos: 203

Lineas de cédigo totales: 2203

operator 0 2 8 02 08 434 1.0 9%
GraphUpdate 0.5 12 5 3 0.6 44 12 2 3 0 4 0 4 34 18
close() 1 3 1 0 1 1
flatMap( ) 8 31 3 2 15 0
GraphUpdate() 1 2 1 1 1 0
open() 3 4 1 1 1 1
GraphUpdateMultilndex 0.5 16 5 3 0.7 60 1 2 5 0 4 o0 4 38 18
close() 1 3 1 0 1 1
flatMap( ) 13 42 3 2 15 0
GraphUpdateMultilndex() 1 2 1 1 1 | NOAPLICA
open() 3 6 1 1 1 1
ScoreCalculator 05 12 6 3 06 45 5 2 3 0 4 0 4 24 10
close() 1 3 1 0 1 1
flatMap( ) 8 32 3 2 7 0
open() 3 4 1 1 1 1
ScoreCalculator() 1 2 1 1 1 0
ScoreCalculatorMultilndex 0.5 12 6 3 05 90 18 2 2 0 4 0 4 27 9
close() 1 3 1 0 1 1
flatMap() 10 79 3 2 6 0
open() 2 3 1 1 1 1
Métricas mas utilizadas [29] Bueno/comin— I_I Normal/Casual— I_I Malo/poco comun— .I
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Continuacion, ... Tabla 16. Resultados a detalle de caso de estudio #4

METODO

No. Paquetes: 17
No. Clases: 52
No. Métodos: 203

PAQUETE
A, CA, CE, DN, | AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO
MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

LOC, NEST, NPAR, V(G) (4)

Lineas de cédigo totales: 2203

ScoreCalculatorMultilindex( )

ScoreCalculatorMultilndex2 0.5 16 6 3 08 93 5 2 4 0 5 0 4 36 17
close() 1 3 1 0 1 1
flatMap( ) 12 65 3 2 9 0
isMalformed( ) 4 5 2 2 5 0
open() 3 5 1 1 1 1
ScoreCalculatorMultiindex2( ) 1 2 1 1 1 0
ScoreCalculatorTSteps 0.5 13 6 3 06 45 6 2 4 0 4 o0 4 27 11
close() 1 3 1 0 1 1
flatMap() 9 26 4 2 8 0| NOAPLICA
open() 3 7 1 1 1 1
ScoreCalculatorTSteps() 1 3 1 2 1 0
ScoreCalculatorTStepsWithWeights 0.4 13 6 3 0.6 47 6 2 5 0 4 0 4 28 11
close() 1 3 1 0 1 1
flatMap() 9 26 4 2 8 0
open() 3 7 1 1 1 1
ScoreCalculatorTStepsWithWeights() 1 4 1 3 1 0
ScoreSplitter N/A 3 2 1 00 10 0 0 0 0 1 0 1 4 2
select() 3 9 2 1 2 0
producer 0 0 1 00 10 19 1.0 3
Métricas mas utilizadas [29] Bueno/comin— I_I Normal/Casual— I_I Malo/poco comiin— J
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Continuacion, ... Tabla 16. Resultados a detalle de caso de estudio #4

PAQUETE CLASE METODO

No. Paquetes: 17

No. Clases: 52 A, CA,CE,DN, I AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO

No. Métodos: 203 MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

LOC, NEST, NPAR, V(G) (4)

Lineas de cédigo totales: 2203

StringKafkaProducer

close() 1 2 1 0 1 0
send() 3 4 1 2 1 0
StringKafkaProducer( ) 1 11 1 1 1 0
sink 0 2 6 03 08 149 1.0 30
HiddenSink 0.5 9 5 3 06 25 5 2 4 0 4 0 4 25 5
close() 1 3 1 0 1 1
HiddenSink( ) 1 3 1 2 1 0
invoke( ) 5 10 2 1 2 1
open() 3 & . ! ! NO APLICA
LinkSink 0.5 5 2 3 06 21 3 2 5 0 4 0 4 22 4
close() 1 3 1 0 1 1
invoke( ) 2 3 1 1 1 1
LinkSink() 0 4 1 3 1 0
open() 3 4 1 1 1 1
MultilndexSink 0.5 10 5 3 06 26 4 2 3 0 4 o0 4 23 5
close() 1 3 1 0 1 1
invoke( ) 8 13 2 1 2 1
MultilndexSink( ) 1 3 1 2 1 0
open() 2 3 1 1 1 1
Métricas mas utilizadas [29] Bueno/comun— I_I Normal/Casual— I_I Malo/poco comiin— -
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Continuacion, ... Tabla 16. Resultados a detalle de caso de estudio #4

METODO

PAQUETE
A, CA, CE,DN, I AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO
MHEF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

No. Paquetes: 17
No. Clases: 52
No. Métodos: 203

LOC, NEST, NPAR, V(G) (4)

Lineas de cédigo totales: 2203

MultilndexSink2

close( ) 1 3 1 0 1 1
invoke( ) 11 17 3 1 3 1
MultilndexSink2() 1 2 1 1 1 0
open() 3 5 1 1 1 1
PotentialSink 0.5 9 5 3 06 25 5 2 4 0 4 0 4 25 5
close() 1 3 1 0 1 1
invoke() 5 10 2 1 2 1
open() 3 4 1 1 1 1
PotentialSink() 1 3 1 2 1 0 | NOAPLICA
ToStringSink 05 1 0o 3 05 19 0 2 2 0 4 0 4 14 5
close() 0 4 1 0 1 1
invoke() 0 4 1 1 1 1
open() 1 6 2 1 2 1
ToStringSink() 0 2 1 1 1 1
source 0 5 3 06 05 71 08 17
KafkaProperties N/A 0 0o 4 07 19 0o o o 0o 5 0 5 6 5
KafkaProperties() 0 2 1 0 1 0
KafkaProperties() 0 5 1 3 1 0
setBootstrapServers() 0 2 1 1 1 0
Meétricas mas utilizadas [29] Bueno/Comiin— I_I Normal/Casual— I_I Malo/Poco comin— _I
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Continuacion, ... Tabla 16. Resultados a detalle de caso de estudio #4

CLASE METODO

PAQUETE

No. Paquetes: 17
No. Clases: 52
No. Métodos: 203

A, CA, CE,DN, I AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO
MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

LOC, NEST, NPAR, V(G) (4)

Lineas de cddigo totales: 2203

setGroupld()

setZookeeperConnect() 0 2 1 1 1 0
LinkDeserializationSchema N/A 2 1 2 00 12 1 0 o o 1 0 1 8 2
deserialize( ) 2 10 2 1 2 1
LinkKafkaSource N/A 1 2 6 00 3 0o o o 0o 1 o0 1 1 1
LinkKafkaSource() 1 2 1 2 1 0
LinkSource 0.2 3 1 3 06 30 1 0 3 0o 3 0o 3 18 8
cancel() 1 10 3 0 3 1
LinkSource( ) 0 2 1 1 1 0
run() 3 13 3 1 4 1 NO APLICA
SourceType 0.0 0 N/A 2 00 7 N/A 0 1 0 1 2 1 1 1
SourceType( ) 0 2 1 1 1 0
tuple 0 23 4 09 0.1 145 0.7 33

Link N/A 1 1 3 15 28 0 0 0 0 4 0 5 12 9
Link( ) 0 1 1 0 1 0
Link( ) 1 2 1 4 1 0
Link( ) 1 2 1 3 1 0
valueOf() 1 11 1 1 4 1
toString( ) 1 6 2 0 2 0
LinkType 0.0 0 N/A 2 00 21 N/A 0O 1 0 1 16 1 1 1
Métricas mas utilizadas [29] Bueno/Comiin— I_, Normal/Casual— I_I Malo/Poco comin— J
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Continuacion, ... Tabla 16. Resultados a detalle de caso de estudio #4

CLASE METODO

PAQUETE

No. Paquetes: 17

No. Clases: 52 A, CA,CE,DN, I AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO

MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

LOC, NEST, NPAR, V(G) (4)

No. Métodos: 203

Lineas de cddigo totales: 2203

LinkType()

NodePair N/A 1 1 3 1.5 20 0 0 0 0 3 0 4 10 6
NodePair( ) 0 1 1 0 1 0
NodePair( ) 1 2 1 3 1 0
valueOf() 1 8 1 1 3 1
toString( ) 1 3 1 0 1 0
NodePairScore N/A 1 3 3 15 21 0 0 0 0 3 0 4 10 6
NodePairScore( ) 0 1 1 0 1 0
NodePairScore() 1 2 1 4 1 0
valueOf( ) 1 9 1 1 3 1 NO APLICA
toString( ) 0 3 1 0 1 0
NodePairScores N/A 1 2 3 1.3 25 0 0 0 0 5 0 6 12 9
addScore( ) 1 2 1 2 1 0
NodePairScores( ) 0 1 1 0 1 0
NodePairScores( ) 0 2 1 3 1 0
NodePairScores() 0 2 1 2 1 0
valueOf() 0 12 2 1 4 1
toString( ) 0 3 1 1 1 0
ScoreType 0.0 0 N/A 2 00 20 N/A O 1 0 1 15 1 1 1
ScoreType() 0 2 1 1 1 0
Métricas mas utilizadas [29] Bueno/Comiin— I_I Normal/Casual— I_I Malo/Poco comin— -
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Continuacion, ... Tabla 16. Resultados a detalle de caso de estudio #4

PAQUETE CLASE METODO

No. Paquetes: 17
No. Clases: 52

A, CA, CE,DN, I AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO
MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

LOC, NEST, NPAR, V(G) (4)

No. Métodos: 203

Lineas de cddigo totales: 2203

UpdateType

UpdateType() 0 2 1 1 1 0

tool 0 0 1 00 1.0 22 05 6
DatasetFormatter N/A 2 1 1 00 22 2 0 o 0 o0 o0 2 29 6

main() 1 13 2 1 3 1
writeDataset() 2 7 3 2 3 1

io 0 1 1 05 05 25 08 8

I0Manager N/A 1 0o 1 00 25 0o o o 0o 0 0 6 19 8
appendResource() 0 3 1 2 1 1
getInputStream() 0 7 2 1 3 1 NO APLICA
getOutputStream() 0 3 1 1 1 1
isWritableResource() 0 3 1 1 1 0
readResource() 1 5 2 1 1 1
writeResource() 1 3 2 2 1 1
runtime 0 0 2 00 1.0 31 08 8

DbRelease 0.5 1 0 1 00 7 0o o0 1 0 1 0 1 2 1

run() 1 3 1 0 1 0
RuntimeManager N/A 2 0 1 0.0 24 0 0 o 0 o0 0 4 21 7

getCores( ) 0 2 1 0 1 0
getlvmName( ) 0 1 1 0 1 0
Métricas mas utilizadas [29] Bueno/Comun— I_I Normal/Casual— I_I Malo/Poco comiun— J
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Continuacion, ... Tabla 16. Resultados a detalle de caso de estudio #4

CLASE METODO

PAQUETE

No. Paquetes: 17
No. Clases: 52

A, CA, CE,DN, I AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO
MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

LOC, NEST, NPAR, V(G) (4)

No. Métodos: 203

Lineas de cddigo totales: 2203

registerPeriodic()

registerShutdownHooks() 1 5 2 1 2 0
run() 2 6 1 1 1 1
ui 0 0 2 00 1.0 416 0.1 63
BaseOptions 0.0 2 0 2 1.0 280 0 0 0 0o 24 o0 1 35 26
BaseOptions( ) 1 47 1 0 1 0
optConfig( ) 2 9 1 0 1 0
optDataset( ) 2 9 1 0 1 0
optEwmaFactor( ) 2 9 1 0 1 0
optHelp() 2 7 1 0 1 0 NO APLICA
optHiddenLocality( ) 2 9 1 0 1 0
optHiddenMetric( ) 2 9 1 0 1 0
optHiddenThreshold( ) 2 9 1 0 1 0
optHiddenWeights( ) 2 9 1 0 1 0
optKafkaBootstrap( ) 2 9 1 0 1 0
optKafkaGroup( ) 2 9 1 0 1 0
optKafkaTopic( ) 2 9 1 0 1 0
optKafkaZookeper( ) 2 9 1 0 1 0
optNeo4jHostname( ) 2 9 1 0 1 0
optNeo4JPassword( ) 2 9 1 0 1 0
Meétricas mas utilizadas [29] Bueno/Comiin— I_, Normal/Casual— I_I Malo/Poco comin— -

75



Continuacion, ... Tabla 16. Resultados a detalle de caso de estudio #4

No. Paquetes: 17

No. Clases: 52

No. Métodos: 203

Lineas de cédigo totales: 2203

PAQUETE

A, CA, CE, DN, |
MHF (6)

optNeo4JUsername( )

optOutput( ) 2
optParallelism( ) 2
optPotentialLocality( ) 2
optPotentialMetric( ) 2
optPotentialThreshold( ) 2
optPotentialWeights( ) 2
optSource( ) 2
optVersion( ) 2
getlnstance() 0
CliService N/A 7
getCommandLine() 6
handleArguments() 2
loadConfiguration() 0
printHelp() 2
printSplash( ) 0
printVersion( ) 0

AHF, CBO, DAC, DIT, LCOM, LOC, MPC, NMO
NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)

0.0 136 6

104

9

5

4

0

0
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38

31

1

1

1

METODO

LOC, NEST, NPAR, V(G) (4)

37

NO APLICA

Meétricas més utilizadas [29] Bueno/Comiin—

[ ]

Normal/Casual—

Malo/Poco comin—
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5.5.1 Analisis resultados-Caso de estudio 4 Como se menciond anteriormente se revisaron 17 paquetes, y
Tabla 17. Resultados Caso de Estudio 4 segun lo evaluado se logrd identificar que no hay una estabilidad
CASO DE ESTUDIO #4: CRIMEGRAPH, Marciani et.al [121] Optima en este proyecto, debido a que el umbral “Malo” esta tan
Tipo  Métrica mmigmfs Observaciones presente como “Bueno” (ver llustracion 28), por lo que los
Umbra
N atributos rendimiento y mantenibilidad se ven afectados, mismos
A 0 0 |17 |0 Las métricas afectadas son: . . . .
CA B 12 10 o Abstraccion  (A), Distancia que tienen un impacto en la tolerancia a fallas por ser atributos
- CE 16 |1 |0 |0 Normalizada (DN), :
23 DN 7 o |13 |7 Inestabilidad (I) y Factor de relacionados.
% < 3 0o |17 |7 Ocultamiento de  Métodos
—
= [MHF |2 |3 |12]|0 |(MHF).
S La clasificacion N/A, se debe a
que el valor obtenido no METR|CAS-PAQU ETE-CA4
empata con ninguno de los
umbrales o rangos definidos.
AHF 0 0 |30 |22 | Las métricas afectadas son:
CBO 31 |8 13| 0 AHF, CBO, DAC, DIT, LCOM,
DAC |24 [7 |15]6 | MPC Bueno
DIT 28 2212 |o NA, NPM, NOPA, NOPM, 41%
LCOM |30 [15|3 |4 RFC, WMC
LOC 27 2510 |o Para la métrica DAC, Ila
. MPC 45 o |1 |6 clasificacion N/A corresponde
5 ;
& MO >2 10 10 10 ?’lotrlpc())trge C’cl:ritze Ea'\lreLlJ 'Tg. métrica <
gL | NA 43 |8 |1 |0 parte, para I N
O NOC 52 o 10 |0 AHF, la clasificacion N/A se
NOM 29 16 11710 debe a que dicha clase no
NOPA |26 12 12 |0 posee atributos publicos que
puedan ser contemplados para
NOPM 121 s Nisc O su evaluacion.
RFC 21 28 | 3 0 El resto de N/A se debe a que lustracion 28. Grafica de Resultados por Paquete del C4
WMC = C el valor no empata con ninguno ] . . L
de los umbrales especificados. A continuacion (Ilustracion 29) el resultado de la revision de 52
o Loc 16413316 |9 Las 4 metricas involucradas elementos tipo clase (distribucion por umbral)
[2) ili .
§8 NEST 1145155 |3 |0 presentan vulnerabilidades.
28 [NPAR [ 167 |35 0
=
V(G 175118 (10 | O
©) 77




METRICAS-CLASE-C4

Normal
20%

63%

lustracion 29. Gréafica de Resultados por Clase del C4

Como se puede observar en el grafico, el umbral “Bueno” es el
que predomina con una gran ventaja sobre el 12% “Malo”.
Ahora, si bien los resultados obtenidos indican que en su mayoria
las métricas evaluadas corresponden al umbral “Bueno” es
preciso destacar que basta con solo el porcentaje “Malo” para
afectar a los atributos: rendimiento, mantenibilidad y sub sub-
atributo testeabilidad y ser un futuro riesgo para la tolerancia a
fallas, por lo que si la meta es mejorar la calidad de software es

importante tomar medidas.

Bueno

Capitulo 5. Pruebas y resultados

Por otra parte, como en el resto de casos de estudio los elementos
tipo método, son quienes menos problemas presentaron en sus
valores de acuerdo con la evaluacion como se puede ver a

continuacion la Iustracion 30.

METRICAS-METODO-C4

Normal
17%

Bueno
80%

lustracion 30. Grafica de Resultados por Método del C4
A continuacidn, se presentan los resultados del proyecto, (ver
llustracion 31, llustracién 32, llustracién 33) agrupados por
atributo de calidad, donde fueron considerados la mantenibilidad

y el rendimiento.
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Es importante destacar que este proyecto, a diferencia del resto, es mucho méas extenso, y de
acuerdo a los resultados mantenibilidad (atributo padre de testeabilidad) esté en igualdad de
condiciones respecto al atributo de rendimiento con un 10% en umbral “Malo”, por lo que el
factor de porcentaje afectado en conjunto incrementa a 20%, lo que representa un riesgo

considerable.

RENDIMIENTO TESTEABILIDAD
BUENO BUENO
67% 69%
lustracién 31. Atributo Rendimiento lHustracién 32. Sub-atributo Testeabilidad

MANTENIBILIDAD

BUENO
69%

lHustracion 33. Atributo Mantenibilidad
De forma general, a continuacion (ver Tabla 18), se realiza una comparativa entre resultados

de 4 casos de estudio revisados, utilizando la distribucion de umbrales obtenidos en el calculo

de las métricas.

5.6 Comparacion de resultados entre casos de estudio
Para la comparativa, son contemplados 2 escenarios: 1) Resultados considerando las métricas
propuestas en el modelo (excepto las del atributo de disponibilidad- MTTR, MTTF, MTBF)
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y 2) Resultados desde la perspectiva de las métricas mas utilizadas por estudios presentes en

la literatura, Nufiez et.al [29].

Tabla 18. Distribucion de Umbral

C1-ADVERSE DRUG REACTIONS-24-METRICAS
Malo
9% \ /

Normal_——
4%

\_ Bueno
84%

C2-AMAZON CUSTOMER -24-METRICAS

Malo
6% _\ /
Normal __
22%

|
Bueno

68%

C3-TWITTER ANALYSER-24-METRICAS
Malo

5%\/—

Normal_\
24%

Bueno
71%

C4-CRIMEGRAPH-24-METRICAS

o

Malo

9%\

Normal
18%

70%

1-ADVERSE DRUG REACTIONS-10-METRICAS
Malo

Normal ___ 1%_
5%

LBueno
94%

C2-AMAZON CUSTOMER -10-METRICAS
Malo

Normal\ 2% _\ /

27%

Bueno
71%

C3-TWITTER ANALYSER-10-METRICAS
Malo

s% \

Normal
25%

Bueno
70%

C4-CRIMEGRAPH-10-METRICAS
Malo

7%\ /
' :

Normal _—
19%

74%
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De acuerdo a las graficas, en los 4 proyectos predomina el umbral “Bueno”, y considerando
las métricas que conforman la taxonomia de tolerancia a fallas (excepto las del atributo de
disponibilidad), seria el caso de estudio: Adverse Drug Reactions, Koziol [120] con 84% es
el que mayor porcentaje posee en dicha propiedad si solo se considera el umbral “Bueno”, y

se obtiene el mismo resultado, si solo se contemplan las 10 métricas mas comunes.

Sin embargo, el umbral “Normal” también es aceptable, de esta forma el porcentaje de

tolerancia a fallas utilizando las métricas de la taxonomia propuesta seria:

e Adverse Drug Reactions 88%

e Amazon Customer 96%,

e Twitter Analyser 95 %

e CRIMEGRAPH 88%.
Por lo tanto, el modelo propuesto puede ser implementado de cualquiera de las dos formas,
es decir, o bien considerando todas las métricas de la taxonomia o contemplando Unicamente
las 10 métricas més utilizadas en la literatura, Nufiez et.al [29]. Esto se debe a que en las
graficas anteriores se observa que no existe diferencia significativa entre los resultados y el
impacto que representa en el resto de métricas es bajo. Por lo que todo depende del nivel de
completes que se requiera en el analisis de tolerancia a fallas para un proyecto. Sin embargo,
es conveniente continuar con la realizacion de més estudios de casos con fines de evaluar el
comportamiento que presenten otros casos con el modelo de 10 o 28 métricas y considerar si

se conservan o no las métricas propuestas en la taxonomia.

Finalmente, la Tabla 19 presenta un vistazo general y refleja a que métricas se deberia prestar
atencion, asi como identificar qué tipo de elementos (paquetes, clases y métodos) resultan
mas afectados. Ademas, presenta en cuantos casos de estudio aparece la métrica con valores
clasificados como umbral “Malo”, esto con el objetivo de tener una referencia de la
probabilidad que existe encontrar en un futuro caso de estudio esa métrica, nuevamente con

valores negativos.
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Tabla 19. Resultados finales de los casos de estudio

Métrica | Casos de estudio Apariciones De manera genera| se puede concluir que

ci|c2 c3|c4| las métricas A, |, AHF, LCOM
— éA A A R g (sombreadas en rojo) estan presentes en
[2)
g |CE 0 los 4 casos de estudio con valores fuera
> | DN v v 2 -
g [ VENEEN 2 de los umbrales sefialados como
MHF v |V v 3 aceptables, afectando a paquetes y clases,
AHF vV v |V |V 4 q q .
CBO RV, 3 e modo que es importante prestar
DAC v 1 atentacion a la situacion.
DIT v 1
LCOM | v |v |V |V 4 El siguiente conjunto de métricas
LOC 0
% |[MPC % 1 (sombreadas en naranja) compuesto por:
()
9 ENMO 0 MHF, CBO Y V(G), aparece con valores
G | NA v v 2
NOC 0 “no aceptables” en 3 de los casos de
NOM v 1 wdi
NOPA Y 1 estudio.
NOPM v |V 2 . .
REC ; 1 En contraste a lo anterior, las métricas Ca,
WMC v 1 Ce, LOC, NMO y NOC (sombreadas en
__ | Loc v 1 d bl
2 NEsT 7 J > verde) no presentan problemas en
g NPAR % 1 ninguno de los casos de estudio.
= | V(G) v v v 3

Finalmente es importante aclarar que la
métrica cualitativa ME- Manejo de Excepciones (presente en la taxonomia), es implementada
en todos los casos de estudio revisados.

La siguiente seccion corresponde a las conclusiones para este trabajo, hallazgos de la

investigacion y algunos trabajos futuros.
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. Capitulo 6. Conclusiones y trabajos
futuros

Esta seccion presenta las conclusiones de la investigacion, hallazgos encontrados durante
el desarrollo del trabajo de investigacion y los beneficios que aporta el modelo de calidad
propuesto. Ademas, se proponen trabajos futuros para mejorar en el &mbito de tolerancia a
fallas especificamente en sistemas de Big Data.
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A lo largo de la investigacion se identificd que no existe en la literatura alguna forma
explicita para medir la tolerancia a fallas en los sistemas Big Data, una de las causas
probables de esto es que, es un problema extenso y compuesto de diversos factores, como
por ejemplo fallas no solo en el software, si no en la infraestructura del hardware y errores
provocados por humanos. Ademas, de acuerdo a lo encontrado en la literatura, hasta este
momento, se tienen identificadas las posibles fallas presentes en un sistema de tipo Big Data ,
Cao et.al [2], sin embargo, no se presenta la forma de abordar la correccion de estas fallas.
Por lo tanto, resulta complejo proponer una soluciéon que abarque todo lo necesario para

cubrir la extension de la tolerancia a fallas desde la prevencion hasta la correccion.

Como resultado de lo anterior, se procedio a investigar las formas de medir la tolerancia
a fallas de en sistemas de software convencionales para posteriormente aplicarlo a un
contexto de software Big Data. Con esta base, la investigacion se dirigio principalmente hacia
los se indago sobre que atributos estan relacionados a la tolerancia a fallas y durante la
revision se lograron identificar y recopilar a partir de diversos trabajos, los siguientes
atributos:

e Disponibilidad

e Rendimiento

e Mantenibilidad

e Testeabilidad (sub-atributo de Mantenibilidad)

También se identificO que no existe un consenso entre autores que puntualice
concretamente que atributos considerar. Las propuestas relacionadas al tema son escazas y
ademas si bien mencionan su relacion, no se especifica como medirlos o utilizarlos.

En el entorno de aplicacion real, es inevitable la presencia de diversos tipos de fallas, sin
importar el tipo de sistema. Especificamente en sistemas Big Data, las fallas pueden surgir
por 6 aspectos principales, Cao et.al [2]:

Falla de hardware

Defecto de codigo

Limitacion de disefo del sistema

Falla de operacion

84



Capitulo 6. Conclusiones y trabajo futuro

e Mala configuracion

o Falla del software de aplicacion
Si bien, se conocen las causas que provocan fallas en sistemas Big Data, resulta complejo
integrar una solucion que contemple todos los escenarios, debido a que su vez, estos son
originados/ocasionados por eventos lo que extiende el problema. Por lo tanto, este trabajo
aborda el atributo de tolerancia a fallas Unica y especificamente desde la perspectiva de
“defectos de codigo™.
Asi mismo, dado que actualmente la generacion de informacién se masifica y crece
rapidamente, provocara cada vez méas desarrollos Big Data por lo que seria conveniente
formular otras propuestas dirigidas al resto de tipos de fallas y contribuir a lograr sistemas

mas robustos.

Por otra parte, del catdlogo de métricas disponibles en la literatura para medir atributos de
calidad, es extenso, al menos 300 métricas, Nufiez et.al [29], sobre este volumen se
identificaron 34 con mayor ocurrencia de las cuales se excluyeron 8 donde:

e Para el caso: FANIN, FANOUT fueron descartadas debido a que de acuerdo a lo
encontrado en la literatura son consideradas meétricas equivalentes a Ca
(Acoplamiento Aferente), Ce (Acoplamiento Eferente).

e Por otro lado, LCOMZ2, LCOM3, LCOMM forman parte de las variantes existentes
para la métrica LCOM por lo tanto no fueron contempladas en el modelo propuesto.

e Respecto a la métrica Esfuerzo (E) es una métrica de proceso (se concluy6 que no se
puede medir a partir del cddigo fuente) y se relaciona con las horas hombre que se
emplean en el desarrollo de software, motivo por el cual fue excluida.

En conclusién, el modelo de calidad propuesto se conforma de 28 métricas cuantitativas.

Para realizar el proceso de medicion, se evalud el modelo propuesto en los casos de
estudio presentados, utilizando las herramientas: IDE Eclipse, Plugin CodeMR, Plugin
VizzMaintenance, etc., para mas detalles consultar el Anexo 2, pag. 144. Posteriormente, se
contrastaron los valores obtenidos por cada métrica con los umbrales encontrados en la
literatura y se clasificaron en: Bueno/comun, Normal/casual, Malo/poco comun, lo que

permite identificar en qué medida se realiza un proceso de construccion de sistemas de
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software de calidad. Ademas, respecto a los umbrales, es importante precisar que el problema
radica en el nimero de umbrales disponibles en la literatura, para una misma métrica, no
existe un consenso, por lo que se encontrar una forma correcta para describir, utilizar y
calcular la métrica se vuelve tedioso. Por otro lado, también se presenta el caso, en que
algunas métricas carecen de informacion que las describa.

Respecto a los complementos utilizados para calcular las métricas (plugin) detecto que son
sumamente escazos, especificas y en algunos casos desactualizadas. Ademas, durante su
implementacion se observé que los resultados de los plugin utilizados arrojaron mediciones
distintas entre ellos para una misma métrica, en varios casos, esto se debe a que cada
desarrollo de los plugin, utiliza distintos métodos de calculo de métricas y umbrales, por lo
que resulta importante estandarizar los umbrales de las métricas y evitar ambigiedades.
Ademas, en ciertos casos los plugin se reservan la informacién sobre como evaltan los
proyectos.

El modelo de calidad propuesto contribuye en los aspectos: aportar métricas de cédigo
fuente que se pueden considerar antes o después de la construccion del software
(programacion), y técnicas de tolerancia a fallas que son una extension para fortalecer la
evaluacion del software tolerante a fallas dado que es necesario implementar mecanismos
que permitan a un sistema Big Data afrontar las fallas que se presenten. En relacién con las
técnicas de tolerancia a fallas consideradas en el modelo de calidad propuesto, es necesario
precisar que son una recopilacion de las técnicas mas representativas y de uso comin como
medida de tolerancia a fallas.

Los 4 casos de estudio presentados en este documento, fueron evaluados desde la perspectiva:
métricas cuantitativas (métricas de codigo fuente) utilizando el cddigo estatico del proyecto
tomado de repositorios GitHub? y, por otro lado, las métricas cualitativas (técnicas de
tolerancia a fallas) se omitieron, debido a que no fue posible obtener documentacién del
proyecto que permitiera valorar si el ambiente Big Data utilizaba mecanismos de tolerancia
a fallas.

Finalmente, de acuerdo al analisis de resultados obtenidos, se identifico que el tamarfio del

proyecto es un factor importante, debido a que a mayor cantidad de elementos que conforman

2 https://www.github.com
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el sistema (paquetes, clases y métodos) mayor serd el nimero de métricas que nos indiquen
el estatus del proyecto en cuanto a tolerancia a fallas.
De acuerdo con los resultados obtenidos:

e A (Abstraccion), I (Inestabilidad), AHF (Factor de Ocultacion de Atributos), LCOM
(Falta de cohesion en los Métodos), en todos los casos evaluados, arrojaron resultados
que en conjuncion pudiese reflejar baja tolerancia a fallas. Sin embargo, se debe
continuar con el andlisis de dichas métricas, la relacion con tolerancia a fallas y su
comportamiento en otros casos de estudio con un analisis comparativo.

e Ca (Acoplamiento Aferente), Ce (Acoplamiento Eferente), LOC (Lineas de C6digo),
NMO (Ndmero de Métodos) y NOC (Numero de Hijos) obtuvieron mejores
resultados en todos los casos, esto podria significar que estas métricas son las mas

presentes a conciencia en la préctica de los desarrolladores del software.

En conclusidn, el objetivo general establecido para el proyecto, que consiste en definir un
“Modelo de calidad para medicion de la tolerancia a fallas en los sistemas de Big Data”, se
cumplio al establecer un conjunto de atributos de calidad, que utilizando métricas de cddigo
fuente para su evaluacion, permiten identificar el estado de tolerancia a fallas que posee el
software revisado. Sin embargo, al no encontrar en la literatura un trabajo similar, es decir,
que aborde especificamente la problematica planteada no hay posibilidad de comparar los
resultados obtenidos dado que este trabajo es precursor de la medicion de tolerancia a fallas

para codigo estatico en sistemas Big Data.

6.1 Aportaciones y beneficios

La realidad es que, no tener a disposicion informacién de cémo evitar o resolver cierto
problema, provoca que se contintden realizando malas practicas. En el desarrollo de sistemas
Big Data, la deficiencia en el proceso de disefio y construccion de software a futuro ocasiona
la presencia de fallas en él sistema, de modo que el desarrollo de un Modelo de calidad para
medicion de la tolerancia a fallas en sistemas de Big Data, representa una forma de evaluar
objetivamente los desarrollos de software Big Data, su implementacion permitira identificar
las carencias que posee el sistema, y conocer el nivel de tolerancia a fallas presente en el

software. Por otro lado, un aspecto importante es, que el trabajo propuesto puede auxiliar a
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nuevos desarrolladores de software que recién se incorporen a un proyecto, a conocer y poner
énfasis en los aspectos que influyen en la tolerancia a fallas, con el objetivo de generar

software de mejor calidad.

6.2 Publicaciones

Se realizd la publicacion de un articulo en el volumen 8 de la revista Jornada de Ciencia
y Tecnologia Aplicada. Este articulo, Métricas de tolerancia a fallas: una taxonomia para
sistemas Big Data (Guadarrama, Rojas, Lopez, Fragoso y Hernandez, 2022), describe varias
métricas oculares, su generacion y su aplicacion en un contexto de evaluacion de la

experiencia de usuario.

6.3 Trabajos futuros

Como trabajos futuros, se propone continuar con la evaluacion de mas casos de estudios
y determinar puntualmente el catdlogo de métricas enfocado a la medicion del atributo
tolerancia a fallas. Esto incluye la evaluacion de las técnicas de tolerancia a fallas, de tal
forma que puedan ser interpretadas como métricas cualitativas de aquellos sistemas que estan
disefiados con el proposito de ser tolerante a fallas. Ademas, un aspecto importante seria fijar
un porcentaje de impacto a los atributos relacionados a tolerancia a fallas, asi como a las
métricas que los conforman.

Por ltimo, es importante destacar que el escenario ideal seria probar el modelo de
calidad en un sistema Big Data en ejecucién para asi considerar la totalidad de atributos

relacionados, recordando que este trabajo excluye la disponibilidad en sus evaluaciones.
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. Anexos

Este capitulo corresponde a informacion complementaria y asociada a las caracteristicas
de una falla, la especificacion de las herramientas utilizadas para lograr el proceso de
medicién de las métricas para codigo fuente relacionadas a tolerancia a fallas y su descripcion
detallada. Ademas, se presentan los 4 casos de estudio que fueron evaluados con la propuesta

de solucidn resultante.



Anexo 1. Atributos de una falla y sus detalles

A continuacion, la representacion grafica de los atributos correspondientes a una falla (ver

[lustracion 34).

Caracteristicas de una falla

Detalles
Administrativos ™

Observado por
Abierto por
Personal
Asignado a
Cerrado por
De observacion

Fechas H De apertura

De cierre

- p—

Activo

Estado
Resuelto

Titulo

Descripcion

Originador

+ Localizacion ‘ 4 Disefio ‘
Fase en que
q Pruebas
ocurre la falla
+ Configuracion ‘ 4 Produccion ‘

Bloqueo

Critico
Severidad

|

K Menor
Detalles tecnicos|
=
Inconsecuente

Corregido

No encontrado
Disposicion

Referido

Duplicado

Transitoria

5
=
@
3
3
=
[0}
3
=

Duracioén e

Permanente

Automatico

Accion
Analisis del
resultado

Manual

llustracion 34. Atributos de una falla [122][60].
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La Tabla 20 presenta los valores que puede tomar cada uno de los atributos (administrativas y técnicas)y descripciones que conforman
una falla resultado del analisis de los trabajos de IEEE [122] y Lackovic et.al [60] con la finalidad de conocer y facilitar el control de las
fallas que se presentan en un sistema Big data y en caso de ser necesario aplicar las acciones para resolverlas. Tener informacion
relacionada a la forma de resolver cierto problema sirve como medio para identificar las deficiencias que comunmente presenta el
sistema, asi como ahorrar tiempo en la reparacion de dicha falla.

Nota: Lo resaltado en color gris corresponde a los detalles administrativos de una falla, el resto son detalles técnicos.
Tabla 20. Atributos de una falla, adaptado de [122][60].

Atributos de falla Valor/descripcion

1 1D Identificador Unico de la falla
2 Estado Activa: Se prevén acciones futuras Resuelta: No se prevén mas acciones
3 Detalles del personal Observado por Abierto por Asignada a Cerrado por
Nombre: Nombre: Nombre: Nombre:
4 Detalles de fechas Fecha de observacion Fecha de apertura Fecha de cierre
5 Titulo Breve descripcion de la falla para fines de informes resumidos.
6 Descripcion Descripcion completa del comportamiento anémalo y las condiciones bajo las cuales ocurrié, incluida la
secuencia de eventos y/o acciones del usuario que precedieron a la falla.
7 Originador Se refiere al componente dentro del sistema responsable de haber causado la falla.
8 Localizacion de la Se refiere a la parte del sistema donde se manifiesta una falla.
falla
9 Fase en que ocurre  Se refiere al ciclo de vida del flujo de trabajo (disefio, prueba o produccién) durante el cual se introdujo una
la falla falla en el sistema.
Disefio Pruebas Produccion
10 Configuracion Detalles de configuracion, incluidos los identificadores de version y producto relevantes
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11 Severidad

12 Anaélisis

13 Disposicion

14 Duracion

15 Accion

Continuacion, ... Tabla 20. Atributos de una falla, adaptado de [122][60].

Atributos de falla Valor/descripcion

Las Menor:
operaciones

esenciales se ven esenciales

interrumpen

Blogueo: Las | Critico: Las Importante:
pruebas se inhiben = operaciones operaciones

0 suspenden en esenciales se

espera de la interrumpen afectadas, pero
correccion 0 inevitablemente, la ' pueden continuar
identificacion  de seguridad se pone

una soluciébn en peligro y la

alternativa seguridad se ve

adecuada comprometida

Las Inconsecuente: Sin

no impacto significativo en
se las operaciones.

Resultados finales del andlisis causal sobre la conclusién de la investigacion de fallas.

No encontrado: No se
encontré ningdn
defecto. La falla no se
pudo reproducir o el
comportamiento
informado es realmente
el comportamiento
previsto.

Corregido: El defecto
fue corregido/eliminado.

Referido: El defecto
esta contenido en el
activo de otra
organizacion 'y  se
remitiod a esa

organizaciébn para su
correccion.

Duplicado: El informe de
defectos es un duplicado

La duracion se refiere a la frecuencia de una falla y esta relacionada con el tiempo de incidencia e incluye:

fallas transitorias, intermitentes y permanentes.

Transitoria

Intermitente

Permanente

Como consecuencia de una falla, se puede realizar una accién o un conjunto de acciones en el lado del cliente,

y se puede realizar de forma automatica o0 manual.

Automatico

Manual
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Anexo 2. Herramientas utilizadas
Los valores de las métricas propuestas en la taxonomia se obtuvieron realizando una
evaluacion del cddigo estatico de cada uno de los casos de estudio seleccionados
anteriormente. El proceso de revision del codigo se realizé en 3 etapas y se describen a
continuacion:
1. Como primera opcion, se afiadieron los complementos “plugin” para agregar
facilidades al IDE Eclipse, fueron utilizados para analizar los archivos que conforman
el proyecto y obtener un reporte, del cual solo se toman los valores correspondientes

a métricas consideradas en la taxonomia de tolerancia a fallas.

a. Plugin CodeMR Static Code Analyser [123], con esta herramienta se
calcularon las métricas: A, CA, CBO, CE, DIT, DN, I, LCOM, LOC, NEST,
NMO, NA, NOC, NOM/NM, NPAR, RFC, V(G), WMC.

b. Plugin VizzMaintenance 2.0 [124], se utilizé para detalles de las métricas:
DAC y MPC.

2. Manual, este proceso consistié en la revision los elementos del proyecto (paquetes,
clases y métodos) y de acuerdo a la descripcién de la métrica se realiza su calculo,
esta técnica se emple6 para las métricas: NOPA, NOPM, ME.

3. Finalmente, en vista del esfuerzo y tiempo que se requiere para realizar la medicion,
se definié una herramienta simple (desarrollada con el lenguaje Python) que se puede

utilizar para evaluar las métricas MHF, AHF.

Los resultados obtenidos de cada una de las etapas fueron capturados en la herramienta Excel.
A continuacion, en Tabla 21, se presentan las herramientas utilizadas, seguido del proceso de

instalacion.



Tabla 21. Herramientas utilizadas

Herramientas utilizadas

IDE (Eclipse) [125] Plugin (CodeMR) [123] Plugin (VizzMaintenance) [124]
= ecli
w CClIpse "
Editor de cédigo Lenguaje de programacién Hoja de calculo
(Visual Studio Code)[126] (Python) [127] (Excel) [128]

@ python X

Detalles de herramientas utilizadas
Se utilizé el IDE Eclipse, en su version 2018-09 (4.9.0)[125] — Ir a Eclipse IDE for Java EE Developers, se descarga, descomprime

JAR y ejecuta el archivo eclipse.exe (para su correcta instalacion se deben seguir las indicaciones). La llustracién 35, corresponde al IDE

funcionando correctamente
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https://www.eclipse.org/downloads/packages/release/2018-09/r/eclipse-ide-java-ee-developers

,_\\-.

) @ eclipseide

2018-09

lustracion 35. Eclipse version 2018-09

El plugin CodeMR Static Code Analyser, es una herramienta de analisis de cddigo estatico

y de calidad de software en varios idiomas (Java y C++), para extraer valores de diversas

métricas enfocadas a : Métricas de proyecto, Métricas de paquete, Métricas de clase, Métricas

de método, donde para este modelo, solo se toman algunas de las incluidas en la taxonomia
propuesta en la seccion: 4.2.4 : A, CA, CBO, CE, DIT, DN, I, LCOM, LOC, NMO, NA,

NOC, NOM/NM, NPAR, RFC,

V(G), WMC.

Para instalar esta herramienta, ir al meni Ayuda — seleccionamos la opcion Elipse

Marketplace, como se muestra a continuacion en la lustracion 36.

Help

I |j.£ J

3

#, 27«

B oss ¢

Welcome

Help Contents
Search

Show Contextual Help

Show Active Keybindings...
Tip of the Day
Tips and Tricks...

Report Bug or Enhancement...

Cheat Sheets...

Eclipse User Storage
Perform Setup Tasks...

Check for Updates
Install Mew Software...
Eclipse Marketplace...

About Eclipse IDE
Contribute

Ctrl+Shift+L

llustracion 36. Marketplace Eclipse
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En la ventana de Marketplace (llustracién 37) — Ir a la seccion buscar — ingresar CodeMR

o0 la url [123] que corresponde al plugin deseado — elegir la opcion install — Aceptar

términos e instalar.

E.] Eclipse Marketplace

Eclipse Marketplace

Select solutions to install. Press Install Mow to proceed with installation.
Press the "more info" link to learn more about a solution.

Search | Recent | Popular | Favorites | Installed | ;' Giving loT an Edge

CodeMR Static Code Analyser 2020.4.1

’ fou can measure your seftware metrics and high-level... more info
‘ by CodeMR Software Solution, Commercial - Free

Software Quality Static Code Analysis metrics java cpp

% 6 #% | Installs: 4.73K (46 last month)

lustracion 37. Plugin CodeMR

Find: | https://marketplack.eclipse.org/content/coder &, /7 | | All Markets ~ | | All Categories

CodeMR Summary CodeMR is a multi-language (Java and C++) software quality and static code analysis tool.

a X

Install

Para ejecutar el plugin y obtener resultados de las métricas: De los proyectos cargados en el

IDE eclipse, seleccionar el que desea evaluar— click derecho y navegar a la opcion CodeMR

Analysis— Extract Model. A continuacion (ver Ilustracion 38), seleccionar las siguientes

caracteristicas.

E.]

CodeMR Model Extractor

This wizard creates a CodeMR model.

ModelMame:

| Big-Data-Analytics-on-Amazon-Customer-Reviews-Using-Hadeop-and-MapReduce-master 2

Generate CodeMR graphs:

|:| Ignore files with path contains "*/src/test/'
[] Ignore files with name '*Test":

O Ignore files with name "Test™:

Show HTML report after extraction:

®

lustracion 38. Caracteristicas para generar reporte CodeMR

Al dar clic en finalizar se procesa la informacion, en la Ilustracion 39, se observan los

resultados obtenidos, correspondientes al proyecto evaluado.
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& cdip kspace - Big-D Iyti R Using-Hadoop-and- Mapl - master/codemi/Big-D: Iy Reviews-Using-Hadoop-and-Map -master 2/Big-Dat..  — X
File Edit Navigate Search Project Run CodeMR Window Help

o~ ®-Di0 % B G AR EE A Y F oD [QuickAccese] | g | 72 O
(&5 Project Explorer 3% = B  [eigD Iyti R Using-Hadoop-and-MapReduce-master 2mdl 53 =g
Bgle v OBz SE. 086
% Big-Data-Analytics-on-Amazer | type filter text
Element Quality Attributes LOC  Couplng  Complexity Size Lackof Cohesion CBO  RFC  SRFC  DIT NOC WM A
v a Big-Date-Analytics-on-Amazon-Customer-F
~ fi com.neu.bigdata.amazenanalysis e B H =« low low low low 22
@ Vearpartitioner A B H = low-medium low low-medium low 5 18 7 1 0 3
~ B com.neubigdata.amazontnalysisAversg@ [l 7 low low low low 17
© CountAverageTuple e H B = low low low low-medium 0 16 7 1 0 9
© ProductAverageRatingMain o H B = low low low low 5 12 17 1 0 2
@ ProductAverageRatingMapper o H H low low-medium  low low 4 13 12 2 0 3
@ ProducthverageRatingReducer ® H H =« low low-medium  low low 3 2 7 2 0 3
~ f# com.neubigdata.amazentnatysisBinkev @ [ T 2 low low low low 7]
@ BinningProductReviewRatingsMein 4 [ [l 2 low-medium  low low low S 20 19 1 0 4
@ BinningProductReviewRatingsMepper @ [l HH 7 low low-medium  low low B 13 10 0 10
~ f com.neubigdata.amazentnatysisinverte @ [ Bl @ & low low low low 10
@ InvertedindexMain | N low-medium low low low 7 21 20 1 0 3
@ InvertedindexMapper o H B low low-medium  low low 3 3 7 2 0 3
@ InvertedindexReducer Nl low low-medium  low low 2 3 7 2 0 4
~ B com.neubigdata.amazensnalysismahou@ [ B 10 low low low low 12
[T Sy S, A = mm e [ P 5 o o 2 n R
< >
< > Overview | Metric Distribution | Package Structure | Sunburst | Package Dependency | Treemap | Project Outline
[ Properties 33 ¢} CodeMR Relation Handle: # ¥ = 0O () CodeMRModel Ou... £I CodeMR Q CodeMR Quer = 8 |l CodeMR Metrics 3 sole =0

BR f@sEEBEG 7

type filter text
Properties are not available. P

Element Quality Attributes Loc #
v a Big-Data-Analytics-on-Amazon-Customer-F
v B3 com.neu.bigdata.amazenAnalysis ® H H
@ YearPartitioner A B HB «
v f# comneubiqdsts.amazonAnahysisaversa@ Nl Il 0 v
< >

lustracion 39. Resultados para métricas por CodeMR

Para el uso del plugin VizzMaintenance 2.0, que es un complemento de Eclipse compatible
con Eclipse 3.5 o superior para calcular 17 métricas de calidad de software discutidas en la
literatura es necesario descargarlo de: http://www.arisa.se/products.php?lang=en [124] y

registrarse (Ilustracion 40) para poder usarlo durante 90 dias.

Register Account

Username | |"

20 charactars maximum

Password | |"

20 charactars maximum

Confirm Password | |"

20 charactars maximum

Title

First Name

Family Name

Company

Street/Postbox

City
Country

E-mail

|
|
|
|
|
Zip Code |
|
|
|
|

Confirm E-mail

Newsletter ® ves O No

Fields marked with * are mandatory fields.

Register Account

lustracion 40. Registro
Una vez realizado el registro, se obtendran credenciales para acceder (ver Ilustracion 41) a la

plataforma por lo que es necesario autenticarse como se observa a continuacion.
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Username: |alvarezi}14 |Password: || Login |

lustracion 41. Ventana de autenticacion de la plataforma VizzMaintenance 2.0

Ahora, es posible utilizar el plugin en el IDE Eclipse, para ello es necesario copiar la licencia
(lustracion 42) proporcionada por la plataforma.

Home Services Tools Get Started! Research Publications About ARISA Contact
Download Manage Account Delete Account
Download

The following table contains an overview about all products you have obtained so far, together with the license keys and download links.

Product name Download link |License keys

WVizzMaintenance 2.0| Download now |239959-210090-620202-140221-84454? (84 days remaining)

lustracion 42. Licencia del plugin VizzMaintenance 2.0

Para hacer uso de la herramienta en Eclipse ver Ilustracién 43, Ir al menu Window— Show
View— Other y verificamos se encuentre VizzMaintenance:
8] Show View ] *

type filter text

v [= Metrics -
I'1 Dependency Graph View
TT Layered Package Graph View
= Layered Package Table View
= Metrics View
(= Mylyn
(= Comph
(= Plug-in Development
(= Remote Systems
(= Server
(= Team
= Terminal
v [= VizzAnalyzer
N VizzMaintenance
= XKML v

lustracion 43.Plugin VizzMaintenance

Al dar click en open, abrira el siguiente panel (ver llustracién 44), donde se debe ir al menu
y seleccionar Register Licence.

= m] X
M VizMaintenance i3 B/ v=0
Mothing has been analyzed so far. [ Run Analysis...
FullQualifiedMame  name Mai‘r’!tainahilit}t CBO CVCClasses DAC DIT ILCOM  LCOM LD LEN LOC LODClass MPC I
[& Copyte Clipboard
< i  Register License...

llustracion 44. Agregar Licencia

Finalmente, para obtener resultados se debe seleccionar el proyecto de interés (ver
[ustracion 45), dar click al simbolo y se generara un reporte.
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Projects

Select projects to extract data from.

@ VizzMaintenance (NOMN-COMMERCIAL)

MName

crimegraph-master
[ openfda-consumer

[ openfda-producer

[] Big-Data-Analytics-on-Amazon-Customer-Revie...
O TwitterAnalyser_StormBoi-master

Path

/Big-Data-Analytics-on-Amazon-Customer-Reviews..,

[TwitterAnalyser_StormBoi-master
Serimegraph-master
fopenfda-consumer

fopenfda-producer

Projects selected: 1

Select All Deselect All

Group name:

Projects represent a group

demod

Cancel

llustracion 45. Seleccion de proyecto

Progress Information

Parsing compilation units...

Processing projects task 1 of 4

[13/72] \crimegraph-mast...in\java\com\acmut\crimegraph’.core\ db\Necd/Manager.java

lustracion 46. Generacion de reporte

] x
M VizMaintenance 53 S F v= 0
Analyzed 64 classes of group demo2 [crimegraph-master] (sep. 28, 2022 12:46:56)

FullQualifiedName name Maintsinsbilty CBO CYCClasses DAC DIT ILCOM LCOM LD LEN LOC LODClass h*
com.acmuty. re.db.Neo4IM java.NeodIM Neo4Manager 04013 4 1 3 0 1 725 0.0000
com.acmutv.crimegraph.Crimegraph CrimegraphTo Crimegraph 03416 18 118 0 0 28 60 0.0000
com.zcmutv.crimegraph.CrimegraphTopelogy.java CrimegraphTopology CrimegraphTopology 02733 21 12 o 0 68 0.0000
com.acmuty. nfig.serial AppConfi Deserializer java.AppConfigurationDe... AppConfigurationDeserializer 02050 4 1 4 0 1 23 145 03333
com.acmutvc oresource, java HiddenMetrics java. pertic... KafkaProperties 01857 0 1 0 0 3 39

com.zcmuty, P javaHi javaSourceTyp LinkTyp... BaseCptions 01857 0 1 0 0 538

com.acmutv.c ore.operator. sjava java.ScoreCalcula... ScoreCale 01857 6 1 6 0 3170

com.zcmuty: corekeyer, erjava.NodePairScoreskeyer NodePairScoresKeyer 01366 1 1 10 1913

com.zcmuty. nfig. i s java.t java.SourceTypejavalin... AppConfigurationServiceTest 01365 7 1 70 7 133

com.acmutv.c i 1.AppC a.AppCc AppC 01366 3 1 3 0 % 2

com.zcmuty, java javaSourceTyp LinkTyp... CliService 01366 7 1 70 10 m

com.acmuty. nfig. javak java.SourceTypejavalin... TestAllConfig 01365 2 1 2 0 [N H

com.acmutvc config. AppManifest 01366 0 1 0 0 nooa3

com.zcmuty. i java Hid java pejavalinkTypej.. Misc 01365 3 1 3 0 4 4

com.acmutvc oresource, java HiddenMetricsjava.LinkKafkaSour... ~LinkKafkaSource 01366 2 1 2 0 50N

com.zcmuty. java LinkTypej.. TestAll 01366 3 1 3 0 7N

com.acmuty. java Hid java javaLinkTypej.. Common 01365 0 1 o 0 6 14

com.acmutvc ore.operator. sjava javaScoreSplitter... ScoreSplitter 01366 2 1 2 0 13

com.zemuty. tool.i i fics javat javaSourceTypejavalin.. 10Manager 01365 0 1 0 0 9 @

com.acmutv.c tool.runtime.Pot java java.SourceTypeja... Test 01366 1 1 10 182

com.zcmuty. re.db.DbC DbC ) DbConfiguration 01366 0 1 0 0 15029

com.zcmuty. tool.runtim javal java.SourceTypeja... TestAllToolRuntime 01365 1 1 10 1814
com.acmutv.crimegraph.core.db.Neo4)Queriesjava.Neod)Queries MeodJQueries 01366 0 1 0 0 12 243

com.zcmuty, i 1.AppC op ppC Y. AppC pp 01366 3 1 3 0 % 2l

com.acmuty. tool.i javat jevaSourceTypejavalin... [0ManagerTest 01365 1 1 10 13161

com.acmutv.c tool java 3y Lin... TestAllToollO 01366 1 1 10 B3

com.zcmuty. tool javat javaSourceTypejava LinkT... TestAllTool 01365 2 1 2 0 noo1

com.acmutv.c i 1.AppC va.AppC AppC 01366 3 1 3 0 % 6

com.zcmuty. retuple. jova p LinkTest 01366 H 1 2 o 8 2

com.acmuty. re.db java.Hid javaSourceTypejavali.. TestAlDb 01365 1 1 10 9 13

com.acmutv.c orePot java tics java.Sourc LinkT... TestAllCore 01366 2 1 2 0 no1s

com.zemuty. nfig. javal java.SourceTypejavalin.. AppConfigurationTest 01365 2 1 2 0 03 v
< >

Una vez

lHustracion 47. Reporte de métricas VizzMaintenance

realizados los calculos de las métricas, sus resultados fueron capturados en un

documento Excel (ver Ilustracion 48 ), donde para cada métrica se asigna un identificador, el
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valor obtenido, y ademaés esta es clasificada por tipo de elemento (paquete, método y clase)
y umbral obtenido (bueno/comdn, normal/casual y malo/poco comun), detalles que
permitirdn conocer si el resultado del calculo se encuentra dentro del rango permitido y

ademas identificarlo facilmente del resto de los elementos.

“Modelo de Calidad para la Medicion de Tolerancia a Fallas en Sistemas de Big Data”
CASO DE ESTUDIO #1: Modeling Adverse Drug Reactions Github

OBJETIVO: OpenFDA Big Data Pipeline permite la recopilacion, el procesamiento y la presentacion en tiempo real de datos sobre eventos adversos de medicamentos de la BD de openFD.

DETALLES METRICAS
No. Paquetes: 12 PAQUETE . CLASE |_| METODO
No. Clases: 28 A, CA,CE,DN,I AHF,CBO, DAC, DIT, LCOM, LOC, MPC, NMO LOC, NEST, NPAR, V(G) (4)
No. Metodos: 18 MHF (6) NA, NOC, NOM, NOPA, NOPM, RFC, WMC, ME (16)
Lineas de codigo totales: 305 RESULTADOS DE METRICAS EVALUADAS
CODIGO ESTATICO EJECUCION
. 3 Q o w g ’71 < = o w w ['4 =
1D ELEMENTOS REVISADOS: <[z]3 3 g = z § g g § é é S E E E
H
z
consumer 0 0 1 00 10 8 10 1
OpenfdaConsumerApplication N/A 1 0o 1 00 6 0 o 0o 0o 0o 0 1 2 1
3 main () 1 2 1 1 1 0
OpenfdaConsumerApplicationTests N/A 0 0o 1 00 2 0 o 0 0 0 0 4 0 0
config 0 0 1 00 10 33 10 2
KafkaConsumerConfig 05 8 101 10 33 0 o 4 0 0 0 2 0 2
7 consumerFactory () 4 3 1 0 1 0
8 drugAdverseEventKafkaListenerContainerFactory () 4 9 1 0 1 0
kafka 0 0 1 00 10 B NA 1
DrugAdverseEventKafkaConsumer 0.0 2 3 1 00 1 0 1 0 1 0 0 4 1 f
11 handleMessage () 2 1 1 3 1 0
mongo 07 1 3 04 08 24 10 2
DrugAdverseEventDocument 03 1 o 1 00 B o o 2 0 0 0 0 0 0
DrugAdverseEventMapper N/A 2 2 1 00 5 0 o 0O 0 2 0 0 2 2
15 map(Collection) 0 1 1 1 1 0
16 map(DrugAdverseEvent ) 2 1 1 1 1 0
DrugAdverseEventRepository N/A 0 1 1 00 1 0 o 0O 0 0 0 ©0 0 0
kafka 0 1 0 10 00 B N/A 0
DrugAdverseEvent 0.2 0 0 1 00 16 0 o n o0 0 0 O 0 0
Metricas mas utilizadas [1] Bueno/Comun— |_| Normal/Casual— |_| Malo/Poco comin— |_,

llustracion 48. Reporte de resultados (plantilla)
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Anexo 3. Casos de estudio — Descripcion

A continuacion, se describe el enfoque de cada uno de los proyectos utilizados como casos
de estudio.

BIG-DATA ANALYTICS ON AMAZON CUSTOMER REVIEWS

El analisis de Amazon es una parte muy importante cuando se trata de encontrar una forma
eficiente de obtener informacion sobre las opiniones de los clientes sobre diferentes
productos. Por lo tanto, este proyecto tiene como objetivo principal analizar grandes datos y
producir un resultado informativo sobre las opiniones de los clientes sobre el producto
Céamara presente en Amazon utilizando la arquitectura Hadoop, MapReduce y Apache-Pig.

A continuacion en llustracion 49, se observa la estructura del proyecto revisado, Gandhi [118].

[T Project Explorer x = "D
~ =% Analytics-on-Amazon-Customer-Reviews
w (=2 Big-Data-Analytics-on-Amazon-Customer-Reviews-Using-Hadoop-and-MapReduce-master
v [= out
w (= artifacts
= BinningProductReviewRatings
(= Invertedindex
(= MahoutRecommendation
= ProductAverageRating
= ProductCount
(= ReduceSidelnnerloin
= TopMProducts
(= YearPartitioner
v [= src
(= main
(= META-INF
w [= target
= classes
=| AmazonAnalysis.iml
[ pomsml
[E3 Project Report on Big-Data Analysis using Hadeop.pdf
[%] README.md

llustracion 49. Estructura de archivos del proyecto

TWITTER ANALYSER STORMBOI
Twitter es un servicio de redes sociales en linea que proporciona una plataforma para enviar
y recibir tweets de usuarios y el hashtag se utiliza para categorizar tweets por palabra clave

agregando # antes de la palabra clave relevante.
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Se implementd un algoritmo de conteo con pérdida para determinar los hashtags de mayor
tendencia utilizando la API de Twitter para obtener un flujo continuo de tweets. Este es un
proyecto (ver Ilustracién 50) que consiste en encontrar el hashtag mas utilizado por tema en

tiempo real.

¥ Project Explorer §3 E "='=|;| ~ = 0

v == TwitterAnalyser_StormBoi-master;
v (= TwitterAnalyser_StormBoi-master

= bin
W [= src
v [= main
v [ java
w [= storm
[d] DriverTopology.java
[d] FileWriterBolt.java
[d] LessyCountBoltjava
[d] LossyCountObjectjava
[d] TweetExtractionBolt.java
[d] TweetSpoutjava
w [= target
v = classes
(= main
= META-INF
v = maven-archiver
=| pom.properties
[= maven-status
= test-classes
| £ TwitterAnalysis-1.0-SNAPSHOT-jar-with-dependencies.jar
| £ TwitterAnalysis-1.0-SNAPSHOT jar
[ pomsxml
|w] README.md

lustracion 50. Estructura de archivos del proyecto.

MODELING ADVERSE DRUG REACTIONS

La identificacion oportuna y precisa de las reacciones adversas a los medicamentos (RAM)
después de la aprobacion del farmaco es un desafio de salud pablica grave y persistente [129].
La API de eventos adversos de medicamentos de openFDA devuelve datos que se recopilaron
del Sistema de informes de eventos adversos (FAERS) de la FDA, en el caso de los
medicamentos, esto incluye los efectos secundarios graves de los medicamentos, los errores
en el uso del producto, los problemas de calidad del producto y las fallas terapéuticas de los
medicamentos recetados o de venta libre y los medicamentos administrados a pacientes
hospitalarios o en centros de infusion para pacientes ambulatorios. Los informes de eventos
adversos son realizados directamente de profesionales de la salud (como médicos,
farmaceéuticos, enfermeras y otros) y consumidores (como pacientes, familiares, abogados y
otros) [130]. A continuacion, en la llustracién 51, se presenta la estructura del proyecto
revisado [120].
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l§5 Project Explorer =

ik
I
O

v openfda-consumer
w (™ src/main/java
## io.bigdata.openfda.consumer
i io.bigdata.openfda.consumer.config
## io.bigdata.openfda.consumer.kafka
1 io.bigdata.openfda.consumer.mongo
7 io.bigdata.openfda.producer.kafka
w [ src/main/resources
=| application.yml
[ sroftest/java
=\ JRE Systern Library [JavaSE-11]
=, Maven Dependencies
(= bin
i src
(= target
[] HELP.md
=| mvnw
[E] mvnw.cmd
| pom.xml
[% README.md
v openfda-producer
w (™ src/main/java
## io.bigdata.openfdaproducer
# io.bigdata.openfda.preducer.client
## io.bigdata.openfda.producer.config
# io.bigdata.openfda.producerjob
7 io.bigdata.openfda.producer.kafka
# io.bigdata.openfda.producerresponse
## io.bigdata.openfda.producer.service
w [® src/main/resources
=| application.yml
v B srcftest/java
1 io.bigdata.openfda

=\ Maven Dependencies
= sTC

(= target

[ HELP.md

=| mvnw

[Z] mvnw.cmd

| pem.xml

[%] README.md

llustracion 51.Estructura de archivos del proyecto

CRIMEGRAPH

Las redes criminales pueden generar rapidamente una cantidad masiva y compleja de datos,
algunos ejemplos bien conocidos del escenario criminal general monitoreado diariamente
son: relaciones entre presuntos terroristas, los registros de escuchas telefonicas, las
transacciones monetarias, el trafico de armas y drogas. Sin embargo, la red criminal es un
caso especial de red social. La capacidad de descubrir patrones de interés (vinculos ocultos
y potenciales) casi en tiempo real es de suma importancia para la deteccion y prediccion de
enlaces en unared criminal en evolucién. Se desarrollo una aplicacion procesamiento de flujo
de datos flexible, en el framework Apache Flink para explotar un enfogue de procesamiento
de flujo para extraer informacion de interés tan pronto como se generan los datos, en la era
de Big Data, estos conjuntos de datos brindan una valiosa oportunidad para la lucha contra
el crimen organizado basada en datos. A continuacion, (ver llustracion 52)se presenta la

estructura del proyecto.
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¥ Project Explorer % 2% Y 8 = 0O

vy crimegraph—maste_._'

w i crlmegraph-ma;ter_crimegraph-master (in crimegraph-master)
w [~ ansible
» [= groups_var
¥ (= roles
= playbockyml
w [ data
» [ common
v [= flink
» [= kafka
» [= neodj
[%] Dataset README.md
W [ src
¥ [= main
¥ (= test

= ansible.cfg

config.yaml
inventory.yam|
LICENSE
pom.xml
README.md
Vagrantfile

5
]
El

lustracion 52. Estructura de archivos del proyecto
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Anexo 4. Umbrales de métricas seleccionadas

A continuacion, se presenta una breve descripcion de cada una de las métricas utilizadas
para la medicion de los sub-atributos relacionados a tolerancia a fallas, asi como el umbral
permitido (valor), extraidos de diversos trabajos de investigacion. El valor que obtenga la
métrica aplicada, sera clasificado de acuerdo a los umbrales como: 1) bueno/comuin, 2)
normal/casual y 3) malo/poco comun, lo que permitird identificar qué aspectos cumplen
satisfactoriamente con el atributo de tolerancia a fallas, y las deficiencias que presenta el
sistema Big Data, para mas detalles consultar la Tabla 7 (pagina 33).

En el trabajo [131], se menciona que los umbrales propuestos en su investigacion no se
pueden generalizar a todos los proyectos, ya que diferentes estilos de programacion y
tamafnos de sistemas probablemente generaran diferentes distribuciones de métricas de
codigo fuente, por lo que algunos valores de umbral quedaran obsoletos para ciertos sistemas.
Por supuesto, los valores de umbral de algunos sistemas podrian reutilizarse para otros
sistemas, pero esto no se puede generalizar. Segun algunos estudios [2, 6], los umbrales de
las métricas deben calcularse para cada proyecto e incluso para cada version de un sistema
[131].

(A)-Abstraccion

La abstraccion, pertenece a las ocho métricas de Robert C. Martin [132] que calculan
diferentes caracteristicas de un paquete: acoplamiento eferente (Ce), acoplamiento aferente
(Ca), inestabilidad (1), nimero de clases abstractas (Na), nimero de clases (Nc), abstraccion
(A), la distancia de la secuencia principal (D) y el normalizado distancia de la secuencia
principal (Dn).

La abstraccion satisface el principio de disefio "Abierto/Cerrado™ en el que las clases son
flexibles para extenderse sin modificaciones [70]. El rango de A es [0,1], donde cero indica
gue el paquete no tiene partes abstractas [71] y por lo tanto 1 indica un paquete abstracto.

Las dos medidas de tamafio con las que se miden la abstraccion son N, y N,. La

abstraccién A del paquete es:

Donde: N, es el nimero de clases en el paquete y N, es el nimero de clases o interfaces abstractas en el

paquete.
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Para este trabajo se interpreta un valor de abstraccién de 0 como malo/poco comin y un valor de 1 como
bueno/coman.

(MHF)-Factor de ocultacion del método

MHF forma parte del conjunto de métricas propuestas para abordar la encapsulacion
(mecanismo estructural basico en el paradigma de la orientacion a objetos [74]), proceso de
ocultar todos los detalles de un objeto que no contribuye a sus caracteristicas esenciales [72],
MHF se puede aplicar a un conjunto de clases (Class Cluster) existente o cualquier
combinacién de ellos [133].

Se ha demostrado empiricamente que cuando se incrementa MHF, la densidad de
defectos y el esfuerzo necesario para corregirlos deberia disminuir [74]. De acuerdo al trabajo
[133] su valor va de 0 a 1, un valor de MHF alto indica que todos los métodos son privados,
revelando poca funcionalidad y haciendo imposible reutilizar dichos métodos . Por el
contrario, MHF con un valor bajo indica que todos los métodos son publicos, lo que significa
que la mayoria de los métodos no estan protegidos [72]. Por lo tanto, debido a lo mencionado
anteriormente, una clase que posee todos sus métodos publicos y/o privados es indeseable,
por lo que para este trabajo, los valores considerados se presentan en tres rangos:
Bueno/Comun (MHF = 0.8 [76]), Regular/Casual (0.6< MHF <0.79) y Malo/Poco comtin
(0< MHF <0.59, 0.79 < MHF <1). El Factor de ocultacion del método se calcula [77]:

ST 2D -y ()
Ti5 Na(Ep)

Donde: TC = Numero total de clases, N;(E;) = Numero de métodos definidos en E;, V(N,,;) = Valor de

MHF =

visibilidad del método para todos los E;, un valor de método privado = 1, publico = 0, protegido = Tamafio del

arbol de herencia / NUmero de clases.

(AHF)-Factor de ocultacion de atributos

AHF es la medida de invisibilidades de los atributos en una clase, idealmente esta
métrica debe de ser siempre 100% implementada, intentando ocultar todos los atributos para
que solo sean accedidos mediante los métodos de clase correspondientes [72]. Los valores
muy bajos de AHF deberian llamar la atencidon de los disefiadores (no se debe emplear

atributos publicos, ya que se considera que violan los principios de encapsulacion al exponer
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la implementacion de las clases [74] y teniendo atributos desprotegidos [72]). En general, a
medida que aumenta la AHF, disminuye la complejidad del programa [134].
Para mejorar el rendimiento, en ocasiones se evita el uso de métodos que acceden o modifican
atributos (métodos get/set) accediendo a ellos directamente. Esta practica debe extremarse la
prudencia y evaluar si realmente los pros son mayores que los contras [74].

El valor de AHF va de 0 a 1 de acuerdo al trabajo [75], por lo que los valores
considerados, se presentan en tres rangos: Bueno/Comun (AHF=1), Regular/Casual (0.79<
MHF <0.99 [76]) y Malo/Poco comun (<0 MHF <0.79[76]). El Factor de ocultacion de

atributos se calcula [77]:

STG[EE v am)]
T15 Aa(ED

Donde: TC = Numero total de clases, A4(E;) = Numero de atributos definidos en E;, V(4,,;) = Un valor de

AHF =

atributo privado = 1, publico = 0, protegido = Tamafio del &rbol de herencia / Numero de clases.

(CBO)- Acoplamiento entre clases de objetos

Esta métrica revela la dependencia de una clase sobre otras clases en el disefio, mediante
el mecanismo de transmision de mensajes o la herencia y se estima sumando el nimero de
clases distintas no relacionadas con la herencia junto con otras clases [67].
Un objeto de una clase esta acoplado a otro, si los métodos de una clase usan métodos o
atributos de la otra [79], un CBO alto es indeseable debido a que el acoplamiento excesivo
entre clases de objetos es perjudicial para el disefio modular y evita la reutilizacién, cuanto
mas independiente sea una clase, mas facil sera reutilizarla en otra aplicacion. Para promover
la encapsulacion y mejorar la modularidad las parejas de clases entre objetos deben
mantenerse al minimo, cuanto mayor sea el nimero de parejas, mayor sera la sensibilidad a
los cambios en otras partes del disefio, y por lo tanto el mantenimiento es mas dificil [80]. Se
ha encontrado que un alto acoplamiento indica propension a fallas, por lo que se requiere de
pruebas rigurosas [81]. Un CBO>14 se considera alto, el valor deseable para la métrica CBO
en el trabajo [87] vade O a 8.
Definicion (Medida CBO) [79]:

CBO(c) = |{deC —{c}|usa (c,d) Vusa (d,c)} @
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Donde: La clase ¢ estd acoplada a la clase d si usa d o esta siendo usada por d. La definicion de usos de
predicados (c, d) exige que tanto el método de uso de la clase d como el método o atributo usado de la clase d

se implementen en sus clases [79].

A continuacion, un ejemplo grafico de la métrica CBO (llustracion 53).

CBO(C1)=2

CBO(C3)=3

CBO (C2)=2

CBO(c4)=1

llustracion 53. Representacion gréafica de CBO

Para este trabajo se interpreta un valor de abstraccién de 0 como malo/poco comdn y un valor
de 1 como bueno/comun.
Para este modelo un valor en CBO<3 se considera bueno/comin y CBO>9 normal/casual,

como se propone en el trabajo [82].

(Ca)-Acoplamiento aferente

CA mide el numero de clases en otros paquetes que dependen de las clases dentro del paquete
especifico. Cuanto mayor sea el valor de CA, mayor sera la responsabilidad de ese paquete
y mayor su relevancia dentro del software. Un paquete con muchas dependencias externas se
convierte en un artefacto de riesgo, sabiendo que un cambio en él puede impactar directa e
indirectamente en muchas clases.

Partiendo de la definicion de CA, una clase aferente es aquella clase que pertenece a un

paquete especifico y es utilizada en otros paquetes del sistema:

clase aferente = {x| x € P A x € 0}(5)
Donde: x = es una clase, P = conjunto de clases del paquete especifico y O = conjunto de clases en otros
paquetes.

De esta manera se puede calcular el CA utilizando la formula:
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CA=YE ¥ GO

j=1
Donde: CA = Acoplamiento aferente de un paquete, C = Clases del paquete principal, OP = Total de otros

paquetes, TC; = NUmero total de clases en el paquete i y Cj = Clase del paquete externo.

En este sentido, los umbrales identificados son Utiles para definir cuando el CA tiene un valor
alto, basado en los estandares de calidad del software que ha sido desarrollados. Saber cual
es un valor alto de CA puede ayudar a identificar la necesidad de redistribucién de
responsabilidades de un paquete demasiado influyente en un conjunto de paquetes mas
cohesivos. Los valores para CA, se presentan en tres rangos: Bueno/Comun (CA< 7),
Regular/Casual (CA < 39) y Malo/Poco comtn (CA> 39) [78]. En la siguiente Ilustracion 54,
hay una sola clase: Clase A, que depende de clase B, por lo tanto, el acoplamiento aferente

que corresponde es 1.

lustracion 54.Ejemplo de Acoplamiento Aferente y Eferente

(Ce)-Acoplamiento eferente

CE es el nimero de clases internas en un paquete que dependen de las clases externas de este
paquete. Un valor alto de CE significa que el paquete depende en gran medida de otras clases
de otros paquetes, lo que lo convierte en un artefacto mas inestable, dado el alto grado de
clases dependientes. Mantener un bajo grado de CE significa conseguir un paquete con mayor
independencia.

Partiendo de la definicion de CE, una clase eferente es aquella clase que pertenece a un

paquete especifico y utiliza otros paquetes del sistema:
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clase eferente = {x| x EP A O € x}@®)

Donde: x = Es una clase, P = El conjunto de clases del paquete especifico y O = El conjunto de clases en otros
paquetes.

De esta manera para calcular el Ce de un paquete, se cuenta el numero de clases que dependen

de otros paquetes dentro del paquete analizado utilizando la formula:

CE =Y28 375 C(C)©

j=1
Donde: CE = Acoplamiento eferente de un paquete, C = Clases del paquete principal, OP = Total de otros

paquetes, TCi = NUmero total de clases en el paquete i, C; = Clase del paquete externo.

Los umbrales identificados muestran que la mayoria de los paquetes de software OO se han
desarrollado con hasta 6 clases dependientes, ocasionalmente tienen de 7 a 16 clases
dependientes y rara vez mas de 16. Los valores para CE, se presentan en tres rangos:
Bueno/Comun (CE< 6), Regular/Casual (CE < 16) y Malo/Poco comtin (CE> 16) [78]. En la
anterior llustracion 54, el acoplamiento aferente que corresponde a la clase B, es 3, debido a

que Clase A depende de otras clases (C, D, F).

(DAC)-Acoplamiento de abstraccion de datos

Esta es una de las métricas consideradas como importantes para la evaluacion de los atributos
de calidad del software testeabilidad (capacidad de prueba) y la deteccion de fallas [83]. La
abstraccion de datos es una técnica de creacién de nuevos tipos de datos adecuados para la
programacion de una aplicacion, brinda la capacidad de crear tipos de datos definidos por el
usuario llamados tipos de datos abstractos (ADT) [84], un ADT se define en una clase c, si
es el tipo de un atributo de clase ¢, DAC es el nimero de atributos no heredados que tienen
una clase como tipo (ADT) [79].

Se define como numero de ADT definidos en una clase, y la medida DAC se representa[79]:

DAC(c) = |{a]la € A;(c) AT(a) € C}| (9
Donde: a € A,(c), se refiere a los atributos abstractos de una clase cy T (a) € C, se refiere a los atributos que

tiene una clase como tipo.

Los limites malos sefialados en el trabajo [83] son : 3-4 poco mal , 5-6 mal, 6 muy mal. De

acuerdo a lo encontrado, a continuacion, se concluyen los umbrales definidos para este
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modelo son: Bueno/Comun (DAC < 2), Regular/Casual (3 < DAC < 4) y Malo/Poco comun
(DAC>4).
En la Ilustracion 55, hay dos ADT en la clase Libro, pub y Mercado. Para la clase Libro, DAC
es 2 [84].

Libro
T Paginas Publicacion
Publicarventas Publicacion pub titulo
4’ Ventas Mercado 0— precio
Obt?‘f;g?(tf sO eliminar() obtenerDatos()
obtenerDatos() mostrar()
mostar()

llustracion 55. Diagrama de clases, sistema de ventas (métrica DAC)

(DIT)- Profundidad del arbol de herencia
Esta métrica muestra el nivel de herencia en el disefio de la clase y denota la longitud de la
ruta mas larga desde una clase determinada hasta la clase raiz en la jerarquia de herencia. Sin
embargo, la herencia fomenta la reutilizacion de una clase, pero hace que el mantenimiento
y la depuracion sean mas complejos [67].
Se ha encontrado que un DIT alto aumenta las falla, no obstante, no necesariamente las clases
mas profundas en la jerarquia de clases son las que tienen mas fallas si no que, se presentan
en aquellas clases que estan en el medio del arbol [85] ya que las clases raiz y mas profunda
se consultan con frecuencia y, existe una familiaridad, por lo que tienen una baja propension
a fallas en comparacidn de las clases intermedias.
Un sistema orientado a objetos consta de un conjunto de clases, C. Donde, para cada clase ¢
€ C, tenemos Ancestros (¢) < C el conjunto de clases de las que c hereda directa o
indirectamente. La siguiente definicion formal de profundidad del arbol de herencia [86]:
DIT(c) = | Ancestros (c)| (9)

Sea: Ancestros (c), C sea el conjunto de clases de antepasados de la clase ¢ [79].

En el trabajo [82] proponen un valor de 1 a 6, lo que coincide con el valor del umbral presente
en [87], en [78] se considera que un DIT>4 es alto. En [88] segun un estudio de 30 proyectos

de C++, relacionan el aumento en DIT con acrecentar la densidad de errores y disminuye la
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calidad. Para este trabajo, se considera lo propuesto en [78]: Bueno/Comun (DIT < 2),
Regular/Casual (2 < DIT <4) y Malo/Poco comun (DIT > 4).

(DN/D)- Distancia Normalizada desde la Secuencia Principal
Esta métrica se aplica a los paquetes, la razon principal es que la abstraccion y la estabilidad
de los paquetes estan estrechamente relacionadas, es decir, cuanto mas abstracto es un
paquete, mas estable debe ser, ya que debe tener muchos clientes que dependen de sus
abstracciones. EIl caso ideal, todos los paguetes se encuentran en los puntos:

e Paquetes en el punto (0,1), maximamente estables (1=0) y maximamente abstractos

(A=0).
e Paquetes en el punto (1,0), es decir, completamente inestables (I=1) y concretos (A =
0).

Sin embargo, en el mundo real existen diferentes grados de abstraccion y estabilidad, por lo
que no todos los paquetes residiran en los puntos mencionados, pero deben ubicarse en la
secuencia principal (linea que conecta (1,0) con (0,1) ver Ilustracion 56) debido a que es la
posicién ideal para los paquetes y se encuentran con las porciones correctas de abstraccion y
estabilidad [70], [71].
Ejemplos:
En un paquete con abstraccion A = 0, | = 0 resulta Dn = -1, por lo tanto, el paquete es
méaximamente estable y concreto. Tal paquete no es deseable, ya que es rigido, no puede
extenderse porque no es abstracto. Ademas, es dificil de cambiar porque es estable (por lo
tanto, tiene clientes que dependen de él).
Un paquete con A =1, | = 1, resulta Dn = 1, siendo maximamente estable y concreto. Tal

paquete no es deseable: es rigido porque las abstracciones son imposibles de extender [89].
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lHustracion 56. Grafica de Inestabilidad-Abstraccion [71]

La métrica Dn mide el cuadrado de la distancia del paquete desde la Secuencia Principal [89].
Dn=|A+1-1 (11)

Donde : A = Abstraccion e I = Inestabilidad, lo ideal es Dn = 0.

Existen tres probables resultados (ver Tabla 22) -1, 0, 1:

Tabla 22. Valores para la métrica Distancia Normalizada

Sin embargo, para este trabajo y con el proposito de reducir la escala de resultados se
propone trabajar con la siguiente formula que tiene dos probables resultados 0 0 1 (ver

Tabla 23), donde 0 es mejor valor.

Dn=||A+1]||-1 (12)

Tabla 23. Valores absolutos para la métrica Distancia Normalizada
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(1) Inestabilidad

La métrica de inestabilidad se utiliza para medir la susceptibilidad relativa de la clase a los
cambios. Se define como la relacion de dependencias salientes a todas las dependencias del
paquete [123], métrica comprendida entre [0,1], siendo O la méaxima estabilidad y 1 maxima
inestabilidad. Robert C. Martin propuso el Principio de Dependencias Estables, que establece
que las dependencias entre paquetes en un disefio deben estar en la direccion de la estabilidad
de los paquetes. En otras palabras, un paquete debe depender solo de paquetes que sean mas
estables de lo que es [89]. La inestabilidad del paquete se calcula:

Ce

I= Cet+Cq (13)

Donde: Acoplamiento eferente C. es el nimero de paquetes de los que dependen las clases en P, y acoplamiento

aferente C,, son el nimero de paquetes que tienen clases que dependen de P.

A continuacién (ver llustracion 57), un ejemplo de la inestabilidad presente en los paquetes
A B,yC.

INESTABLE ESTABLE
A | A |
1=2(240)=1  |--eeemomeeeeeee »|  1=0(0+2)=0
N I—lc o
I=1(1+1)=0.5

llustracion 57. -Representacion de la métrica inestabilidad, de la referencia [135].

Para este trabajo se interpreta un valor de inestabilidad de 0 como bueno y un valor de 1

como malo.

(LCOM)- Falta de cohesion en los métodos

La métrica LCOM mide la falta de cohesion de una clase, que se refiere al grado de relacion
de los métodos locales con las variables de instancia locales de la clase [91]. Un valor alto
de LCOM generalmente sefiala una clase poco cohesiva [87], indica que una clase debe ser

considerada, debido a que el disefio de la clase no es ideal y es posible que deba refactorizarse
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en dos o0 mas clases [82]. El principio de responsabilidad Unica establece que una clase no
debe tener més de una razon para cambiar [87].

Los mddulos altamente cohesivos son mas faciles de desarrollar, mantener y reutilizar. Si los
métodos y las variables de una clase no se relacionan entre si (es decir, tienen un bajo grado
de cohesion), ademas, la baja cohesion a nivel de clase también puede indicar que se
encapsula demasiada funcionalidad en una sola clase, lo que resulta en una clase
innecesariamente compleja. Del mismo modo, la alta cohesion promueve la encapsulacion
de clases. En el trabajo [82], indican la posibilidad para considerar que una clase con un valor
LCOM pequefio es menos propensa a errores, mientras que una clase con un valor LCOM
grande es mas propensa a errores. LCOM toma sus valores en el rango de 0 a 1 y su célculo
es el siguiente:

LCOM =1—-YMF|(M*F) (@4

Donde:

* M es el nimero de métodos en la clase (se cuentan tanto los métodos estaticos como los de instancia, incluye

también constructores, getters/setters de propiedades, métodos de agregar/quitar eventos).
« F es el nimero de campos de instancia en la clase.

» MF es el nmero de métodos de la clase que acceden a un campo de instancia en particular.

* Sum (MF) es la suma de MF sobre todos los campos de instancia de la clase.

Para este trabajo el umbral para esta métrica seria de LCOM 0,167 a 0,7251 como se define
en [78].

(LOC)-Lineas de codigo

La métrica se utiliza para contar las lineas del codigo fuente independientemente de si
contienen lineas cadigo, comentarios o lineas en blanco. LOC es una métrica de software
tipica que se utiliza para medir el tamafio del programa. Muchos hallazgos de investigacion
demuestran que los valores LOC mas grandes toman mas tiempo para desarrollar y mantener
un programa [92]. En [89] se menciona que un numero de 1000 suele ser el méximo en una
clase o archivo, en [93] recomiendan para LOC, la longitud del archivo debe ser de 4 a 400
lineas de programas, una funcion debe ser de 4 a 40 lineas y que al menos el 30 por ciento y
como maximo el 75 por ciento de un archivo deben ser comentarios, el umbral de métrica

LOC [94] 24 como valor minimo y 500 [28], [94] como valor maximo. Por otra parte en [78]
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sugieren un umbral para lineas de codigo por método MLOC va de 10 a 30. Un método que
incluye muchas lineas de codigo es una sefial de olor a codigo de método largo. Los métodos
mas largos son dificiles de leer. Cuando se necesita un cambio en un método, un desarrollador
debe comprender cada linea de codigo. A medida que el método se hace mas largo, se vuelve
més complicado. Eso haria que el método fuera dificil de mantener [110]. Para este trabajo,
se considera: Bueno/Comun (LOC< 24), Regular/Casual (24 < LOC < 400) y Malo/Poco
comun (LOC > 400) como valores para evaluar las clases y Bueno/Comun (LOC< 10),
Regular/Casual (24 < LOC < 40) y Malo/Poco comun (LOC > 40) para las lineas de c0digo
presentes en un método. Dada su definicion LOC, es calculado como:

LOC = ) lineasContables(15)

Donde: LineasContables = lineas de cddigo (exceptuando comentarios y saltos de linea).

(MPC)-Acoplamiento de paso de mensajes
Se utiliza para medir la complejidad del paso de mensajes entre clases , el nimero de
mensajes enviados desde una clase puede indicar cuan dependiente es la implementacion de
los métodos locales, de los métodos de otras clases [91].
La métrica MPC solo cuenta las invocaciones de métodos de otras clases, y no las
invocaciones de métodos propios de la clase. Ademas, solo se cuentan las declaraciones de
envio en "métodos locales™ [79].
Se define como:

MPC(c) = Ymem; () Zm'e sim (m)—myc) NSI (m, m")(16)

Donde: SIM (m), es el conjunto de métodos invocados estaticamente de m, NSI (m,m'), corresponde al

namero de invocaciones estaticas de m’ por m'y M, (c), el conjunto de métodos implementados en c.

Por ejemplo, si dos metodos diferentes en la clase A acceden al mismo método en la clase B,
entonces MPC = 2. En la llustracion 58, el valor de MPC para la clase Libro es 4, ya que los
métodos de la clase Libro llaman a Ventas::obtenerDatos(), Ventas::mostrar(),

Publicacion::obtenerDatos(), Publicacion::mostrar() [95].
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Libro
Publicacion

Ventas Paginas
Publicarventas Publicacion pub t|tu|p
4’ Ventas Mercado .7 precio

obt:enn:srg E:H) s0 eliminar() obtenerDatos()
obtenerDatos() mostrar()
mostar()

llustracion 58. Diagrama de clases, sistema de ventas (métrica MPC)

Los umbrales para la métrica MPC, como valor minimo 0, y como valor maximo 17, Cuanto
mayor sea el MPC, mayor sera la clase dependiente de otras clases, por lo tanto, menor sera
la reutilizacion , un MPC bajo indican que se requiere menos esfuerzo para personalizar y
reutilizar el componentes, [96].

MPC evidencia: 1) la dificultad de aplicar cambios en un modulo dado debido a la cantidad
de dependencias, y 2) la posibilidad de que una clase cambie debido a efectos domind, en el

sentido de que es un intermediario (proxy) de la fuerza de la dependencia [136].

(NMO/NORM)-NUmero de métodos anulados

Cuando las clases se derivan de sus superclases, algunos de los métodos derivados pueden
redefinirse. Los métodos pueden anularse por extension, restriccion, optimizacion o
conveniencia. ElI nimero de dichos métodos anulados (NMO) para la clase es una indicacién
de los cambios en la semantica de los métodos derivados. EI numero también indica el grado
en que se han especializado los métodos heredados de la clase. Cada vez que la subclase
redefine un método, el codigo escrito para ese método en la superclase se “desecha”. Una
superclase bien disefiada que sea genérica tendria menos métodos modificados por las clases
derivadas [97]. Los valores para NMO considerados para este trabajo, se presentan en tres
rangos: Bueno/Comun (NMO< 2), Regular/Casual (NMO < 4) y Malo/Poco comun (NMO>
4) [78]. Dada la definicion, NMO se calcula:

* , metodosAnulados;(17)

Donde: metodosAnulados, son métodos derivados que pueden anularse por extension, restriccion, optimizacion

0 conveniencia.
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(NEST/ NBD)- Nivel de Anidamiento

Es el nivel maximo de anidamiento de bloques/estructuras de control que estan presentes en
un método (o funcidn) [98], ayuda a identificar que si un método o clase cumple méas de un
propésito, seguird agregando LOC a la clase/método version tras version, lo que finalmente
lo hard inmanejable después de un tiempo [137]. Bajar el NBD, es una clase mas manejable.
La profundidad del bloque anidado aumenta la complejidad del codigo y, por lo tanto,
aumenta la capacidad de mantenimiento del codigo. Simplificar bloques anidados y
reemplazarlos con clases heredadas ayuda a mantener la simplificacion.

El cddigo con un nivel de anidamiento profundo suele ser complejo y dificil de mantener. En
general, los bloques con declaraciones if, else, else if, do, while, for, switch, catch, etc. son
parte de bucles anidados [98].

En [99], se refiere que el nesting depth sea de 0 a 4, mas de eso lo hara demasiado complejo
y dificil de leer y se recomienda dividir el método en partes, en [78] de los umbrales
identificados para distintas métricas, presentan para NEST los siguientes rangos :
Bueno/Comtn (NEST< 1), Regular/Casual (NEST < 3) y Malo/Poco comtn (NEST > 3),

mismos que seran considerados en el modelo propuesto.

(NOA/NA/NOF)- Numero de Atributos
Cuenta el nimero total de atributos definidos en una clase [84] sin incluir atributos heredados
o atributos definidos dentro de los métodos [100]. En el trabajo [101], se presentan valores
minimo (0) y maximo (5) para esta métrica, en [102] indican que su rango normal esta entre
2y 5, y que un nimero de atributos (NOA>10) indica el disefio de mal olor (smell desing),
finalmente los valores considerados para este trabajo, se presentan en tres rangos:
Bueno/Comun (NOA< 3), Regular/Casual (3 < NOA < 8) y Malo/Poco comin (NOA > §
para la métrica NOA [78]. EI nimero de atributos definidos en la clase C; es dado por:
Aq(G) = A, (C) + AR(Cy) [103] )
Donde: 4, (C;)- nimero de atributos visibles en la clase C; y A4, (C;) - nimero de atributos ocultos en la clase
Ci
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(NOC)- Numero de hijos

Esta métrica se relaciona con la funcion de herencia, similar a DIT, y se calcula contando el
numero de clases secundarias inmediatas heredadas de una clase determinada [67], parece
I6gico que cuantos mas hijos directos tenga una clase, mas clases puede afectar
potencialmente debido a la herencia. Por ejemplo, si hay muchas subclases de la clase que
dependen de algunos métodos o variables de instancia definidas en la superclase, cualquier
cambio en estos métodos o variables puede afectar a las subclases. Uno puede intuir que
cuanto mayor sea la métrica NOC, mas dificil sera mantener la clase [91].

El célculo de NOC es el siguiente:

NOC = numero de subclases directas, que va de 0 a N; donde N es un entero positivo [91].
Un valor alto de NOC mejora la reutilizacion, pero hace que una clase sea dificil de probar
[67].

En él trabajo [104] se encontrd entre otras métricas que NOC, no se correlaciona
significativamente con el numero de fallas. Sin embargo, dado que el enfoque de la
investigacion es comprender los factores determinantes que permitan conocer el estado de
tolerancia a fallas que posee un sistema Big Data y la métrica NOC forma parte del catalogo
de métricas seleccionadas que permitiran medir los sub-atributos relacionados (en este caso
afecta la mantenibilidad y el rendimiento), esta métrica si es incluida para este modelo. En
[78] el rango para un NOC adecuado va de 11 a 28, considera que un NOC > 28 es alto, sin
embargo el trabajo [87] trabaja con los valores para NOC de 0 a 6. Este trabajo el umbral
para esta métrica seria de NOC 1 a 3 como se define en [82]. Partiendo de la definicion de la
métrica, NOC, se calcula:

Y= subclaseDirecta;(19)

Donde: subclaseDirecta = es una clase que hereda de una clase padre principal, i= nimero de subclaseDirecta

y n=numero total de subclasesDirectas de una clase.

(NOM/NM)-Numero de métodos

Mide el nimero de métodos definidos localmente por una clase. No cuenta los métodos
heredados ni los constructores [105]. Segun Lehman, las funcionalidades que ofrece un
sistema deben incrementarse continuamente para mantener la satisfaccion del usuario. Si este

crecimiento se hace de forma descontrolada, las clases creceran cada vez mas afiadiendo
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meétodos y campos que cumplan con las crecientes expectativas del usuario. Si no se hace
este crecimiento de forma disefiada, se deteriorara la calidad del software, ya que las clases
se vuelven grandes y complejas, para este trabajo el umbral para esta métrica que va de 6
hasta 14, seria: Bueno/Comun (NOM <6), Regular/Casual (( 6 < NOM < 10) y Malo/Poco
comun (NOM > 14) [78].

*  metodoLocal; (20

Donde: metodoLocal = un método definido localmente por una clase (sin contar métodos heredados ni los

constructores).

(NOPA)-NUmero de atributos publicos

Los datos de una clase deben ser privados, de lo contrario se esta violando el principio de
ocultacion de informacion a esta practica se le conoce como cddigo smell y aparece en casos
donde una clase expone sus atributos. Los desarrolladores normalmente no reconocen la
presencia de este tipo de codigo y lo consideran menos dafiino que otros para la
mantenibilidad. Si NOPA (NUmero de atributos publicos de la clase medida) es superior a
10, se considera como smell [107], el trabajo [106] propone umbrales por defecto para todos
los smells, entre estos la métrica NOPA asignando los valores: Muy bajo—1 Bajo—?2
Medio—3 Alto—5 Muy alto—12. De acuerdo a lo encontrado, los valores para NOPA
considerados para este trabajo, se presentan tres rangos: Bueno/Comin (NOPA < 3),

Regular/Casual (NOPA < 10) y Malo/Poco comun (NOPA > 10) [106] [107].

T, atributosPublicos;(21)

Donde: atributosPublicos, cuenta todos los atributos de una clase que se declaran como publicos.

(NOPM/NPM)-Numero de métodos publicos

Esta métrica es el nimero total de métodos publicos definidos en una clase, se considera un
efectivo indicador para las predicciones de fallas y particularmente Gtil para software de
tamafo mediano y grande, sirve de apoyo para estimar la cantidad de trabajo para desarrollar
una clase o subsistema [108],[109]. Se encontrd que un umbral apropiado para el limite
inferior de NPM es 1, dado que una clase debe definir al menos un Gnico método que la
aplicacion pueda utilizar [108]. De acuerdo al trabajo [109], un buen rango de nimero de
métodos publicos es de 0 a 10, lo que refleja que una clase debe tener pocas

responsabilidades, siendo lo mé&s iddneo y lo mas comin de encontrar de acuerdo a los
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hallazgos, reflejando que las clases brindan pocos servicios. El rango medio es para clases
con 10 a 40 métodos publicos, es raro de encontrar, y finalmente la probabilidad de que una
clase tenga mas de 40 métodos publicos es bastante baja.
Las clases con valores de NPM mas altos, se sugiere que se puede dividir para un rendimiento
Optimo. Un valor alto de NPM puede estar asociado con la complejidad de la clase (tener
demasiadas responsabilidades) o sirve como un indicador de una clase que estd altamente
acoplada con otras partes del software [108].
Dada la definicion de NPM, se puede calcular como:

L, metodosPublicos;(22)

Donde: metodosPublicos, cuenta todos los métodos de una clase que se declaran como publicos.

Los valores para NOPM considerados para este trabajo, se presentan tres rangos:
Bueno/Comtn (NOPM < 1), Regular/Casual (1< NOPM < 10) y Malo/Poco comin (NOPM
> 10) [108],[109].

(NPAR)- Numero de Parametros

Esta métrica cuenta el nimero de pardmetros de un método o un constructor. En general, los
métodos y constructores con mas de tres parametros
(NPAR = 3)sondificiles de recordar y usar. El codigo fuente con invocaciones de métodos
que tienen largas listas de parametros es dificil de comprender. Ademas, la invocacion de
métodos con formas similares es propensa a errores [89], y es clasificado como c6digo con
malos olores (Code Bad Smells) ya que un método no necesita demasiados parametros [111].
En el trabajo [138], indican que la funcién no debe exceder de los 10 pardmetros, mientras
que en el trabajo [110] se considera lista larga de parametros donde: PAR =5, en [101]
presentan como valor maximo 0 y minimo 4 para esta métrica, por otra parte [78], presenta
para la métrica NPAR los siguientes umbrales: Bueno/Comtin (NPAR < 2), Regular/Casual (
2 <NPAR <4) y Malo/Poco comun (NPAR > 4), valores que seran considerados para este
trabajo y se calcula como:

iL, parametros;(23)

Donde: parametros, cuenta todos los valores que recibe un método.
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(RFC)- Respuesta para una clase
El RFC es el conteo del conjunto de todos los métodos que se pueden invocar en respuesta a
un mensaje a un objeto de la clase o por algin método en la clase. Esto incluye todos los
métodos accesibles dentro de la jerarquia de clases. Pressman, afirma que, dado que RFC
aumenta, el esfuerzo requerido para la prueba también aumenta porque la secuencia de
prueba crece. Si RFC aumenta, la complejidad general del disefio de la clase aumenta y se
vuelve dificil de entender [139].
Se ha encontrado un RFC grande para indicar mas fallas.
Definicion [112]:

RFC = | RS | (24
Sea RS el conjunto de respuestas para la clase. EI conjunto de respuestas para la clase se
puede expresar como:

RS = {M;} U {R;}(25)

Donde: M;= todos los métodos de la clase y R; = conjunto de métodos llamados por M;

Un estudio de 30 proyectos de C++ sugiere que un aumento en RFC aumenta la densidad de
errores y disminuye la calidad [88] . Los valores considerados para el umbral de esta métrica
presentados en [87] va de 0 a 35. Sin embargo, para este trabajo el umbral para esta métrica

seria de 6 a 36, como se propone en el trabajo [78].

V(G)- Complejidad Cicloméatica

La complejidad Ciclomatica es el miembro més utilizado de un conjunto de métricas de
software estaticas, se puede considerar como medida amplia de solidez y confianza para un
programa, esta métrica mide el nimero de caminos linealmente independientes a través de
un cadigo. V(G) es una medida de la complejidad del flujo de control de un método o
constructor que cuenta el nimero de ramas en el cuerpo del método.

En general cuanto mas complejos son los métodos de un programa, mas dificil es probarlo,
afectando negativamente a la fiabilidad, respecto al acoplamiento, alude a qué tan
relacionadas estan dos clases/modulos y qué tan subordinadas estan entre si. Una alta
complejidad Ciclomatica, por ejemplo, un aumento en v(g) > 10 es negativo y las unidades
de software con mayor v(g) se consideran riesgosas, tienden a ser programas dificiles de

entender y mantener el software, lo que afecta indirectamente a la seguridad al dificultarlo
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y/o requiere mucho tiempo para encontrar y/o corregir vulnerabilidades. En consecuencia, es
mas facil introducir vulnerabilidades, por lo tanto, tienen una mayor probabilidad de contener
defectos [89], [76], [113].

La complejidad Ciclomatica se calcula: v(G) = e — n + 1(26)

Donde: e, es el nimero de aristas y n es el nimero de nodos.

De acuerdo a lo anterior, el siguiente grafo (ver llustracién 59) tiene una complejidad

Ciclomatica de 4 [114].
Q IF X<1 AND Y<2

THEN ...

/ v(G)=e—n+1

next stmt v(G) = 4-3+1=2
llustracién 59. Derivacion de v(G) [114].

Aplicar la formula original de la complejidad a mano es tedioso y propenso a errores, una
forma de simplificar el calculo esta dado en la formula: v(G) = p + 1 (27) (ver llustracién 60),
que consiste en contar predicados.

Donde: p, es un predicado de decisidn binario, aparece en el gréfico de flujo de control como un nodo del que

salen exactamente dos aristas. Si todas las decisiones son binarias y hay p predicados de decision

binarios v(G) = p + 1 [115].
@ IF X<1 AND Y<2
C 1 \

/ v(G)=p+1

next stmt v(G) = 1+ 1=2
llustracion 60. Derivacion de v(G), adaptado de [114].

De acuerdo al trabajo [93], una manera mas simple, se encuentra determinando el numero de
declaraciones de decision que son causadas por declaraciones condicionales en un programa
y se calcula como:

CC = numero de declaraciones de decision + 1 (28)
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Donde hay cuatro reglas basicas que se pueden utilizar para calcular CC:

+ Contar el nimero de declaraciones si/entonces en el programa.

* Encontrar declaraciones de seleccion (0 cambio) y contar el nimero de casos dentro de ellas, encontrar el total
de los casos en todas las declaraciones seleccionadas combinadas. No considerar el caso predeterminado o "si
no".

« Contar todos los bucles del programa.

« Contar todas las sentencias try/catch.

El resultado de la suma de los 4 pasos anteriores + 1, da como resultado, la complejidad
Ciclomatica del programa. Basicamente, se trata de encontrar el niUmero de caminos de
decision, es decir las siguientes palabras clave: if, while, for, &&, ||, catch, case etc. +1 [140].
A continuacion, en la llustracion 61, se muestra un ejemplo aplicando las tres formulas
mencionadas anteriormente, donde se puede observar que en todos los casos se llega al

mismo resultado, a pesar de calcular la complejidad usando un grafo o el cddigo fuente.

CALCULAR LA COMPLEJIDAD POR GRAFO CALCULAR LA COMPLEJIDAD POR CODIGO

BEGIN

REPEAT Numero de declaraciones de decisién:
if, while, repeat, for, &&, ||, catch, case, eftc...

@ Write|n/read|n R
CC = numero de declaraciones de decision + 1

BEGIN
REPEAT

writeln (‘Enter a number or zero to step’),
write In readin (num);
ELSE IF IF num > 0 THEN

\ writeln (num, ‘is positive’);
N\ / ELSE
\ W"“'“ IF num < 0 THEN
writeln (num, ‘is negative’);

UNTIL hum =0
UNTIL END
e, es el nimero de aristas _ i B
nes efnume/’o de nodos. CC=3+1=4¢

v(G)=e—n+1
VG)=12-9+1=4

IFhnum>0

Un predicado de decision binario , es un
nodo del que salen exactamente dos aristas

v(G)=p+1
v(G) =3+ 1=4

lustracion 61. Calculo de la complejidad Ciclomatica [114], [115], [93].
El conjunto de valores umbral para comprar la complejidad Ciclomatica de un programa
considerados en los trabajos [116], [89] son :
Evaluacion de riesgos V(G)

1 - 10 un programa sencillo, sin mucho riesgo
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11 - 20 programa mas complejo, riesgo moderado
21 - 50 programa complejo, alto riesgo

Ademas, en el trabajo [78], manejan el umbral para desde tres perspectivas :

Bueno/Comun (V(G)< 2), Regular/Casual ( 2 < V(G) < 4) y Malo/Poco comun (V(G)> 4),
mientras que en [138] consideran 20 como limite de la métrica, por lo que para este trabajo
se considera como correcto una complejidad Ciclomatica que va de 1 a 10 basado en las
propuestas revisadas, Bueno/Comun (V(G)< 4), Regular/Casual ( 4 < V(G) < 10) y
Malo/Poco comun (V(G) > 10) [116], [89], [101].

(WMC)- Métodos ponderados por clase

Esta métrica se relaciona con los métodos implementados en una clase y se determina
sumando la complejidad Ciclomatica de todos los métodos implementados en una clase [67],
indica cuanto esfuerzo serd necesario para mantener y desarrollar una clase particular de
software [76]. De acuerdo con el trabajo [112], es probable que los objetos con una gran
cantidad de métodos sean mas especificos de la aplicacién, lo que limita la posibilidad de
reutilizacion.

Para WMC, se han definido diferentes limites para el nimero de métodos en una clase, por
ejemplo en [76] proponen un umbral de 100 para WMC, en [87] si el nimero de métodos en
una clase es <15, entonces se puede considerar que la clase tiene una complejidad normal. A

continuacion, en la Tabla 24, se presentan los umbrales identificados en el trabajo [141].

Tabla 24. Valores propuestos en otros trabajos como umbral para WMC [141]

Métrica Shatnawi Rosenberg Lanzay Marinescu | Herbold et al.

WMC 20 100 47 100

En el trabajo [87],el umbral para la métrica WMC va de 0-15, [82],presenta una recopilacion
de valores de umbral para las métricas de CK en la literatura y revisar otras propuestas. Como
puede observarse, las cifras postuladas son muy disimiles. Por lo que para este trabajo el
umbral para esta métrica seria de 11 a 34, como se propone en el trabajo [78].
Los métodos ponderados por clase se definen como sigue [112]:

WMC = Y7 ci(29)
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Donde una clase Ci, con métodos M;, hasta M, que son definidos en la clase, donde C;, hasta C, es la

complejidad de los métodos [65].

(ME)-Manejo de excepciones
Las excepciones son errores inesperados que ocurren en el tiempo de ejecucion de los
sistemas de software, que pueden provocar fallas graves del sistema, como fallas o bloqueos
si se manejan incorrectamente. Para evitar tales fallas, los lenguajes y marcos de
programacion populares a menudo incluyen mecanismos avanzados de manejo de
excepciones [142] como medio para mejorar la solidez del software [143], y mejorando la
tolerancia a fallas, la presencia de mecanismos indica tolerancia a fallas es muy alta y, de lo
contrario, es moderada [144]. Los expertos emplean manejo de excepciones para transmitir
mensajes de falla decentes cuando se encuentran situaciones inesperadas o cuando se
encuentran situaciones excepcionales esperadas, pasando mensajes a través de excepciones
al usuario para informarle qué salié mal, ademas su uso también se da para evitar dafios en
los datos y estados corruptos, controlar el flujo de ejecucion y mostrar mensajes mas
atractivos [145].

El manejo de excepciones de Java consta de cinco componentes o palabras clave: try,
catch, throw, throws and finally, entre las excepciones mas comunes se encuentran:
IOException, FileNotFoundException, NullPointerException, IllegalArgumentException,

etc.) para manejar excepciones [146], [142].

(MTTF) -Tiempo medio hasta el fallo

El sistema funciona de manera normal, cuanto tiempo en promedio deberia pasar para que el
sistema falle desde el estado inicial hasta que se presente el ler falla. Deberia ser lo mas alto
posible para considerar que el sistema es tolerante a fallas [18].

Yt
n

MTTF = (30)

Donde: t;es el i-ésimo tiempo entre fallas, ignorando los tiempos de reparacion, para i > 1,y n es el nimero de
veces entre fallas, t;es el i-ésimo tiempo entre fallas de una versién o médulo y n es el nimero de veces entre
fallas, ISO/IEC/IEEE 24765 [27].
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(MTTR) -Tiempo medio de reparacion

Se refiere a la duracion esperada u observada necesaria para que un sistema o componente
que funciona mal vuelva a funcionar con normalidad, ISO/IEC/IEEE 24765 [27], lo mejor
para este caso es que la reparacion se demore lo menos posible para poderlo considerar
tolerante a fallas [18].

MTTR = 2R,

n
Donde: R;, es el i-ésimo tiempo de reparacion de una liberacion o moédulo y n, es el nimero de veces de

reparacion [27].

(MTBF)- Tiempo medio entre fallas
El tiempo esperado u observado entre fallas consecutivas en un sistema o componente,
ISO/IEC/IEEE 24765 [27], y representa la suma de tiempo medio de reparacion y tiempo
medio hasta el fallo [31].

MTBF = MTTR + MTTF(32)

Donde: MTTF es el Tiempo medio hasta el fallo) y MTTR el Tiempo estimado o promedio para reparar.

El tiempo para que ocurra una falla deberia ser lo més alto posible para considerar que el
sistema es tolerante a fallas [18].
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