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Resumen  

 

            La segmentación es una tarea difícil y elemental en el procesamiento de imágenes, su 

objetivo principal es separar los objetos de interés del resto de la imagen. Una buena segmentación 

debe tener la característica de ser conexa y debe generar resultados precisos. Por otro lado, una de 

las herramientas más importantes para el diagnóstico clínico es la Resonancia Magnética; la 

información obtenida de la segmentación de dichas imágenes es muy útil para diagnosticar algún 

padecimiento o bien, decidir qué terapia debe recibir el paciente (cirugía, radiación o 

quimioterapia). Ya que, tanto la segmentación manual como la semi-automática, requieren de 

tiempo, esfuerzo e intervención humana, sería de gran utilidad el desarrollar una técnica que realice 

la segmentación automática de imágenes de resonancia magnética y así ahorrar tiempo 

computacional y generar resultados precisos.  

           Un algoritmo de agrupamiento regularmente se limita a utilizar criterios de distancia para 

generar grupos, en cambio un algoritmo de segmentación debe utilizar criterios de similitud y 

criterios de conexidad para formar regiones que sean conexas. Dado lo anterior, esta investigación 

tuvo por objetivo el realizar la adaptación del algoritmo de agrupamiento Isodata para realizar la 

segmentación de imágenes de resonancia magnética y generar regiones conexas. En esta 

investigación la adaptación del algoritmo, se refiere a modificarlo para que incorpore y utilice 

criterios de similitud y conexidad, además de el de distancia en su proceso de agrupamiento. 

 

Palabras Clave: Segmentación, imágenes de resonancia magnética, algoritmos de 

agrupamiento, Isodata. 

 

 

 

 

 

 

 

 

 



 

 

 

 

 

 

  

 
 

Abstract 
 

Segmentation is a difficult and elementary task in image processing. Its main objective is 

to separate the objects of interest from the rest of the image. A good segmentation must have the 

characteristic of being connected and must generate precise results. On the other hand, one of the 

most important tools for clinical diagnosis is Magnetic Resonance; The information obtained from 

the segmentation of these images is very useful to diagnose a condition or decide which therapy 

the patient should receive (surgery, radiation or chemotherapy). Since, both manual segmentation 

and semi-automatic, require time, effort and human intervention, it would be very useful to develop 

a technique that performs automatic segmentation of magnetic resonance images and thus save 

computational time and generate accurate results.  

A grouping algorithm is regularly limited to using distance criteria to generate groups, 

instead a segmentation algorithm must use similarity criteria and connection criteria to form 

regions that are related. Given the above, this research aimed to perform the adaptation of the 

Isodata clustering algorithm to perform the segmentation of magnetic resonance images and 

generate related regions. In this research the adaptation of the algorithm, refers to modify it to 

incorporate and use criteria of similarity and connectedness, in addition to the distance in its 

grouping process. 

 

Palabras Clave: segmentation; magnetic resonance images; clustering algorithm, ISODATA. 
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Glosario 

 

 

CSD Coeficiente de Similitud de Dice 

DFP Dice Falso Positivo 

DFN Dice Falso Negativo 

FCM Fuzzy C-Means 

FN Falso Negativo 

FP Falso Positivo 

ISODATA Iterative Self-Organizing Data Analysis Techniques 

ISJ Índice de Similitud de Jaccard 

IRM Imagen de Resonancia Magnética 

LBP Local Binary Patterns 

LC Líquido Cefalorraquídeo 

MG Materia Gris 

MB 

MIPAV 

Materia Blanca 

Medical Image Processing, Analysis, and Visualization 

OPENCV Open Source Computer Vision Library 

PCA Principle Component Analysis 

RM Resonancia Magnética 

SAM   Spectral Angle Mapper 

VN Verdadero Negativo 

VP Verdadero Positivo 
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Capítulo 1         

Introducción 
 

              En el presente capítulo se agrega una explicación del problema con el cual se trabajó en 

este proyecto de investigación, se incluye el estado del arte, así como los antecedentes del mismo, 

se agrega una pequeña introducción de los conceptos que se han utilizado, y se plantea el objetivo 

general, así como los específicos, alcances y limitaciones. 

 

1.1. Antecedentes 

         La mayoría de las imágenes están constituidas por regiones o zonas que tienen 

características homogéneas (nivel de gris, textura, momentos, etc.). Generalmente estas regiones 

corresponden a objetos de la imagen. La segmentación de imágenes es una tarea difícil y elemental 

en el procesamiento de imágenes, el problema de la segmentación de imágenes radica en 

determinar cuáles son los límites precisos de los objetos a medir.  Una forma de extraer los objetos 

de la imagen es por medio de la característica principal del objeto (su nivel de gris) (Pertusa, 2003). 

El análisis de textura es una técnica de procesamiento de imágenes que permite extraer las regiones 

de interés de la imagen, la textura es la relación que tienen entre sí los distintos elementos de la 

imagen. 

             La segmentación de imágenes se puede realizar mediante agrupación de datos. El objetivo 

es definir un conjunto de características asociados a un píxel (Maravall, 1994), un buen algoritmo 

de segmentación debe generar regiones conexas y por supuesto generar resultados precisos.  

En CENIDET, dentro del departamento de Ciencias Computacionales, se han desarrollado 

trabajos relacionados con temas principales como segmentación de imágenes, utilizando algún 

algoritmo de agrupamiento y descriptores de texturas, dichos trabajos se resumen en la Tabla 1.1. 
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TÍTULO OBJETIVO 
DESCRIPCIÓN DEL 

CONTENIDO 

APORTES A LA 

INVESTIGACIÓN 

Localización de 

Regiones para 

el 

Reconocimiento 

de Objetos en 

Imágenes 

(Cervantes, 

2014).  

Desarrollar un 

método para la 

localización de 

objetos en escenas 

no controladas que 

mejore la exactitud 

de la detección.  

Se propuso un método 

para la localización de 

objetos en imágenes 

naturales, no controladas, 

dentro de la categoría 

sillas y mesas, sin 

importar sus dimensiones, 

color, etc. Dicho 

algoritmo se denominó 

JeReEs (Jerarquía de 

Regiones Escaladas). Para 

realizar la segmentación 

de las imágenes, se 

emplea el algoritmo de 

agrupamiento Mean Shift. 

Se utilizaron descriptores 

como textones y 

descriptores de color con 

los modelos HSI, YCC, 

CIE Lab y RGB. 

Dentro de esta tesis se 

trabajó con 

segmentación de 

imágenes, en especial 

utilizando un algoritmo 

de agrupamiento Mean 

Shitf, y se emplearon 

descriptores como 

textones y descriptores 

de color. 

Caracterización 

de Texturas 

Naturales 

(Avellaneda, 

2009) 

Estudiar las 

técnicas de 

segmentación de 

imágenes y las de 

caracterización de 

texturas, elegir una 

de estas técnicas y 

adaptarla o 

desarrollar una 

nueva para 

implementarla en la 

segmentación de 

imágenes con 

escenas naturales.  

Se propuso una 

metodología para realizar 

la segmentación de una 

imagen y al mismo 

tiempo reconocer las 

texturas naturales en ella. 

Utilizando Fuzzy c-means 

y descriptores como 

estadísticos de primer 

orden en los espacios de 

color HSI y RGB, 

estadísticos de segundo 

orden utilizando la matriz 

de Co-ocurrencia, 

momentos invariantes y 

descriptores obtenidos en 

el dominio de la 

frecuencia, para la 

caracterización de las 

imágenes. 

Dentro de esta tesis 

también se trabajó con 

descriptores para la 

caracterización de 

texturas. Se involucró 

la segmentación 

automática de 

imágenes utilizando el 

algoritmo de 

agrupamiento Fuzzy c-

means. 

 

Tabla 1.1. Trabajos relacionados con esta investigación 
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TÍTULO OBJETIVO 
DESCRIPCIÓN DEL 

CONTENIDO 

APORTES A LA 

INVESTIGACIÓN 

Caracterización 

Automática de 

Imágenes en un 

Dominio 

Transformado 

(Galeana, 2008) 

Evaluar 

experimentalmente 

la hipótesis de que 

transformando el 

dominio de la 

imagen sería 

posible obtener una 

mejor 

caracterización de 

su contenido, para 

aquellos casos en 

que sus objetos no 

tienen una forma o 

color bien 

definidos.  

En este trabajo se buscó 

validar la hipótesis de que 

transformando el dominio 

de la imagen es posible 

obtener una mejor 

caracterización de la 

misma, buscando técnicas 

de transformación de 

dominio y funciones de 

caracterización aplicables 

en el dominio 

transformado.  

Se trabajó con 52 

descriptores (18 

estadísticos de primer 

orden como (media, 

varianza, desviación 

estándar, etc.), 21 de 

segundo orden como 

(entropía, contraste o 

inercia, correlación, 

etc.) y 7 momentos de 

Hu y 6 momentos de 

Sidharta Maîtra).  

Indexado y 

Recuperación 

de Imágenes 

por Contenido 

(Troncoso, 

2007) 

Estudiar las 

técnicas de 

indexado y de 

recuperación 

automática de 

imágenes, 

seleccionar o 

diseñar una e 

implementarla. 

Dicha técnica debía 

cumplir con ciertos 

criterios para la 

especificación del 

contenido y podrían 

ser: por una 

descripción textual, 

dada una imagen o 

subimagen de 

referencia.   

Se presentó el desarrollo de 

un sistema basado en una 

metodología para la 

recuperación automática de 

imágenes, por contenido.   

La arquitectura del sistema 

consta de los siguientes 

módulos:  

• Indexado: donde se 

representan las 

categorías y las 

imágenes 

pertenecientes a dichas 

categorías.  

• Extracción de 

características de la 

imagen.  

• Clasificación de 

imágenes y 

subimágenes. 

Recuperación de imágenes 

por contenido, a partir de 

una descripción textual, 

una imagen o subimagen de 

referencia.  

En el módulo de 

extracción de 

características, se 

hace uso de 

descriptores, tanto 

para imágenes a 

color, como para 

imágenes a escala de 

grises, dichos 

descriptores son: 

− Media. 

− Varianza. 

− Desviación 

Estándar. 

− Matriz de 

covarianza. 

− Probabilidad 

máxima. 

− Entropía. 

− Uniformidad. 

− Energía. 

− Correlación. 

Inercia. 

 

Tabla 1.1. Trabajos relacionados con esta investigación (continuación). 
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1.2. Descripción del problema 

La segmentación de imágenes es una tarea difícil y elemental en el procesamiento de 

imágenes, el problema de dicha tarea radica en determinar cuáles son los límites precisos de los 

objetos a medir, una forma de extraer los objetos de la imagen es por medio de la característica 

principal del objeto (su nivel de gris) (Pertusa, 2003).  

La segmentación de Imágenes de Resonancia Magnética (IRM) es de gran utilidad en el 

diagnóstico clínico, desafortunadamente estos bancos de imágenes contienen una gran cantidad de 

información, la cual procesarla manualmente se convierte en una tarea complicada y requiere de 

gran tiempo por parte del especialista médico. 

La finalidad de las técnicas de segmentación basadas en agrupamiento, es determinar las 

agrupaciones de un conjunto de datos sin etiquetar, para ello utilizan conceptos de homogeneidad 

que se basan en el uso de criterios de distancia, por lo tanto, un algoritmo de agrupamiento va a 

generar grupos, de datos más cercanos, pero puede que esos datos no sean similares, ni contiguos, 

por lo tanto, no deberían formar parte de la misma región. Mientras que un algoritmo de 

segmentación utiliza criterios de similitud para generar regiones que además de ser conexas, sean 

similares, lo que indicaría que dichos datos sí forman parte de la misma región. 

 

    1.2.1. Delimitación del problema específico 

El problema al que estuvo enfocada esta investigación, fue el adaptar e implementar una 

técnica de agrupamiento, para que utilice criterios de similitud para generar regiones que además 

de ser conexas, sean similares, y así realizar de forma automática la segmentación de IRM 

cerebrales. 

a)  Complejidad del problema 

• La segmentación automática es una tarea complicada y sigue siendo un reto. 

• Difícilmente una técnica de segmentación genera resultados adecuados, debido a las 

formas, tamaños etc., de los tejidos.  

• Una buena segmentación debe generar regiones conexas.  

 

1.3. Planteamiento de solución 

Esta investigación propone el adaptar e implementar el algoritmo Isodata para realizar 

dicha tarea.  

 

1.4. Objetivo general 

Adaptar el algoritmo de agrupamiento Isodata para generar regiones conexas y realizar la 

segmentación de imágenes de resonancia magnética cerebrales. 
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1.5. Objetivos específicos 

• Estudiar el funcionamiento y parámetros del algoritmo Isodata. 

• Diseñar, adaptar e implementar el algoritmo Isodata. 

• Estudiar el funcionamiento de descriptores del contenido de imágenes de RM. 

• Implementar al menos 5 descriptores del contenido de imágenes de RM. 

• Estudiar el funcionamiento de métricas, para evaluar de forma cuantitativa los resultados 

generados por Isodata. 
 
 

1.6. Alcances  

• Emplear al menos 5 descriptores. 

• La adaptación se realizó en el lenguaje de programación C++. 

• Las características de las imágenes con que se trabajó son: imágenes cerebrales de RM, y 

de preferencia en formato DICOM. 

• Evaluar de forma cuantitativa los resultados empleando al menos 3 métricas, entre las cuales 

pueden ser: Coeficiente de Similitud de Dice, Similitud de Jaccard, Raíz Cuadrada del Error 

Cuadrático Medio, especificidad, sensibilidad, precisión y algunas más que se obtendrán 

del estudio del estado del arte.  
 

1.7. Limitaciones 

 

• El tiempo de respuesta no fue un factor a optimizar en el algoritmo.  

• Actualmente se cuenta con acceso a la base de datos BrainWeb. Se buscó una base de 

datos de imágenes de texturas que contiene ground truth.  

• Se asume que las imágenes no contienen ruido; en caso de que lo tuviesen este no será 

tratado en esta investigación.  

• Se asume que las imágenes de RM que se utilizaron no contienen información del cráneo. 

• El contenido y tamaño de las imágenes se limitaron a las bases de datos antes mencionadas. 

• El contenido de las imágenes de trabajo fue de RM. 

• No se realizó la identificación de tejido anómalo ni de estructuras de tejidos normales. 
 

1.8. Justificación y beneficios 

            La resonancia magnética es una herramienta útil para el diagnóstico clínico, estos bancos 

de imágenes contienen una gran cantidad de información, por lo cual, el procesar esta información 

de forma manual o semi-automática tiene un cierto nivel de complejidad, por lo tanto, sería de 

mayor utilidad el emplear una técnica que realice esta tarea de forma automática. 

Al emplear una técnica automática el especialista médico podría contar con una 

herramienta que le facilite la labor, y le permita procesar más casos de estudios con este tipo de 

herramientas, además de que los resultados obtenidos por la misma, podrían permitir dar 

diagnósticos más precisos. 
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1.9. Revisión de las metodologías de segmentación en imágenes 

médicas 

En esta subsección se hace referencia a los trabajos más recientes, en los cuales se abordan 

técnicas o métodos que han sido propuestos para resolver el problema de segmentación de 

imágenes, dichos trabajos se enlistan a continuación.  

 

   1.9.1. Trabajos relacionados con segmentación de imágenes y 

algoritmos de agrupamiento 
 

En la literatura se ha trabajado con segmentación de imágenes, en particular IRM, y para 

realizar dicha tarea se utilizan técnicas como métodos de agrupamiento. 

 

▪ Una revisión de las metodologías de segmentación de imágenes en imagen médica 

(Lay y Siau, 2015) 

Este artículo examina las técnicas existentes para segmentación de imágenes médicas, y 

recomienda la técnica más viable para la segmentación de imágenes de RM, rayos X, tomografía 

computarizada, etc. Los autores concluyen cuál es la mejor técnica para modalidades como: 

• Tomografía computarizada – Umbral, basado en la región. 

• Ecografía – Redes neuronales. 

• Resonancia magnética – Basados en agrupamiento. 

• Rayos X - Basado en bordes. 
 

 

▪ Un algoritmo Fuzzy C-Means mejorado para la segmentación de imágenes de RM 

del cerebro (Li et al, 2016) 

En este artículo se propone un método de segmentación basado en el algoritmo Fuzzy c-

means, donde se realiza una modificación a la función costo del algoritmo. Para evaluar el 

comportamiento de la mejora propuesta a FCM, los resultados se evalúan de manera cuantitativa 

utilizando métricas como Coeficiente de Similitud de Dice (CSD), el Dice Falso Negativo (DFN) 

y el Dice Falso Positivo (DFP), obteniendo que FCM mejorado obtiene resultados más precisos. 

 

▪ Clasificación ISODATA con parámetros estimados por aproximación evolutiva 

(Merzougui et al, 2013) 

En este artículo se propone el uso de estrategias evolutivas para mejorar el algoritmo 

Isodata y para inicializar sus parámetros. El algoritmo propuesto es probado con ejemplos de 

simulación, los resultados obtenidos son que el algoritmo evolutivo propuesto se ejecuta 

rápidamente y que el algoritmo Isodata asigna correctamente cada dato a las clases 

correspondientes, llegando a la conclusión de que el algoritmo evolutivo propuesto mejora 

favorablemente el rendimiento de Isodata, y el problema de la inicialización de parámetros se 

elimina. 
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▪ Un algoritmo ISODATA mejorado para la clasificación de imágenes 

hiperespectrales (Wang et al, 2014) 

En este trabajo, se propone un algoritmo Isodata mejorado para la clasificación de imágenes 

hiperespectrales. El algoritmo toma el espectro máximo y mínimo de la imagen en consideración 

y determina el centro del grupo inicial por la construcción escalonada de espectro con precisión. 

Para evaluar su eficacia, el algoritmo Isodata mejorado es comparado con el algoritmo SAM, y el 

algoritmo Isodata Original, los resultados del experimento muestran que la clasificación usando el 

algoritmo Isodata mejorado puede determinar el número de grupos iniciales adaptativamente. En 

comparación con el algoritmo SAM (Spectral Angle Mapper) y el algoritmo Isodata original, se 

muestra un mejor rendimiento del método Isodata propuesto. 

 

▪ Extracción del cerebro utilizando el algoritmo de agrupamiento Isodata ayudado 

por el análisis de histograma (Khastavaneh y Ebrahimpour, 2015) 

En este artículo se propone un método para la extracción de regiones del cerebro, el cual 

formula el problema de segmentación como un problema de agrupamiento y su componente 

principal es el algoritmo de agrupamiento de Isodata para la segmentación, y para inicializar 

Isodata se utilizó el histograma del volumen de RM del cerebro. Los resultados obtenidos fueron 

evaluados de forma cuantitativa utilizando métricas como el Coeficiente de Similitud de Dice 

(CSD), Índice de Similitud de Jaccard (ISJ), también se calculó la sensibilidad, y la especificidad. 

Los resultados obtenidos fueron que el método propuesto supera otros métodos de extracción de 

regiones del cerebro. Y que con el uso de histograma del volumen de RM del cerebro para la 

inicialización de Isodata, se obtiene mejores resultados. 

 

▪ Clasificación de imágenes hiperespectrales utilizando el algoritmo ISODATA: 

Desafío de los Grandes Datos (Rahman, 2015) 

Se utiliza el algoritmo Isodata (para la clasificación de imágenes hiperespectrales y extraer 

información agrícola), y PCA con el apoyo de la herramienta ENVI. Los resultados obtenidos son 

que Isodata es preciso en 75.6187%, ya que clasifica cada píxel de la imagen en una clase 

correctamente. 

 

▪ Clasificación de imágenes hiperespectrales utilizando algoritmos no supervisados 

(Rahman, 2016) 

En este artículo se utilizan los algoritmos no supervisados, k-means e Isodata, junto con el 

algoritmo PCA para la clasificación de imágenes hiperespectrales. Se evalúa cada algoritmo y los 

resultados obtenidos son que tanto k-means como Isodata son exactos ya que ambos clasifican los 

píxeles correctamente, pero Isodata es más preciso que el algoritmo K-means, Isodata obtiene una 

precisión de 81.7696% y k-means de 78.3398%. 
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   1.9.2. Trabajos relacionados con descriptores de texturas 

▪ Análisis comparativo de descriptores de textura para clasificación (Ahmed et al, 

2016) 

En este artículo se presenta un análisis de los descriptores de texturas de última generación, 

utilizados para la clasificación de texturas, estos descriptores son Filtros Gabor (FG), LBP, SFTA, 

estos descriptores se evaluaron utilizando el algoritmo K-vecinos para realizar la clasificación. Los 

resultados obtenidos son que la precisión varía para cada descriptor dependiendo de los bancos de 

datos que se utilizan.  

 

1.10. Marco conceptual 

A continuación, se presentan los conceptos, que se estarán utilizando a lo largo de este 

proyecto de investigación, dichos conceptos son esenciales para su desarrollo.  

 

   1.10.1. Imágenes de Resonancia Magnética  

Las Imágenes de Resonancia Magnética (IRM) es una técnica avanzada de imágenes 

médicas que proporciona información enriquecida sobre la anatomía del tejido blando humano. 

Los datos obtenidos de las imágenes son utilizados para detectar deformaciones de los tejidos tales 

como las producidas por lesiones o cáncer (González y Woods, 2002). 

La calidad de la imagen juega un papel importante en la producción de segmentación 

precisa. Sin embargo, las imágenes de RM obtenidas de diferentes escáneres son propensos a los 

artefactos relacionados con la intensidad de la imagen, como el ruido de la imagen o el efecto de 

campo de polarización (Frackowiak et al, 2004). 

 

a)  Proceso 

Un escáner de IRM utiliza imanes para polarizar y excitar los núcleos de hidrógeno (protón 

único) en el tejido humano, lo que produce una señal que se puede detectar y se codifica 

espacialmente, lo que resulta en imágenes del cuerpo. La máquina de IRM emite un impulso de 

radiofrecuencia (RF) que se une específicamente al hidrógeno. El sistema envía el pulso a esta área 

específica del cuerpo que necesita ser examinada. Debido al pulso de RF, los protones de esa zona 

absorben la energía necesaria para hacer que giren en una dirección diferente. La RM utiliza tres 

campos electromagnéticos: campo estático que es un campo magnético estático muy fuerte que 

polariza los núcleos de hidrógeno; campo de gradiente que es un campo de variación de tiempo 

más débil usado para la codificación espacial; y un campo de radiofrecuencia débil para la 

manipulación de los núcleos de hidrógeno para producir señales medibles, que se recogen a través 

de una antena de radiofrecuencia (Rohini et al, 2014). La Figura 1.1 muestra un ejemplo de una 

imagen de resonancia magnética. 
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Una rebanada cuya coordenada eje (Z) sea constante, representa una imagen de vista axial, 

una imagen de vista coronal se obtiene teniendo el eje (Y) constante, y una imagen de vista sagital 

se obtiene manteniendo el eje (X) constante, ver Figura 1.2 y Figura 1.3. 

 

 

  

Tiempos de relajación: la relajación describe la evolución de la magnetización en tres 

direcciones distintas. 

• T1: Constante de tiempo de recuperación para la magnetización longitudinal, también se 

conoce como relajación spin-lattice, este es el tiempo requerido para que el vector de 

magnetización recupere un valor igual al 63% de magnitud inicial.  
 

• T2: Constante de tiempo de decaimiento para la magnetización transversal, también 

conocido como tiempo de relajación spin-spin (Haidekker, 2013). 

 

Figura 1.1. Imagen de Resonancia 

Magnética (IRM) (Rohini et al, 2014). 

Figura 1.2. Coordenadas de IRM 

(Prince y Links, 2015). 

Figura 1.3. Vistas de una rebanada de IRM 

(Prince y Links, 2015). 
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   1.10.2. Segmentación de Imágenes 

El objetivo principal es separar los objetos de interés del resto de la imagen. Duda y Hart 

definen la segmentación de imágenes como “la extracción de un objeto de interés de una imagen 

arbitraria” (Duda y Hart, 1973). González y Woods la definen como “la subdivisión de una imagen 

en sus partes constituyentes” (González y Woods, 2002).  

Lo que se busca con la segmentación es determinar en una imagen regiones que comparten 

algún tipo de atributo (nivel de intensidad); estas regiones van a ser los objetos de interés de una 

escena (Hernández, 2004). La segmentación de una imagen implica la división o separación de la 

imagen en regiones de atributo similar. Se basa en dos enfoques fundamentales (Pajares y De la 

Cruz, 2008): 

• Discontinuidad orientada a bordes, se utilizan operadores como: primera derivada, 

segunda derivada, morfológicos. 

• Similaridad orientada a regiones, se utilizan métodos como: umbralización, 

crecimiento de regiones, división de regiones, agrupamiento de regiones, similitud de 

textura o nivel de gris. 

La segmentación de imágenes se puede realizar de forma manual, semi-automática y 

automática, en la Tabla 1.2 se muestra una comparativa entre estas categorías.  

 

  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  

CATEGORÍAS VENTAJAS DESVENTAJAS 

Manual • No requiere algoritmos.  

 

• Requiere tiempo, esfuerzo. 

• Necesita la intervención humana. 

• Se necesita un conocimiento amplio 

por parte del usuario. 

• Necesita Software con sofisticadas 

interfaces gráficas. 

Semi-

automática 

• La persona puede verificar la 

precisión de los resultados, e 

incluso corregirlos 

manualmente. 

• Necesita la intervención humana. 

• Complicada (Olabarriaga y 

Smeulders, 2001). 

• Requiere tiempo, esfuerzo. 

Automática • No necesita intervención 

humana. 

• Disminuye la pérdida de 

tiempo al realizar esta tarea. 

• Se puede adaptar el algoritmo 

a cualquier ordenador.  

• Complicado. 

• Conocimientos anatómicos como 

tamaño, forma, etc., son esenciales 

para tener un algoritmo robusto 

(Prastawa et al, 2003). 

 

Tabla 1.2. Comparativa de las categorías de segmentación. 
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Se puede encontrar métodos de segmentación supervisados, semi-supervisados y no 

supervisados. 

 

         d)  Métodos supervisados 

  En estos tipos de métodos se emplean datos de entrenamiento etiquetados, en este caso el 

observador determina el número de clases o regiones de la imagen a segmentar (Rodríguez y Sossa, 

2012). La clasificación supervisada incluye tanto una fase de entrenamiento que utiliza datos 

etiquetados para aprender un modelo que se mapea de las características a las etiquetas, y una fase 

de prueba que se utiliza para asignar etiquetas a los datos sin etiqueta basándose en las 

características medidas (Gordillo et al, 2013).  

 

             e)  Métodos semi-supervisados 

  En estos métodos semi-supervisados, una pequeña parte de los datos está etiquetada 

correctamente, y el resto no tiene etiqueta (Fasihi y Mikhael, 2016). El aprendizaje semi-

supervisado se encuentra entre el aprendizaje no supervisado (sin datos de entrenamiento 

etiquetados) y el aprendizaje supervisado (con todos los datos de entrenamiento etiquetados). 

 

          f)  Métodos no supervisados 

 En la segmentación no supervisada el método de segmentación adoptado debe ser capaz 

de determinar, dado algún criterio, el número de regiones en las cuales la imagen debe ser 

segmentada (Rodríguez y Sossa, 2012). Cuando los datos de imagen no están etiquetados, la 

imagen puede segmentarse utilizando algoritmos de agrupación. Los métodos de segmentación no 

supervisados que usan características basadas en imágenes, utilizan intensidades y/o texturas 

(Gordillo et al, 2013).  

 

   1.10.3. Segmentación por textura 

El análisis de textura es una técnica de procesamiento de imágenes que se puede usar para 

caracterizar imágenes como las de RM. Analizando la distribución espacial de los valores de gris, 

se calculan características locales de la textura. La textura es la relación que tienen entre sí los 

distintos elementos de la imagen, si describen algún patrón, si el aspecto es liso, rugoso, granulado, 

homogéneo, heterogéneo, etc (Pratt, 2001). 

 

   1.10.4. Algoritmo de agrupamiento 

           La segmentación de imágenes se puede realizar mediante agrupación de datos, el objetivo 

es definir un conjunto de características asociados a un píxel (Maravall, 1994). Un algoritmo de 

agrupamiento trabaja con:  
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• Grupos: un grupo es un conjunto de objetos que comparten características similares, los 

objetos dentro de cada grupo deben ser más similares entre sí que a los de los demás grupos. 

• Medida de similaridad: la semejanza se determina con esta medida, utilizada para comparar 

objetos, es definida como una medida de distancia usualmente la distancia euclídea (Ecu. 1.1) 

(Fasihi y Mikhael, 2016). 
 

 

                            𝑑𝐸 = √∑(𝑋1 − 𝑋2)2

𝑛

𝑖=1

                                                          (1. 1)  

 
 

 

• Función objetivo: es una medida de error, da información de error entre el resultado que 

se tiene y el resultado que se quiere. 

Estas técnicas clasifican a los píxeles estadísticamente, sin tener en cuenta su 

situación espacial. Es decir, no se emplea información de regiones o de bordes, sólo la 

información que cada píxel puede tener asociada. 

 

   1.10.5. Descriptores 

Para que el algoritmo pueda determinar la identidad de los objetos en una imagen, es 

necesario extraer características o rasgos de su imagen. Estas características o rasgos no son más 

que medidas que se obtienen a partir de los píxeles de la región de un objeto o de una representación 

de dicho objeto, la cual facilitará su caracterización. Los descriptores son valores o medidas de las 

propiedades cuantificables de los objetos (Maravall, 1994). 

Los descriptores o (características) se pueden distinguir entre descriptores de bordes, cuyo 

objetivo es la identificación de los bordes mediante el ajuste de rectas, curvas, funciones 

polinómicas, códigos encadenados, etc. Y descriptores de regiones, encaminados a obtener 

propiedades tales como color, textura, superficie, nivel de intensidad, etc. (Pajares y De la Cruz, 

2008).  

 

   1.10.6. Ground truth 

Se refiere a la precisión de la clasificación del conjunto de entrenamiento para las técnicas 

de aprendizaje supervisado. En segmentación de imágenes es la delimitación de las regiones 

existentes en la imagen, etiquetadas y separadas manualmente por un experto (Mester y Felsberg, 

2011), la Figura 1.4 muestra un ejemplo, (a) es la imagen original y (b) es el ground truth. 
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   1.10.7. Métricas 

Una métrica es una medida de evaluación del desempeño estándar o uniformes de una 

técnica, esta debería proporcionar información relevante con la tarea a evaluar, se debe realizar 

una evaluación precisa, sistemática y exhaustiva de dichas técnicas especificidad (Hernández et 

al, 2015). 

 

   1.10.8. Crecimiento de regiones 

Se elige un píxel semilla de la región a obtener y se les aplica a sus vecinos la regla de 

similitud, aquellos píxeles que cumplan con esa regla se añadirán a la región creciente. Sobre estos 

nuevos píxeles añadidos se volverá aplicar la regla de similitud a sus vecinos. El algoritmo parará 

cuando los píxeles vecinos a la región creciente no cumplan el criterio de similitud. En el caso de 

IRM la regla de similitud empleada se basa en que la diferencia del nivel de gris del píxel a estudiar 

y el brillo de la región creciente sea menor a un determinado umbral, en la Figura 1.5 se puede 

apreciar los tamaños de vecindad que se pueden utilizar en el crecimiento de regiones. 

 

 

1.11. Organización del documento 

Capítulo 1.  El objetivo principal del material presentado en este capítulo es proporcionar 

una idea más clara, del problema aquí planteado, así como proporcionar información sobre temas 

(relacionados a este problema) con los que se ha trabajado en la literatura y lo que se utilizó para 

resolver este problema.  

(a) Vecindad de 4            (b) vecindad de 8 

                       (a) IRM original                                                (b) Ground truth 

 Figura 1.4. Representación de ground truth (Brain Web). 

Figura 1.5. Tamaño de la vecindad del 

crecimiento de regiones. 
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Capítulo 2. Contiene el análisis del problema y propuesta de solución, mostrando 

información relacionada con IRM y su respectivo proceso de segmentación, así como descriptores 

de texturas, etc. De igual manera, se muestran las adaptaciones realizadas al algoritmo. 

Capítulo 3. Se presenta todo lo relacionado con el análisis, diseño e implementación de la 

solución al problema planteado. 

Capítulo 4. Describe las pruebas que se realizaron y los resultados que se obtuvieron a lo 

largo del desarrollo de esta tesis. 

Capítulo 5. Contiene las conclusiones generales, así como los objetivos alcanzados, los 

alcances logrados, las aportaciones realizadas, y trabajo futuro.  

Anexos. Se agrega la continuación de los resultados obtenidos de las pruebas realizadas, 

presentadas en el capítulo 4. 
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Capítulo 2              

Análisis del problema  
y propuesta de solución 

 
              Una vez dada la introducción a la problemática, en este capítulo se realiza un análisis del 

problema para plantear una propuesta de solución, y analizar las herramientas a utilizar como el 

algoritmo de agrupamiento a implementar para realizar la segmentación de IRM.  
 

2.1. Segmentación de Imágenes de Resonancia Magnética (IRM) 

La segmentación de IRM es su descomposición en unidades naturales, tejidos normales 

(sustancia gris, sustancia blanca, fluido cerebro espinal, etc.) y posibles tejidos patológicos 

(tumores, edemas, etc). El objetivo de la segmentación de IRM es el separar la imagen en Regiones 

de Interés (RI), este proceso permite aumentar la calidad de la información que entregan las IRM 

(Drozdowicz et al, 2005). La información que se obtiene de este proceso es muy útil para 

diagnosticar algún padecimiento o bien, decidir qué terapia debe recibir el paciente (cirugía, 

radiación o quimioterapia). 

 

   2.1.1. Segmentación de IRM cerebrales 

Consiste en separar los posibles tejidos patológicos (tumores, edema, etc.), de los tejidos 

cerebrales normales tales como Materia Gris (MG), Materia Blanca (MB) y Líquido 

Cefalorraquídeo (LC) (Gordillo et al, 2013), ver Figura 2.1. 
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Los principales problemas de la segmentación de las imágenes cerebrales de RM son: 

• Volumen Parcial: Surge por la mezcla de intensidades correspondientes a dos o más 

tejidos en un mismo píxel. 

• Inhomogeneidad: Variación de la intensidad a lo largo de la imagen.  

• Inclusión de información a priori: la información sobre la intensidad de los píxeles que 

forman un objeto no es suficiente para delimitarlo. 

• Distintos tejidos tienen o pueden tener brillos similares. 

• Ruidos característicos asociados a la técnica (Sevillano et al, 2011). 

 

       a) Tejidos a segmentar de una IRM 
 

• Materia Gris (MG): Es un componente esencial del sistema nervioso central, y está 

formada por los cuerpos neuronales y los neuropilos, lo que diferencia a la materia gris de 

la blanca es que la primera no tiene ninguna capa de mielina, contiene numerosos cuerpos 

celulares y relativamente pocos axones mielinizados, mientras que la sustancia blanca 

contiene relativamente muy pocos cuerpos celulares (Sevillano et al, 2011). La sustancia 

gris debe su color a los núcleos grises que componen las células, se encuentra en las regiones 

del cerebro implicadas en el control muscular y la percepción sensorial como ver y oír, la 

memoria, las emociones, el habla, la toma de decisiones y el autocontrol, ver Figura 2.2. 
• Materia Blanca (MB): Transmite la información de las diferentes partes del cuerpo hacia 

la corteza cerebral, también controla las funciones de las que el cuerpo no es consciente, 

como la temperatura, la sangre de presión y el ritmo cardíaco. Se encarga de liberar las 

hormonas y gestiona el control del hambre y la sed, y también de las emociones. Otras 

funciones son la construcción de redes neuronales veloces que ayudan en el proceso de la 

memoria, el aprendizaje y en general nuestros recursos cognitivos en el desarrollo de la 

inteligencia, ver Figura 2.2. 

 

 

 

 

Figura 2.1. Separación de tejidos (BrainWeb). 
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• Líquido Cefalorraquídeo (LC): El LC circula por el espacio subaracnoideo, los 

ventrículos cerebrales y el canal medular central, es incoloro y su volumen en condiciones 

normales es de 100 a 150 ml. Entre sus funciones se encuentran, protección mecánica del 

sistema nervioso central, equilibrar el volumen del contenido en el cráneo, (Sevillano et al, 

2011). Contiene glucosa, electrolitos, aminoácidos y otras pequeñas moléculas encontradas 

en el plasma, tiene muy pocas proteínas y pocas células. 
 

         b) Problemas de la segmentación de una IRM 
 

• Volumen Parcial: Surge por la mezcla de intensidades correspondientes a dos o más 

tejidos en un mismo píxel. 

• Inhomogeneidad: Variación de la intensidad a lo largo de la imagen.  

• Inclusión de información a priori: la información sobre la intensidad de los píxeles que 

forman un objeto no es suficiente para delimitarlo. 

• Distintos tejidos tienen o pueden tener brillos similares. 

• Ruidos característicos asociados a la técnica (Sevillano et al, 2011). 

 

2.2. Descriptores de textura 

Los descriptores o (características) de textura son, parámetros matemáticos calculados a 

partir de la distribución de píxeles, que caracterizan el tipo de textura y, por lo tanto, la estructura 

implícita de los objetos que se muestran en la imagen, Haralick (1973) sugirió algunos descriptores 

de textura para caracterizar a la matriz de co-ocurrencia. Estos descriptores tienen la finalidad de 

capturar algunos de los rasgos de la textura de una imagen como la homogeneidad y el contraste. 

Los tres métodos principales más utilizados en el procesado de imágenes para describir la 

textura de una región son: 

 

Figura 2.2. Materia Gris y Materia Blanca (Paredes, 2015). 
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• Estadísticos. 

• Estructurales. 

• Espectrales (transformación). 

 

   2.2.1. Descriptores estadísticos 

Estos métodos se basan en la distribución de los niveles de gris para extraer información 

de textura de la imagen y son los más utilizados para el análisis de imágenes médicas (Castellano 

et al, 2004). Proporcionan características de textura como suavidad, rugosidad, granulosidad y 

otras similares. Se basan en representar la textura usando propiedades que regulan tanto la 

distribución como las relaciones entre los valores de niveles de gris (Acharya y Ray, 2005).  

Éstas presentan buen comportamiento en el análisis de texturas naturales o texturas con 

poca resolución, en donde los elementos de textura resultan difícilmente describibles. 

 

        a)  Estadísticos de primer orden  

Se obtienen considerando solo el valor del píxel, sin considerar su vecindad, están basados 

en el histograma de los niveles de gris. Miden la probabilidad de observar un valor de gris en un 

sitio elegido aleatoriamente en la imagen. Estos descriptores no miden la relación entre píxeles, 

pueden ser: 

• Media: dará información del nivel medio de gris en la imagen, es la suma de todos los posibles 

valores de intensidad ponderadas por las frecuencias de los mismos (Gavidia et al, 2011) (Ecu. 

2.1).  

𝜇 =  ∑ 𝑋𝑖 𝑃𝑖                                                              (2. 1)

𝑁

𝑖=1

 

• Varianza: proporcionará información acerca de qué tan lejos de la media están distribuidos 

los valores de niveles de gris en la imagen, se representa en la siguiente ecuación (Ecu. 2.2). 

𝜎2 =  ∑(𝑋𝑖 𝜇)2 𝑃𝑖  

𝑁

𝑖=1

                                                      (2. 2) 

• Desviación estándar: es la medida de dispersión de los niveles de gris (Ecu. 2.3). 

𝜎 = √∑(𝑋𝑖 − 𝜇)2 𝑃𝑖

𝑁

𝑖=1

                                                       (2. 3) 
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Nomenclatura:  

N = número de niveles de gris. 

Xi = número de nivel e intensidad.  

Pi = número de píxeles en el nivel i. 

i = 1……N. 

 

      b)  Estadísticos de segundo orden 

Analiza las características de textura en la imagen en función de la distribución de niveles 

de grises de los pares de píxeles. Tratan de la distribución de parejas de píxeles vecinos, se calculan 

a través de la Matriz de Coocurrencia (MC). La matriz de coocurrencia como fuente de descriptores 

estadísticos de segundo orden, se usan comúnmente en tareas de clasificación de texturas, para 

generar dicha matriz, se necesita un vector de posición para verificar posibles frecuencias de 

intensidad en sus puntos finales, (Ríos et al, 2009). 

La MC es una matriz de frecuencias con la que un píxel con un nivel de gris (i) aparece en 

una relación de espacio específica con otro píxel de nivel de gris (j), es una medida estadística de 

segundo orden porque considera parejas de píxeles vecinos, ver Figura 2.3.  

 

 

 

 

 

 

 
 

 Los descriptores que se pueden obtener a partir de la matriz de coocurrencia, también 

conocidos como Características de Haralick (Haralick et al, 1973), pueden ser: 

• Uniformidad (Angular second moment (ASM)): mide la uniformidad de la imagen y 

cuantifica la repetición de pares de grises, a mayor ASM, mayor uniformidad (menos variación 

en los niveles de gris), si la ASM es 1, la imagen es completamente uniforme (Ríos et al, 2009), 

(Ecu. 2.4). 

𝑢𝑛𝑖𝑓𝑜𝑟𝑚𝑖𝑑𝑎𝑑 =  ∑ (𝑃𝑖,𝑗)
2

                                                        

𝑁

𝑖,𝑗=0

(2. 4) 

 

• Contraste: el contraste de una imagen se refiere a la diferencia entre los valores de nivel de 

grises de diferentes objetos en la imagen (Ecu. 2.5). Si el contraste es 0, los niveles de gris son 

Figura 2.3. Proceso de construcción de una matriz de coocurrencia de nivel de gris (Ríos et al, 2009). 
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constantes a lo largo de la imagen. Un valor alto de este parámetro puede indicar la presencia 

de bordes, ruido o texturas "arrugadas" en la imagen (Castellano et al, 2004), (Ríos et al, 2009). 

𝑐𝑜𝑛𝑡𝑟𝑎𝑠𝑡𝑒 =  ∑ 𝑃𝑖,𝑗(𝑖 − 𝑗)2                                                      

𝑁−1

𝑖,𝑗=0

(2. 5) 

• Correlación: es la dependencia lineal de los tonos de gris en la imagen, es decir indica el grado 

en el que los valores de una variable se relacionan con los valores de otra. Si la correlación es 

0, no existe correlación lineal entre los niveles de gris (Ecu. 2.6). 

𝑐𝑜𝑟𝑟𝑒𝑙𝑎𝑐𝑖ó𝑛 =  ∑ 𝑃𝑖,𝑗

(𝑖 − 𝜇𝑖)(𝑗 − 𝜇𝑗)

√(𝜎𝑖𝜎𝑗)

                                                  

𝑁−1

𝑖,𝑗=0

(2. 6) 

• Entropía: es una medida de inhomogeneidad en la textura de la imagen, mide el grado de 

desorden (aleatoriedad) de la distribución de píxeles con respecto a la longitud u orientación. 

A mayor entropía menos homogénea es la imagen en cuanto a características de textura 

(Castellano et al, 2004), (Ríos et al, 2009) (Ecu. 2.7). 

𝑒𝑛𝑡𝑟𝑜𝑝í𝑎 =  ∑  𝑃𝑖,𝑗 ∙ (−𝑙𝑜𝑔𝑃𝑖,𝑗)                                              

𝑁−1

𝑖,𝑗=0

(2. 7) 

• Homogeneidad (Inverse Difference Moment (ISM)): mide la homogeneidad de una textura 

se representa por la (Ecu. 2.8), la ISM aumenta cuando el contraste entre las parejas de píxeles 

desciende (Ríos et al, 2009). 

𝐼𝑆𝑀 =  ∑
𝑃𝑖,𝑗

1 + (𝑖 − 𝑗)2
                                                         

𝑁−1

𝑖,𝑗=0

(2. 8) 

Nomenclatura:  

Pi, j = probabilidad de ocurrencia de cada elemento. 

i = nivel de gris del píxel i. 

j = nivel de gris del píxel j. 

N = número total de niveles de gris en la imagen. 

 = desviación típica. 

 = media, la media en la matriz de coocurrencia no es simplemente el promedio de los valores 

originales de los niveles de gris en la ventana. El valor del píxel no es ponderado por su frecuencia 

por sí mismo, sino por la frecuencia de su coocurrencia en combinación de un determinado valor 

del píxel vecino, (Ecu. 2.9). 
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𝜇𝑥 =  ∑ 𝑖 ∙
𝑖,𝑗

𝑃𝑖,𝑗         ,            𝜇𝑦 =  ∑ 𝑗 ∙
𝑖,𝑗

𝑃𝑖,𝑗                                      (2. 9) 

 

   2.2.2. Descriptores estructurales 

Las técnicas estructurales consideran la textura como compuestas por primitivas que 

forman un patrón repetitivo y describen este patrón mediante reglas capaces de generarlo o 

reproducirlo. Formalmente, estas reglas constituyen la gramática de la textura que describe. Estas 

técnicas resultan aplicables con éxito en el análisis de imágenes que contienen una textura en la 

que los elementos descriptibles siguen una gran regularidad en su distribución (Galeana, 2008), 

(Troncoso, 2007), (Avellaneda, 2009), (Benet, 2016).  

Utilizan conjuntos de formas primitivas para describir un objeto; incluyen la evaluación de 

la textura de la imagen a través de operadores de morfología matemática (Haralick, 1979). La 

ventaja de estos métodos es que proporcionan una buena descripción simbólica de la imagen. 

 

   2.2.3. Descriptores espectrales (transformación) 

Los enfoques de transformación comprenden todos los métodos basados en 

transformaciones de frecuencia o escala (como Fourier o Wavelet) (Avellaneda, 2009), (Haralick, 

1979). 

• Fourier: el análisis espectral busca en las transformadas de Fourier picos de alta densidad en 

el módulo o en el argumento para caracterizar los patrones texturales. Intentan describir las 

regiones de imagen utilizando su contenido de frecuencia. El mayor problema de las 

transformadas de Fourier es que cada componente del espectro frecuencial depende de la 

imagen global. 
 

• Wavelet: intentan describir las regiones de imagen utilizando su frecuencia y contenido de 

escala, al calcular la transformación wavelet de una imagen, asociamos a cada píxel un 

conjunto de números (los coeficientes wavelet) que caracterizan el contenido de frecuencia de 

la imagen en ese punto sobre un conjunto de escalas. A partir de estos coeficientes, podemos 

calcular las características de textura, un parámetro derivado de wavelet es: energía y dirección, 

por lo que este parámetro mide el contenido de frecuencia de la imagen en una escala 

determinada y en una dirección dada (Castellano et al, 2004). 
 

• Gabor: los filtros Gabor proporcionan medios para una mejor localización espacial; sin 

embargo, su utilidad es limitada en la práctica porque generalmente no hay una única 

resolución de filtro en la que uno puede localizar una estructura espacial en texturas naturales.  
 

2.3. Métricas encontradas en el estado del arte 

La métrica de evaluación debería proporcionar información relevante con la tarea a evaluar, 

las métricas que se buscan son métricas estadísticas, es decir, relativas a las regiones segmentadas, 

en particular se busca medir la precisión del algoritmo. A continuación, se muestra en la Tabla 2.1, 
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una comparación de las métricas que se han identificado en el estudio del estado del arte, mismas 

que utilizan los autores para evaluar sus resultados. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Nomenclatura:  

S1= imagen de ground truth. 

S2= imagen segmentada. 

MÉTRICA ECUACIÓN VENTAJAS DESVENTAJAS REFERENCIA 

Sensibilidad   
𝑉𝑃

 𝑉𝑃 + 𝐹𝑁
 

• Permite medir la 

subsegmentación 

que existe en la 

imagen resultante 

con respecto al 

ground truth. 

• Dependencia con la 

relación entre los 

tamaños de imagen. 

• Dependencia con el 

tamaño del objeto 

que se desea 

segmentar. 

(Al-Dmour y 

Al-Ani, 2016), 

(Khastavaneh y 

Ebrahimpour, 

2015). 

Especificidad  
𝑉𝑁

 𝑉𝑁 + 𝐹𝑃 
 

 • Dependencia con la 

relación entre los 

tamaños de imagen. 

• Dependencia con el 

tamaño del objeto 

que se desea 

segmentar. 

(Al-Dmour y 

Al-Ani, 2016), 

(Khastavaneh y 

Ebrahimpour, 

2015). 

Coeficiente 

de Similitud 

de Dice 

(CSD) (Dice, 

1945) 

2 ×  𝑉𝑃

2 𝑥 𝑉𝑃 + 𝐹𝑃 + 𝐹𝑁
 

 

• Independiente del 

tamaño de las 

imágenes. 

• No permite medir la 

subsegmentación, 

ni la 

sobresegmentación 

(Al-Dmour y 

Al-Ani, 2016), 

(Benson et al, 

2016), (Li et al, 

2016), (Benson 

et al, 2015), 

(Valverde et al, 

2015), (Xia et 

al, 2016). 

Precisión 
𝑉𝑃 + 𝑉𝑁

 𝑉𝑃 + 𝑉𝑁 + 𝐹𝑁 + 𝐹𝑃
 

• Permite medir la 

sobresegmentación 

que existe en la 

imagen resultante 

con respecto al 

ground truth. 

 (Al-Dmour y 

Al-Ani, 2016). 

Índice de 

Similitud de 

Jaccard 

(ISJ) (Vovk 

et al, 2007) 

𝑆1 ∩  𝑆2

𝑆1 ∪ 𝑆2
 

• Mide la similitud, 

entre la imagen 

resultante y el 

ground truth. 

• No permite medir la 

subsegmentación, 

ni la 

sobresegmentación. 

(Al-Dmour y 

Al-Ani, 2016), 

(Khastavaneh y 

Ebrahimpour, 

2015). 
 

Tabla 2.1. Métricas encontradas en la literatura. 
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VP = S1 ∩ S2 

FP = S1 − (S1 ∩ S2)            

FN = S2 − (S1 ∩ S2) 

VN =  ESCENA− S1∪S2 

ESCENA= región que comprende todas las posibles regiones segmentadas. 

W = anchura de ground truth y el resultado generado. 
 

H= altura de ground truth y el resultado generado. 

A(S)= representa el área del tejido que se calculó usando el algoritmo propuesto. 

A(G)= representa el área del tejido que se marcó en el ground truth. 
 

2.4. Análisis y comparación entre algoritmos de agrupamiento 

En la literatura se han encontrado trabajos donde utilizan algoritmos de agrupamiento como 

K-means, Fuzzy C means entre otros. A continuación, se muestra en la Tabla 2.2 una comparativa 

entre estas herramientas. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

ALGORITMOS DE 

AGRUPAMIENTO 
VENTAJAS DESVENTAJAS 

Isodata (Wang et al, 2014), 

(Khastavaneh y 

Ebrahimpour, 2015), 

(Rahman, 2015). 

 

• No es sensible a los cambios 

en la distribución de los 

elementos. 

• Flexibilidad, puede ajustar 

los grupos generados, 

eliminando o creándolos, 

(Ball y Hall, 1965).  

• Puede volverse muy 

ineficiente cuando se evalúan 

instancias muy grandes (No 

tiene escalabilidad). 

• Requiere una serie de 

parámetros, para llevar acabo 

el agrupamiento (Ball y Hall, 

1965). 

K-means (Rahman, 2016). 

• Fácil de implementar. 

• El número de agrupaciones 

es definido, con 

anticipación. 

• Escalabilidad: normalmente 

corren con pocos datos. 

 

• Un dato sólo puede formar 

parte de un grupo, no de más.  

• El resultado es sensible a la 

selección de los centroides 

aleatorios iniciales. 

• Inicializar el número de 

prototipos. 

 

Tabla 2.2. Comparativa de los algoritmos de agrupamiento encontrados en la literatura. 
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   2.4.1. Algoritmo Isodata 

Iterative Self-organizing Data Analysis Techniques (ISODATA) se ha utilizado para 

segmentación de imágenes de RM (Khastavaneh y Ebrahimpour, 2015) y para su clasificación 

(Wang et al, 2014), (Rendon et al, 2015), y los resultados han sido buenos, en comparación con 

otras técnicas tanto de segmentación como para clasificación. Permite ajustar automáticamente el 

número de grupos durante sus iteraciones, fusionando aquellos que son similares y dividiendo los 

que generan un valor de dispersión mayor. Involucra ciertos parámetros: 
 

 

 

 

 

 

 

K = Número de grupos deseados.    

A = Número actual de grupos. 

L = Número máximo de fusiones o mezclas. 

s  = Medida de dispersión (para división de grupos). 

n = Número mínimo de elementos en un grupo. 

d  = Distancia entre centroides (para fusionar grupos). 

I = Número máximo de iteraciones. (Maravall, 1994).  
 

ALGORITMOS DE 

AGRUPAMIENTO 
VENTAJAS DESVENTAJAS 

Fuzzy C Means 

(Valverde et al, 2015), 

(Li et al, 2016). 

 

Los datos pueden estar 

suficientemente cerca de 

dos grupos de tal manera 

que es difícil etiquetar 

cualquiera de estos. 

• Proceso de inicialización 

sensible.  

• Problema al seleccionar los 

centroides iniciales. 

No puede compensar 

eficazmente la 

Inhomogeneidad de 

intensidad. 

FANTASM (Valverde 

et al, 2015). 

• Robusto a los efectos de 

Inhomogeneidad de 

intensidad. 

• Robusto al ruido. 

• Proceso de inicialización 

sensible.  

 

KNN (Valverde et al, 

2015), (Ahmed et al, 

2016). 

• El coste del aprendizaje es 

nulo. 

• Es muy tolerante al ruido. 

• El coste de encontrar los K 

mejores vecinos es grande. 

• No hay un mecanismo para 

decidir el valor óptimo para 

K (depende de cada conjunto 

de datos). 

 

Tabla 2.2. Comparativa de los algoritmos de agrupamiento encontrados en la 

literatura (continuación). 
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Isodata también tiene como base el algoritmo K-means e incluye una serie de heurísticas 

que tiene 3 objetivos: 

• Eliminar: agrupamientos poco numerosos. 

• Mezclar/unir: agrupamientos cercanos. 

• Dividir: agrupamientos dispersos. 
 

 

a) Funcionamiento de las principales fases de Isodata 
 

• Fase de A-means: es el encargado de generar los grupos, es decir el sólo recibe un set 

de (A) semillas las cuáles serán las representantes de cada grupo y a partir de ellas 

repartir los datos en cada una de esas semillas.  
• Fase de eliminación: es la encargada de eliminar aquellos grupos que tienen pocos 

elementos y el número mínimo de elementos en un grupo, está estipulado por (n). 
• Fase de división y fusión: el propósito de estas fases es crear o disminuir el número 

de grupos, mediante la generación de nuevas semillas para proporcionárselas a A-

means quien será el encargado de reagrupar los datos. 
 

 

 

b) Diagrama de flujo general de Isodata original 

  En la Figura 2.4 se muestra el diagrama donde se representa el flujo de trabajo del algoritmo 

Isodata, incluyendo cada una de sus fases.   
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Figura 2.4. Diagrama del flujo de trabajo del algoritmo ISODATA  original (Ball y Hall, 1965). 

INICIO 

 

A-means 

 

Datos e inicializar 

parámetros 

 

 

Eliminar grupos con 

Elementos < n 

 

- Verificar iteraciones 

(par o impar). 

- Verificar número de 

grupos. 

-   Calcular la dispersión de 

cada grupo. 

- Calcular el número de 

datos en cada grupo. 

 

Terminar 

 

Sí 

 

 

 

Si 

1)  A < K/2 
 

Si 

1)  A > K*2 

2)  Iteración 

es impar 

 

2)  Última iteración 

3)  Iteración es  

par 

Eliminar grupos 

o fusionar los más 

cercanos  

 

Crear grupos o 

dividir los más 

dispersos 

 

 

 

Punto de 

ramificación 

Iteraciones > I 

 

No 
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2.5. Propuesta de solución  

Para solucionar el problema planteado anteriormente, es conveniente implementar una 

técnica que permita realizar la segmentación automática de IRM, al hacer una comparativa entre 

algoritmos de agrupamiento, y concluir que Isodata es una herramienta más completa, se propone 

el adaptar e implementar este algoritmo para realizar dicha tarea. 

 

   2.5.1. Adaptaciones propuestas al algoritmo 

     A continuación, se presenta una breve explicación de las adaptaciones que se realizaron al 

algoritmo, en la Figura 2.5 se puede apreciar las adaptaciones dentro de la inicialización de los 

parámetros y dentro del proceso de A-means, y en la Figura 2.6 las adaptaciones realizadas dentro 

de las heurísticas para dividir y fusionar. 

Tomando en cuenta que una desventaja de Isodata es que es sensible a la inicialización de sus 

parámetros, especialmente aquellos como (d y s) que determinan la fusión y división de grupos 

respectivamente, se propone tomar como parámetros de entrada (K, L, I y n), y calcular (A, d y s) 

automáticamente analizando el histograma de la imagen que va a procesar el algoritmo, teniendo 

la ventaja de que no se requiere de un conocimiento a priori del conjunto de datos para poder 

establecerlos. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Utilizar un crecimiento 

de regiones que toma en 

cuenta los 8 vecinos del 

pixel semilla, para así 

garantizar grupos o 

regiones conexas.  

INICIO 

Datos e inicializar 

parámetros  

A-means 

Considerar como 

parámetros de entrada (K, 

L, I y n), y el resto de ellos 

(A, s y d) definirlos 

automáticamente, 

analizando el histograma 

de la imagen. Y para logra 

una mejor distribución de 

las semillas, dividir la 

imagen en 4 cuadrantes. 

Figura 2.5. Adaptación del proceso de inicialización y A-means. 
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   2.5.2. Herramientas a utilizar 

Dentro de la adaptación propuesta se incluye el uso de herramientas como descriptores de 

textura, y para evaluar cuantitativamente los resultados generados por el algoritmo se utilizaron 

algunas métricas. 

 

a) Dominio de imágenes 

Dentro de los alcances y limitaciones planteados anteriormente, se establece que las 

imágenes con que se va a trabajar no contienen cráneo ni anomalías, pero si más adelante se 

pretende trabajar con bancos de imágenes que contienen cráneo se recomienda utilizar (MIPAV) 

y para trabajar con las imágenes se utilizó la librería de OPENCV, y ya que esta librería solo 

permite trabajar con formato (.pgm) para imágenes a escala de grises, lo que se realizó fue una 

conversión del formato original de las imágenes (DICOM) a este formato para poder trabajar con 

ellas. 

Eliminar grupos o 

fusionar los más 

cercanos 

 

 

Si 

1)  A > K*2 

Crear grupos o dividir los 

más dispersos 

Si 

1)  A < K/2 

2)  Iteración 

es impar 

 

2)  Última 

 iteración 

3)  Iteración es 

par. 

 

Eliminar grupos 

Elementos < n 

Utilizar el cálculo de la 

medida de distancia, en 

el contexto de un 

espacio de 

representación de 

texturas, utilizando el 

vector de 

características de cada 

grupo.  

Incorporar la opción de generar semillas inducidas, 

tomando en cuenta los pixeles que no han sido 

etiquetados previamente, si todos ya están 

etiquetados, entonces se continúa con el proceso 

tomando en cuenta la dispersión de cada grupo, en 

el espacio de representación de texturas. 

Punto de 

ramificación 

 

Calcular vector de 

características para cada 

grupo 

Incorporar una etapa para el 

cálculo del correspondiente 

vector de características 

(texturas) de cada grupo.  

Calcular la dispersión para 

cada grupo 

 

Figura 2.6. Adaptación de heurísticas para dividir y fusionar. 
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▪ MIPAV: es una aplicación multiplataforma para el análisis cuantitativo y visualización 

de imágenes médicas de numerosas modalidades. Disponible en: 

http://mipav.cit.nih.gov/. Este software se puede utilizar para la eliminación del cráneo 

en las imágenes de resonancia magnética (Bethesda y Maryland, 2007). 

 

▪ OPENCV: biblioteca de código abierto para tratamiento de imágenes, proporciona la 

facilidad de leer imágenes con diferentes tipos de formato, en OpenCV la clase (Mat) es 

un contenedor para las imágenes, es el encargado de almacenar la información de cada 

uno de los píxeles que componen una imagen, provee acceso a ellos y libera la memoria 

automáticamente (Muñoz, 2014). 

 

b) Tipo de descriptores de textura  

Se ha demostrado que los métodos basados en estadísticos de segundo logran mayores tasas 

de discriminación que los métodos espectrales y los métodos estructurales (Weszka, 1976), 

basados en la información anterior, se llega a la conclusión de utilizar descriptores de segundo 

orden como lo son: 

▪ Contraste. 

▪ Entropía. 

▪ Homogeneidad. 

▪ Uniformidad. 

▪ Correlación.  
 

 

c) Métricas  

Para demostrar que los resultados obtenidos cumplen con los objetivos planteados, se 

necesitan evaluar de manera cuantitativa, por lo tanto, al analizar la información presentada en la 

sección (2.3. Métricas encontradas en el estado del arte), las métricas a utilizar son: 

 

▪ Coeficiente de Similitud de Dice: un resultado de 0.7 es considerado como una 

buena segmentación, un valor igual a 1 representa una segmentación más precisa.   

▪ Índice de Similitud de Jaccard: el rango de ISJ está entre 0 y 1, donde 1 indica una 

buena segmentación. 

▪ Precisión: su rango está entre 0 y 1, donde 1 indica una tasa de predicción correcta 

sobre todos los píxeles. 
 

   2.5.3. Algoritmo Isodata adaptado 

 En la Figura 2.7 se muestra el diagrama que representa las fases del algoritmo Isodata 

adaptado, donde se puede apreciar que se agrega una nueva, que es la del cálculo del vector de 

http://mipav.cit.nih.gov/
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características de texturas de cada grupo creado por A-means, este vector de características va a 

ser utilizado ya sea para crear o disminuir el número de grupos. También se toma en consideración 

el generar semillas inducidas dentro del proceso de división, si aún hay píxeles que no han sido 

procesados. 

 

a) Diagrama de flujo general de Isodata adaptado 

  A continuación, se muestra el diagrama donde se representa el flujo de trabajo adaptado 

del algoritmo Isodata, incluyendo cada una de sus fases. 
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Sí  

INICIO 

Datos e inicializar parámetros  

A-means 

 

 

Terminar 

Eliminar grupos con número de  

Elementos < n 

 

No 

Crear grupos o dividir los 

más dispersos 

 
Punto de 

ramificación 

 

Si 

1)  A > K*2 
 

Si 

1)  A < K/2 

2) Iteración es 

impar 
 

2)  Última iteración 

3)  Iteración es  

par 

 

Eliminar grupos 

o fusionar los más 

cercanos  

Iteraciones  > I 

- Calcular vector de 

características para cada 

grupo. 

- Calcular dispersión de cada 

grupo. 

Figura 2.7. Diagrama del flujo de trabajo del algoritmo ISODATA adaptado. 



 
 

 

 
 

                                                                                                                                                                                             

32 

 

Capítulo 2 Análisis del problema y propuesta de solución  

2.6. Resumen del capítulo 

En este capítulo se presentó un análisis de los conceptos más relacionados con el problema 

planteado en el capítulo 1, como segmentación de IRM, algoritmos de agrupamiento, descriptores 

de texturas, métricas estadísticas etc. Después de ese análisis se planteó una propuesta de solución, 

en la cual se agregó una explicación del funcionamiento original del algoritmo de agrupamiento 

seleccionado (Isodata) y se presentaron las adaptaciones propuestas. En el siguiente capítulo se 

presenta todo el trabajo realizado sobre diseño e implementación del algoritmo, para después dar 

paso al capítulo de pruebas y resultados.  
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Capítulo 3             

Análisis, diseño e 
 implementación de la solución 

 
            En este capítulo se presenta toda la parte de análisis, diseño e implementación del algoritmo 

principalmente, donde se incluye diagramas de flujo, pseudocódigos, diagramas de clases tanto del 

proceso original, como las adaptaciones propuestas. 

 

3.1. Diseño e implementación de Isodata original 

En esta sección se presentan los diagramas de flujo y pseudocódigos de las principales fases 

del algoritmo como lo son A-means, las heurísticas para dividir y fusionar grupos, para tener un 

mejor entendimiento de su funcionamiento dentro de Isodata, también se agrega un diagrama de 

clases que representa cómo está implementado el algoritmo en el lenguaje de programación C++, 

cabe mencionar que los parámetros de Isodata se inicializan desde el comienzo.  

 

   3.1.1. Diagramas de flujo de las fases originales de Isodata  

A continuación, se presentan los diagramas de flujo, de las principales fases del algoritmo 

Isodata que son A-means, la fase de división y la fase de fusión. 
 

a) Diagrama de flujo de A-means  

La Figura 3.1 muestra el proceso que realiza A-means dentro del ciclo Isodata original. 
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b) Diagrama de flujo de la heurística para dividir grupos más 

dispersos 

En la Figura 3.2 se muestra el diagrama donde se representa el proceso que se realiza dentro 

del ciclo Isodata para crear grupos. 

 

 

 

 

 

Asignar dato a la semilla más cercana 

No  

Entrada A 

(semillas_aleatorias) 

 

INICIO 

 

 
Terminar 

Sí 

semillas_anteriores 

!=  

semillas_nuevas 

Calcular distancias entre cada dato 

a cada semilla 

Recalcular semillas 

(semillas_nuevas) 

Figura 3.1. Diagrama del flujo del trabajo de A-means (Ball y Hall, 1965). 
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c) Diagrama de flujo de la heurística para fusionar grupos más 

cercanos 

En la Figura 3.3 se muestra el diagrama donde se representa el proceso que se realiza para 

eliminar (fusionar) grupos. 

 

 

Obtener máxima dispersión de 

los grupos (δi max) 

 

No  

INICIO 

Entrada A  grupos 

 
Terminar 

Sí 

δi max > s 

Candidatos a dividir, calcular distancia de 

los elementos del grupo 

Dato más alejado del centro, semilla_nueva 

Actualizar valor de A y set de semillas 

Continuar ciclo Isodata 

Figura 3.2. Proceso para dividir grupos más dispersos (Ball y Hall, 1965). 
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   3.1.2. Pseudocódigos de las fases originales de Isodata  

A continuación, se presentan los pseudocódigos del algoritmo Isodata, el pseudocódigo del 

proceso que realiza A-means, así como los de las heurísticas para dividir y fusionar grupos. 

 

No  

 
Buscar las mínimas 

distancias entre los 

candidatos 

Sí 

No  

INICIO 

Entrada A  grupos 

 

Terminar 

Sí 

dEi < d 

Calcular distancia entre pares de grupos (dEi) 

Fusionar y recalcular 

centros 

Continuar ciclo Isodata 

Candidatos a fusionar, contar cuántos 

candidatos hay (contador_mezclas)  

contador_mezclas < L 

Actualizar valor de A y set de semillas 

Figura 3.3.Proceso para fusionar grupos más cercanos (Ball y Hall, 1965). 
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a) Pseudocódigo de Isodata 

A continuación, se presenta el pseudocódigo del algoritmo Isodata (Maravall, 1994). 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 

 

 

b) Pseudocódigo de A-means 

En este apartado, se presenta el pseudocódigo del proceso que realiza el algoritmo A-

means, dentro del ciclo Isodata original. A-means, es el encargado de crear los grupos, y lo hace 

midiendo la distancia de cada lado hacia cada semilla, estos datos son asignados a la semilla con 

menor distancia, una vez creados los primeros grupos, recalcula los centros y vuelve a reagrupar 

los datos, este ciclo se realiza cuando los grupos permanecen constantes, es decir que los grupos 

anteriores y los grupos nuevos son iguales, en el pseudocódigo se puede apreciar paso por paso 

este proceso.  

 

 

 

 

 

 

1: 

2: 

3: 

4: 

5: 

6: 

7: 

8: 

9: 

10: 

11: 

12: 

13: 

14: 

15: 

16: 

17: 

18: 

 

Algoritmo Isodata original 

Entrada: Imagen entrada X, parámetros: K, A, L, s, n, d, I  

Salida:    Imagen segmentada Y 

inicio 

    generar semillas_aleatorias 

        hacer                 

iniciar proceso de A-means 

            calcular de cada grupo: dispersión, número de datos 

                si número_iteraciones   I  hacer 

                    eliminar grupos con pocos elementos, grupos < n 

          verificar iteraciones (par o impar), número de grupos 

                         si A < K/2  o número_iteraciones impar hacer 

                             dividir grupos 

                         fin si  

                         si A > K*2  o número_iteraciones par hacer 

                             fusionar grupos 

                         fin si  

                fin si  

                incrementar número_iteraciones 

        mientras número_iteraciones   I   

fin 
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Una vez teniendo los grupos creados por A-means, de cada uno de ellos se calcula su 

dispersión (para ver qué tan separados están los elementos de la media) y se verifica cuántos 

elementos contiene cada uno. Al saber el número de elementos en cada grupo el algoritmo elimina 

aquellos cuya cardinalidad sea menor a (n), una vez teniendo los grupos restantes, el algoritmo 

llega a un punto de ramificación donde, si (Iteración es impar) o (A < K/2) se debe dividir los 

grupos o si (Iteración es par) o (A > K*2) se tendrán que fusionar.   

 
 

c) Pseudocódigo de la heurística para dividir grupos más 

dispersos 
 

En este proceso de división, como ya se tiene qué tan dispersos están los elementos de cada 

grupo, se obtiene la máxima dispersión, aquellos que presenten una dispersión mayor a (s) serán 

los candidatos a ser divididos, para dividir los grupos candidatos se toma el dato más alejado de la 

media como nueva semilla, así para cada uno y esas nuevas semillas se pasan a A-means, se repite 

el proceso.  

A continuación, se presenta el pseudocódigo del proceso de creación de grupos 

(dividiéndolos), dentro del ciclo Isodata. 

inicio 

    hacer      

         para i=0 a A hacer 

              calcular la distancia de cada dato a cada semilla  

𝑑𝐸 =
√

∑ (𝑋𝑖 − 𝑋𝑗)
2

𝑖=1..𝑛
𝑗=1..𝐴

 

               asignar datos a la semilla más cercana 

   recalcular semillas 

𝑋ത =
σ 𝑥𝑖

𝑛
𝑖=1

𝑛
 

         fin para 

    mientras  semillas_anteriores != semillas_nuevas  

fin 

 

1: 

2: 

3: 

4: 

 

 

 

 
 

5: 

6: 

 

 
 

7: 

8: 

9: 

Algoritmo A-means original  

Entrada: set de semillas_aleatorias 

Salida:    grupos 
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d) Pseudocódigo de la heurística para fusionar grupos más 

cercanos 
 

En esta fase se calcula la distancia entre pares de clases, y aquellas que sean menores a (d) 

son las candidatas a ser fusionadas, una vez teniendo cuántas mezclas se van a realizar, el algoritmo 

verifica si esas mezclas rebasan las permitidas (L), una vez pasando este filtro se promedian las 

dos clases y se obtiene una nueva, esas clases son enviadas a A-means quien realiza nuevamente 

su proceso. A continuación, se presenta el pseudocódigo del proceso de eliminación de grupos por 

fusión, dentro del ciclo Isodata. 

 

 

 

 

 

 

 

1: 

2: 

3: 

4: 

5: 

 

 

 

 

 
6: 

7: 

8: 

9: 

10: 

 

Dividir grupos más dispersos (original) 

Entrada: grupos 

Salida:    set de semillas_nuevas 

inicio 

    si A < K/2  o número_iteraciones impar hacer 

        obtener máxima dispersión 𝛿𝑖𝑚𝑎𝑥                       

           si 𝛿𝑖𝑚𝑎𝑥 > s hacer 

               calcular distancias de los elementos del grupo a la semilla 

𝑑𝐸 =
√

∑ (𝑋𝑖 − 𝑋𝑗)
2

𝑖=1..𝑛
𝑗=1..𝐴

 

               𝑑𝐸𝑚𝑎𝑥, es la nueva_semilla  

           fin si  

   fin si 

    actualizar valor de A y set de semillas 

fin 
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   3.1.3. Diagrama de clases de la implementación del algoritmo 

Isodata original 

A continuación, se presenta en la Figura 3.4 el diagrama de clases, que representa el cómo 

está implementado el algoritmo en el lenguaje de programación C++. 
 

 

1: 

2: 

3: 

 
 
 

4: 

5: 

6: 

7: 

 

 
 

8:  

9: 

10: 

11: 

12: 

Fusionar grupos más cercanos (original) 

Entrada: grupos 

Salida:    set de semillas_nuevas 

inicio 

    si A > K*2  o número_iteraciones par hacer 

        calcular distancia entre pares de clases 

𝑑𝐸 = ඨ ∑ (𝑋𝑖 − 𝑋𝑖+1)2

𝑖=1…𝐴

 

             si 𝑑𝐸𝑖 < d hacer 

                   incrementar contador_mezclas 

                      si contador_mezclas < L hacer 

                          promediar semillas 

𝑋ത =
σ 𝑥𝑖

𝑛
𝑖=1

𝑛
 

                      fin si  

             fin si 

    fin si  

    actualizar valor de A y set de semillas 

fin 
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3.2. Diseño e implementación de la adaptación de Isodata  

En esta sección se presentan las adaptaciones realizadas al algoritmo, para cumplir el 

objetivo propuesto que es generar regiones conexas y realizar la segmentación de imágenes de 

resonancia magnética cerebrales. 

A-means 

+a_means 

#**IMG : double 

#**des : double 

#**c1 : int 

 

Isodata 

+cálculos 

+eliminar  

+dividir  

+fusionar  
 

#**c3: double 

#**des2: double 

#k :  int 

#a : int 

#l : int 

#s : int 

#n : int 

#d : int 

#i : int 

 

Inicialización 

+leer_datos  

+inicio 
 

#**IMG : double 

#**c2 : int 

#k :  int 

#a : int 

#l : int 

#s : double 

#n : double 

#d : int 

#i : int 

 

Figura 3.4. Diagrama de clases algoritmo Isodata. 
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   3.2.1. Arquitectura general del sistema 

Esta sección se explica cuál es el proceso que realiza el sistema en conjunto, comenzando 

con la lectura de los datos, la inicialización de los parámetros, el proceso de segmentación de 

Isodata y una vez teniendo los resultados, la evaluación con las métricas. 

 

a) Lectura de datos 

Isodata al leer la imagen a procesar la almacena en una estructura, la cual tiene un tamaño 

proporcional al tamaño de la imagen y tiene el siguiente formato (ver Tabla 3.1), inicialmente se 

almacena la información en las columnas (fil, col) indicando los índices de cada píxel, en los 

procesos siguientes se va almacenando en (INTENSIDAD) el nivel de gris del píxel en las 

coordenadas (fil, col), y en (ETIQUETA) se va colocando una bandera a cada píxel 

correspondiente a la clase que se va uniendo. 

 

b) Inicialización de parámetros 

El algoritmo Isodata tiene una fase de inicialización donde lee la imagen a procesar, y los 

parámetros de entrada (K, L, I y n), y analiza el histograma de la imagen para establecer 

automáticamente el resto de los parámetros (s, d, A). Tanto (s, d, A) pueden ajustarse en cada 

iteración del algoritmo, mientras que (L, I, K y n) permanecen fijos. 

 

- Número de grupos deseados (K):  tomando en cuenta que la imagen se divide en 4 

cuadrantes, se analizó cuántos posibles grupos se podrían formar identificando 30, en la Figura 3.5 

se puede ver un ejemplo a colores de cada posible semilla, se llegó a esta estimación, ya que al 

aumentar el valor de (K) y (A) a 1000 por ejemplo o más, se forman grupos tan pequeños (como 

se muestra en la Figura 3.6) que no es posible realizar la evaluación de su vector de características, 

ya que para realizar esta evaluación se necesita calcular la matriz de coocurrencia de cada grupo, 

y con grupos tan pequeños no se logra obtener una buena probabilidad de ocurrencia.  

FIL COL ETIQUETA INTENSIDAD 
0 0 -2 0 
0 1 -2 0 
0 2 -2 0 

20 82 -2 4 
20 103 2 99 
20 119 2 98 
40 146 3 210 
40 153 4 180 

127 255 -2 1 

 

Tabla 3.1. Representación de la estructura IMG. 



 
 
 
 

 
 

                                                                                                                                                                                             

43 

 

Capítulo 3 Análisis, diseño e implementación de la solución 

 

 

 

 

 

 

 

 

- Número máximo de fusiones/mezclas (L) y número mínimo de elementos de un grupo 

(n): para (L), tomando en cuenta que un grupo sólo puede ser fusionado con otro una sola vez, se 

deja un margen de 15 mezclas como máximo y para (n) un valor de 50 porque al momento de 

calcular el vector de características para cada grupo, el evaluar grupos muy pequeños no permite 

obtener una buena probabilidad de ocurrencia de los pares de niveles de gris, por la mínima 

cantidad de elementos. 

-Dispersión entre grupos (s) y distancia entre clases (d): Para establecer el valor de estos 

dos parámetros se analiza el histograma de la imagen a procesar, definiendo la media (0) entre 

los niveles de gris (min y max) de la 

imagen, posterior a eso se calcula (1) 

como el nivel medio de gris de los niveles 

que se encuentran a la izquierda de (0) y 

se calcula (2) como el nivel medio de los 

niveles que se encuentran a la derecha de 

(0), como se muestra en la Figura 3.7. 

Estos puntos se utilizan como umbrales 

para así identificar 4 grupos (FONDO, LC, 

MG, MB), se omiten los niveles que se 

encuentran entre (min) y (1) 

considerándolos como fondo por ser los 

valores más bajos, calculando para los tres 
grupos de intensidades restantes su 

correspondiente vector de características 

incluyendo (homogeneidad, uniformidad, 

entropía, correlación y contraste), para 

después calcular su dispersión utilizando 

este vector, mediante la (Ecu. 3.1), 

obteniendo la dispersión máxima la cual es 

asignada para (s). 

𝛿 =
σ (𝑋𝑖 − 𝑋ത)2𝑛

𝑖=1..𝐴

𝑛
                                                           (3.1) 

Para asignarle valor a (d), de igual forma utilizando el vector de características, se calcula la 

distancia entre cada grupo (LC, MG, MB) mediante la (Ecu. 3.2), como lo muestra la Tabla 3.2.  

0 

Intensidades de la imagen 

F 

r 

e 

c 

u 

e 

n 

c 

i 

a 

 

18032 

0 63 127 191 255 

13524 

4508 

9016 
 0 

 1 

 2 

min 

max 

Figura 3.7. Histograma de la imagen. 

Figura 3.6. Grupos formados con 1000 

semillas. 

Figura 3.5. Posibles regiones que 

puede tener una imagen. 
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𝑑𝐸 = ඨ ∑ (𝑋𝑖 − 𝑋𝑖+1)2

𝑖=1…𝐴

                                                          (3.2) 

Nomenclatura:  

Xi = grupo i.  

𝑋ത = media.  

 = desviación típica. 

𝑑𝐸 = distancia entre Xi y Xi+1. 

 

 

 

 

 

 

- Número de grupos actuales 

(A): para asignar el valor a este 

parámetro al leer la imagen a 

procesar, esta se divide en 4 

cuadrantes, de los cuales se analiza el 

histograma de cada uno, como lo 

muestra la Figura 3.8. Realizando el 

proceso anterior, obteniendo así 5 

semillas en cada cuadrante, cada 

umbral del histograma (min, 0, 1, 2 

y max) representa 1 semilla, es decir 

inicialmente A tendrá un valor de 20, 

pero este parámetro es variable 

durante el proceso de Isodata, el 

número de grupos actuales se van 

ajustando conforme la eliminación, 

división y fusión de grupos.  
 

- Número de iteraciones (I): ya que se identificó una variación entre los resultados 

generados en cada iteración del algoritmo, y al ver el tiempo computacional que consume en cada 

iteración se decidió experimentar con 50.   

 

c) Evaluación con las métricas 

En este proceso los resultados se evalúan cuantitativamente con ayuda del ground truth 

(proporcionado por la base de datos IBSR), utilizando las métricas seleccionadas, Coeficiente de 

(1, 0), (0, 2) (0, 2), (2, max) 

14.8779 18.4855 

 

Tabla 3.2. Tabla de las distancias calculadas entre grupo (2,3,4). 

Figura 3.8. Histograma de un cuadrante. 

Intensidades de la imagen 

F 

r 

e 

c 

u 

e 

n 

c 

i 

a 

 

4978 

0 60 121 183 244 

 3732 

1244 

2488 
 0 

 1 

 2 

min 

max 
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Similitud de Dice (CSD), Índice de Similitud de Jaccard (ISJ) y Precisión. En la Figura 3.9 se 

puede apreciar el diagrama de la metodología de experimentación. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

   3.2.2. Vector de características 

Una de los alcances estipulados es el implementar 5 descriptores de textura los cuales son, 

homogeneidad, entropía, uniformidad, correlación y contraste, estos conforman el vector de 

Lectura de datos, parámetros de 

entrada (K,L,I,n) y estimación 

de parámetros (A,s,d) . 

Segmentación con Isodata 

 

Evaluación del mejor resultado 

con las métricas 

IRM 

 

Resultados 

 

Fin 

 

No 

Ground truth 

Sí 

Obtención del mejor resultado 

del histórico 

 

Fin  

Figura 3.9. Metodología de experimentación. 
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características de cada grupo formado por A-means, y para calcularlos se utiliza la matriz de 

coocurrencia con las siguientes características: 

Dirección: orientación espacial 0° y su correspondiente matriz simétrica para obtener una 

mejor descripción de la textura. 

Distancia: 1 píxel. 

Cada grupo se guarda como una estructura de imagen, como lo muestra la Figura 3.10, para 

así obtener una representación espacial y poder trabajar con ellos, y dependiendo los niveles de 

gris que incorporan ese grupo, se obtiene las respectivas combinaciones. Cada grupo tendrá su 

correspondiente vector de características, como lo expresa la Tabla 3.3, el cual contiene las 5 

características de textura antes mencionadas.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

En la Figura 3.11 se muestran una representación del proceso de la matriz de coocurrencia 

de un grupo y así se realiza para cada uno, (a) representa los niveles de gris de un grupo y (b) 

representa las direcciones en las que se evalúan los pares de píxeles, (c) representa una tabla con 

las posibles combinaciones que puede haber y (d) muestra la representación simétrica de la tabla 

(c). 

0 0 0 0 0 0 0 0 0 0 

0 0 0 0 0 0 0 0 0 0 

0 0 0 0 0 0 0 0 0 0 

0 0 0 208 208 208 208 0 0 0 

0 0 0 208 208 208 208 0 0 0 

0 0 0 208 208 208 20 0 0 0 

0 0 0 208 208 208 208 0 0 0 

0 0 0 0 0 0 0 0 0 0 

0 0 0 0 0 0 0 0 0 0 

0 0 0 0 0 0 0 0 0 0 
 Figura 3.10. Representación de la estructura de cada 

grupo, para calcular su vector de características. 

CONTRASTE ENTROPÍA CORRELACIÓN  UNIFORMIDAD HOMOGENEIDAD 
0.798 0.0355024 1.41518 0.00609733 0.63225 

 

Tabla 3.3. Representación del vector de características para un grupo. 
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A continuación, se muestra el pseudocódigo que se utilizó para el cálculo de los vectores 

de característica, este proceso se realizó para cada grupo. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 3.11. Representación del proceso de cálculo de la matriz de coocurrencia de un grupo. 

1: 

2: 

3: 

4: 

5: 

6: 

7: 

8: 

9: 

10: 

11: 

12: 

13: 

14: 

15: 

 

Vector de características 

Entrada: A grupos 

Salida:    vector de características 

inicio 

    para i=0 a A hacer 

        guardar grupo con formato de imagen 

        evaluar las combinaciones de los niveles de gris de toda la imagen 

        evaluar las combinaciones de los niveles de gris del grupo 

        evaluar matriz de coocurrencia para 0° 

        evaluar matriz de coocurrencia simétrica a 0° 

        calcular probabilidad de cada elemento de la matriz 

        calcular contraste 

        calcular entropía  

        calcular correlación 

        calcular uniformidad 

        calcular homogeneidad 

   fin para 

fin 

 

(a) Representación de los niveles de 

gris de un grupo. 

(b) Direcciones a considerar 

y matriz simétrica 

Px vecino 0 208 
Px de 

referencia 
  

0 (0,0) 0,208 

208 208,0 208,208 

(c) Combinaciones entre los 2 

niveles de gris de la imagen en 0° 

(d) Representación simétrica de (c) 

0° 

Px vecino 208 0 
Px de 

referencia 
  

208 (208,208) 208,0 

0 0,208 0,0 
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   3.2.3. Crecimiento de regiones 

Para garantizar que el algoritmo genere regiones o grupos conexos, se opta por sustituir 

dentro de A-means (encargado de crear los grupos), el criterio de unión que utiliza por un 

crecimiento de regiones, el cual toma en cuenta los 8 vecinos de cada píxel. 

Y como se mencionó anteriormente, el problema de la segmentación de imágenes radica 

en determinar cuáles son los límites precisos de los objetos a medir, es por eso que se establece un 

borde (T) para que (x, y) identifique cuando pasa al siguiente objeto, tanto el borde, como los 

objetos se obtienen del análisis del histograma de la imagen completa y están identificados por los 

umbrales marcados en la Figura 3.6.  Tomando cada una de las semillas y revisando cada uno de 

sus vecinos, se va etiquetando con un -2 los píxeles identificados como fondo para así el algoritmo 

en el proceso siguiente sólo considere los píxeles que tienen una etiqueta diferente a esta. Y el 

resto de los píxeles, se van etiquetando con la clase a la que se van uniendo (1, 2, 3, 4, 5, etc.), ya 

teniendo una etiqueta cada píxel en la imagen, se representa con diferentes colores cada uno de los 

grupos, y los píxeles etiquetados con -2, se colorean de blanco. 
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1: 

2: 
 

3: 
 

4: 

5: 
 

6: 

7: 

8: 

9: 

10: 

11: 

12: 

13: 

14: 

15: 

16: 

17: 

18: 

19: 

20: 

21: 

22: 

23: 

24: 

25: 

26: 

27: 

28: 

29: 

30: 

 

Crecimiento de regiones 

Entrada: x, y, etiqueta_clase 

Salida:    grupos 

inicio 

    si x  0 && x  img.rows && y  0 && y  img.cols hacer 

        si (x, y) no ha sido procesado && (dato semilla – dato vecino)  T  hacer 

            si (x, y)  min && (x, y) < 1 hacer 

                etiquetar -2 

                    si (x, y)  1 && (x, y) < 0 hacer 

                        etiquetar con etiqueta_clase 

                            si (x, y)  0  && (x, y) < 2 hacer 

                                etiquetar con etiqueta_clase 

                                   si (x, y)  2  && (x, y )< max hacer 

                                      etiquetar con etiqueta_clase 

                                   fin si  

                                   si A > K*2  o numero_iteraciones par hacer 

                                       fusionar grupos 

                                   fin si  

                                   crecimiento de regiones (x, y +1) 

   crecimiento de regiones (x, y -1) 

   crecimiento de regiones (x -1, y) 

   crecimiento de regiones (x +1, y) 

   crecimiento de regiones (x -1, y -1) 

   crecimiento de regiones (x -1, y +1) 

   crecimiento de regiones (x +1, y -1) 

   crecimiento de regiones (x +1, y +1) 

                            fin si  

                        incrementar número_iteraciones 

                   fin si  

 fin si 

        fin si 

   fin si 

fin 
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   3.2.4. Semillas inducidas a partir de píxeles no procesados 

En la fase de división se incorporó la opción 

de generar semillas inducidas si el algoritmo 

identifica píxeles que no han sido procesados aún, en 

la Figura 3.12 se muestran de color negro las regiones 

o píxeles que aún no han sido agregados a ningún 

grupo, para generar estas semillas, se emplea el 

mismo criterio que se utilizó al generar las semillas 

iniciales, se divide la imagen en cuatro cuadrantes, y 

por cuadrante se evalúan aquellos niveles de gris sin 

etiqueta, se guardan en una estructura, la cual es 

analizada y buscando el valor (min y max), así como 

(0, 1, 2), estas medias son consideradas como nuevas semillas. 

 

   3.2.5. Histórico de iteraciones 

Mediante este histórico se pueden evaluar los resultados de cada iteración, utilizando dos 

métricas de calidad (dispersión de los grupos de la imagen y porcentaje de píxeles procesados), en 

la Tabla 3.4 se observa su formato, los datos se van obteniendo cada vez que finaliza el ciclo A-

means, a partir de ahí se procede a calcular la dispersión de todos los grupos de cada imagen y se 

calcula la cantidad de píxeles procesados, cotejándolo con el 100% que debería estar procesado, 

este 100% corresponde a el tamaño de la imagen menos la cantidad de píxeles de fondo que se 

identificaron durante el proceso, cada imagen es identificada con el (ID) del número de la iteración 

que le corresponde.    

 

   3.2.6. Diagramas de flujo de las fases adaptadas de Isodata 

     A continuación, se presentan los diagramas de flujo general del algoritmo Isodata, así como 

de cada una de sus fases principales que son A-means y las heurísticas para dividir y fusionar 

grupos, agregando sus respectivas adaptaciones. 

Figura 3.12. Representación de una 

imagen con píxeles sin procesar. 

ID. 

IMAGEN 
DISPERSIÓN 

% PÍXELES 

PROCESADOS 

1 14.9669 86 
2 39.6179 82 
3 50.8928 85 
4 62.9671 79 
5 74.5432 92 
6 79.1861 82 
7 124.913 96 
8 143.116 90 
9 151.295 93 

 

Tabla 3.4. Estructura del histórico de iteraciones. 
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a) Diagrama de flujo de A-means 

Figura 3.13 muestra el proceso adaptado de algoritmo A-means dentro del ciclo Isodata.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 

 

 
 

b) Diagrama de flujo de la heurística para dividir grupos 

En la Figura 3.14 se muestra el diagrama donde se representa el proceso de Isodata para 

crear grupos, utilizando las características de textura (contraste y entropía).  

 

 

Unir dato semilla con dato vecino 

si son similares 

No  

INICIO 

Entrada A (set de 

semillas_inducidas) 

 

 

 

Terminar 

Sí 

semillas_anteriores 

!=  

semillas_nuevas 

&& 

iter_ameans<20 

 

Crecimiento de regiones 

Recalcular semillas 

(semillas_nuevas) 

Figura 3.13. Diagrama del flujo de trabajo de A-means adaptado (Ball y Hall, 1965). 
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INICIO 

 

 

Hay datos sin 

etiquetar 

Generar semillas 

inducidas 

(considerando los 

datos no 

procesados) 

Sí  

No 

Obtener máxima dispersión de los 

grupos δimax 

No  
 

Terminar δimax > s 

Sí 

Candidatos a dividir, calcular distancia 

de los elementos del grupo 

Dato más alejado del centro, semilla_nueva 

Continuar ciclo Isodata 

Entrada A  grupos y vector 

de características 

Actualizar valor de A y set de semillas 

Figura 3.14. Proceso adaptado, para dividir grupos más dispersos. 
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c) Diagrama de flujo de la heurística para fusionar grupos más 

cercanos 

En la Figura 3.15 se muestra el diagrama donde se representa el proceso que se realiza para 

eliminar grupos, utilizando las características de textura (correlación, uniformidad y 

homogeneidad). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

No  

 

Sí 

No  

INICIO 

Entrada A grupos y vector 

de características 

 Terminar 

Sí 

dEi < d 

Calcular distancia entre pares de grupos (dEi) 

Continuar ciclo Isodata 

Candidatos a fusionar, cuenta cuántos 

candidatos hay (contador_mezclas) 

Buscar las mínimas 

distancias entre los 

candidatos 

contador_mezclas < L 

Actualizar valor de A y set de semillas 

Fusionar y recalcular 

centros 

Figura 3.15. Proceso adaptado, para fusionar grupos más cercanos. 
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   3.2.7. Pseudocódigos de las fases adaptadas de Isodata 

En esta subsección se presentan los pseudocódigos del algoritmo Isodata adaptado, el 

pseudocódigo del proceso que realiza A-means dentro del ciclo Isodata, y los pseudocódigos de 

las heurísticas para dividir y fusionar grupos. 

 

a) Pseudocódigo de Isodata 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 

         b) Pseudocódigo de A-means 

En este apartado, se presenta el pseudocódigo del proceso que realiza el algoritmo A-

means, dentro del ciclo Isodata, sustituyendo el proceso de asignación de los datos a la semilla 

más cercana por un crecimiento de regiones tomando en cuenta la vecindad. 

1: 

2: 

3: 

4: 

5: 

6: 

7: 

8: 

9: 

10: 

11: 

12: 

13: 

14: 

15: 

16: 

17: 

18: 

19: 

20: 

21: 

22: 

23: 

 

Algoritmo Isodata adaptado 

Entrada: Imagen entrada X, parámetros: K, L, n, I, Nimg  

Salida:    Imagen segmentada Y 

inicio 

    hacer 

        analizar histograma de imagen X 

        generar semillas_inducidas 

            mientras número_iteraciones   I  hacer 

                iniciar proceso de A-means 

                calcular de cada grupo: vector de características, dispersión 

                    si número_iteraciones >0  hacer 

                        iniciar histórico de resultados de iteraciones 

        fin si 

                    si número_iteraciones   I  hacer 

                        eliminar grupos con pocos elementos, grupos < n 

                           si A < K/2  o número_iteraciones impar hacer 

                                dividir grupos 

                           fin si  

                           si A > K*2  o número_iteraciones par hacer 

                                fusionar grupos 

                           fin si  

                    fin si  

                    incrementar número_iteraciones 

           fin mientras 

   mientras  ejecuciones_iso  Nimg 

fin 
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c) Pseudocódigo de la heurística para dividir grupos más 

dispersos 
 

Se llega a esta fase si, la iteración es impar o si el número de grupos actuales (A) es menor 

al mínimo número de grupos que puede haber (K/2). A partir de ahí, lo que hace esta fase es evaluar 

si en la imagen hay píxeles que no han sido procesados, si es así se generan N semillas inducidas, 

dividiendo el conjunto de píxeles no etiquetados en 4 cuadrantes, evaluando el histograma de cada 

cuadrante, (realizando el mismo proceso explicado anteriormente, con el análisis del histograma 

de la imagen completa). 

Si todos los píxeles ya han sido procesados, utilizar del vector, las características contraste 

y entropía, para evaluar la dispersión de cada grupo en torno a esas características e identifica qué 

grupos son los más dispersos (disimilares) una vez identificados los grupos candidatos, el proceso 

siguiente es identificar el dato más alejado de la media del grupo y así obtener nuevas semillas y 

agregarlas al set de semillas existente y pasar este set a A-means quien será el encargado de 

reagrupar los píxeles en estas A semillas.  

A continuación, se presenta el pseudocódigo del proceso de creación de grupos, dentro del 

ciclo Isodata. 

 

 

 

 

 

inicio 

    hacer      

         para i=0 a A  hacer 

              aplicar crecimiento de regiones 

               recalcular semillas 

𝑋ത =
σ 𝑥𝑖

𝑛
𝑖=1

𝑛
 

         fin para 

   mientras  semillas_anteriores != semillas_nuevas && iter_ameans<20 

fin 

 

1: 

2: 

3: 

4: 

5: 

 
 

 

6: 

7: 

8: 

Algoritmo A-means adaptado 

Entrada: set de semillas_inducidas 

Salida:    grupos 



 
 
 
 

 
 

                                                                                                                                                                                             

56 

 

Capítulo 3 Análisis, diseño e implementación de la solución 

 

 

 

 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

d) Pseudocódigo de la heurística para fusionar grupos más 

cercanos 
 

Se llega a esta fase, si la iteración es par o si el número de grupos actuales (A) excede el 

máximo de grupos que puede haber (K*2). Para calcular los grupos candidatos a ser fusionados se 

utiliza, del vector de características, la información de correlación, uniformidad y homogeneidad 

para en torno a ellas calcular la distancia entre cada grupo, una vez obtenidos los candidatos se 

promedian las medias de cada par de grupo para obtener una nueva semilla, entonces del set de 

semillas que se tenía se eliminan las de los grupos fusionados y se agregan las nuevas obtenidas, 

y de igual forma este set de semillas regresa a A-means para reagrupar los píxeles. A continuación, 

se presenta el pseudocódigo del proceso de eliminación de grupos por fusión, dentro del ciclo 

Isodata adaptado. 

 

 

 

1: 

2: 

3: 

4: 

5: 

6: 

7: 

8: 

 

 

 
 

 

 

9: 

10: 

11: 

12: 

13: 

14: 

15: 

 

Dividir grupos más dispersos (adaptación) 

Entrada: grupos, vector de características 

Salida:    set de semillas_nuevas 

inicio 

    si A < K/2  o número_iteraciones impar hacer 

        si pixeles hay no etiquetados hacer 

             generar semillas inducidas    

                 si no  

                     obtener máxima dispersión 𝛿𝑖𝑚𝑎𝑥                       

                        si 𝛿𝑖𝑚𝑎𝑥 > s hacer 

                             calcular distancias de los elementos del grupo a la semilla 

𝑑𝐸 =
√

∑ (𝑋𝑖 − 𝑋𝑗)
2

𝑖=1..𝑛
𝑗=1..𝐴

 

                             𝑑𝐸𝑚𝑎𝑥, es la nueva_semilla 

                        fin si  

                 fin si no 

        fin si 

   fin si  

   actualizar valor de A y set de semillas 

fin 
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   3.2.8. Diagrama de clases de la implementación de algoritmo Isodata 

adaptado 

A continuación, se presenta en la Figura 3.16 el diagrama de clases, que representa el cómo 

está implementada la adaptación en el lenguaje de programación C++. 

 

 

1: 

2: 

3: 

 

 
 
 

4: 

5: 

6: 

7: 

 

 
 

8:  

9: 

10: 

11: 

12: 

Fusionar grupos más cercanos (adaptación) 

Entrada: grupos, vector de características 

Salida:    set de semillas_nuevas 

inicio 

    si A > K*2  o número_iteraciones par hacer 

        calcular distancia entre pares de grupos, utilizando su respectivo vector de                            

        características  

𝑑𝐸 = ඨ ∑ (𝑋𝑖 − 𝑋𝑖+1)2

𝑖=1…𝐴

 

             si 𝑑𝐸𝑖 < d hacer 

                   incrementar contador_mezclas 

                      si contador_mezclas < L hacer 

                          Promediar semillas 

𝑋ത =
σ 𝑥𝑖

𝑛
𝑖=1

𝑛
 

                      fin si  

            fin si 

    fin si  

    actualizar valor de A y set de semillas 

fin 
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A-means 

+a_means 

#**IMG : double 

#**des : double 

#**nc : int 

 

Isodata 

+glcm0  

+eliminar  

+dividir  

+fusionar   

#**c1: double 

#disper: double 

#**des2: double 

#**tex0: double 

#k :  int 

#a : int 

#l : int 

#s : int 

#n : int 

#d : int 

#i : int 

 

Inicialización 

+leer_datos  

+inicio 

#**IMG : double 

#**c1 : int 

#k :  int 

#a : int 

#l : int 

#s : double 

#n : double 

#d : int 

#i : int 

Figura 3.16. Diagrama de clases algoritmo Isodata adaptado. 



 
 
 
 

 
 

                                                                                                                                                                                             

59 

 

Capítulo 3 Análisis, diseño e implementación de la solución 

3.3. Resumen del capítulo 

El objetivo principal de este capítulo fue mostrar el cómo está implementado tanto el 

algoritmo original, así como las respectivas adaptaciones que se le realizaron, para ajustarlo al 

objetivo que se planteó, el cual fue el generar regiones conexas y segmentar imágenes de 

resonancia magnética cerebrales. Se presentaron los respectivos diagramas de flujo, así como los 

pseudocódigos, de cada proceso para una explicación más amplia. 
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Capítulo 4                    

Pruebas y resultados 
 

              En este capítulo se presentan las pruebas realizadas y los resultados obtenidos del trabajo 

realizado, y dentro de las pruebas se evalúa el cumplimiento de los objetivos y alcances definidos 

para este proyecto de investigación, inicialmente se presentan los resultados generados por el 

proceso de Isodata original, y posteriormente se presentan los resultados generados por Isodata 

con las correspondientes adaptaciones realizadas. Cabe mencionar que se trabajó con imágenes 

que no contienen anormalidades, y tampoco se realizó la identificación de tejido anómalo ni de 

estructuras de tejidos normales. 
 

 

4.1. Ambiente de pruebas 

Para realizar las pruebas se utilizaron herramientas de hardware, software, así como bancos 

de imágenes de resonancia magnética, dichas herramientas se describen a continuación. 

 

        a)    Hardware 

▪ Laptop. 

▪ Procesador: Intel(R) Core (TM) i5 CPU, 4 núcleos a 2.3 GHz. 

▪ Memoria RAM: 8.00 GB. 

▪ Sistema Operativo de 64 bits: Windows 10. 
 

        b)    Software 

▪ Lenguaje C++. 

▪ Plataforma: Eclipse IDE para C / C ++, versión: Neon 2. 
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         c)   Bancos de Imágenes  

▪ Repositorio de Segmentación Cerebral de Internet (IBSR) 

Del Hospital General de Massachusetts, las imágenes están procesadas por el Centro de 

Análisis Morfométrico (CMA) en el Hospital General de Massachusetts. Además, el banco de 

imágenes IBSR también proporciona referencias de segmentación manual (ground truth) 

realizadas por radiólogos expertos (Worth et al, 2007), (Rohlfing, 2012), ver Tabla 4.1. 

 

   

 

 

 

 

▪ BrainWeb: base de datos simulada del cerebro (SBD) 

Conjunto de volúmenes de datos de IRM realistas producidos por un simulador de IRM 

desarrollado en el Centro de imágenes cerebrales McConnell, esta base de datos proporciona 

modelos anatómicos de 20 cerebros normales (Cocosco et al, 1997), ver Tabla 4.2.  

 

 

 

 

 

 

 

 

 

 

4.2. Resultados generados por Isodata original 

A continuación, en la Figura 4.1, se presentan una serie de imágenes generadas por el 

proceso original del algoritmo Isodata, para más adelante comprender cuáles fueron las 

adaptaciones realizadas al algoritmo y la diferencia entre estos resultados y los generados por 

Isodata adaptado. 

 

IBSR18 

Tipo Reales 

No. Imágenes  18 sujetos, 14 ♂ y 4 ♀ 

Edades 7-71 

Modalidad T1 tiempo de relajación longitudinal 

Tamaño de la imagen (mm) 256x128 

Grosor del corte (mm) 1.5 
 

Tabla 4.1. Información sobre el banco de imágenes IBSR (Worth et al, 2007). 

BrainWeb 

Tipo Simuladas 

No. Imágenes  20 

Modalidad T1 tiempo de relajación longitudinal 

Tamaño de la imagen (mm) 256x256 

Grosor del corte (mm) 1 
 

Tabla 4.2. Información sobre el banco de imágenes BrainWeb (Cocosco et al, 1997). 
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En estas imágenes se puede observar que Isodata original, al procesar las imágenes de 

resonancia magnética, genera grupos entre los píxeles agregando al grupo aquellos que están más 

cercanos a las semillas, sin importar si tienen alguna similitud entre su nivel de gris y sin importar 

que si son contiguos o no.  

 

4.3. Pruebas y resultado obtenidos de las adaptaciones realizadas  

A continuación, en la Tabla 4.3 se agrega un resumen de los tipos de pruebas realizadas, y 

más adelante se desglosan cada una de ellas, así como los resultados que se obtuvieron. En las 

imágenes aquí presentadas generadas por el algoritmo el fondo (que normalmente se identifica de 

color negro) se representa de color de blanco, para efectos de visualización e impresión del 

documento.  

 

 

 

 

 

 

 

 

Tipos de pruebas: • Pruebas de funcionalidad. 

• Pruebas para evaluar el algoritmo de manera individual. 

• Pruebas del sistema en general. 

• Pruebas para evaluar los resultados generados por el 

algoritmo. 

Objetivos de las pruebas: Estas pruebas tienen como objetivo el validar la capacidad 

del algoritmo y sus componentes, para generar los 

resultados esperados de este proyecto de investigación. 

Detalles: Las pruebas se van a realizar de forma independiente, en el 

transcurso del desarrollo del proyecto. 
 

Tabla 4.3. Resumen de las pruebas 

Figura 4.1. Resultado de ejecución 1 de Isodata. 

(a) Iteración 1  

 

(b) Direcciones a considerar 

(b) Iteración 2  

 

(b) Direcciones a considerar 

(c) Iteración 3  

 

(b) Direcciones a considerar 

(d) Iteración 4  

 

(b) Direcciones a considerar 
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   4.3.1. Pruebas de funcionalidad 

Su objetivo es evaluar si el algoritmo está realizando todos los requerimientos que se le han 

indicado como, generación de semillas inducidas, creación de grupos tomando en cuenta la 

vecindad de los datos, etc. Esto con el fin de verificar que el algoritmo esté realizando 

correctamente los pasos indicados.  

 

a) Generación de semillas distribuidas en los cuatro cuadrantes 

de la imagen 

Se divide la imagen en cuatro cuadrantes para obtener una mejor dispersión de las semillas, 

se analiza el histograma de cada cuadrante, y se obtienen 5  medias (min, 0, 1, 2 y max), cada 

una representa 1 semilla, en esta prueba se verifica que las semillas se generen correctamente y se 

concluye que con esta adaptación el algoritmo genera correctamente (A) semillas, distribuidas 

entre los cuatro cuadrantes de la imagen, en la Figura 4.2 y Figura 4.3 se pueden apreciar 

encerradas de 4 colores diferentes (para mejor apreciación) correspondiente a cada cuadrante.   

 

 

Esta prueba se realizó en ambos bancos de imágenes, en un total de 38 imágenes, y los 

resultados fueron positivos para todas las imágenes, por lo tanto, se está alcanzando un 100% del 

resultado esperado el cual, es obtener una mejor distribución de las semillas. 

 

b) Creación de grupos tomando en cuenta la vecindad de cada 

píxel 

Se agrega un crecimiento de regiones para garantizar que los grupos formados sean 

conexos, y para ello se tome en cuenta la vecindad de cada píxel, en la Tabla 4.4 se muestran los 

grupos formados por A-means en cada iteración, cada color representa un grupo, de esta forma se 

puede verificar que los píxeles que conforman cada grupo son contiguos.  

 

 

Figura 4.2. Semillas inducidas en los 4 

cuadrantes de la IRM de IBSR. 
Figura 4.3. Semillas inducidas en los 4 

cuadrantes de la IRM de BrainWeb. 
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Esta prueba se realizó en las 38 imágenes de resonancia magnética 18 de IBSR y 20 de 

BrainWeb y los resultados fueron positivos para ambos bancos de imágenes, obteniendo un 

alcance del 100% de esta prueba.  

BANCO DE 

IMÁGENES 

IMG ORIGINAL ITERACIÓN 1 

IBSR 

 

 
ITERACIÓN 2 

 

BrainWeb 

 

ITERACIÓN 1 

 
ITERACIÓN 2 

 
 

 

 

 

Tabla 4.4. Grupos formados por A-means. 
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c) Omisión del fondo 

El crecimiento de regiones colorea los píxeles tomando en cuenta el umbral asignado para 

las tres regiones a segmentar como se muestra en la Figura 4.4, posteriormente a los píxeles con 

esa intensidad, los etiqueta para identificarlos como fondo, dichos píxeles no son procesados en 

las fases, ni iteraciones siguientes.  

  

 

 

 

Al analizar los resultados para ambos bancos de imágenes se concluye que fueron positivos 

para las 38 imágenes en total, logrando un 100% de la omisión del fondo.  

 

d) Condiciones de paro 

Se realizó la prueba de condiciones de paro para verificar tanto el ciclo que recorre A-

means, como el ciclo completo de Isodata, ambos tienen una condición que les indica cuándo debe 

detenerse el ciclo, en el caso de A-means su condición de paro es que las clases anteriores con las 

actuales, permanezcan estables, y al llegar el momento en el que las clases anteriores con las 

actuales sean variables por una diferencia mínima de 1, A-means se detendrá por número de 

iteraciones excedido.  

En el caso del ciclo Isodata, su condición de paro es que el número de iteraciones indicado 

por (I) sea excedido, y para seleccionar el número de iteraciones adecuados, se toman en cuenta 

las iteraciones que realizará A-means ya que con las pruebas realizadas a este, se llega a la 

conclusión de que las iteraciones que debe realizar Isodata dependen de las iteraciones de A-

means, ya que si este obtiene buenos resultados es decir, tiene mejor descripción de los grupos, 

Isodata ya no debe realizar tantas iteraciones. 

En esta prueba se obtienen resultados favorables ya que tanto A-means como Isodata 

respetan sus condiciones de paro. 

 

 

(a) IRM del banco de imágenes 

IBSR 

 

 

 

 

Figura 4.4. Resultado de ambos bancos de imágenes, demostrando píxeles de fondo no 

procesados mientras que el resto tienen una intensidad diferente. 

(b) IRM del banco de imágenes 

BrainWeb 
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e) Eliminación de los grupos con pocos elementos 

En esta prueba se evaluó que se eliminara correctamente a aquellos grupos cuyo número 

de elementos sea menor que los indicados en (n), en la Tabla 4.5 se pueden apreciar del lado 

izquierdo la imagen con los A grupos y del lado derecho una representación de muestras de dos 

sujetos, los grupos candidatos a ser eliminados, se encierran en un círculo negro para su fácil 

identificación, y como se puede apreciar efectivamente son grupos muy pequeños, que contienen 

hasta un solo píxel.  

 

 

 

 

 

 

 

BANCO DE 

IMÁGENES 

IMG ORIGINAL (GRUPOS 

FORMADOS) 
ITERACIÓN 1 

IBSR 
  

 ITERACIÓN 2 

  
 

Tabla 4.5. Representación de los grupos eliminados. 
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Estos resultados representan que el algoritmo realiza correctamente la eliminación de 

grupos poco numerosos, y ya que la prueba se realizó para las 38 imágenes en total, de ambas 
bases de datos, obteniendo correctamente la eliminación de dichos grupos en todas las imágenes, 

se concluye que se está logrando un 100% de la eliminación de grupos con pocos elementos.  

 

f) Cálculo del vector de características para cada grupo 

Se seleccionan 5 características relevantes y significativas de textura para cada grupo, las 

cuales son contraste, entropía, correlación, homogeneidad y uniformidad; calculando un vector de 

características para cada grupo formado durante cada iteración de Isodata. Por lo tanto, 

dependiendo las (I) iteraciones del algoritmo habrá n vectores de características, en la Figura 4.5 

(b) se muestra el resultado (generado por el algoritmo) del cálculo de vector de características de 

los grupos representados en la Figura 4.5 (a). 

Al realizar esta prueba en ambos bancos de imágenes, y obtener resultados favorables para 

todas las imágenes, se concluye que se está logrando un 100% del cálculo correcto del vector de 

características para cada grupo. 

 

 

Tabla 4.5. Representación de los grupos eliminados (continuación). 

BANCO DE 

IMÁGENES 

IMG ORIGINAL (GRUPOS 

FORMADOS) 
ITERACIÓN 1 

BrainWeb 
  

 ITERACIÓN 2 
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g) Dentro del proceso de división, generar semillas inducidas si 

hay píxeles que no han sido procesados   

En esta prueba se evalúa que las semillas se generen correctamente en los píxeles que no 

se encuentren asignados a un grupo, dicha prueba se realiza con las 38 imágenes, 18 de IBSR y 20 

de BrainWeb, y al obtener resultados favorables, se concluye que se está logrando la generación 

de semillas inducidas a partir de esos píxeles sin procesar en un 100%, en la Tabla 4.6 se pueden 

apreciar los resultados obtenidos y encerradas en un círculo negro (para su fácil identificación) se 

localizan las semillas inducidas generadas, se van a generar semillas mientras (A< K). 

 

 

 

 

Figura 4.5. Vector de características de los (n) grupos. 

Grupo  

(a) Grupos restantes después de la 

eliminación. 

Vector de 

características 



 
 
 

 

 
 

                                                                                                                                                                                             

69 

 

Capítulo 4 Pruebas y resultados 

 

 

   4.3.2. Pruebas para evaluar el algoritmo de manera individual  

Su objetivo es evaluar si las fases del algoritmo (A-means, fusión y división) están 

trabajando como se espera, y está generando los resultados correctos. 

 

a) Resultados generados por A-means 

Se evalúan los grupos que genera A-means verificando si efectivamente son contiguos, 

analizando los datos integrantes de cada grupo, en la Tabla 4.7 se pueden apreciar 2 ejemplos de 

los grupos formados por A-means, para ambos bancos de imágenes. Y al identificar que los 

resultados obtenidos son positivos para todas las imágenes de ambos bancos, se concluye que se 

logra una totalidad del 100% de esta actividad. 

 

 

 

 

 

 

Tabla 4.6. Semillas inducidas generadas por la fase de división. 

BANCO DE 

IMÁGENES 
ITERACIÓN 1 ITERACIÓN 2 

IBSR 

  

BrainWeb 

ITERACIÓN 1 ITERACIÓN 2 
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b) Resultados generados en la fase de división 

En la fase de división se evalúa si el algoritmo genera semillas inducidas mientras haya 

píxeles no etiquetados, si todos los píxeles ya han sido etiquetados como miembros de algún grupo, 

BANCO DE 

IMÁGENES 

IMG ORIGINAL ITERACIÓN 1 

IBSR 

BrainWeb 

 

 
ITERACIÓN 2 

 

BrainWeb 

 ITERACIÓN 1 

 

 
ITERACIÓN 2 

 
 

 

 

 

 

 

 

Tabla 4.7. Grupos generados por A-means en cada una de sus iteraciones. 
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se evalúa cada grupo para encontrar los más dispersos y tomarlos como candidatos a ser divididos, 

seleccionando de ellos una nueva clase, aquella que se encuentre más alejada de la media, en la 

Tabla 4.8 se puede observar encerradas en un círculo negro (para su fácil identificación) las 

semillas generadas aleatoriamente, en caso de que haya píxeles sin etiquetar, en la Tabla 4.9 se 

observan de color negro los grupos candidatos a dividir en caso de que no haya píxeles sin procesar.  

 

 

  

 

 

 

 

Tabla 4.8. Semillas inducidas generadas por la fase de división. 

BANCO DE 

IMÁGENES 

IMG ORIGINAL (GRUPOS 

FORMADOS) 

SEMILLAS NUEVAS 

ITERACIÓN 3 

IBSR 
 

  

BrainWeb 

 SEMILLAS NUEVAS 

ITERACIÓN 3 
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Tabla 4.9. Grupos candidatos a ser divididos. 

BANCO DE 

IMÁGENES 

IMG ORIGINAL (GRUPOS 

FORMADOS) 
 

GRUPOS CANDIDATOS A 

DIVIDIR ITERACIÓN 4 

IBSR 
 

 

 

 
  GRUPOS CANDIDATOS A SER 

DIVIDIDOS ITERACIÓN 4 

 

 

 

BrainWeb 

  GRUPOS CANDIDATOS A SER 

DIVIDIDOS ITERACIÓN 1 

 

 

 
  GRUPOS CANDIDATOS A SER 

DIVIDIDOS ITERACIÓN 2 

 

 

 
 

3 
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Se concluye que se está alcanzando un 100% de la generación de semillas en píxeles que 

no han sido procesados y un 100% de la división correcta de los grupos con mayor dispersión, 

estos resultados son favorables para las 38 imágenes de ambos bancos de IRM.  

 

c) Resultados generados en la fase de fusión 

Se evaluó que los resultados obtenidos por la fase de fusión fueran los correctos, es decir 

que aquellos grupos que cumplen con cierta similaridad sean candidatos a ser fusionados, 

promediando los centros de cada uno, y obteniendo una nueva, dependiendo del número de 

mezclas indicadas por (L), en la Tabla 4.10 se pueden observar los resultados obtenidos por esta 

fase, el algoritmo pinta de diferente color los pares de grupos a ser fusionados, como la imagen 

del sujeto 1, indica que los grupos a fusionar son el azul y rojo, por lo tanto el resultado generado 

por el algoritmo es pintar del mismo color ambos grupos y dentro de un círculo negro se pueden 

observar la o las nuevas semillas generadas de esa (s) fusiones. 

 

 

Se tomaron en cuenta el uso de las características correlación, uniformidad y homogeneidad 

para que el algoritmo identifique cuáles son los grupos que son más similares y así realizar una 

correcta fusión, se observa en la Tabla 4.11 la imagen original de cada sujeto, y comparándola con 

los candidatos a fusionar, se puede apreciar que el grupo 1 y 2 son similares ya que se observa que 

BANCO DE 

IMÁGENES 

IMG ORIGINAL (GRUPOS 

FORMADOS) 
 

GRUPOS CANDIDATOS A 

SER FUSIONADOS 

ITERACIÓN 7 

IBSR 
 

 

 

 

BrainWeb 

 
GRUPOS CANDIDATOS A 

SER FUSIONADOS 

ITERACIÓN 5 

 

 

 
 

 

 

 

 

 

 

 

Tabla 4.10. Grupos candidatos a fusionar. 
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los dos forman parte de lo que podría ser el mismo tejido para el sujeto 1 y el grupo (3 y 5) y (2 y 

4), podrían formar parte del mismo tejido para el sujeto 2.  

 

 

 

Por lo tanto, se puede concluir que los resultados obtenidos muestran que se está logrando 

un 100% de la actividad evaluada, para todas las imágenes de ambos bancos evaluados. 

 

   4.3.3. Pruebas para evaluar los resultados generados por el    

algoritmo  

Su objetivo es evaluar si los resultados de Isodata son adecuados o se van acercando al 

objetivo, se cuenta con acceso al banco de imágenes (IBSR) la cual ofrece la ventaja de 

proporcionar el ground truth de cada una de sus 18 imágenes, con ayuda de este se evalúan los 

resultados cuantitativamente utilizando métricas como, Coeficiente de Similitud de Dice (CSD), 

Índice de Similitud de Jaccard (ISJ) y Precisión.  

 

a) Resultados generados implementando semillas aleatorias 

Al implementar dentro del algoritmo la generación aleatoria de semillas, se obtenían 

resultados diferentes cada vez que el algoritmo se ejecutaba, esto se debe a la variación de las 

semillas, en la Tabla 4.12 se puede observar de lado izquierdo resultados de iteración 1 y 2 del 

Tabla 4.11. Grupos candidatos fusionados, correspondientes a la misma estructura. 

 
BANCO DE 

IMÁGENES 
IMG ORIGINAL  

GRUPOS CANDIDATOS A SER 

FUSIONADOS ITERACIÓN 7 

IBSR 
 

 

 

 

BrainWeb 

 GRUPOS CANDIDATOS A SER 

FUSIONADOS ITERACIÓN 5 
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algoritmo en una ejecución y del lado derecho, resultados de la iteración 1 y 2 nuevamente, pero 

de una segunda ejecución al algoritmo, todos los resultados son del mismo sujeto.  

 

  

 

Por lo tanto, se puede concluir que el implementar semillas aleatorias, provoca que los 

resultados cambien en cada ejecución, es decir, si el algoritmo se vuelve a ejecutar con el mismo 

banco de imágenes, se obtendrán resultados diferentes a los que se reportan en este documento. 

 

b) Resultados generados implementando la generación de 

semillas inducidas 

Al sustituir la generación de semillas aleatorias, por semillas inducidas, se obtienen los 

mismos resultados cada vez que se ejecuta el algoritmo, en la Tabla 4.13 se pueden observar los 

resultados de la comparación de dos ejecuciones.  

 

ITERACIÓN EJECUCIÓN 1 EJECUCIÓN 2 

1 

  

2 

  
 

 

 

 

 

 

 

Tabla 4.12. Tabla comparativa de los resultados (del sujeto 1) de dos ejecuciones al 

algoritmo, empleando semillas aleatorias. 

ITERACIÓN EJECUCIÓN 1 EJECUCIÓN 2 

1 

  

2 

  
 

 

 

 

Tabla 4.13. Tabla comparativa de los resultados (del sujeto 1) de dos ejecuciones al algoritmo, 

empleando semillas inducidas. 
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A diferencia, de los resultados con semillas aleatorias, el implementar semillas inducidas 

(en este caso a partir del análisis del histograma), se logra que los resultados no cambien, es decir, 

si el algoritmo se vuelve a ejecutar con el mismo banco de imágenes, se obtendrán los mismos 

resultados que los reportados en este documento. 

A continuación, en la Figura 4.6 se representa gráficamente cómo se desempeña el 

algoritmo, en el eje vertical se encuentra representado en porcentaje la porción de la imagen 

(omitiendo píxeles de fondo) que se procesaron en cada iteración, el eje horizontal representa el 

número del resultado generado.  

En esta gráfica se puede apreciar una variación de los resultados, es decir, se aprecia que 

el porcentaje de píxeles procesados no es constante, ni va mejorando conforme las iteraciones. En 

conclusión, se observa una variación en los resultados generados, y analizándolos se concluye que 

se debe a la actualización de grupos que realiza Isodata, iteración por iteración.  

 

 

 

 

 

  

 

 

 

 

 

 

 

 

 

 

 

 

 

Viendo esta variación en los resultados, se optó, por agregar un histórico de las iteraciones 

que va generando Isodata, el cual se explica en el capítulo 3. Teniendo este histórico se obtuvo la 

imagen que tiene menor dispersión entre sus grupos y aquella que tiene mayor porcentaje de 

píxeles procesados, lo cual permitió identificar cuál es el mejor resultado de las I iteraciones de 

Isodata. En este caso como se tiene dos criterios para el mejor resultado (dispersión y porcentaje) 

ambos fueron evaluados con el ground truth de las imágenes, para así tener la certeza de que 

criterio es el que mejor describe el resultado mejor de todos, en la Tabla 4.15 se agregan, la imagen 

original, su correspondiente ground truth y los resultados de ambos criterios.   

 

 

 

Figura 4.6. Visualización gráfica del desempeño del algoritmo. 
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c) Resultados del banco de imágenes IBSR 

En la Tabla 4.14, se muestran las imágenes resultantes para ambos criterios y al final del 

documento se agrega como anexo A, el resto de los resultados de las imágenes de este banco. 
 

 

 

  

Tabla 4.14. Tabla de resultados generados por la adaptación de Isodata. 

IRM IMG ORIGINAL  GROUND TRUTH SEGMENTACIÓN 

1 

  

% PÍXELES 

 
DISPERSIÓN  

 

2 

  

% PÍXELES 

 
DISPERSIÓN  
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IRM IMG ORIGINAL  GROUND TRUTH SEGMENTACIÓN 

3 

  

% PÍXELES 

 
DISPERSIÓN 

 

4 

  

% PÍXELES 

 
DISPERSIÓN 

 

5 

  

% PÍXELES 

 
DISPERSIÓN 

 
 

 

 

 

 

 

Tabla 4.14. Tabla de resultados generados por la adaptación de Isodata (continuación). 



 
 
 

 

 
 

                                                                                                                                                                                             

79 

 

Capítulo 4 Pruebas y resultados 

d) Evaluación con las métricas 

Se evalúan cuantitativamente los resultados generados por el algoritmo empleando las 

métricas mencionada en el capítulo 2.  Al emplear cada una de las métricas se evalúa la relación 

entre la imagen segmentada y su ground truth, en la Figura 4.7 se puede observar esta relación, y 

en las siguientes tablas (ver Tabla 4.15 y Tabla 4.16), se pueden observar los resultados de la 

evaluación con las métricas (Khastavaneh y Ebrahimpour, 2015). 

 

 

 

 

 

 

 

 

 

Donde: 

S1= imagen de ground truth. 

S2= imagen segmentada. 

VP = son todos los píxeles que tanto el método propuesto como el ground truth, consideran como 

tejido cerebral. 

VN = son todos los píxeles que no son considerados como tejido cerebral ni por el método 

propuesto, ni para el ground truth. 

FP = son todos lo píxeles que el método propuesto identifica como tejido cerebral, mientras que 

el ground truth no. 

FN = son todos los píxeles que el ground truth considera como tejido cerebral, mientras que el 

método propuesto no. 

 

 

 

 

 

 

 

 

S2 S1 

VP 
FP F

N 

VN 

Figura 4.7. Comparación entre ground truth y la 

imagen segmentada. 
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Los resultados antes presentados para el criterio de (% de píxeles procesados), muestran un 

86% para CSD, precisión muestra un 77%, con estas dos estadísticas se puede concluir que los 

resultados muestran una buena segmentación, con una tasa de predicción correcta sobre los píxeles, 

ISJ por otro lado muestra resultados menores al 50%. 
 

 

 

 

 

 

 

 

 

 

 

 

Tabla 4.15. Evaluación de las imágenes seleccionadas con el 

criterio de porcentaje de pixeles procesados. 

IRM ISJ CSD PRECISIÓN

1 0.38 0.91 0.84

2 0.39 0.92 0.85

3 0.34 0.91 0.83

4 0.35 0.85 0.75

5 0.37 0.91 0.84

6 0.34 0.88 0.79

7 0.26 0.76 0.63

8 0.26 0.77 0.65

9 0.32 0.85 0.75

10 0.29 0.77 0.65

11 0.33 0.86 0.76

12 0.29 0.81 0.69

13 0.33 0.84 0.74

14 0.33 0.86 0.77

15 0.42 0.92 0.86

16 0.42 0.91 0.84

17 0.45 0.92 0.86

18 0.43 0.89 0.82

% 35 86 77
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Para el criterio de (dispersión) el índice CSD muestra un total de 81% entre las imágenes, 

precisión muestra un 70%, con estas dos estadísticas se puede concluir que los resultados muestran 

una buena segmentación, ISJ por otro lado muestra resultados menores al 50% lo cual indica una 

baja tasa de predicción correcta sobre los píxeles.  

 

En conclusión, se observan porcentajes más bajos para los resultados seleccionados con el 

criterio de dispersión de la imagen, por lo tanto, se puede concluir que la mejor métrica de calidad 

para determinar el mejor resultado entre las (I) iteraciones de Isodata, es el porcentaje de píxeles 

procesados en la imagen. Este criterio también se puede utilizar en caso de que se trabaje con un 

banco de imágenes que no proporciona ground truth, ya que con esta evaluación que se realizó se 

puede confiar que el resultado con mayor porcentaje es el mejor. 

 

 

 

Tabla 4.16. Evaluación de las imágenes seleccionadas con el 

criterio de dispersión de la imagen. 

IRM ISJ CSD PRECISIÓN

1 0.35 0.86 0.77

2 0.37 0.88 0.79

3 0.27 0.79 0.67

4 0.33 0.83 0.72

5 0.34 0.86 0.77

6 0.31 0.85 0.75

7 0.22 0.68 0.54

8 0.22 0.68 0.54

9 0.26 0.74 0.61

10 0.28 0.77 0.64

11 0.31 0.83 0.72

12 0.26 0.76 0.64

13 0.28 0.77 0.64

14 0.29 0.8 0.68

15 0.41 0.91 0.83

16 0.37 0.84 0.73

17 0.42 0.89 0.82

18 0.41 0.86 0.77

% 32 81 70
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e) Resultados del banco de imágenes BrainWeb generados por 

Isodata 

A continuación, se muestran en la Tabla 4.17 los resultados generados por Isodata para este 

banco de imágenes, el cual no proporciona ground truth, por lo tanto, para elegir el mejor resultado 

entre las I iteraciones de Isodata, se utiliza la métrica de calidad seleccionada anteriormente 

(porcentaje de píxeles procesados), y en el anexo B, se agrega el resto de los resultados del banco 

de imágenes. 

IRM IMG ORIGINAL  SEGMENTACIÓN 

4 

  

5 

  

6 

  
 

 

 

 

 

Tabla 4.17. Tabla de resultados del banco de imágenes BrainWeb generados por 

la adaptación de Isodata. 
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4.4. Costo computacional 

El costo computacional del algoritmo es alto, esto se debe a las tareas que realiza, como el 

cálculo del vector de características, el cual requiere del cálculo de la matriz de coocurrencia y 

dependiendo el tamaño de la imagen el costo computacional aumenta, en la Figura 4.8 se aprecian 

estos tiempos, con cada una de los bancos de imágenes evaluados. 

 

  

 

 

Se puede observar que se tiene un mayor costo computacional con la base de datos 

BrainWeb al ser imágenes de mayor tamaño (256x256), caso contrario de la base de datos IBSR 

IRM IMG ORIGINAL  SEGMENTACIÓN 

18 

  
 

 

 

 

 

 

 

Tabla 4.17. Tabla de resultados del banco de imágenes BrainWeb generados por 

la adaptación de Isodata (continuación). 

Figura 4.8. Comparación entre el costo computacional de las dos bases 

de datos (IBSR y BrainWeb), ambas evaluadas con 50 iteraciones. 
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que contiene imágenes de (256x128), esto se debe a que al aumentar el tamaño de la imagen 

aumentan los cálculos que realiza el algoritmo, es decir, el cálculo de la matriz de coocurrencia, el 

cálculo del vector de características de cada grupo, etc. 

 

4.5. Comparativa entre Isodata 

Finalmente, en la Tabla 4.18 se muestra una comparativa entre las versiones de Isodata 

original, encontradas en la literatura e Isodata adaptado presentado en esta investigación, para así 

observar mejor cuáles fueron las adaptaciones realizadas al algoritmo. 

 

 

Tabla 4.18. Tabla comparativa entre Isodata original, Isodata en la literatura e Isodata adaptado. 

VERSIÓN INICIALIZACIÓN 
CREACIÓN 

DE GRUPOS 
SEMILLAS 

SELECCIÓN DE 

LA MEJOR 

SOLUCIÓN 

ORIGINAL 

Valor de los parámetros 

asignados por el usuario 

(Ball y Hall, 1965). 

A-means Aleatorias 
Resultados de la 

última iteración. 

LITERATURA 

• Valor de los parámetros 

asignados por el usuario 

(Wang et al, 2014).  

• Análisis de histograma 

de la IRM (Khastavaneh 

y Ebrahimpour, 2015). 

• Algoritmo evolutivo 

(Merzougui et al, 2013). 

K-means Aleatorias 
Resultados de la 

última iteración. 

ISODATA 

ADAPTADO 

Valor de los parámetros, 

utilizando información del 

ground truth. 

A-means Inducidas 

Histórico de 

iteraciones con 2 

criterios 

(dispersión de los 

grupos y % de la 

imagen). 
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4.6. Resumen del capítulo 

En este capítulo, se mostraron las pruebas que se realizaron con las adaptaciones propuestas 

a Isodata, se realizaron pruebas para evaluar el funcionamiento del algoritmo, pruebas para evaluar 

el algoritmo de manera individual, es decir cada una de sus fases principales como A-means, la 

fase de eliminación, división y fusión, también se presentaron las pruebas que consisten en evaluar 

la segmentación generada por el algoritmo, dichas pruebas consisten, para el primer banco de 

imágenes (IBSR) comparar los resultados con el ground truth proporcionado, haciendo uso de las 

métricas estadísticas (Índice de Similitud de Jaccard, Coeficiente de Similitud de Dice y Precisión), 

y para el banco de imágenes (BrainWeb) se obtienen los mejores resultados utilizando la métrica 

de calidad (porcentaje de píxeles procesados).  

 

 

 

 

Tabla 4.18. Tabla comparativa entre Isodata original, Isodata en la literatura e Isodata 

adaptado (continuación). 

VERSIÓN K-MEANS DIVISIÓN FUSIÓN 

ORIGINAL 
Proceso original (Ball 

y Hall,1965). 

Cálculo de medida de 

dispersión, en el espacio de 

representación de los datos. 

Cálculo de la 

distancia euclídea, 

en el espacio de 

representación de los 

datos. 

LITERATURA 

Proceso original 

(Wang et al, 2014), 

(Khastavaneh y 

Ebrahimpour, 2015), 

(Merzougui et al, 

2013). 

Cálculo de medida de 

dispersión, en el espacio de 

representación de los datos. 

Cálculo de la 

distancia euclídea, 

en el espacio de 

representación de los 

datos. 

ISODATA 

ADAPTADO 

A-means: se sustituye 

la asignación de los 

datos a la distancia 

más cercada, por el 

uso de Crecimiento de 

regiones. 

• Se definen semillas 

inducidas tomando en 

cuenta aquellos píxeles que 

no han sido procesados.  

• Si todos ya fueron 

procesados se continúa con 

la división normal. 

• Cálculo de medida de 

dispersión, en un espacio de 

representación de texturas. 

Cálculo de la 

distancia euclídea, 

en un espacio de 

representación de 

texturas. 
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Conclusiones 
 

 

 

            En este capítulo se evaluarán los objetivos, alcances, logros y aportaciones, para poder 

concluir que se cumplió con lo planteado en el capítulo 1, y que el trabajo realizado durante este 

periodo de investigación tuvo resultados favorables y cumplió con los objetivos. 

 

            Al analizar trabajos en la literatura se encontró muy poca información sobre el algoritmo 

Isodata, y sobre todo información sobre la segmentación de IRM utilizando este algoritmo, por lo 

tanto, con esta investigación se logró aportar una herramienta más para realizar esta tarea. Se 

presentó una adaptación al algoritmo Isodata para generar la segmentación de IRM, para lograr 

ese enfoque se trabaja en un espacio de representación de texturas, utilizando cinco principales 

medidas como uniformidad, homogeneidad, entropía, contraste y correlación, con estas medidas 

se obtuvo un vector de características de cada grupo formado por A-means. Se aplicó un 

crecimiento de regiones dentro de A-means para así garantizar que los grupos sean conexos e ir 

obteniendo regiones con esas características, se trabajó con la generación de semillas inducidas 

(en lugar de aleatorias) y dispersas en toda la imagen, y algo muy importante, la inicialización de 

los parámetros, analizando el histograma de la imagen de RM. Al generar semillas inducidas se 

garantiza que los resultados no cambien conforme las ejecuciones del algoritmo, caso contrario al 

usar semillas aleatorias. 

 

            Y con los resultados obtenidos de la evaluación cuantitativa, se puede concluir que la 

adaptación al algoritmo Isodata realiza adecuadamente la segmentación de IRM, sin embargo, el 

tiempo computacional del algoritmo aumenta conforme el tamaño de las imágenes que se estén 

evaluando. 
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5.1. Objetivos alcanzados 

✓ Se logró la adaptación del algoritmo de agrupamiento Isodata para generar regiones 

conexas y realizar la segmentación de imágenes de resonancia magnética cerebrales. 

Analizando los resultados presentados en el capítulo 4, se llega a la conclusión de que el 

objetivo principal se cumplió satisfactoriamente.  

De igual forma se cumplieron los objetivos específicos planteados: 

✓ Se estudió el funcionamiento y parámetros del algoritmo Isodata. 

✓ Se diseñó, adaptó e implementó el algoritmo Isodata. 

✓ Se estudió el funcionamiento de descriptores del contenido de imágenes de RM. 

✓ Se implementaron al menos 5 descriptores del contenido de imágenes de RM. 

✓ Se estudió el funcionamiento de métricas, para evaluar de forma cuantitativa los 

resultados generados por Isodata. 
 

5.2. Alcances logrados 

      Al igual que los objetivos, también se plantearon alcances sobre esta investigación: 

✓ Se emplearon 5 descriptores, homogeneidad, uniformidad, correlación, contraste y 

entropía. 

✓ La adaptación se realizó en el lenguaje de programación C++. 

✓ Las características de las imágenes con que se trabajó son: imágenes cerebrales de RM. 

✓ Se evaluaron de forma cuantitativa los resultados empleando 3 métricas, Coeficiente 

de Similitud de Dice, Índice Similitud de Jaccard y precisión. 

 

5.3. Logros 

• Se logró adaptar el algoritmo Isodata para segmentar imágenes de resonancia magnética. 

• Se logró generar grupos que tienen la característica de ser conexos y que los píxeles 

miembros de cada grupo cumplen con una similaridad. 

• Se logró implementar características de textura para evaluar los grupos formados por A-

means. 

• Además del cumplimiento de los alcances y objetivos, se logró agregar adaptaciones a 

Isodata que no estaban dentro del mismo, como el omitir como parámetros de entrada los 

encargados de definir la división (s) y fusión (d) de grupos, así como (A), y definirlos 

automáticamente al inicio del proceso Isodata al analizar el histograma de la imagen a 

procesar, esto con el fin de disminuir la complejidad de estar considerando información a 

priori para la estimación de estos parámetros. 
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5.4. Aportaciones 

• Se aporta una versión adaptada del algoritmo Isodata, la cual permite segmentar imágenes 

de resonancia magnética de manera eficiente, para lograr estos resultados se adaptaron 

funciones al algoritmo como: 
 

− Generación de semillas inducidas dividiendo la imagen en cuatro cuadrantes: 

se realizó esta adaptación para mejorar la distribución entre las semillas por toda 

la imagen y para garantizar que los resultados no fueran tan variables.  

− Crecimiento de regiones: para garantizar, el generar grupos que tengan la 

característica de ser conexos, además de que los miembros de cada grupo cumplen 

con una característica de similaridad. 

− Cálculo del vector de características: esto se realizó para cada grupo y dicho 

vector contenía características de textura como homogeneidad, entropía, 

uniformidad, correlación y contraste, con la finalidad de trabajar con la similaridad 

de los grupos. 
 

• Con la investigación realizada a lo largo de este proyecto, se aporta información sobre 

técnicas de agrupamiento, crecimiento de regiones, descriptores de textura, métricas, y 

mucha más información recabada. 

• Se aportan referencias sobre bancos de imágenes de resonancia magnética, uno de 

imágenes reales que proporciona ground truth y otro de imágenes simuladas que no 

proporciona ground truth. 

 

5.5. Trabajo futuro 

            Como trabajo futuro se podría incorporar una opción en A-means que haga referencia a la 

cantidad de píxeles procesados, si no hay suficientes píxeles procesados que continúe con su 

proceso hasta tener una cantidad considerable.  

            Otra recomendación sería agregar más elementos al historial (o memoria) de los resultados 

generados por Isodata en cada iteración para así decidir cuál es el mejor, este historial debería 

considerar la dispersión de los grupos, en cada iteración, etc.  

            Como trabajo futuro se podría optimizar el tiempo de ejecución del algoritmo, se podría 

paralelizar y se podría trabajar con imágenes con ruido, también el evaluar la matriz de 

coocurrencia utilizando más direcciones.  
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Anexo A: Resultados del volumen 6 a 18, del banco de imágenes IBSR. 
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Tabla A.1. Tabla de resultados del banco de imágenes IBSR generados por la adaptación de Isodata. 
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Tabla A.1. Tabla de resultados del banco de imágenes IBSR generados por la adaptación de 

Isodata (continuación). 
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Tabla A.1. Tabla de resultados del banco de imágenes IBSR generados por la adaptación de 

Isodata (continuación). 
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Tabla A.1. Tabla de resultados del banco de imágenes IBSR generados por la adaptación de 

Isodata (continuación). 
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Anexo B: Continuación de los resultados obtenidos del banco de imágenes BrainWeb. 
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Tabla A.1. Tabla de resultados del banco de imágenes IBSR generados por la adaptación de 

Isodata (continuación). 
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Tabla B.1. Tabla de resultados del banco de imágenes BrainWeb generados por la adaptación de Isodata. 
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 Tabla B.1. Tabla de resultados del banco de imágenes BrainWeb generados 

por la adaptación de Isodata (continuación). 
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 Tabla B.1. Tabla de resultados del banco de imágenes BrainWeb generados por la 

adaptación de Isodata (continuación). 
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 Tabla B.1. Tabla de resultados del banco de imágenes BrainWeb generados por la 

adaptación de Isodata (continuación). 
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