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1.1. Problemática . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 4

1.2. Justificación . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 4
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A. Códigos programados 63
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Caṕıtulo 1

Introducción

El melanoma es un tipo de cáncer de piel que se caracteriza por generar metástasis

rápidamente cuando el tumor tiene contacto con la sangre. Las células sangúıneas con-

taminadas se esparcen en el cuerpo provocando la aparición de cáncer en otros órganos

(Celebi y cols., 2007)(Goldstein y Goldstein, 2001). Si se detecta en etapas tempranas

este tipo de neoplasia maligna, disminuye el riesgo de que afecte a otros órganos.

Dentro de los métodos de detección de melanoma más utilizados por los especialistas,

sobresalen la regla de las 7 caracteŕısticas y la regla ABCD. Estos procedimientos se

soportan fundamentalmente en un análisis visual por parte del especialista (Zaballos,

Carrera, Puig, y Malvehy, 2004). Sin embargo y de acuerdo con los datos proporcionados

por Heinze-Martin, en el año 2018 se reportaba una tasa de 0.31 de médicos especialistas

en México por cada 100,000 habitantes con una especialidad en oncoloǵıa médica (Heinze-

Martin, Olmedo-Canchola, Bazán-Miranda, Bernard-Fuentes, y Gúızar-Sánchez, 2018) y

no hay estad́ısticas de la de la proporción de especialistas en cáncer de piel. Este hecho o

afecta claramente una detección temprana de melanoma.
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La falta de especialistas en el área no es privativo de México, sino un fenómeno global.

Como consecuencia se han desarrollado múltiples técnicas que ayuden a la detección de

los diversos cánceres de piel, en sus oŕıgenes se haćıa uso de aceite sobre la piel y una lupa

para poder examinar el área de pigmentación. Al paso de los años se ha implementado

el uso de las herramientas tecnológicas para visualizar mejor las lesiones, de aqúı nace el

uso de la dermatoscopia; los dermatoscopios permiten el aumento de 10 veces de la piel

(Peñafiel, 2014) el uso de luz integrada y un lente que pueda aumentar la visualización

hace que el especialista tenga más herramientas de mejora en su trabajo de diagnóstico.

Piccolo (Piccolo y cols., 2002) informa que médicos con 5 años de experiencia en detección

de cáncer, con el uso del dermatoscopio, aumentaron de un 71 % a un 90 %de sensibilidad y

especificidad en el diagnóstico. Además, de acuerdo con estudios realizados por Vestergard

(Vestergaard, Macaskill, Holt, y Menzies, 2008), la dermatoscopia es más precisa que el

examen ocular sin más herramientas para el diagnóstico de melanoma cutáneo cuando se

realiza en el entorno cĺınico.

La dermatoscopia permite visualizar con una imagen amplificada las caracteŕısticas de

la región de interés (ROI, por sus siglas en inglés), a partir de esa imagen se implementa

un procesamiento digital para hacer un prediagnóstico de malignidad automático de me-

lanoma. La mayoŕıa de esos procesos automáticos se ven en la necesidad de realizar una

segmentación de la ROI, es decir, separar la zona de piel no pigmentada de la śı pigmenta-

da, para hacer un análisis de caracteŕısticas, con esto realizan mediciones automáticas que

le permitirán al especialista dar un diagnóstico más cuantitativo y menos cualitativo de

la lesión (Cruz Mahecha, Vargas Mart́ınez, y cols., 2018)(Rastgoo, Garcia, Morel, y Mar-

zani, 2015)(Zaballos y cols., 2004). El examen dermatoscópico permite observar diversos

colores que ayudan a elaborar el diagnóstico dermatológico y en ocasiones juega un papel

2



decisivo al brindar una orientación en el diagnóstico diferencial entre una lesión maligna y

una indolente (Rodŕıguez-Cabral, Montoya-Sosa, Roldán-Maŕın, y Carlos-Ortega, 2014).

Describir la diferencia de color en neoplasias como un factor de presencia de cáncer

es esencial para diagnósticos tempranos, los descriptores de textura pueden ser utilizados

como medidas cuantitativas de los cambios de intensidad de los valores RGB dentro de

una región en imágenes digitales.

En la presente investigación se propuso el análisis de la caracteŕıstica de color presente

en imágenes que contienen neoplasias benignas y malignas, para cuantificar este descriptor

primeramente se procedió a segmentar semi-automáticamente cada una de las imágenes de

la base de datos, posteriormente se aplicó un filtro de Gabor con la finalidad de intensificar

la textura presente, una vez aplicado el filtro se calcularon las medidas de dispersión y

tendencia central de los valores de los pixeles que componen la región de interés, y con

esos valores se generó un dataset que finalmente se utilizó para entrenar un clasificador

KNN, se probó con validación cruzada a 8 pliegues, los resultados de clasificación entre

neoplasias benignas y neoplasias malignas arrojaron un 71 % de efectividad, mostrando

aśı que usando la textura como descriptor en un clasificador śı es posible diferenciar las

clases.

Aportaciones principales de esta tesis: Como resultado de este proyecto de in-

vestigación se tiene: primero, que śı es posible cuantificar el color, y segundo, que esa

cuantificación por śı sola da resultados por arriba del 70 % en la clasificación de neopla-

sias malignas y benignas.
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1.1. Problemática

La regla ABCD es una de las más utilizadas para detección de malignidad en una

neoplasia (Pathan, Prabhu, y Siddalingaswamy, 2018), por ello es una de las más imple-

mentadas en los algoritmos de inteligencia artificial. Diversas investigaciones (Nachbar y

cols., 1994)(Johr, 2002)(Smaoui y Bessassi, 2013)(Ng, Fung, y Lee, 2005) reportan el uso

de combinaciones de descriptores de asimetŕıa, borde, color y diámetro para potenciar el

poder discriminante al momento de evaluar la malignidad una neoplasia. El color ha sido

comunmente trabajado con la cuantificación de la asimetŕıa de color (Healsmith, Bourke,

Osborne, y Graham-Brown, 1994), sin embargo (Celebi y cols., 2007) obtuvo un conjunto

de 108 caracteŕısticas calculando la desviación estándar y media de 6 espacios de color,

para determinar la diferencia de color relativa entre la periferia interna, la periferia ex-

terna y la lesión, con lo cual se muestran indicios de una posible diferencia también entre

clases de neoplasias (benignas y malignas).

La propuesta de investigación es cuantificar el color a través de un descriptor de

textura como lo es el filtro de Gabor, con la finalidad de encontrar el ángulo que determine

los cambios de tonalidad en la imagen. La problemática a resolver, pone en cuestión si

la textura como descriptor de los cambios de tonalidad de color puede ser utilizada en

procesos de clasificación de neoplasias.

1.2. Justificación

De acuerdo con la Universidad Nacional Autónoma de México en estudios realizados

por la División de Estudios de Posgrado, Facultad de Medicina en la Ciudad de México,
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el número de especialistas es inferior al recomendado internacionalmente e insuficiente

para cubrir las necesidades en salud del páıs. En 2017 el número de habitantes en México

ascend́ıa a 123,518,272, y 1,784 de esos habitantes eran médicos que contaban con espe-

cialidad en dermatoloǵıa y solo el 82.1 %de ellos contaban con su certificación vigente. La

tasa de médicos especialistas en oncoloǵıa médica en México por cada 100,000 habitantes

es de 0.31. (Heinze-Martin y cols., 2018) La información que se tiene demuestra que no hay

suficientes especialistas en dermatoloǵıa como para dar tratamiento a todas las personas

que sufren de cáncer de piel, el acceso a este tipo de servicios es solo para zonas urbanas

por lo que no es accesible a personas de bajos recursos o ubicadas geográficamente en

zonas rurales. Principalmente lo que se busca con el desarrollo de este proyecto es tener

un sistema confiable y accesible que pueda ser de utilidad para la población en general

y aśı detectar la malignidad de neoplasias en etapas tempranas. El melanoma maligno

es uno de los cánceres en el mundo, que aumenta más rápidamente, con una incidencia

estimada de 59.580 % y un total estimado de 7770 muertes en los Estados Unidos solo

en 2005. El diagnóstico temprano del melanoma es particularmente importante, ya que

con una simple escisión se extrae, si se detecta temprano (Celebi y cols., 2007). El poder

diseñar un clasificador de neoplasias permitirá realizar pronósticos masivos y confiables

d́ıa a d́ıa, aśı se podrán filtrar los casos malignos de los benignos, para que las personas

que realmente lo necesiten sean atendidas a tiempo y aśı contribuir a la reducción de la

tasa de mortalidad en el páıs por este tipo de cáncer, para ello se propone en etapas a

futuro el desarrollo de un dermatoscopio que pueda ser utilizado en cualquier dependencia

de salud para hacer pronosticación de malignidad de cáncer de piel. A pesar de que se

ha demostrado que la variación de color es uno de los indicadores más importantes para

la detección de cánceres de piel, no ha sido tan común el uso de éste en el desarrollo
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de dermatoscopios, sin embargo, en este proyecto se pretende utilizar la textura como

descriptor primario para hacer la clasificación.

1.3. Hipótesis

Si existe un mayor grado de dispersión de los componentes RGB, de una región digital

que contiene la imagen de una neoplasia maligna en comparación con una imagen de

una neoplasia benigna, entonces será mayor el poder discriminante para determinar si la

neoplasia es maligna.

1.4. Objetivo General

Evaluar la capacidad discriminante utilizando la variación de los componentes RGB a

través de descriptores de textura dentro de una base de datos de imágenes digitales que

contienen neoplasias y que pueden ser benignas o malignas.

1.4.1. Objetivos Espećıficos

Analizar la variación de los componentes RGB y textura en imágenes que contienen

neoplasias malignas y benignas.

Generar, diseñar e implementar experimentos para medir el grado de discriminación

que se tiene en un clasificador que use como descriptor a la textura.

Implementar los módulos de procesamiento, descripción, clasificación y validación

estad́ıstica de los datos obtenidos en la etapa de experimentación.
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1.5. Metodoloǵıa

La metodoloǵıa establecida para el presente proyecto de investigación se basa en un

modelo experimental y cuantitativo que, incluye las etapas que a continuación se descri-

ben.

1. Estado del arte y marco teórico: Se realizó una búsqueda de información en

art́ıculos relacionados con el tema de investigación propuesto, además de consultar

el significado de los conceptos básicos de la investigación para generar el estado del

arte y el marco conceptual.

2. Adquisición de las instancias de prueba: Con base en el estado del arte se

analizó qué bases de datos presentaban las caracteŕısticas necesarias para el en-

trenamiento del clasificador, es decir una base de datos etiquetada y comúnmente

trabajada para entrenar un clasificador de neoplasias, además las bases de datos

a trabajar deb́ıan permitir un equilibrio de clases, es decir el mismo número de

elementos para la clase maligna y benigna.

3. Detección de región de interés: Se propusieron 3 métodos, el primero consiste

en realizar una segmentación manual para aislar la zona de piel pigmentada de la

no pigmentada, esto para tener una segmentación ideal que sirviera como referencia

para realizar la segmentación de manera automática. El segundo método consiste

en utilizar un conjunto de clasificadores para aislar los pixeles que forman parte

de la región de interés de manera automática. El tercer método propuesto se basa

en una segmentación semi-automática de la ROI, utilizando filtros y operaciones

morfológicas en el procesamiento de las imágenes.
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Para elegir el método a utilizar se obtuvieron coeficientes de correlación entre la

imagen segmentada manualmente y las segmentadas semi-automática y automáti-

camente. La segmentación que tuviera un promedio más cercano a 1, seŕıa la elegida.

4. Descripción y Experimentación: El objetivo de esta estapa es potenciar la textu-

ra como descriptor a utilizar, aplicando filtros de Gabor. Se propuso un experimento

de variación de los parámetros de tamaño de máscara y ángulo del filtro de Gabor,

se probaron las configuraciones en las bases de datos y se obtuvieron promedios de

las medidas de dispersión y tendencia central de los valores de los ṕıxeles de cada

una de las clases una vez aplicado el filtro. Para elegir la mejor configuración del

filtro de Gabor en este experimento, se analizó qué configuración determinaba una

diferencia mayor entre clases de sus valores estad́ısticos.

5. Análisis de datos: Se generaron tablas que muestran los resultados de los ex-

perimentos realizados, en cada caso se analizó el comportamiento por clase de la

caracteŕıstica que se estaba evaluando, este análisis permitió generar las conclusio-

nes y evaluar la hipótesis planteada.

En la Figura. 1.1 se muestran gráficamente las etapas de la metodoloǵıa a desarrollar.
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Figura 1.1: Metodoloǵıa propuesta

1.6. Estructura de tesis

1. Introducción: En este caṕıtulo se muestra el problema a atacar, la hipótesis plan-

teada y los objetivos a cumplir, aśı como la metodoloǵıa y la descripción de la misma

para poder desarrollar el proyecto de investigación.

2. Marco teórico y antecedentes: En este caṕıtulo se describen los conceptos im-

portantes involucrados en esta tesis, también se muestra el estado del arte de la

presente investigación.

3. Descripción y Experimentación: Aqúı se puede ver el desarrollo de las etapas

de adquisición de instancias de prueba, segmentación de la región de interés y la

descripción de la textura. Además de un análisis de la segmentación que se eligió.

4. Análisis de resultados: Se reportan los resultados obtenidos en cada experimento

realizado, a través de tablas e imágenes que ayudan a visualizar a profundidad los

resultados.
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5. Conclusiones y trabajo futuro: Finalmente se dan a conocer las conclusiones

del trabajo, aśı como las posibles actividades que se podŕıan realizar a futuro como

parte de la continuidad del presente proyecto de investigación.
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Caṕıtulo 2

Marco teórico y antecedentes

2.1. Cáncer de piel

La piel es el órgano más extenso del cuerpo humano, lo protege y es por ello que

puede ser afectada por un gran número de patoloǵıas, entre ellas el cáncer; éste puede

definirse como la multiplicación rápida, desordenada y agresiva de células anormales,

principalmente de la capa más superficial de la piel, la dermis (Palencia, s.f.). El cáncer

de piel se revela generalmente con la generación de un tumor y según sea su crecimiento,

hacia el interior o el exterior de la dermis, representa un grado diferente de amenaza.

2.1.1. Melanoma

El melanoma es un tumor derivado de la proliferación de melanocitos at́ıpicos con o sin

la capacidad de producir pigmento, caracterizado por su gran capacidad de dar metástasis.

Se presenta principalmente en la piel, pero se pueden presentar en otros órganos (Goldstein

y Goldstein, 2001). El melanoma maligno es un tipo de cáncer de piel que se caracteriza
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por su gran agresividad y resistencia al tratamiento.

En las últimas décadas, la comunidad de investigadores ha propuesto varios algoritmos

computarizados de análisis de lesiones para la detección de melanoma. Estos algoritmos

se enfocan principalmente en generar hiperplanos para diferenciar el melanoma de las

lesiones benignas (Rastgoo y cols., 2015). Una vez que los algoritmos son capaces de

detectar la presencia de una neoplasia maligna se implementan en dermatoscopios para

su uso no invasivo en pacientes que presentan pigmentaciones at́ıpicas en la piel.

El melanoma, el más letal de todos los cánceres de piel, se origina en los melanocitos,

las células que dan el color a la piel. Al igual que todos los tipos de cáncer de piel, se

caracteriza por ser una enfermedad silenciosa, usualmente indolora que puede originarse

en piel sana o a partir de un lunar u otra lesión ya existente que va cambiando su forma,

tamaño, color o textura. (Araujo Moncayo, Capera Tole, Plazas Montaña, y cols., s.f.)

La incidencia del cáncer de piel ha aumentado a nivel mundial desde 1979, sobre todo

el de tipo melanoma. La exposición prolongada a la radiación solar y a su componente

ultravioleta sin ninguna precaución es un factor de gran influencia en la mayoŕıa de los

casos, incluso se ha visto un incremento de incidencias en personas jóvenes debido al

uso de dispositivos de bronceado artificial y a la falta de protección al exponerse al sol.

(Cruz Mahecha y cols., 2018)

2.1.2. Neoplasia

De acuerdo con el diccionario de cáncer que proporciona el Instituto Nacional de

Cáncer de los Institutos Nacionales de la Salud de EE. UU., una neoplasia es definida

como la masa anormal de tejido que aparece cuando las células se multiplican más de
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lo debido o no se destruyen en el momento apropiado. Las neoplasias son benignas (no

cancerosas) o malignas (cancerosas).

2.2. Dermatoscoṕıa

A pesar de que las lesiones en la piel son visibles directamente, existen muchas es-

tructuras de la misma que no lo son. Con el avance de la tecnoloǵıa y su aplicación en

la medicina, hoy en d́ıa se hace uso del dermatoscopio para observar con más detalle la

lesión pigmentada. La dermatoscoṕıa o Microscopıa de Epiluminiscencia (ELM), es una

técnica que mediante un sistema de amplificación e iluminación permite eliminar el reflejo

y la reflexión de la superficie de la piel, permitiendo una mejor visualización en vivo de la

estructura y sub estructura de las lesiones pigmentadas, cuando se usa por dermatólogos

expertos, permite reconocer caracteŕısticas morfológicas que no son visibles a simple vista.

Estudios indican que la dermatoscoṕıa logra una mejoŕıa del 20-25 % en la precisión

diagnóstica del melanoma, implicando aśı, una reducción de biopsias innecesarias y una

mejor oportunidad para el seguimiento y documentación de las lesiones existentes. Los

instrumentos actualmente usados para la realización de una exploración dermatoscópica

son el dermatoscopio manual, el estereomicroscopio quirúrgico binocular y portátil, el

videodermatoscopio y los equipos de dermatoscoṕıa digital. El dermatoscopio usualmente

utilizado tiene un aumento de 10x que es suficiente para una evaluación de las lesiones

pigmentadas de la piel en la rutina diaria. (Zaballos y cols., 2004)
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2.2.1. Algoritmos de diagnóstico dermatoscópico

Existen diferentes métodos que permiten distinguir parámetros y patrones que se aso-

cian con neoplasias malignas, como lo son la regla ABCD, control de 7 puntos y el análisis

de patrones. La regla de dermatoscoṕıa ABCD se basa en los criterios de asimetŕıa (A),

borde (B), color (C) y estructura diferencial (D), que presente la neoplasia, ésta regla

mejoró la precisión diagnóstica cuando se aplicó retrospectivamente a diapositivas cĺıni-

cas (Nachbar y cols., 1994). La regla ABCD se puede aprender fácilmente y calcular

rápidamente, y ha demostrado ser confiable.

El control de 7 puntos es un método de diagnóstico ideado para ayudar a la clasifica-

ción de melanomas por examinadores menos experimentados, requiere la identificación de

siete criterios dermatológicos jerarquizados. A las caracteŕısticas más frecuentemente re-

lacionadas con el melanoma, llamadas criterios mayores, se les asigna un puntaje de 2, por

otro lado, a las caracteŕısticas menos asociadas al melanoma, llamadas criterios menores,

se les asigna un puntaje de 1. Mediante la simple adición de las puntuaciones individuales,

una puntuación total de 3 o más permite la clasificación de melanoma con una sensibili-

dad del 95 % y una especificidad del 75 %. (Zaballos y cols., 2004). Las caracteŕısticas se

muestran en la tabla número 2.1
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Tabla 2.1: Criterios dermatoscopicos

Criterio dermatoscópico Puntuación máxima

CRITERIOS MAYORES

Ret́ıculo pigmentado at́ıpico 2

Velo azul-blanquecino 2

Patrón vascular at́ıpico 2

CRITERIOS MENORES

Proyecciones irregulares 1

Puntos/Glóbulos irregulares 1

Manchas de pigmento irregulares 1

Estructuras asociadas a la regresión 1

PUNTUACIÓN TOTAL

Menor a 3

Mayor o igual a 3

Benigna

Maligna

El análisis de patrones es la técnica que médicos con más experiencia y conocimiento

usan. Las lesiones melanoćıticas se caracterizan por tener unos pocos patrones globales que

cubren la mayor parte de la lesión, permitiendo una categorización preliminar rápida, y

unos patrones locales, estructuras individuales presentes en distintas regiones de la lesión;

sin embargo, se pueden observar caracteŕısticas locales adicionales que representan pistas

de diagnóstico útiles. Además, se pueden presentar caracteŕısticas de confusión, es decir,

criterios dermoscópicos que con poca frecuencia están presentes dentro de una categoŕıa

de diagnóstico dando lugar a una clasificación equivocada (Zaballos y cols., 2004).
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2.2.2. Poder discriminante

Es un término derivado de la bioqúımica y la interpretación de resultados de los estu-

dios cĺınicos como parte de la teoŕıa semiológica, refiere a la habilidad del ser humano para

distinguir entre un resultado maligno o benigno para poder diagnosticar enfermedades.

(Homatidis y Konstantareas, 1981)

2.3. Imagen digital

Una imagen de define como una función bidimensional, f (x, y), donde x e y son coor-

denadas espaciales en un plano, y la amplitud de F en cualquier conjunto de coordenadas

(x, y), es la intensidad o nivel de gris de la imagen en ese punto. Cuando X, Y y el valor

de la amplitud de F son todas finitas y cantidades discretas, llamamos a la imagen una

imagen digital. (Gonzalez, Woods, y cols., 2002)

Una imagen digital es una matriz, cuyas filas y columnas identifican un punto de la

imagen y el valor de ese elemento de la matriz indica el nivel de gris de ese punto. Una

imagen digital está compuesta de un número finito de elementos, los cuales cada uno

tiene su localización particular y valor, dichos elementos son llamados ṕıxel. El ṕıxel es

el término más usado para denotar los elementos de una imagen digital.(Gonzalo, de la

CruzJesus, y cols., 2008)

2.4. Modelos de color

Los modelos de color especifican los colores de una forma normalizada y aceptada

genéricamente. Un modelo de color expresa la cantidad máxima de datos de color, que se
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pueden almacenar en un determinado formato de archivo gráfico. Su propósito es el de

facilitar la especificación de los colores utilizando algún estándar. Los modelos de color

están orientados al hardware. Los modelos de color son: RGB (rojo, verde, azul) para

monitores y cámaras, CMY (cyan, magenta, amarillo) para impresoras a color.

2.4.1. Modelo de color RGB

Trabaja con tres canales Rojo, Verde y Azul, construida por 8 bits/ṕıxel por canal (24

bits en total). Es un modelo de color aditivo, es decir, cuanto más rojo, verde y azul se

agregue, más se parecerá el color al blanco. El valor de cada canal (rojo, verde, o azul)

puede ir desde 0 (sin color) hasta 255 (color con la máxima saturación).

2.5. Coeficientes de correlación 2D

El coeficiente de Correlación en 2D se ha utilizado para detectar similitudes entre

señales que están en 2D, que comúnmente se guardan en matrices, éstas representan dos

imágenes del mismo tamaño, por lo que se puede decir que ésta métrica sirve para medir

el rendimiento para la calidad de imagen (Ramadan, 2017). Para éste trabajo se utili-

zará el coeficiente de correlación para medir el rendimiento de cada imagen segmentada

manualmente con su respectiva segmentación automática y semi automática obtenida de

cada uno de los clasificadores. Una vez dados los elementos de entrada se hace el cálculo

del coeficiente de acuerdo con la ecuación 1, donde: r es el coeficiente de correlación, A

y B son las matrices a comparar, m y n son los ı́ndices en x,y de las matrices, Ā es el

promedio de ambas dimensiones de la matriz A, y B̄ es el promedio de las dos dimensiones

de la matriz B. (Ramadan, 2017).
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r =

∑
m

∑
n(Amn − Ā)(Bmn − B̄)√

(
∑

m

∑
n(Amn − Ā)2)(

∑
m

∑
n(Bmn − B̄)2)

(2.1)

2.5.1. Textura

Textura es una propiedad que representa la superficie o la estructura de un objeto,

desde un punto de vista de textura en imágenes se puede definir textura como algo que

consiste en elementos mutuamente relacionados; por lo tanto, se puede considerar un

grupo de ṕıxeles y la textura descrita dependerá en gran medida del número considerado

de pixeles. La textura consiste en primitivas de textura o elementos de textura, a veces

llamados texels.(Sonka, Hlavac, y Boyle, 2014)

Textura es la variación de datos en escalas más pequeñas que la escala de interés. Es

importante por dos razones principales: puede representar ruido en un sistema de visión

automática y la textura puede ser una señal importante en el reconocimiento de objetos,

ya que nos dice algo sobre el material del que está hecho el objeto (Petrou y Garćıa, 2006).

2.5.2. Preprocesamiento de una imagen

Preprocesamiento es el nombre utilizado para operaciones en imágenes en el nivel

más bajo de abstracción, tanto la entrada como la salida son imágenes de intensidad.

Estas imágenes icónicas suelen ser del mismo tipo que los datos originales capturados

por el sensor, con una imagen de intensidad generalmente representada por una matriz o

matrices de valores de función de imagen. El preprocesamiento no aumenta el contenido

de información de la imagen. (Sonka y cols., 2014)

Realizar un preprocesamiento en imágenes para su acondicionamiento y la extracción
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de caracteŕısticas requiere un esquema de trabajo donde los elementos que afecten la

obtención de la región de interés y su posterior procesamiento sean removidos de la imagen.

(Mart́ınez, Funes, Rosales-Silva, y Ramos-Arredondo, 2016)

2.5.3. Procesamiento de una imagen

El campo del procesamiento de imágenes digitales se refiere al procesamiento de imáge-

nes digitales por medio de una computadora digital. Tenga en cuenta que una imagen di-

gital está compuesta por un número finito de elementos, cada uno de los cuales tiene una

ubicación y un valor particular, comúnmente llamados pixeles. (Gonzalez y cols., 2002)

2.5.4. Segmentación

La segmentación busca dividr una imagen en un subconjunto de ṕıxeles, con la finali-

dad de que cada subimagen contenga cada uno de los objetos representados en la imagen.

Existen casos en los que los objetos se solapan entre ellos y el proceso de segmentación

es más complejo. El objetivo de la etapa de segmentación de las imágenes dermatoscópi-

cas utilizadas en esta investigación es el separar la zona de piel pigmentada de la no

pigmentada, llamando aśı a la zona con coloración la región de interés.

2.6. Extracción de caracteŕısticas

Comunmente después de haber realizado un preprocesamiento a una imagen y de haber

segmentado la región de interés, se procede a la etapa de extracción de caracteŕısticas.

Un extractor de rasgos o caracteŕısticas aplica operadores sobre una imagen segmentada

o no segmentada, para identificar posiciones de rasgos que ayudarán a la formación de
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hipótesis sobre la presencia de un objeto dado. Entre más caracteŕısticas se tengan del

objeto será mejor su representación. Sossa, (Azuela, 2013) expone que para que un rasgo

descriptor sea útil para el reconocimiento de un objeto, éste debe poseer un conjunto de

propiedades deseables como: poder de discriminación, fiabilidad, incorrelación, rapidez y

economı́a.

2.7. Reconocimiento de patrones

El objetivo del reconocimiento de patrones es construir sistemas que puedan clasificar

los objetos de interés del mundo real en una de varias clases en función de mediciones; el

reconocimiento de patrones es el estudio de cómo las máquinas pueden ir observando el

ambiente para aprender a distinguir patrones de interés de un fondo y realizar decisiones

razonables sobre las categoŕıas de los mismos.

Graficamente, el proceso de reconocimiento automático se puede observar en la figura,

2.1

Figura 2.1: Sistema de Reconocimiento de Patrones, CITA

Tal como se aprecia en la figura 2.1, una vez que se extraen los rasgos, ahora la

representación del objeto está compuesta por un patrón de caracteŕısticas únicas del

objeto y corresponden al banco de descripciones que identifican al objeto de entre otros.
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2.8. Textura como descriptor

Textura es la variación de datos en escalas pequeñas dentro de una imagen, permite

distinguir los objetos que hay al rededor, por lo que no puede ser ignorada por ningún

sistema automático de visión. (Petrou y Garćıa, 2006)

Varios autores han intentado definir cualitativamente la textura. Pickett (Pickett,

1970) afirma que ”la textura se utiliza para describir variaciones de matrices bidimensio-

nales; Los elementos y las reglas de espaciado o disposición pueden manipularse arbitra-

riamente, siempre que permanezca una repetitividad caracteŕıstica”. Hawkins (Hawkins,

1970) ha proporcionado una descripción más detallada de la textura: “La noción de tex-

tura parece depender de tres ingredientes: (1) algún ’orden’ local se repite en una región

que es grande en comparación con el tamaño del orden, (2 ) el orden consiste en la dispo-

sición no aleatoria de partes elementales y (3) las partes son entidades aproximadamente

uniformes que tienen aproximadamente las mismas dimensiones en todas partes dentro

de la región texturizada”.

La textura es una caracteŕıstica fundamental presente en las imágenes, juega un papel

muy importante tanto en visión por computadora como en reconocimiento de patrones.

El análisis de la textura en las imágenes ha sido ampliamente trabajado en diferentes

áreas de investigación, aśı mismo su análisis ha sido clasificado en tres categoŕıas: es-

tad́ıstico, basado en modelos, basado en filtrado. (Pérez Carrasco, Serrano Gotarredona,

y Acha Piñero, 2009)

21



2.9. Filtro de Gabor

Los filtros de Gabor han sido empleados en multitud de aplicaciones de procesamien-

to de imágenes, entre ellas clasificación y segmentación de texturas, reconocimiento de

imágenes y objetos.

Se han utilizado filtros de Gabor combinado con el uso de redes neuronales para la

clasificación de lesiones en la piel, o para segmentar una imagen en diferentes regiones de

texturas similares basadas en una especificada (Rangel Cortes, 2019)

Aplicando filtros de Gabor en diferentes escalas y orientaciones, los patrones de textura

pueden ser eficientemente descritos en el dominio frecuencial y localizados en el dominio

espacial. (Pérez Carrasco y cols., 2009)

Un filtro de Gabor bidimensional es una red sinusoidal de campo complejo que está

modulada por una función gaussiana bidimensional en el dominio espacial (Pérez Carrasco

y cols., 2009). Los filtros Gabor tienen orientación sintonizable y bandas de paso de

frecuencia radial y frecuencias centrales sintonizables.

2.10. Aprendizaje automático

El aprendizaje se refiere a un amplio espectro de situaciones en las cuales el aprendiz

incrementa su conocimiento o sus habilidades para cumplir una tarea. El aprendizaje

aplica inferencias a determinada información para construir una representación apropiada

de algún aspecto relevante de la realidad o de algún proceso. (Samuel, 1959)

El aprendizaje automático, es una rama de la Inteligencia Artificial que se encarga de

generar algoritmos que tienen la capacidad de aprender y no tener que programarlos de
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manera expĺıcita. El desarrollador no tendrá que sentarse a programar por horas tomando

en cuenta todos los escenarios posibles ni todas las excepciones posibles. Lo único que hay

que hacer es alimentar el algoritmo con un volumen gigantesco de datos para que el

algoritmo aprenda y sepa qué hacer en cada uno de estos casos. (Pereira, Mitchell, y

Botvinick, 2009)

Hay dos tipos de aprendizajes: el supervisado y el no supervisado. El primer tipo

de aprendizaje se refiere a cuando cuando se entrena un algoritmo de Machine Learning

dándole las preguntas (caracteŕısticas) y las respuestas (etiquetas). Aśı en un futuro el

algoritmo pueda hacer una predicción conociendo las caracteŕısticas. El aprendizaje no

supervisado se espera que el algoritmo diga a qué grupo pertenece el elemento en estudio.

El algoritmo encuentra patrones en los datos que se le proporcionan y los clasifica en

grupos. Luego compara los nuevos datos y los ubica en uno de los grupos y es aśı como

puede predecir de que se trata. (Villalonga Gutiérrez y cols., 2019)

2.10.1. Algoritmos de aprendizaje automático

Un clasificador es una función que toma los valores de ejemplo (predictores o varia-

bles independientes) en varias caracteŕısticas para predecir la clase a la que pertenece

(la variable dependiente). Los clasificadores de aprendizaje automático (ML), se usan po-

pularmente en la predicción de patrones, dependiendo del conjunto de datos disponible.

(Pereira y cols., 2009)

El aprendizaje supervisado tiene el objetivo de inferir una función o mapeo de los datos

de entrenamiento que están etiquetados. Los datos de entrenamiento consisten en el vector

de entrada x y el vector de salida y de etiquetas. Los datos etiquetados manualmente son
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un recurso vital para el aprendizaje supervisado (Mohammed, Khan, y Bashier, 2016).

2.11. Cuantificación del color en neoplasias

Los principios de la dermatoscoṕıa basaban sus investigaciones en ciertas caracteŕısti-

cas que se presentaban dentro de una neoplasia para determinar su malignidad, de aqúı

se derivan: simetŕıa en el borde, forma y transición de cuatro colores (blanco, café claro,

café oscuro y gris-azul), estructuras y áreas homogéneas, las cuales suman puntos para

determinar su malignidad. (Iyatomi, 2010)

Pietro (Rubegni y cols., 2002) muestra como resultado de sus diversas investigaciones

relacionadas con lesiones de piel que, una vez digitalizado y parametrizado las diversas

caracteŕısticas presentes en las imágenes de lesiones de piel, algunas caracteŕısticas poseen

mayor poder discriminante que otras para determinar su malignidad. Las caracteŕısticas

más importantes son categorizadas de la siguiente manera: geometŕıa, color, textura e islas

de color (grupos de color dentro de la lesión). Dentro de la geometŕıa se considera el área,

el máximo y mı́nimo de diámetro, radrio, varianza de simetria de contorno, circularidad,

fractibilidad de bordes y elipsoidalidad. La variación de colores como rojo, verde y azul

dentro de la lesión. Las variables de textura fueron el contraste medio y la entroṕıa de

la lesión, aśı como el contraste y la entroṕıa fractal. Las islas de colores fueron presentes

principalmente en las regiones más oscuras de la región, compuestas de colores verde, rojo,

azul-gris y sus diferentes combinaciones y transiciones.

Una imagen en color se representa como una matriz de ṕıxeles, donde cada ṕıxel con-

tiene componentes numéricos (generalmente compuesto de tre elementos) que define un

color según un espacio de color. Existe una variedad de espacios de color hechos para
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diferentes aplicaciones (como visualización, impresión, coincidencia de colory retransmi-

siones televisivas). Una vez que se especifica el espacio de color, las caracteŕısticas de color

pueden extraerse de imágenes o regiones de imágenes.

En 2016, a través del survey Ïncorporating Colour Information for Computer-Aided

Diagnosis of Melanoma from Dermoscopy Images: A Retrospective Survey and Critical

Analysis”, (Madooei y Drew, 2016) se presentó una evaluación de las investigaciones que

se han llevado a cabo en los últimos años y que se han basado en la información que

proporciona el color en melanomas. Algunos de los estudios más relevantes muestran lo

siguiente:

Algunos estudios utilizaron valores de ṕıxeles directamente como caracteŕısticas de

color, mientras que la mayoŕıa de los otros emplearon momentos de color e histogramas de

color. Estas son caracteŕısticas primitivas o de bajo nivel que, por ejemplo, parametrizan

la distribución del valor de color en una imagen. Una tendencia creciente en los últimos

años es el desarrollo de caracteŕısticas visuales de alto nivel (cĺınicamente significativas)

como la asimetŕıa del color, la variación del color, la clasificación del color y la detección

del color.

Entre otros estudios, hay aquellos que se centraron en la “cuantización del color” y

aquellos destinados a la “segmentación del color”. La cuantificación del color tiene como

objetivo reducir el número de colores. Las imágenes en color verdadero generalmente

contienen miles de colores, lo que hace que su visualización, almacenamiento, transmisión

y procesamiento sean problemáticos. Por esta razón, la cuantización del color se usa

comúnmente como un paso de preprocesamiento para diversas tareas de procesamiento

de gráficos e imágenes. La mayoŕıa de los métodos de cuantificación son esencialmente

basado en algoritmos de agrupamiento de datos. (Madooei y Drew, 2016)
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En el art́ıculo “Principios básicos de dermatoscoṕıa”, entre otras cuestiones, se analizó

la importancia del color en las neoplasias, concluyendo aśı que: “a mayor número de colores

más sospecha de malignidad”. (Rodŕıguez-Cabral y cols., 2014) Se da a conocer una tabla

con los colores que puede presentar la neoplasia y su significado histopatológico, tal como

se muestra en la tabla 2.2

Tabla 2.2: Significado hispatológico de colores

Color Significado histopatológico

Negro
Se debe al depósito de melanina en el estrato córneo y epidermis superficial.

De igual manera, observamos negro cuando la melanina está presente en
grandes cantidades en varias capas.

Marrón (claro y oscuro)
Generalmente se debe a que la localización del pigmento melánico se

encuentra en la unión dermoepidérmica.

Gris y azul-gris Se debe al pigmento melánico o melanófagos en la dermis superficial.

Azul acero
Lo observamos cuando la pigmentación se localiza a mayor profundidad,

dermis reticular, porque las porciones de luz visible con longitud de
onda más corta (espectro azul-violeta) están más dispersas.

Rojo
Se asocia con incremento en el número o la dilatación de vasos
sangúıneos por inflamación, traumatismo o neovascularización.

Blanco

Suele observarse en casos de regresión, cicatrización o ambas.
Debido a que la regresión puede observarse en nevos y en melanoma,

las lesiones que muestren una combinación de tonalidades azul blanquecino,
blanco-grisáceo o ambas de preferencia deben ser extirpadas y estudiadas en
términos histopatológicos, sobre todo en casos con regresión mayor a 10 %

de la superficie de la lesión.

Amarillo Corresponde a material sebáceo o a zonas de hiperqueratosis.

Naranja
Son zonas de erosión o ulceración que pueden abarcar toda

la lesión o sólo un segmento.
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2.12. Textura como una caracteŕıstica

En 2015 se publicó el art́ıculo (Rastgoo y cols., 2015) “Automatic differentiation of

melanoma from dysplastic nevi”, en él se muestran los resultados de una investigación que

propone un framework automático de diferenciación entre melanoma y nevos displásticos

(que son 2 tipos de neoplasias diferentes), durante la investigación se utilizó la regla

cĺınica “ABCD”, la evaluación reveló el potencial de la textura para la diferenciación de

melanoma y nevos displásicos, el framework alcanzó la mayor sensibilidad de 98 %.

La variación de color y el histograma de color es una caracteŕıstica conocida que se ha

utilizado ampliamente en el pasado para la detección de las caracteŕısticas del melanoma.

Para esta investigación el descriptor contiene, la media y varianza de nueve canales de

color (R, G, B H, S, V L, A, B) e histograma de canales R, G y B. Cada histograma para

cada canal está construido con 42 contenedores, lo que lleva a un tamaño de descriptor

final de (9 × 2) + (42 × 3) = 144. (Rastgoo y cols., 2015)

2.13. Detección de melanoma a partir de imágenes

dermatoscópicas

En la tesis (Cruz Mahecha y cols., 2018) “Detección de Melanomas a partir de imágenes

dermatoscópicas”, desarrollada en la Universidad Distrital Francisco José de Caldas en

Bogotá, Colombia, se presentó un modelo basado en la segmentación semántica capaz

de alcanzar la precisión de un dermatólogo experto en un 92.96 % pero que tarda en

promedio 416.5 segundos en ejecutarse, en comparación, se presentó un modelo basado

en la segmentación por umbral óptimo capaz de alcanzar una precisión del 90.63 % de un
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dermatólogo experto y cuyo tiempo de ejecución se reduce a 28.98 segundos.

Las pruebas se realizaron sobre una computadora con sistema operativo Windows

10, 16Gb de memoria RAM y 2Tb de disco duro. En este trabajo los puntos de interés

conteńıan información tanto de color como de forma, caracteŕısticas representativas para

la clasificación de lesiones pigmentadas en la piel. (Cruz Mahecha y cols., 2018)

2.14. Avances generales en la investigación

En esta sección se dan a conocer los avances generales en las áreas de estudio rela-

cionadas con la presente investigación, se presentan los avances en las áreas de: prepro-

cesamiento de imágenes, segmentación de lesiones de piel, extracción de caracteŕısticas,

selección de caracteŕısticas y clasificación.

Preprocesamiento de imágenes: para facilitar la detección de bordes en las

imágenes de lesiones de piel se han estado aplicando diferentes técnicas de filtrado,

conversiones de color, detección y remoción de bello y reducción de ruido. El canal

azul del modelo de color RGB es el que más se ha usado en el preprocesamiento,

debido a que es el canal que predomina en las lesiones, aunque también el uso de la

escala de grises ha sido efectivo en algunos casos. La variación de iluminación en la

captura de las imágenes también ha sido un aspecto importante a considerar y una

cuestión a mejorar en esta etapa. (Pathan y cols., 2018)

Segmentación de lesiones de piel: La segmentación alude a la división de una

imagen en distintas regiones que contienen ṕıxeles con atributos afines. Las técnicas

de segmentación se clasifican como técnicas de segmentación de bajo y alto nivel pa-
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ra obtener una perspectiva con respecto a los enfoques de segmentación de lesiones.

Las técnicas de segmentación de bajo nivel son enfoques convencionales que inclu-

yen métodos que son computacionalmente más simples, más rápidos, y requieren

procesamiento posterior. Técnicas de segmentación de alto nivel incluyen a aquellos

enfoques que integran la segmentación de bajo nivel para construir sofisticados algo-

ritmos de segmentación y evitan posprocesamiento.(Mendonca y cols., 2007) (Celebi

y cols., 2007) (Garnavi y cols., 2010)

Extracción de caracteŕısticas: La extracción de caracteŕısticas dermatoscópicas

ha sido usada con diferentes enfoques, ya que depende del tipo de regla de análisis

que se use para conocer las caracteŕısticas a tomar en cuenta. La regla más usada es

la ABCD, consistente en el análisis de 4 criterios de Asimetŕıa, Borde, Color y Dife-

rencia estructural. El método Menzies, la regla de los 7 puntos, el algoritmo CASH,

caracteŕısticas de forma, textura y color, entre otros métodos se han empleado para

la extracción de caracteŕısticas. De acuerdo con valores estad́ısticos reportados por

Sameena (Pathan y cols., 2018) la caracteŕıstica más usada es la del color, tal como

se muestra en la gráfica 2.2.
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Figura 2.2: Caracteŕısticas usadas en el diagnóstico dermatoscópico

Selección de caracteŕısticas: La selección de caracteŕısticas es un punto impor-

tante, puesto que aśı se aumenta el poder discriminante, además que elimina la

redundancia, la irrelevancia y simplifica el cálculo cuando se emplea para clasificar.

La optimalidad del subconjunto de caracteŕısticas se cuantifica mediante un crite-

rio de evaluación. Es común auxiliarse de algoritmos evolutivos, redes neuronales,

genéticos, o cualquier otro algoritmo de optimización que ayude a la evaluación de

las caracteŕısticas y muestre cuáles de ellas presentan un poder discriminante mayor.

Clasificación: Diversos clasificadores se han empleado, siendo el más común el

ANN, en la gráfica 2.3 se muestran los clasificadores más usados de acuerdo con la

información proporcionada por Sameena (Pathan y cols., 2018)
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Figura 2.3: Clasificadores usados en el diagnóstico dermatoscópico

2.15. Herramientas requeridas para el desarrollo del

trabajo de investigación

2.15.1. GIMP

GIMP (GNU Image Manipulation Program) es un editor de imágenes multiplataforma

disponible para GNU / Linux, OS X, Windows y más sistemas operativos. Es software

gratuito, puede cambiar su código fuente y distribuir sus cambios. Se utilizó para el pro-

cedimiento de segmentación manual. El Selector varita mágica que proporciona GIMP

permite hacer una selección por regiones circundantes, se utilizó para hacer la selección

por los colores presentes en las imágenes; además su herramienta Selector de colores de

fondo y primer plano permitió dejar la imagen con un fondo color blanco.
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2.15.2. ImageJ y WEKA

Para realizar la segmentación semi automática se utilizó ImageJ, el cual es un pro-

grama de código abierto escrito en Java que permite añadir extensiones de software para

añadir funcionalidades a el procesamiento de las imágenes, una de las más conocidad es

WEKA. (Rueden y cols., 2017).

Trainable WEKA Segmentation (TWS), es una herramienta de aprendizaje automático

comúnmente utilizada para entrenar clasificadores y segmentar automáticamente. Para la

segmentación de la imagen TWS transforma el problema de segmentación en un problema

de clasificación de ṕıxeles. (Arganda-Carreras y cols., 2017). En este trabajo ésta herra-

mienta se usó para pobrar algoritmos supervisados de clasificación para aislar la región

de interés.

2.15.3. Python

A finales de 1980, Guido Van Rossum trabajaba en Los Páıses Bajos en CWI (Centrum

voor Wiskunde en Informatica) en el equipo del sistema operativo Amoeba, en 1989 creó

la primera versión del lenguaje Python, llamada aśı en honor a los Monty Python de

los que era fan. Python está inspirado en los lenguajes ABC (este último está inspirado

en Algol y está diseñado para tener éxito en BASIC, Pascal y Awk). (Chazallet, 2016)

Este lenguaje de programación tiene diversas ventajas con respecto a otros lenguajes, a

continuación, se enumeran algunos principios enunciados por Guido van Rossum:
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1. Simple e intuitivo.

2. Open source, todo el mundo puede contribuir.

3. Comprensible, tan sencillo de entender como leer inglés.

4. Apropiado para las tareas diarias.

5. Permite tiempos de desarrollo cortos.

2.15.4. OpenCV

OpenCV (Open Source Computer Vision Library) es una biblioteca de software de

visión artificial y aprendizaje automático de código abierto. OpenCV se creó para pro-

porcionar una infraestructura común para aplicaciones de visión por computadora y para

acelerar el uso de la percepción de la máquina en los productos comerciales. Al ser un

producto con licencia BSD, OpenCV facilita que las empresas utilicen y modifiquen el

código. (Bradski y Kaehler, 2008)

La biblioteca tiene más de 2500 algoritmos optimizados, que incluyen un conjunto

completo de algoritmos de aprendizaje automático y visión por computadora clásicos y

de última generación. Estos algoritmos se pueden utilizar para detectar y reconocer ros-

tros, identificar objetos, clasificar acciones humanas en videos, rastrear los movimientos

de la cámara, rastrear objetos en movimiento, extraer modelos 3D de objetos, producir

nubes de puntos 3D a partir de cámaras estéreo, unir imágenes para producir una alta re-

solución. imagen de una escena completa, buscar imágenes similares de una base de datos

de imágenes, eliminar ojos rojos de imágenes tomadas con flash, seguir los movimientos

oculares, reconocer paisajes y establecer marcadores para superponerlos con realidad au-
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mentada, etc. OpenCV tiene más de 47 mil personas de usuarios comunidad y un número

estimado de descargas superior a 18 millones. La biblioteca se utiliza ampliamente en

empresas, grupos de investigación y organismos gubernamentales.

Junto con empresas bien establecidas como Google, Yahoo, Microsoft, Intel, IBM,

Sony, Honda, Toyota que emplean la biblioteca, hay muchas nuevas empresas como Ap-

plied Minds, VideoSurf y Zeitera, que hacen un uso extensivo de OpenCV. Los usos

desplegados de OpenCV abarcan desde unir imágenes de streetview juntas, detectar in-

trusiones en videos de vigilancia en Israel, monitorear equipos de minas en China, ayudar

a los robots a navegar y recoger objetos en Willow Garage, detectar accidentes por ahoga-

miento en piscinas en Europa, ejecutar arte interactivo en España y Nueva York, revisando

las pistas de aterrizaje en busca de escombros en Turqúıa, inspeccionando las etiquetas

de los productos en las fábricas de todo el mundo hasta la detección rápida de rostros en

Japón.

Tiene interfaces C ++, Python, Java y MATLAB y es compatible con Windows, Li-

nux, Android y Mac OS. OpenCV se inclina principalmente hacia aplicaciones de visión

en tiempo real y aprovecha las instrucciones MMX y SSE cuando están disponibles. Ac-

tualmente se están desarrollando activamente interfaces CUDA y OpenCL con todas las

funciones. Hay más de 500 algoritmos y aproximadamente 10 veces más funciones que

componen o admiten esos algoritmos. OpenCV está escrito de forma nativa en C ++ y

tiene una interfaz con plantilla que funciona a la perfección con los contenedores STL.
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2.15.5. Caracteŕısticas de la computadora

Todo el trabajo que se presenta en éste art́ıculo fue realizado en una computadora con

las siguientes caracteŕısticas: sistema operativo Windows 10 Home de 64 bits, procesador

Intel (R) Core (TM) i5-7200U CPU 2.50GHz, memoria RAM de 4.00 GB
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Caṕıtulo 3

Descripción y experimentación

3.1. Adquisición de instancias de prueba

Las bases de datos utilizadas en el desarrollo de la presente investigación se describen

a continuación. En términos generales se tomaron 200 imágenes de la clase malignos de la

base de datos PH2 y 200 imágenes de la clase benignos de la base de datos ISIC Arcvhive.

3.1.1. Base de datos PH2

La creación de la base de datos PH2 fue posible gracias a una colaboración conjunta

entre la Universidade do Porto y la Universidade de Lisboa en conjunto con el servicio

de Dermatoloǵıa del Hospital Pedro Hispano en Matosinhos, Portugal. La base de datos

PH2 se creó principalmente para poner a disposición un conjunto de datos común que

puede utilizarse para la evaluación del rendimiento de diferentes sistemas de diagnóstico

asistido por computadora de imágenes dermatoscópicas. (Mendonca, Celebi, Mendonca,

y Marques, 2015)
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La base de datos consta actualmente de 200 imágenes dermatoscópicas junto con

las anotaciones médicas correspondientes, que comprenden 80 nevos comunes, 80 nevos

at́ıpicos y 40 melanomas malignos. Las imágenes dermatoscópicas se adquirieron cuida-

dosamente utilizando un aumento de 20 × en condiciones sin cambios. Son imágenes en

color RBG de 8 bits con una resolución de 768 × 560 ṕıxeles. El conjunto de imágenes

disponibles en la base de datos PH2 se seleccionó con algunas restricciones, con respecto

a su calidad, resolución y caracteŕısticas dermatoscópicas, de modo que sean lo suficien-

temente adecuadas como para usarse en una base de datos de referencia dermatoscópica.

(Mendonca y cols., 2015)

Las caracteŕısticas dermatoscópicas disponibles en la base de datos PH2 son: asimetŕıa,

colores, red de pigmentos, puntos, glóbulos, rayas, áreas de regresión y velo azul blanque-

cino. Estas caracteŕısticas dermatoscópicas se seleccionaron por dos razones principales.

Primero, este conjunto de criterios dermatoscópicos corresponde a aquellas caracteŕısticas

que se usan comúnmente por dermatólogos para realizar un diagnóstico cĺınico. Además,

este conjunto de caracteŕısticas comprende la mayoŕıa de las caracteŕısticas dermatoscópi-

cas que deben evaluarse en los procedimientos de diagnóstico médico más utilizados.

(Mendonca y cols., 2015) En la Figura. 3.1 se muestran algunas de las imágenes que

forman parte de la base de datos PH2.
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Figura 3.1: Base de datos PH2

3.1.2. Base de datos ISIC Archive

The International Skin Imaging Collaboration: Melanoma Project es una asociación

entre la academia y la industria diseñada para facilitar la obtención de imágenes digitales

de la piel para ayudar a reducir la mortalidad por melanoma. ISIC cuenta con un sitio

web que permite tener acceso público a un banco de imágenes de la piel para probar y

validar los estándares propuestos para la detección de melanoma. Este archivo sirve como

recurso público de imágenes para la enseñanza y para el desarrollo y prueba de sistemas

de diagnóstico automatizados. (Lopez, Giro-i Nieto, Burdick, y Marques, 2017) En la

figura 3.2 se muestran algunas de las imágenes que forman parte de la base de datos ISIC

Archive, cabe mencionar que son imágenes de neoplasias benignas las que se muestran,

sin embargo el sitio web contiene neoplasias tanto benignas como malignas.
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Figura 3.2: Base de datos ISIC Archive

3.2. Detección de la región de interés

Para llevar a cabo la etapa de detección de región de interés, se probaron dos tipos

de segmentación, los procedimientos y resultados de segmentación se describen en las

siguientes subsecciones.

3.2.1. Segmentación manual

El primer método a implemetar es una segmentación manual utilizando el software

GIMP, aqúı simplemente se fue haciendo uso de las herramientas de edición de imágenes

para dejar las imágenes con la ROI y un fondo de imágen en color blanco, tal como se

puede observar en la figura 3.3. Esta segmentación se aplicó a todas las imágenes de las

bases de datos.
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Figura 3.3: Resultados de segmentación manual (a) Melanoma, (b) Nevo, (c) Benigno.

3.2.2. Segmentación semi automática

El segundo procedimiento consiste en hacer un preprocesamiento de la imagen aplican-

do operaciones morfológicas y filtros; para este procedimiento se programó un algoritmo

en Python 3, haciendo uso de la libreŕıa OpenCV. Tal como se muestra en la figuras 3.4 y

3.5, el procesamiento de la imagen consiste en lo siguiente: se carga la imagen original y se

pasa a escala de grises, a esa misma imagen se le aplica un filtro gaussiano con tamaño de

ventana 13x13 y desviación estándar de 1.5, una vez aplicado el primer filtro gaussiano se

aplica uno nuevo cambiando el valor de la desviación estándar por 1.0, se toma la imagen

filtrada y se aplica erosión 5 veces con tamaño de kernel 3x3, a esa imagen erosionada se le

aplica dilatación en 1 iteración y finalmente se binariza la imagen para obtener la máscara

de recorte que posteriormente es usada para obtener la imagen en RGB con fondo blanco

en las mismas condiciones que la imagen segmentada manualmente.
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Figura 3.4: Algoritmo segmentación semi automática

Figura 3.5: Algoritmo segmentación semi automática

3.2.3. Segmentación automática

En el tercer procedimiento se utilizó el ejecutable de ImageJ con su extensión de Weka

Trainable segmentation, primeramente se realizó el etiquetado de clases manualmente

como se muestra en la figura 3.6 en color rojo se etiquetó el área de la imagen que contiene

la región de interés y en color verde se etiquetó el área que solo es piel no pigmentada;

una vez identificadas las clases a segmentar se procede a establecer las caracteŕısticas
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de entrenamiento y el tipo de algoritmo de clasificación a utilizar figura 3.7, una vez

configurado el algoritmo se procede a entrenarlo y aplicarlo al banco de imágenes. En

total se aplicaron 13 de los algoritmos de segmentación que WEKA proporciona, éstos

fueron aplicados a todas las imágenes de la base de datos.

Figura 3.6: Etiquetado de clases en WEKA
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Figura 3.7: Caracteŕısticas de entrenamiento y etiquetado de clases en WEKA

3.2.4. Binarización

Una vez aplicadas las técnicas de segmentación, se procedió a realizar la binarización

de las imágenes resultado, ésto con la finalidad de generar unas máscaras binarias que

posteriormente se utilizaŕıan para recortar las imágenes originales. El resultado de las

máscaras binarias se observa en la figura 3.8.
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Figura 3.8: Máscaras binarias segmentadas

3.2.5. Eliminación de ruido y recorte a partir de máscaras bi-

narias

Después de obtener las máscaras binarias de las diferentes técnicas de segmentación

se notó que debido al ángulo de captura y la usencia de luz en los bordes de la imagen, se

estaban teniendo pixeles que no formaban parte de la ROI, definidos como ruido, lo que

afectaŕıa notoriamente la segmentación. Para eliminar el ruido se crearon dos máscaras en

forma de elipse, una vertical y una horizontal, aśı se procedeŕıa a realizar un recorte con

esas máscaras en las imágenes binarias antes de hacer el recorte en las imágenes originales.

El proceso de la eliminación de ruido se muestra en las imágenes de la figura 3.9.
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Figura 3.9: Proceso de eliminaciónd de ruido en máscaras binarias

Una vez que se eliminó la mayor área posible de ruido se procedió a realizar el recorte

de la imagen original, el proceso se realizó con ambos tipos de imágenes las segmentadas

automática y semi-automáticamente. Los resultados se muestran en la figura 3.10, aśı

como también se muestran ejemplos de las imágenes segmentadas manualmente, para

permitir un análisis visual de los resultados.
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Figura 3.10: Proceso de eliminación de ruido y recorte

Una vez completada esta etapa, la base de datos está en condiciones para darle con-

tinuidad al proceso de detección de malignidad en neoplasias.

3.3. Aplicación de filtro de Gabor

Tal como se revisó en el estado del arte, el aplicar un filtro de Gabor en las imágenes

permite potenciar la textura, sin embargo, no hay una configuración universal del filtro

de Gabor sino que el valor de cada uno de sus paramétros depende de las condiciones de

las imágenes a las que se les desea aplicar el filtro. Para esta etapa de la metodoloǵıa,

el experimento consiste en lo siguiente: se toman 200 imágenes de la clase de neoplasias
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benignas y 200 imágenes de la clase de neoplasias malignas. Se debe aplicar el filtro

de Gabor a ambas clases, para ello se propone variar solo dos parámetros del filtro de

Gabor, los cuales son el tamaño de ventana y el ángulo (theta). El objetivo es tomar

los estad́ısticos de los pixeles que componen la imagen después de haberles aplicado el

filtro de Gabor para ver el comportamiento de sus valores de intensidad, es decir, se va a

analizar la textura en las clases para ver si existen diferencias entre una clase y otra. Se

programó el filtro y posteriormente se realizó el cálculo de la media y desviación estándar

de cada una de las imágenes, al final se tomó un promedio de cada uno de los parámetros

por clase, y se analizaron los resultados.

3.4. Descripción

La descripción de la textura se puede llevar a cabo de 3 formas: estad́ıstica, basada

en modelos y basada en filtrado [15], en este trabajo se combinó la parte de filtrado y

estad́ıstica. Una vez que se obtuvieron las imágenes segmentadas se deb́ıa aplicar el filtro

de Gabor porque el descriptor principal para el clasificador es la textura, se propuso

realizar un recorrido en la configuración del filtro cambiando sus parámetros de ángulo

y tamaño de ventana. Básicamente el recorrido que se realiza es el que se muestra en la

figura número 3.11, la ventana del filtro de Gabor recorre la imagen y va modificando el

valor de los pixeles. En la figura 3.12 se muestra la imagen una vez que se ha filtrado.
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Figura 3.11: Ejemplo de Aplicación de un filtro de Gabor

Figura 3.12: Ejemplo de imagen filtrada
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Caṕıtulo 4

Análisis de resultados

4.1. Análisis de resultados

A continuación se muestran los resultados obtenidos en las diferentes etapas de ex-

perimentación, en la primera parte de las sub secciones de éste caṕıtulo se reportan los

coefecientes de correlación obtenidos en las diferentes segmentaciones que se programaron.

En la siguiente subsección se muestran los resultados de los tiempos utilizados en la ejecu-

ción de los algoritmos de segmentación. Por último se muestran los resultados obtenidos

a partir de la aplicación del filtro de Gabor en las imágenes, aśı como su configuración

más efectiva en su apliación en un clasificador KNN.

4.1.1. Coeficientes de correlación 2D

Teniendo los resultados de segmentación (automática y semi automática) se deb́ıa ele-

gir una de las técnicas de segmentación para poder dar continuidad a la investigación. Para

saber qué técnica dio mejores resultados se hizo el cálculo de coeficientes de correlación
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en 2 dimensiones para cada una de las imágenes, tomando como referencia las imágenes

segmentadas manualmente, ya que ésta segmentación se consideró como la ideal.

Resultado del cálculo de coeficientes se obtuvo un coeficiente de correlación 2D para

cada una de las imágenes, aśı que se tomaron los coeficientes de cada tipo de imagen

(melanoma, nevo, benigno) y se obtuvo un promedio para mostrar los resultados generales

por tipo de segmentación y por tipo de imagen. Se tomaron en cuenta 3 clases para ver el

comportamiento de la segmentación en cada uno de los tipos de imágenes, diferenciando

aśı melanomas de nevos aunque ambas clases pertenecen al tipo de neoplasias malignas.

Los resultados son los siguientes: en la Tabla 4.1 se muestran los resultados de los pro-

medios de coeficientes de correlación en 2D; en la columna 1 se muestran los 13 algoritmos

de segmentación automática aplicada, en la columna 2 el promedio de los coeficientes de

correlación obtenidos en melanomas, en la columna 3 el promedio de coeficientes de corre-

lación obtenidos en nevos y en la columna 4 el promedio obtenido en benignos. También

en la última fila de la tabla se muestran los promedios de los coeficientes de correlación de

la segmentación semi automática. El promedio de coeficiente de correlación más cercano

a 1 indica qué algoritmo de segmentación resulto ser mejor, además de que se resaltan

visualmente para ayudar a identificarlos.
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Tabla 4.1: Promedio de coeficientes de correlación

Algoritmo de segmentación automática Melanomas Nevos Benignos
attribute selected classifier 0.7642 0.8326 0.9204
bayes net 0.7782 0.6782 0.9557
bftree 0.7613 0.8612 0.8932
classification via clustering 0.7633 0.8519 0.4826
fast random forest 0.7725 0.8492 0.8999
filtered classifier 0.7444 0.8052 0.8476
forest pa 0.7468 0.8398 0.9201
mlp Classifier 0.7762 0.8469 0.9134
multiclass classifier 0.7790 0.8518 0.8810
multiLayer perceptron 0.7630 0.8340 0.9231
naive bayes 0.7679 0.8241 0.8558
randomizable filtered 0.7561 0.7811 0.9544
simple logistic 0.7579 0.8574 0.9316
segmentación semi automática 0.7891 0.8757 0.9412

Tal como se muestra en la tabla 4.1 la segmentación semi-automática demostró tener

un mejor desempeño en comparación con los diferentes algoritmos de segmentación au-

tomática. Por ésta razón se eligió esa segmentación para poder continuar con las demás

etapas.

4.1.2. Tiempo

Además de evaluar el comportamiento de cada algoritmo con el cálculo de los coefi-

cientes de correlación, se tomó una muestra de 40 imágenes de cada clase y se tomó el

tiempo empleado en cada una de las técnicas de segmentación. Primeramente se obtuvo

el tiempo de procesamiento por imagen para después obtener un promedio del tiempo

en milisegundos. Es importante mencionar que en el caso de los algoritmos de segmenta-

ción automática no se tomó en cuenta el tiempo de etiquetado de clases ni entrenamiento
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del algoritmo de segmentación únicamente el tiempo empleado en la segmentación. Los

resultados son reportados en la tabla 4.2

Tabla 4.2: Promedio de tiempo de procesamiento en milisegundos

Algoritmo de segmentación automática Melanomas Nevos Benignos
attribute selected classifier 1572 1017 2608
bayes net 2730 7377 25207
bftree 1217 390 575
classification via clustering 1619 1721 1098
fast random forest 1161 2662 2762
filtered classifier 3467 4239 6577
forest pa 4916 827 1832
mlp Classifier 2240 3528 6614
multiclass classifier 1932 8763 11507
multiLayer perceptron 2740 20824 60768
naive bayes 4920 24292 30195
randomizable filtered 29079 30860 43180
simple logistic 2110 1248 6874
segmentación semi automática 5 6 12

Tal como se muestran los resultados en la tabla 4.2, la segmentación automática se

logró realizar en menos tiempo en comparación con los algoritmos de segmentación au-

tomática.

4.1.3. Aplicación de filtro de Gabor

Se aplicó el filtro de Gabor a las dos clases de imágenes y se obtuvieron los valores de

los pixeles de cada una de ellas para obtener su media y desviación estándar, por último

se tomó un promedio de sus parámetros y los resultados se muestran en la tabla 4.3: en

las columnas 1 y 2 se muestran los tamaños de ventana y ángulos que se configuraron,

en la tercera y cuarta columna se pueden ver los promedios de los estad́ısticos de la clase
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benignos, y en las últimas dos columnas se observan los estad́ısticos de la clase malignos.

Tabla 4.3: Promedio de media y desviación estándar en las imágenes filtradas

Tamaño máscara Ángulo
Benignos Malignos

Media Desv. Std Media Desv. Std

3x3

60 185.51 40.49 180.15 46.75
70 187.92 41.27 182.37 47.49
80 183.93 40.00 178.67 46.25
100 187.12 41.00 181.63 47.25
140 184.71 40.24 179.41 46.50

6x6

60 224.23 57.44 216.40 62.70
70 120.24 32.86 121.02 37.29
80 86.43 37.90 89.93 42.21
100 225.80 59.62 218.38 63.91
140 135.31 32.93 134.80 37.28

9x9

60 68.93 43.80 73.97 48.30
70 49.43 50.48 56.08 55.11
80 222.42 63.10 217.04 63.94
100 134.47 33.41 133.98 37.70
140 181.30 43.04 176.78 47.65

Observando los resultados obtenidos en la tabla 4.3, se puede concluir que la desviación

estándar es el parámetro que marca una notable diferencia entre clases. Se calculó una

diferencia entre los valores obtenidos en la clase benignos y en la clase malignos y se pudo

ver que la configuración de tamaño de ventana 3x3 con ángulo de 60°, fue la que marcó

una diferencia mayor entre clases, aśı que se tomó esa configuración para utilizarla en un

clasificador KNN, éste arrojó un 71.74 % de efectividad en la clasificación, únicamente

tomando en cuenta los valores de dispersión para entrenarlo. En la tabla número 4.4,

se presentan los valores de dispersión de 5 imágenes de la clase benignos y 5 imágenes

53



de la clase malignos para hacer notar la variación que hay en sus parámetros entre una

y otra clase, además en la figura número 4.1 se muestra gráficamente la variación de los

valores de los ṕıxeles en cada clase de imágenes, en la gráfica de la clase benignos se puede

observar que el comportamiento es casi lineal, puesto que no hay mucha variación entre

los valores de los pixeles y estos tienden a un comportamiento uniforme, por otro lado, al

observar la gráfica de la imagen de la clase malignos, se puede ver que hay valores altos

y bajos constantemente, ya que hay más variación entre los valores de los pixeles porque

hay más variación en los colores presentes en la imagen. Además en la sección de Anexos,

se integra una tabla con las gráficas de todas las imágenes de la base de datos.

Tabla 4.4: Valores ejemplo de desviación estándar

Benignos Malignos

12.52

15.23

30.82

22.54

17.84

75.23

55.7

49.21

72.25

71.75
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Figura 4.1: Ejemplo de dispersión de valores por clase

4.1.4. Generación de poblaciones

Los valores de media y desviación estándar mostrados en la tabla 4.3, que marcaron

más diferencia entre clases se tomaron para hacer un experimento de generación de po-

blaciones con una distribución normal, se simularon dos poblaciones, una para la clase

malignos y otra para la clase benignos. Este experimento se llevó a cabo con la finalidad

de ver el comportamiento de las poblaciones gráficamente, los resultados se muestran en

la figura 4.2, tal como se puede ver no hay mucha diferencia entre una y otra, puesto

que sus medidas de tendencia central son cercanas, esto ocasiona que se sobrepongan una

sobre otra.

55



Figura 4.2: Generación de poblaciones con una distribución normal

4.1.5. Clasificador KNN

Para poder cuantificar la efectividad de los valores de dispersión entre clases, se pro-

puso programar un clasificador KNN. Para este experimento, primeramente se generó el

dataset para alimentar el entrenamiento del clasificador, aśı que se pasaron los datos de

media, desviación estándar y la etiqueta de la clase (maligno/benigno). Una vez generada

la base de datos se procedió a utilizar un método de validación cruzada en 8 pliegues, los

resultados arrojaron un 71 % de efectividad en la clasificación.
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Caṕıtulo 5

Conclusiones y trabajo futuro

5.1. Conclusiones

Śı es posible la cuantificación de color en neoplasias, en esta investigación fue a través

de sus medidas de dispersión y tendencia central; con esa cuantificación se generó un

dataset que sirvió para entrenar un clasificador con más del 70 por ciento de efectividad,

con lo que se puede ver claramente que usando solo la textura como descriptor en un

clasificador śı se tiene el poder discriminante para detectar la malignidad o benignidad

de la neoplasia. Si al color se le asocia el uso de algún otro descriptor se obtendrá un

porcentaje de clasificación superior. Es importante destacar que en este trabajo no se están

utilizando bancos de filtro de Gabor, sino un solo filtro de Gabor con una configuración

espećıfica.

De acuerdo con los resultados mostrados en la tabla 4.1: promedios de coeficientes

de correlación, la mejor segmentación para las neoplasias benignas es la segmentación

automática utilizando el algoritmo Bayes Net, mientras que para los malignos (melanomas
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y nevos) es la segmentación semi automática. Esto se debe a la variación de color presente

en cada una de las clases.

En la tabla 4.3: Promedio de media y desviación estándar, se muestra que la clase de

neoplasias malignas tiene en promedio una desviación estándar de 46.75, mientras que la

de benignas en promedio tiene una desviación estándar de 40.49, esto sucede porque las

neoplasias malignas presentan una variedad de colores mayor.

5.2. Recomendaciones y trabajo futuro

En el trabajo a futuro se puede programar un algoritmo evolutivo para encontrar la

configuración adecuada de los parámetros del filtro de Gabor o el banco de filtros de Gabor

que genere un porcentaje de clasificación mayor. También se puede experimentar con la

combinación de los demás descriptores de asimetŕıa, borde y diámetro, en conjunto con el

color para aumentar la efectividad de clasificación. Un segundo algoritmo evolutivo podŕıa

programarse para ver qué combinación de descriptores devuelve mejores resultados.

Por último, se recomienda aumentar el tamaño de la base de datos experimental para

poder generar nuevos valores de dispersión y tendencia central que permitan generar

una nueva población desde una muestra grande, ésto para analizar el comportamiento de

ambas poblaciones al tratar de separarlas.
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CÓDIGO DE SEGMENTACIÓN

SEMI-AUTOMÁTICA EN PYTHON

1 #SE IMPORTAN LAS LIBRERIAS A UTILIZAR

2 import matplotlib.pyplot as plt

3 import numpy as np

4 import cv2

5 from PIL import Image

6 #SE CARGAN LAS IMAGENES DE LA BASE DE DATOS

7 imagenes=np.array([’1.jpg’, ’2.jpg’, ’3.jpg’, ...,’200. jpg’])

8 #SE CARGA LA M S C A R A DE ELIPSE PARA ELIMINAR RUIDO

9 mascaraElipse=cv2.imread(’mascaraRecorte.jpeg’, 0)

10 #SE BINARIZA LA M S C A R A

11 _, imagenBinaria=cv2.threshold(mascaraElipse , 210, 255, cv2.

THRESH_BINARY_INV)

12 #SE CARGA LA OTRA MASCARA PARA ELIMINAR RUIDO

13 mascaraVertical=cv2.imread(’mascaraVertical.jpeg’, 0)

14 #SE ESTABLECE EL T A M A O DE LA IMAGEN PARA NORMALIZAR LA BASE DE

DATOS

15 width = 767

16 height = 576

17 #SE INICIA UN CICLO EN EL QUE SE VA A OBTENER LA SEGMENTACION DE LA

BASE DE DATOS

18 for x in range (imagenes.size): #INDICA QUE EL CICLO SE VA A

EJECUTAR PARA CADA ELEMENTO DEL ARRAY DE LAS IMAGENES

19 imagenOriginal=cv2.imread(imagenes[x], 0)#SE CARGA LA IMAGEN

20 blur = cv2.GaussianBlur(imagenOriginal ,(13 ,13) ,1.5) #SE APLICA

EL PRIMER FILTRO GAUSSIANO

21 blur = cv2.GaussianBlur(blur ,(13 ,13) ,1.0)# SE APLICA EL SEGUNDO

FILTRO GAUSSIANO

22 Kernel = np.ones ((3,3),np.uint8) #SE CREA EL KERNEL PARA

APLICAR OPERACIONES MORFOLOGICAS

23 img_Erosion = cv2.erode(blur , Kernel ,iterations =5) #SE APLICA

EROSION EN 5 ITERACIONES

24 img_Dilatada = cv2.dilate(img_Erosion , Kernel ,iterations =1) #

SE APLICA DILATACION EN 1 ITERACION

25 _, binarizada = cv2.threshold(img_Dilatada , 120, 255, cv2.

THRESH_BINARY) #SE BINARIZA LA IMAGEN RESULTANTE

26 dim = (width , height) #SE ESTABLECEN LAS DIMENSIONES

27 resize1 = cv2.resize(imagenBinaria , dim , interpolation = cv2.

INTER_AREA)# SE NORMALIZA LA MASCARA

28 resize2= cv2.resize(binarizada , dim , interpolation = cv2.

INTER_AREA)#SE NORMALIZA LA IMAGEN RESULTANTE

29 binariaarray = np.array(resize1)#SE CREA UN ARREGLO DEL TAMANO

DE LA MASCARA

30 originaarray = np.array(resize2)#SE CREA UN ARREGLO DEL TAMANO



DE LA IMAGEN RESULTANTE

31 #SE INDICA QUE DONDE LA MASCARA SEA NEGRA (VALOR 0), SE PONGA

UN VALOR BLANCO (255) EN EL ARREGLO DE LA

32 #IMAGEN RESULTANTE , PARA DEJAR EL FONDO COLOR BLANCO

33 originaarray[binariaarray ==0]=255

34 newImage1 = Image.fromarray(originaarray)#SE GUARDA EL ARREGLO

COMO IMAGEN

35 mascaraBinaria=originaarray#SE CREA UNA VARIABLE DE LA MASCARA

BINARIA CON LOS VALORES DEL ARREGLO ORIGINAL

36 imagenOriginal1=cv2.imread(imagenes[x])#SE INVOCA NUEVAMENTE A

LA IMAGEN ORIGINAL

37 imagenOriginal1 = cv2.resize(imagenOriginal1 , dim ,

interpolation = cv2.INTER_AREA)#SE NORMALIZA LA IMAGEN ORIGINAL

38 #SE INDICA QUE DONDE LA MASCARA TENGA VALORES DE 255, SE

APLIQUEN VALORES DE 255 EN LA IMAGEN ORIGINAL

39 #SI LA CONDICION NO SE CUMPLE , SE MANTIENE EL VALOR ORIGINAL

DEL PIXEL DE LA IMAGEN ORIGINAL

40 imagenOriginal1[mascaraBinaria ==255]=255

41 #SE INDICA QUE DONDE LA MASCARA VERTICAL TENGA VALORES DE 255,

SE APLIQUEN VALORES DE 255 EN LA IMAGEN ORIGINAL

42 #SI LA CONDICION NO SE CUMPLE , SE MANTIENE EL VALOR ORIGINAL

DEL PIXEL DE LA IMAGEN ORIGINAL

43 imagenOriginal1[mascaraVertical ==255]=255

44 cv2.imwrite (( imagenes[x]),imagenOriginal1)#SE GUARDA LA IMAGEN

RESULTANTE , ES DECIR LA IMAGEN SEGMENTADA



CÓDIGO DE APLICACIÓN DE FILTRO DE

GABOR EN PYTHON

1 #SE IMPORTAN LAS LIBRERIAS A UTILIZAR

2 import cv2

3 import numpy as np

4 from skimage.filters import gabor

5 #SE IMPORTA LA BASE DE DATOS DE IMAGENES

6 imagenes=np.array([’1.jpg’, ’2.jpg’, ’3.jpg’, ..., ’200. jpg’])

7 #SE CREAN DOS ARREGLOS PARA GUARDAR LOS VALORES DE MEDIA Y

DESVIACION DE CADA IMAGEN

8 medias =[]

9 desviaciones =[]

10 #SE INICIA UN CICLO FOR PARA APLICAR EL FILTRO A TODAS LAS IMAGENES

11 for x in range (imagenes.size):#INDICA QUE EL CICLO SE VA A

EJECUTAR PARA CADA ELEMENTO DEL ARRAY DE LAS I M G E N E S

12 img = cv2.imread(imagenes[x])#SE CARGA LA IMAGEN

13 img = cv2.cvtColor(img , cv2.COLOR_BGR2GRAY)#LA IMAGEN SE PASA A

ESCALA DE GRISES

14 #SE INDICA LA CONFIGURACION DEL FILTRO DE GABOR

15 filt_real , filtered_img = gabor(img , frequency=9, theta=80,

bandwidth=3, sigma_x=None , sigma_y=None ,

16 n_stds=0, offset=0, mode=’wrap’,

cval =0)

17 #SE EXCLUYEN LOS VALORES DE 255 EN LA IMAGEN PARA TOMAR LOS

ESTADISTICOS SOLO DE LOS PIXELES QUE CONFORMAN LA ROI

18 pixelValues=np.where(filtered_img !=255, filtered_img , np.nan)

19 pixelValues = ~np.isnan(pixelValues)

20 #SE CALCULA LA MEDIA DE LOS VALORES OBTENIDOS Y SE GUARDA EN EL

ARREGLO DE MEDIAS

21 medias.append(np.mean(pixelValues))

22 #SE CALCULA LA DESV. STD. DE LOS VALORES OBTENIDOS Y SE GUARDA

EN EL ARREGLO DE DESVIACIONES

23 desviaciones.append(np.std(pixelValues))

24 #SE OBTIENE UN PROMEDIO DE TODAS LAS MEDIAS OBTENIDAS DE LAS

IMAGENES

25 promedioMedias=np.mean(medias)

26 #SE OBTIENE UN PROMEDIO DE TODAS LAS DESVIACIONES OBTENIDAS

27 promedioDesviaciones=np.mean(desviaciones)

28 #SE IMPRIMEN LOS VALORES OBTENIDOS EN CADA VARIABLE

29 print(promedioMedias)

30 print(promedioDesviaciones)



CÓDIGO DE APLICACIÓN DE FILTRO DE

GABOR, GENERACIÓN DE DATASET Y

CLASIFICADOR KNN EN PYTHON

1 #SE IMPORTAN LAS LIBRERIAS A UTILIZAR

2 import numpy as np

3 import cv2

4 import pandas as pd

5 from sklearn.neighbors import KNeighborsClassifier

6 from sklearn.model_selection import cross_val_score

7 from scipy import ndimage as ndi

8 #SE CREA UN KERNEL CON LA CONFIGURACION DEL FILTRO DE GABOR

9 g_kernel = cv2.getGaborKernel ((3, 3), 1.0, 60, 1.0, 0.5, 0, ktype=

cv2.CV_32F)

10 #SE CARGA LA BASE DE DATOS DE LA CLASE BENIGNOS

11 imagesB=np.array([’1.jpg’, ’2.jpg’, ’3.jpg’, ..., ’200. jpg’])

12 #SE CARGA LA BASE DE DATOS DE LA CLASE MALIGNOS

13 imagesM=np.array([’1.bmp’, ’2.bmp’, ’3.bmp’, ..., ’200. bmp’])

14 dataSet =[] #SE CREA UNA VARIABLE PARA GENERAR EL DATASET

15 #SE INICIA EL CICLO FOR PARA LA CLASE DE MALIGNOS

16 for x in range (imagesM.size): #SE INDICA QUE SE APLICA A TODAS LAS

IMAGENES

17 img = cv2.imread(imagesM[x])#SE CARGA LA IMAGEN

18 img = cv2.cvtColor(img , cv2.COLOR_BGR2GRAY)#SE PASA A ESCALA DE

GRISES

19 filtered_img = ndi.convolve(img , g_kernel , mode=’wrap’)#SE

APLICA FILTRO DE GABOR

20 pixelValues=np.where(filtered_img !=255, filtered_img , np.nan)#

SE ELIGEN LOS VALORES DE LA ROI PARA OBTENER ESTADISTICOS

21 mascara = ~np.isnan(pixelValues)

22 mean=round((np.mean(pixelValues[mascara ])) ,2)#SE CALCULA LA

MEDIA Y SE REDONDEA

23 std=round((np.std(pixelValues[mascara ])) ,2)#SE CALCULA LA

DESVIACION Y SE REDONDEA

24 dataSet.append ([mean ,std ,’malign ’])# SE AGREGA LA ETIQUETA DE

LA CLASE Y SE INSERTA AL DATASET

25 for x in range (imagesB.size):#SE INDICA QUE SE APLICA A TODAS LAS

IMAGENES

26 img = cv2.imread(imagesB[x])#SE CARGA LA IMAGEN

27 img = cv2.cvtColor(img , cv2.COLOR_BGR2GRAY)#SE PASA A ESCALA DE

GRISES

28 filtered_img = ndi.convolve(img , g_kernel , mode=’wrap’)#SE

APLICA FILTRO DE GABOR

29 pixelValues=np.where(filtered_img !=255, filtered_img , np.nan)#

SE ELIGEN LOS VALORES DE LA ROI PARA OBTENER ESTADISTICOS



30 mascara = ~np.isnan(pixelValues)

31 mean=round((np.mean(pixelValues[mascara ])) ,2)#SE CALCULA LA

MEDIA Y SE REDONDEA

32 std=round((np.std(pixelValues[mascara ])) ,2)#SE CALCULA LA

DESVIACION Y SE REDONDEA

33 dataSet.append ([mean ,std ,’benign ’])# SE AGREGA LA ETIQUETA DE

LA CLASE Y SE INSERTA AL DATASET

34 lista=np.array(dataSet)#SE CONVIERTE EN ARRAY EL DATASET

35 dataset=pd.DataFrame(lista)#SE INDICA EL TIPO DE DATO DEL

DATASET

36 X = dataset.iloc[:, :-1]. values#SE CREA LA VARIABLE CON LOS DATOS

DE LA MEDIA

37 Y = dataset.iloc[:, 2]. values#SE CREA LA VARIABLE CON LOS DATOS DE

LA DESVIACION

38 KNN = KNeighborsClassifier(n_neighbors =1)#SE INICIA EL CLASIFICADOR

39 scores = cross_val_score(KNN , X, Y, cv=5)#SE APLICA V A L I D A C I N

CRUZADA

40 accuracy =( scores.mean() * 100)#SE CALCULA LA EFECTIVIDAD

41 print("Resultados de Clasificador KNN")#SE MUESTRAN LOS RESULTADOS

42 print(accuracy)
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NEOPLASIAS MALIGNAS 

No. Imagen  Gráfica  Media  Desviación  

1 
  

165.05 56.08 

2 
  

174.63 47.18 

3 
  

177.01 48.28 

4 
  

189.89 30.82 

5 
  

194.95 22.54 



6 
  

188.93 32.78 

7 
  

186.67 33.38 

8 
  

185.55 35.15 

9 
  

175.98 43.47 

10 
  

169.71 54.06 



11 
  

179.9 43.84 

12 
  

144.11 64.38 

13 
  

190.33 31.7 

14 
  

189.8 32.95 

15 
  

185.41 39.31 



16 
  

177.77 49.37 

17 
  

167.15 51.01 

18 
  

160.71 48 

19 
  

191.08 30.79 

20 
  

169.29 52.7 



21 
  

177.08 44.31 

22 
  

154.33 54.69 

23 
  

127.84 63.66 

24 
  

172.75 45.89 

25 
  

173.8 50.15 



26 
  

198.24 12.52 

27 
  

154.63 54.2 

28 
  

195.54 20.12 

29 
  

185.71 39.88 

30 
  

192.79 28.09 



31 
  

187.91 35.64 

32 
  

173.12 50.26 

33 
  

161.36 60.03 

34 
  

168.63 55.07 

35 
  

134.32 61.38 



36 
  

194.74 22.15 

37 
  

161.64 57.9 

38 
  

169.64 50.32 

39 
  

169.69 53.33 

40 
  

181.2 41.91 



41 
  

141.87 70.2 

42 
  

136.04 65.58 

43 
  

153.48 58.21 

44 
  

133.18 70.14 

45 
  

111.32 70.42 



46 
  

110.99 76.88 

47 
  

169.64 56.08 

48 
  

172.33 47.68 

49 
  

174.3 50.94 

50 
  

120.72 72.59 



51 
  

144.4 58.22 

52 
  

150.06 61.41 

53 
  

135.99 64.14 

54 
  

122.89 61.02 

55 
  

195.75 21.44 



56 
  

150.88 51.43 

57 
  

192.78 25.3 

58 
  

193.48 24.03 

59 
  

192.21 26.16 

60 
  

196.51 17.31 



61 
  

195.03 21.08 

62 
  

182.03 42.65 

63 
  

172.75 47.91 

64 
  

186.59 35.04 

65 
  

185.41 37.33 



66 
  

196.63 17.84 

67 
  

192.77 26.45 

68 
  

188.24 33.73 

69 
  

149.33 57.67 

70 
  

191.6 27.74 



71 
  

176.05 45.7 

72 
  

170.87 52.24 

73 
  

185.67 41.55 

74 
  

188.93 31.69 

75 
  

197.15 16.17 



76 
  

193.99 26.74 

77 
  

190.7 31.37 

78 
  

162.62 50.54 

79 
  

151.45 63.4 

80 
  

156.69 59.29 



81 
  

138.3 59.81 

82 
  

155.63 54.94 

83 
  

145.82 59.32 

84 
  

147.59 56.4 

85 
  

196.31 19.21 



86 
  

166.9 52.2 

87 
  

168.3 46.88 

88 
  

153.4 53.2 

89 
  

157.4 52.9 

90 
  

193.36 24.78 



91 
  

173.96 47.38 

92 
  

166.06 49.73 

93 
  

154.86 67.51 

94 
  

167.01 59.11 

95 
  

154.48 55.84 



96 
  

163.36 57.97 

97 
  

173.28 49.05 

98 
  

185.98 34.92 

99 
  

176.74 43.18 

100 
  

187.58 35.28 



101 
  

192.13 27.02 

102 
  

188.88 32.88 

103 
  

178.59 45.18 

104 
  

197.53 15.23 

105 
  

184.54 34.84 



106 
  

182.27 38.47 

107 
  

191.45 28.67 

108 
  

196.49 18.93 

109 
  

187.74 37.41 

110 
  

186.3 34.86 



111 
  

178.56 42.92 

112 
  

163.82 59.13 

113 
  

153.96 63.59 

114 
  

128.48 70.51 

115 
  

166.84 50.18 



116 
  

125.51 65.92 

117 
  

155.55 59.27 

118 
  

164.26 57 

119 
  

148.35 54.68 

120 
  

168.88 48.41 



121 
  

165.02 59.21 

122 
  

191.1 28.93 

123 
  

183.32 38.77 

124 
  

195.96 19.52 

125 
  

178.93 42.76 



126 
  

162.46 51.53 

127 
  

181.55 41.61 

128 
  

173.87 47.4 

129 
  

179.33 44.57 

130 
  

183.87 39.75 



131 
  

191.87 31.26 

132 
  

187.77 37.32 

133 
  

184.66 38.85 

134 
  

143.69 59.35 

135 
  

107.73 75.38 



136 
  

134.84 63.99 

137 
  

187.46 33.56 

138 
  

188.8 34.89 

139 
  

191.77 28.66 

140 
  

192.76 26.17 



141 
  

195.52 20.91 

142 
  

195.81 19.94 

143 
  

173.85 52.16 

144 
  

178.51 42.52 

145 
  

144.06 60.08 



146 
  

180.34 43.52 

147 
  

190.71 30.6 

148 
  

189.58 31.89 

149 
  

182.17 44.05 

150 
  

187.8 33.75 



151 
  

177.87 46.12 

152 
  

188.39 34 

153 
  

189.03 30 

154 
  

180.13 43.45 

155 
  

194 23.04 



156 
  

186.79 35.98 

157 
  

188.26 32.95 

158 
  

180.83 48.96 

159 
  

163.13 51.34 

160 
  

151.22 55.13 



161 
  

193.99 22.68 

162 
  

194.7 21.99 

163 
  

166.39 48.6 

164 
  

182.8 42.31 

165 
  

167.19 53.37 



166 
  

171.63 52.18 

167 
  

177.99 43.47 

168 
  

172.49 47.05 

169 
  

158.71 56.8 

170 
  

167.84 48.69 



171 
  

173.43 50.02 

172 
  

136.36 59.06 

173 
  

145.98 58.48 

174 
  

180.68 44.82 

175 
  

157.36 59.91 



176 
  

158.82 63.61 

177 
  

157.11 53.61 

178 
  

152.82 60.37 

179 
  

175.99 44.18 

180 
  

102.21 75.53 



181 
  

128.54 60.93 

182 
  

128.13 56.56 

183 
  

138.64 64.6 

184 
  

114.71 65.46 

185 
   162.52 54.49 



186 
  

173.43 45.51 

187 
  

153.78 55.37 

188 
  

169.21 52.44 

189 
  

168.71 51.63 

190 
  

178.53 43.03 



191 
  

167.08 52.96 

192 
  

178.43 47.33 

193 
  

177.11 49.77 

194 
  

163 54.92 

195 
  

183.46 40.65 



196 
  

192.37 28.06 

197 
  

179.73 44.02 

198 
  

167.81 49.43 

199 
  

165.13 50.38 

200 
  

153.17 57.24 
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NEOPLASIAS BENIGNAS 

No. Imagen Gráfica  Media  Desviación  

1   

142 72.81 

2   

188.24 40.65 

3   

166.18 57.84 

4   

183.02 43.04 

5   

191.21 32.33 



6   

189.04 36.84 

7   

168.52 55.7 

8   

176.79 49.21 

9   

190.3 34.36 

10   

183.37 42.36 



11   

192.24 31.39 

12   

189.42 33.25 

13   

181.13 46.07 

14   

173.52 56.24 

15   

181.3 47.33 



16   

184.17 41.06 

17   

167.02 58.18 

18   

177.79 50.69 

19   

182.11 41.86 

20   

183.13 42.75 



21   

199.47 8.15 

22   

186.58 37.44 

23   

186.55 38.42 

24   

170.36 58.93 

25   

177.18 46.77 



26   

195.4 23.34 

27   

173.73 54.34 

28   

163.56 61.43 

29   

162.76 59.28 

30   

170.07 60.39 



31   

189.22 38.46 

32   

171.68 54.84 

33   

153.44 62.16 

34   

168.35 58.99 

35   

178.44 51.36 



36   

181.94 50.18 

37   

192.78 28.52 

38   

176.46 49.68 

39   

176.67 46.72 

40   

173.22 52.8 



41   

174.64 49.2 

42   

181.38 43.5 

43   

181.74 42.85 

44   

173.78 53.31 

45   

172.52 55.41 



46   

169.79 54.23 

47   

188.63 38.58 

48   

161.96 63.23 

49   

157.35 65.37 

50   

164.92 61.55 



51   

148.11 70.92 

52   

168.78 58.29 

53   

158.72 61.61 

54   

183.13 43.32 

55   

168.56 60.91 



56   

181.31 50.59 

57   

154.9 67.96 

58   

143.42 58.78 

59   

194.71 25.35 

60   

174.54 57.29 



61   

198.92 11.42 

62   

171.1 58.18 

63   

175.69 61.32 

64   

182.54 50.83 

65   

184.53 44 



66   

176.45 50.36 

67   

173.68 51.59 

68   

172.9 58.04 

69   

184.23 46.09 

70   

178.06 47.8 



71   

199.76 5.48 

72   

192.51 28.74 

73   

185.49 42.55 

74   

197.57 16.87 

75   

169.81 54.78 



76   

195.2 23.97 

77   

168.54 58.91 

78   

194.94 28.45 

79   

176.22 47.97 

80   

164.39 59.19 



81   

160.01 57.51 

82   

192.64 29.69 

83   

156.03 67 

84   

164.07 64.05 

85   

190.76 34.99 



86   

192.86 28.21 

87   

179.09 50.77 

88   

177.09 53.07 

89   

183 41.85 

90   

195.56 22.39 



91   

148.42 65.26 

92   

193.29 27.56 

93   

191.28 31.24 

94   

196.19 21.47 

95   

172.88 53.07 



96   

182.85 41.54 

97   

181.18 46.19 

98   

191.14 32.9 

99   

181.62 47.59 

100   

168.36 54.29 



101   

193.56 27.48 

102   

181.45 43.12 

103   

172.47 55.6 

104   

173.46 53.61 

105   

198.33 15.28 



106   

170.02 57.68 

107   

193.76 28.55 

108   

180.78 48.3 

109   

185.2 46.51 

110   

166.53 66.16 



111   

168.83 54.29 

112   

196.61 20.01 

113   

183.79 42.68 

114   

188.76 38.26 

115   

188.22 39.68 



116   

148.08 70.38 

117   

173.65 52.3 

118   

171.46 57.41 

119   

182.06 46.26 

120   

176.68 48.66 



121   

181.53 45.36 

122   

190.69 34.29 

123   

182.28 45.4 

124   

182.5 42.05 

125   

187.27 36.73 



126   

172.33 53.49 

127   

171.38 50.5 

128   

192.34 29.36 

129   

162.37 54.82 

130   

162.66 53.78 



131   

165.46 55.75 

132   

145.36 66.39 

133   

171.81 58.28 

134   

159.64 60.96 

135   

175.89 49.92 



136   

146 68.62 

137   

124.47 75.23 

138   

178.55 49.62 

139   

176.59 50.88 

140   

168.13 60.94 



141   

154.29 72.25 

142   

171.53 61.84 

143   

171.76 61.48 

144   

166.72 53.92 

145   

142.4 61.58 



146   

138.27 71.75 

147   

168.45 52.49 

148   

186.69 41.72 

149   

154.28 57.18 

150   

168.86 52.61 



151   

144.72 65 

152   

176.75 59.42 

153   

184.6 46.16 

154   

132.45 68.58 

155   

181.46 43.84 



156   

162.14 67.13 

157   

175.62 48.03 

158   

158.53 59.67 

159   

166.79 52.93 

160   

179.88 48.56 



161   

182.57 42.46 

162   

193.26 27.75 

163   

182.91 46.18 

164   

149.09 63.38 

165   

161.73 56.1 



166   

150.23 65.28 

167   

186.86 43.42 

168   

156.7 65.95 

169   

174.85 60.05 

170   

165.89 56.27 



171   

150.84 65.54 

172   

156.36 62.37 

173   

157.94 65.61 

174   

178.34 50.41 

175   

143.9 60.44 



176   

181.81 41.73 

177   

152.12 62.32 

178   

159.07 59.51 

179   

169.32 56.08 

180   

185.98 40.12 



181   

146.6 75.01 

182   

183.12 44.85 

183   

175.44 48.19 

184   

172.56 51.01 

185   

166.18 53.56 



186   

175.58 49.44 

187   

180.32 44.67 

188   

189.15 34 

189   

191.08 31.04 

190   

199.8 4.81 



191   

179.77 47.83 

192   

169.68 54.34 

193   

186.04 44.19 

194   

169.21 57.84 

195   

186.86 39.96 



196   

182.22 45.69 

197   

180.48 44.77 

198   

186.68 43.24 

199   

184.76 40.26 

200   

161.87 58.02 
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