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Resumen 
 
La presente investigación, se ubica en el contexto de los problemas relacionados con las mejoras de 

los algoritmos de agrupamiento o clustering. En particular, el problema que se aborda consiste en 

reducir el tiempo de procesamiento del algoritmo de agrupamiento Fuzzy C-Means (FCM) para la 

solución de grandes datasets. El enfoque de solución, consistió en mejorar la fase de inicialización 

de FCM mediante la optimización de la matriz de pertenencia inicial. A este nuevo algoritmo se le 

denominó Hybrid OK-Means Fuzzy C-Means (HOFCM). 

 

El problema de agrupamiento de FCM es del tipo NP-Hard, lo cual justifica el uso de métodos 

heurísticos para su solución. A la fecha, se han propuesto mejoras en la etapa de inicialización del 

algoritmo FCM. Sin embargo, no están orientadas a la solución de grandes datasets como las que se 

presentan en el Big Data. En este sentido, el algoritmo propuesto reduce el número de iteraciones al 

optimizar los valores iniciales de la matriz de pertenencia. Este enfoque consta de tres pasos: a) 

generar un conjunto de n soluciones de un dataset dado, aplicando una variante del algoritmo K-

Means; b) seleccionar la mejor solución como base para generar la matriz de pertenencia optimizada 

y c) resolver el dataset dado con FCM.   

 

Para validar los resultados del algoritmo HOFCM, se diseñaron y ejecutaron un conjunto de 

experimentos compuestos de datasets reales y sintéticos. HOFCM se contrastó con los algoritmos: 

FCM estándar, FCM-KMeans, FCM++ y NFCM. Con base en los resultados experimentales, se 

observó que HOFCM obtuvo una reducción en el tiempo de solución en todos los datasets grandes, 

comparado con el algoritmo FCM estándar. Al contrastar los resultados de HOFCM con los 

algoritmos FCM-KMeans, FCM++ y NFCM, se observó que, en promedio, fue más rápido 1.51, 

2.87 y 3.01 veces respectivamente. 
 

Finalmente, con base en los resultados obtenidos, es posible afirmar que, con esta 

investigación, se aportaron beneficios para usuarios que buscan resolver el problema de 

agrupamiento difuso de grandes datasets, como los que se presentan en Big Data en tiempo 

razonable.
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Abstract 
 
This research is situated in the context of problems related to improvements in clustering algorithms. 

In particular, the problem addressed consists of reducing the processing time of the Fuzzy C-Means 

(FCM) clustering algorithm for the solution of large datasets. The solution approach was to improve 

the initialization phase of FCM by optimizing the initial membership matrix. This new algorithm 

was called Hybrid OK-Means Fuzzy C-Means (HOFCM). 

 

The FCM clustering problem is of the NP-Hard type, which justifies using heuristic methods 

for its solution. To date, improvements in the initialization phase of the FCM algorithm have been 

proposed. However, they need to be oriented to the solution of large datasets like those presented in 

Big Data. In this sense, the proposed algorithm reduces the number of iterations by optimizing the 

initial values of the membership matrix. This approach consists of three steps: a) generate a set of n 

solutions for a given dataset, applying a variant of the K-Means algorithm; b) select the best solution 

as a basis for generating the optimized membership matrix and c) solve the given dataset with FCM. 

 

To validate the results of the HOFCM algorithm, a set of experiments composed of real and 

synthetic datasets were designed and executed. HOFCM was contrasted with the algorithms: 

standard FCM, FCM-KMeans, FCM++, and NFCM. Based on the experimental results, it was 

observed that HOFCM obtained a reduction in solution time in all large datasets compared to the 

standard FCM algorithm. By contrasting the results of HOFCM with the FCM-KMeans, FCM++, 

and NFCM algorithms, it was observed that, on average, it was faster by 1.51, 2.87, and 3.01 times, 

respectively. 

 

Finally, based on the results obtained, it is possible to affirm that this research benefits users 

who seek to solve the problem of fuzzy clustering of large datasets such as those presented in Big 

Data in a reasonable time. 
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Capítulo 1 
 

Introducción 
 

En este Capítulo se exponen las principales motivaciones que dieron origen a la presente 

investigación, se describe el problema de investigación, el objetivo general, los objetivos 

particulares, la hipótesis, así como los alcances y limitaciones de esta investigación. 

Finalmente, se describe el contexto que dio origen al estudio, así como la organización del 

documento. 

1.1 Motivaciones 

De acuerdo con las recientes estimaciones, se prevé que para el año 2025, el volumen de datos 

generados en todo el mundo supere los 180 zetabytes [1]. Este incremento exponencial de datos, 

se debe principalmente a dos fuentes: internet de las cosas y redes sociales [2, 3]. Tal crecimiento 

ha generado nuevos retos, porque actualmente no existen algoritmos eficientes que se ejecuten 

en tiempo polinomial para procesar estos grandes volúmenes de datos con herramientas 

computacionales estándar [4-6]. Algunas alternativas para resolver esta problemática, se abordan 

en: la Ciencia de Datos, la Minería de Datos y la Analítica de Datos. Estas disciplinas, tienen 

como objetivo encontrar patrones que coadyuven a la toma de decisiones basadas en los datos 

[7-10]. Para lograr dicho objetivo, estas ciencias se apoyan en varias técnicas, una de las 

principales son los algoritmos de agrupamiento o clustering. 

  

El clustering, ha sido estudiado ampliamente en diversas áreas, tales como 

reconocimiento de patrones, procesamiento de imágenes, medicina, taxonomía, negocios y 
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minería de datos, entre otras [11-16]. En los últimos años, cobró relevancia debido al incremento 

exponencial de los datos en diversos ámbitos del conocimiento. Por esta razón, se convirtió en 

un objeto de estudio relevante para el aprendizaje automático.  

 

1.2 Descripción del problema de investigación 

La presente investigación, se ubica en el contexto de los problemas relacionados con las mejoras 

de los algoritmos de agrupamiento. En particular, el problema que se aborda consiste en reducir 

el tiempo de procesamiento o complejidad temporal del algoritmo de agrupamiento Fuzzy C-

Means (FCM) propuesto por Bezdek   en 1981 [17]. 

 
En la Figura 1, se describe gráficamente el problema central de esta investigación. En el 

eje x, se representa el tamaño de los datasets que se deben resolver; en el eje y, el tiempo de 

solución requerido. La línea verde representa la propuesta de esta investigación, la cual consiste 

en reducir la complejidad temporal del algoritmo FCM. Es importante aclarar, que la diferencia 

de la línea verde con respecto a la complejidad temporal de FCM, solamente es ilustrativa, con 

la intención de mostrar el concepto de la reducción de complejidad. 

 

 

 

 

 

 

 

 

 

 

Figura 1. Complejidad temporal del algoritmo Fuzzy C-Means y propuesta de solución 
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1.3 Objetivo general 

Reducir la complejidad temporal del algoritmo Fuzzy C-Means mediante métodos heurísticos, 

sin afectar significativamente la calidad de la solución. 

1.3.1 Objetivos particulares 
Derivados del objetivo general, se proponen los siguientes objetivos particulares: 
 

a) Desarrollar una mejora eficiente en la fase de inicialización del algoritmo FCM, de 

manera que reduzca su complejidad temporal. 

b) Implementar de manera computacional la mejora propuesta. 

c) Validar los resultados de la mejora. 

1.4 Hipótesis 

Es factible desarrollar una mejora eficiente en la fase de inicialización del algoritmo Fuzzy C-

Means para la solución de grandes datasets mediante métodos heurísticos, sin afectar 

significativamente la calidad de la solución. 

1.5 Alcances 

Se consideran los siguientes alcances: 

a) Una variante de FCM cuya complejidad temporal es menor a la de FCM estándar. 

b) La mejora propuesta para este algoritmo, supera a otras mejoras expuestas en 

publicaciones anteriores en la fase de inicialización. 

1.6 Limitaciones 

A continuación, se enlistan las limitaciones de la presente investigación: 

a) La investigación está enfocada en el algoritmo Fuzzy C-Means. 

b) La implementación de la variante del algoritmo es probada con el equipo disponible en 

el Centro Nacional de Investigación y Desarrollo Tecnológico (CENIDET). 
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c) Los experimentos, para validar el enfoque de solución, son realizados con datasets reales 

de repositorios reconocidos por la comunidad científica, por ejemplo UCI [18] y se 

generaron datasets de prueba sintéticos exprofeso. 

1.7 Contexto de la investigación 

El contexto de esta investigación se enmarca dentro del problema de los algoritmos de 

agrupamiento. Tradicionalmente, los algoritmos de agrupamiento se dividen en jerárquicos y 

particionales [19]. A su vez, los algoritmos de agrupamiento particionales, se dividen en dos: 

duros y suaves [20-22]; del primero, su principal exponente es el algoritmo K-Means [23]; y del 

segundo el algoritmo FCM [17].  

 

Existen mejoras realizadas en diferentes etapas del algoritmo de agrupamiento K-Means, 

desarrolladas con éxito en el CENIDET. A continuación, se mencionan las investigaciones más 

recientes: 

 

1) Tesis de doctorado 

Almanza Ortega Nelva Nelly, (2018).  “Desarrollo de heurísticas para la mejora del 

algoritmo K-Means en las fases de clasificación y convergencia”. 

En esta investigación, se presentan dos mejoras al algoritmo K-Means. La primera, 

denominada A-Means, mejora la fase de clasificación mediante la asignación 

temprana de objetos a grupos, evitando subsecuentes cálculos de distancia objeto-

centroide. La segunda, denominada O-K-Means, mejora la fase de convergencia al 

detener el algoritmo, cuando el total de objetos que cambian de grupo en una iteración 

es menor a un umbral. 

2) Artículo 

Pérez Ortega Joaquín, Almanza Ortega Nelva Nelly, Romero David, (2018). 

“Balancing effort and benefit of K-Means clustering algorithms in Big Data realms”. 

En este artículo se propone un criterio para equilibrar el tiempo de procesamiento y 

la calidad de la solución del algoritmo K-Means, cuando se aplican a conjuntos de 
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datos del tipo Big Data. Este artículo se deriva de la tesis de doctorado, mencionada 

previamente.  

1.8 Organización del documento 

El presente documento posee la siguiente estructura: en el Capítulo 2, se exponen las principales 

investigaciones que tienen relación con esta tesis doctoral; en el Capítulo 3, se presenta la 

propuesta de mejora del algoritmo FCM; en el Capítulo 4, por una parte, se describe la 

implementación del algoritmo propuesto y por otra parte se muestra la validación experimental 

de los resultados; en el Capítulo 5, se presenta el análisis de los resultados y las conclusiones 

derivadas de la presente investigación, así como algunas propuestas para continuar con nuevas 

investigaciones respecto del algoritmo FCM. 
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Capítulo 2 
 

Algoritmo Fuzzy C-Means 
 

En el presente Capítulo se exponen los antecedentes del algoritmo FCM. Asimismo, se 

describe de manera formal el algoritmo y se reportan en forma sintetizada las publicaciones 

recientes y las de mayor impacto en la comunidad científica relacionadas con las mejoras más 

relevantes del algoritmo. 

2.1  El problema de agrupamiento 
En la teoría tradicional de conjuntos, un objeto puede pertenecer o no a un conjunto dado. Sin 

embargo, existen problemas en los cuales la pertenencia de un objeto a un conjunto no se puede 

establecer de manera precisa. Una manera de modelar dicha pertenencia, es a través de los 

algoritmos de agrupamiento. Tradicionalmente, estos algoritmos se dividen en jerárquicos y 

particionales [19]. A su vez, los algoritmos de agrupamiento particionales, se dividen en duros y 

difusos.  

En esta investigación, se asume que los atributos de los objetos de un conjunto son 

medibles. Por lo tanto, a veces se hará referencia a los objetos como puntos, de acuerdo con el 

contexto. 

 

2.1.1 Agrupamiento particional duro 
De los algoritmos de agrupamiento particionales duros, uno de los más relevantes, ampliamente 

estudiado y utilizado, es el algoritmo K-Means [24-26]. Este algoritmo, es un método iterativo 

que consiste en particionar un conjunto de n objetos en k ≥ 2 grupos, de tal manera que los objetos 
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de un grupo sean similares entre si y diferentes a los de otros grupos [27]. La formulación del 

problema K-Means como un problema de optimización, se describe a continuación: 

 

Sea X = {x1, …, xn} el conjunto de n objetos a particionar por un criterio de similaridad, 

donde xi ∈ Rd para i = 1, …, n y d ≥ 1 es el número de dimensiones. Además, sea k ≥ 2 un entero 

y K = {1, …, k}. Para una k-partición P = {G(1), …, G(k)} de X, se denota que vj es el centro del 

grupo G(j), para j ∈ K y sea V = {v1, …, vk} y U = {u11, …, uij}.  

En la Expresión 1, se plantea el problema de agrupamiento como un problema de 

optimización [28]. 

1 1
: minimizar ( , ) ( , )

n k

ij i j
i j

P z U V u D x v
 

   
(1) 

1
Sujeto a 1, para 1,..., ,

k

ij
j

u i n


   
 

uij = 0 ó 1, para i = 1, …, n y j = 1, …, k,  

 

Donde uij = 1  el objeto xi pertenece al grupo G(j) y D(xi, vj) denota la distancia 

Euclidiana entre xi y vj para i =1, …, n y j = 1, …, k. El pseudocódigo del algoritmo K-Means 

estándar se muestra en el Algoritmo 1.  

 

Algoritmo 1: K-Means estándar  
Entrada: X, V, k,  
Salida: V, U 
1 Inicialización: 
2      X: = {x1, …, xn}; 
3      V: = {v1, …, vk}; 
4 Clasificación: 
5      Para xi ϵ X and vk ϵ V{ 
6           Calcular la distancia Euclidiana de cada xi a los k centroides; 
7           Asignar el objeto xi al centroide vk más cercano; } 
8 Cálculo de centroides: 
9      Calcular los centroides vk;   
10 Convergencia: 
11      Si V: = {v1, …, vk} no cambia en dos iteraciones consecutivas: 
12           Detener el algoritmo; 
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13      En caso contrario: 
14      Ir a Clasificación   
15 Fin del algoritmo 

 

2.1.2 Agrupamiento particional difuso 
La teoría de conjuntos difusos propuesta por Zadeh [29] en 1965, aportó una idea de 

incertidumbre de pertenencia que fue descrita mediante una función de pertenencia. La teoría del 

análisis de grupos se propuso en la investigación de Bellman, Kalaba y Zadeh [30] y en Ruspini 

[31, 32] se acuñó el concepto de partición difusa, más específicamente de algoritmo de 

agrupamiento difuso. Estos autores, dieron la pauta a posteriores investigaciones acerca de 

agrupamiento difuso. En 1973, Dunn [33] extendió el significado de agrupamiento duro a 

conceptos preliminares de fuzzy Means. Por otra parte Bezdek [17] , generalizó el enfoque de 

Dunn para obtener una familia infinita de algoritmos conocida como algoritmos c-means difusos. 

La idea básica es que sea X = {x1, …, xn} el conjunto de n objetos a particionar por un criterio de 

similitud, donde xi ∈ Rd para i = 1 ,…, n y c es el número de grupos donde 2 ≤ c < n. 

 

El problema de agrupamiento difuso se formuló como un problema de optimización [31] 

minimizando una función, como se muestra en la Expresión 2. 

 

1 1
: minimizar ( ) ( , )

n c
m

m ij i j
i j

P J U,V u D x v
 

   
(2) 

 

Donde U = µij es la matriz que contiene los valores de los grados de pertenencia de cada 

objeto i a cada grupo j; V = {v1, …, vc} es el conjunto de centroides, donde vj es el centroide del 

grupo j; m es el exponente de ponderación que altera los grados de pertenencia de cada objeto, m 

> 1 y D(xi, vj), indica la distancia Euclidiana entre el objeto xi y el centroide vj para i=1, …, n y 

j=1, …, c. 

 

La minimización de la función objetivo Jm se realiza mediante la actualización iterativa 

de la matriz de pertenencia utilizando las Expresiones 3 y 4. 
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(4) 

 

Donde xi y vj son vectores que pertenecen a un espacio Rd, tal como se representan en la 

Expresiones 5 y 6.  

xi  = (x1, x2, …, xd),    1 ≤ i ≤ n (5) 

vj = (v1, v2, …, vd),     1 ≤ j ≤ c (6) 

Las restricciones del agrupamiento difuso se formalizan en las Expresiones 7-9: 

[0,1], 1 , 1iju j c i n        (7) 

1
1, 1

c

ij
j

u i n


    
(8) 

1
0 , 1

n

ij
i

u n j c


     
(9) 

 

La Expresión 7, indica que el grado de pertenencia de un objeto i a un grupo j debe estar 

entre 0 y 1; la Expresión 8 define que la suma de los grados de pertenencia de un objeto i a los 

distintos grupos ha de ser igual a 1; y la Expresión 9 indica que la suma de todos los grados de 

pertenencia en un grupo tiene que ser mayor a 0 y menor que n, es decir, no debe haber grupos 

vacíos y un solo grupo. 

 

FCM está formado por cuatro fases, como se muestra en la Figura 2 y también en el 

Algoritmo 2, se muestra el pseudocódigo. 
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Figura 2. Fases del algoritmo Fuzzy C-Means 

 

1. Inicialización. Para un conjunto de objetos a ser particionado, se necesita definir el 

número de grupos, el valor del exponente de ponderación, determinar el valor de un 

umbral (ɛ) para terminar las iteraciones o determinar el número máximo de 

iteraciones y generar la matriz que contiene los grados de pertenencia de cada objeto 

a cada grupo aleatoriamente. Se destaca que los valores del exponente de ponderación 

se encuentran en el rango de 1.25 a 2 [34-36]. Sin embargo, este valor puede ser 

mayor a 2, inclusive hasta 10  [37]. Asimismo, el valor del umbral para terminar las 

iteraciones, puede tener diferentes rangos, por ejemplo 0.01, 0.03, 0.00001, 0.000001 

[22, 38-40]. 

 

2. Cálculo de centroides. Calcular el centroide de cada grupo (Ver Expresión 3). 

 

3. Clasificación. Se calcula el grado de pertenencia de cada objeto a cada uno de los 

centroides de los grupos creados (Ver Expresión 4). 

 

4. Convergencia. Existen diferentes criterios de paro, entre los cuales, los más usados 

son los siguientes: a) parar el algoritmo cuando se alcanza un número máximo de 

iteraciones; b) parar el algoritmo cuando el valor absoluto de la diferencia máxima 

de los grados de pertenencia en dos iteraciones consecutivas sea menor que un umbral 

dado; c) parar el algoritmo cuando el valor absoluto de la diferencia máxima entre 

centroides en dos iteraciones consecutivas sea menor que un umbral dado. Mientras 

que el criterio de parada sea falso se repiten los pasos dos y tres del algoritmo. 

 

 



 

11 
 

 

Algoritmo 2: FCM estándar 
Entrada: X, U, c, m, ε 
Salida: V, U 
1 Inicialización: 
2      t: = 0; 
3      U(t): = {µ11, …, µij}; se genera aleatoriamente 
4 Cálculo de centroides: 
5      Calcular los centroides con Ex. (3);   
6 Clasificación: 
7      Actualizar y calcular la matriz de pertenencia con Ex. (4); 
8 Convergencia: 
9     Si max [abs(µij

(t) − µij
(t+1))] < ε: 

10           Detener el algoritmo; 
11      En caso contrario: 
12           U(t): = U(t+1) and t: = t + 1; 
13      Ir a Cálculo de centroides  
14 Fin del algoritmo 

 

A partir de los estudios pioneros realizados por Ruspini [31, 32], Dunn [33] y Bezdek 

[17], numerosas investigaciones se dedicaron a encontrar una c-partición difusa de X que 

resuelva P definida en la Expresión 2. 

 

En [41-43] se afirmó que la complejidad temporal del algoritmo FCM es O(ndc2t), donde 

n es el número de objetos, d el número de dimensiones, c el número de grupos y t el número de 

iteraciones.  

El agrupamiento es uno de los problemas NP-hard más estudiados en la comunidad 

científica [44]. No existen algoritmos eficientes que se ejecuten en tiempo polinomial con 

respecto a grandes datasets para resolverlo. Estos problemas se consideran 

computacionalmente intratables. Por lo tanto, mejorar el algoritmo de agrupamiento de FCM 

es un problema de investigación abierto y relevante. 
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2.2  Trabajos relacionados 

En esta sección, de describen las publicaciones relacionadas con el algoritmo FCM antes y 

posterior a Bezdek. Adicionalmente, se describen mejoras del algoritmo en relación con las fases 

del algoritmo FCM estándar. 

2.2.1 Trabajos relacionados antes de Bezdek 
Los métodos de agrupamiento convencionales, restringen la posibilidad de que cada objeto del 

conjunto pertenezca exactamente a un grupo. La teoría de conjuntos difusos, propuesta por Zadeh 

en 1965 [29]  relaja la restricción de que el grado de pertenencia de un objeto a un conjunto valga 

0 ó 1. A continuación, se explica esta teoría: Sea X un espacio de puntos (objetos) con un 

elemento genérico de X denotado por x. Así, X = {x}. Un conjunto difuso (clase) A en X se 

caracteriza por una función de pertenencia fA(x) que asocia con cada objeto en X un número real 

en el intervalo [0, 1], con el valor de fA(x) en x que representa el grado de pertenencia de x en A. 

Por lo tanto, cuanto más cercano sea el valor de fA(x) a la unidad, mayor será el grado de 

pertenencia de x en A. 

 

En 1966, Bellman, Kalaba y Zadeh [30] propusieron la teoría de análisis de grupos, la 

cual consiste en: Dado dos conjuntos disjuntos A y B en un espacio de puntos. Se tiene n puntos 

α1, …, αn que pertenecen a A y m puntos β1, …, βm que pertenecen a B. El problema es construir 

estimaciones de las funciones de pertenencia de A y B con base en el conocimiento de las 

muestras α1, …, αn de A y β1, …, βm de B. Se puede intentar estimar fA sin hacer uso de βj, j = 1, 

…, m. Sin embargo, en general, una estimación de este tipo no sería tan buena como la que se 

emplea tanto en α’s y β´s. Esto es consecuencia de una dependencia implícita o explícita entre A 

y B a través de la cual el conocimiento de β´s aporta cierta información sobre fA. Lo mismo se 

aplica a las estimaciones de fB. La regla heurística sugerida es simplemente una forma de construir 

estimaciones de fA y fB,, dando α1, …, αn y β1, …, βm,. 

 

En 1969, Ruspini [31] introdujo el término de agrupación difusa. Sin embargo, donde 

desarrolla el modelo matemático de este tipo de agrupamiento, fue en su estudio publicado en 
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1970 [32]. En éste se formula por primera vez, el agrupamiento difuso como un problema de 

optimización, basado en una función objetivo JR(U), tal como se presenta en la Expresión 10. 

 

2 2 2

1 1 1
: minimizar ( ) ( ( ) )

n n c

ij ik ij
k j

R
i

P U u u DJ 
  

      
(10) 

 

Donde uik es grado de pertenencia del k-ésimo objeto al i-ésimo agrupamiento y Dij es la 

distancia del objeto i al objeto j.  es una constante real, 2 < c < n determinada a priori. La 

función objetivo como medida de calidad del agrupamiento está basada en la densidad local. Se 

destaca que, aunque la función objetivo es complicada y difícil de interpretar, lo importante de 

la investigación de Ruspini, es la introducción de la idea de la c-partición difusa a problemas de 

agrupamiento. 

 

En 1973, Dunn [33] definió la primera generalización difusa del problema convencional 

de partición de mínima varianza y derivó las condiciones necesarias para minimizar la función 

objetivo JD definida en la Expresión 11. Usó estas condiciones para desarrollar un esquema de 

iteración de Picard para la optimización iterativa de JD y lo llamó  Fuzzy ISODATA, en deferencia 

a su relación con el proceso Hard ISODATA de Ball y Hall [45].  

 

2

1 1
: minimizar ( ) ( , )

n k

D ij i j
i j

P J U,V u D x v
 

   
(11) 

 

Nótese que, a diferencia de la propuesta de Bezdek [17], el exponente de ponderación que 

altera los grados de pertenencia de cada objeto es fijo. 

 

2.2.2 Trabajos de Bezdek 
En esta sección, se reportan en forma sintetizada las publicaciones realizadas por Bezdek, desde 

su tesis doctoral en 1973, hasta 1980. Estas publicaciones, son los antecedentes a la publicación 
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de 1981 [17], misma que es objeto de estudio de esta investigación. Dichas publicaciones se 

presentan a continuación de manera cronológica:  

 

 En su tesis doctoral [46], sentó las bases matemáticas para el agrupamiento difuso 

planteado como un problema de optimización. En esta tesis, considera como base las 

investigaciones de Dunn[33]. 

 En los artículos publicados en 1974 y 1975 [47-49], extrajo de su tesis doctoral un 

ejemplo con el conjunto de datos IRIS, con el cual resuelve el agrupamiento con el 

algoritmo Hard ISODATA y Fuzzy ISODATA. Se destaca el índice de validación 

Coeficiente de Partición. 

 En 1976 [50], se publicó la aplicabilidad de los algoritmos de agrupamiento Fuzzy 

ISODATA para la reducción de la dimensionalidad de los conjuntos de datos con valores 

binarios y el diagnóstico médico computarizado. 

 En su artículo publicado en 1978 [51], se exploraron algunas conexiones entre 

particiones difusas y relaciones de similitud. Se propuso una nueva definición de 

transitividad para relaciones difusas. Esta noción de transitividad, también vincula la 

desigualdad triangular con descomposiciones convexas de relaciones de similitud difusa 

de una manera que puede generar nuevas técnicas para la agrupación difusa. 

 En su artículo de 1979 [52], se investigaron algunas propiedades algebraicas y 

geométricas de los espacios de partición difusos. En particular, se obtuvieron sus 

dimensiones y se describieron una serie de algoritmos, para efectuar descomposiciones 

convexas. 

 En 1980 [53], estableció la convergencia del algoritmo Fuzzy ISODATA. Se aplicó la 

teoría de Zangwill [54], para demostrar que las secuencias arbitrarias generadas por la 

iteración de Picard, siempre terminan en un mínimo local, o en el peor de los casos, 

siempre contiene una subsecuencia que converge a un mínimo local de la función 

objetivo de mínimos cuadrados. 

Otras publicaciones de Bezdek después de 1981 se pueden encontrar en los siguientes artículos 

[22, 35, 55-61]. 
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2.2.3 Trabajos relacionados con las distintas fases del algoritmo FCM 
Las publicaciones que a continuación se presentarán, fueron seleccionadas por su relevancia en 

cuanto al presente tema de investigación. Con este fin, se consideró importante conocer y 

entender las mejoras que ha reportado la comunidad científica en cada una de las fases del 

algoritmo.  

 

Fase de Inicialización 
 
En [62], se obtuvo ventaja de la similitud entre el algoritmo K-Means y el FCM. En particular, 

para la selección de centroides iniciales, se adaptó una mejora al algoritmo K-Means, nombrada 

K-Means++ [63]. El algoritmo propuesto se nombró FCM++. En esta propuesta, se adicionó al 

algoritmo K-Means ++, el parámetro p al cálculo de la distancia (Dp). Dicho parámetro, permite 

controlar el factor de propagación del algoritmo. Posteriormente, a esta selección de centroides, 

se continúa con el algoritmo FCM estándar. Sin embargo, esta mejora presenta algunas 

limitaciones: la primera, es para los datasets IRIS y WINE, donde el número de iteraciones es 

superior respecto al FCM estándar para c=8 y c=10 respectivamente; y la segunda, es con 

respecto a la elección del parámetro p, ya que su eficiencia depende de la experiencia del usuario. 

Es importante destacar, que este factor no se encuentra definido en el algoritmo K-Means++. La 

descripción del algoritmo K-Means++ se proporcionará en la Sección 3.3.1.   

 

En [64], se utilizó el algoritmo K-Means para generar los centroides finales, los cuales, 

a través de un proceso de transformación denominado One-Hot encoding, generan la matriz de 

pertenencia que requiere el algoritmo FCM. Para llegar a dicha codificación, esta investigación 

propuso seleccionar los atributos por medio de ponderación de entropía y transformación Box-

Cox. De tal manera que, de 2,170 dimensiones, únicamente se utilizaron 10. En la parte 

experimental, emplearon un dataset denominado CSI 800 que almacenó el histórico de precios 

diarios de acciones. En los resultados obtenidos se observó una disminución del tiempo de 

ejecución del 24% con respecto al FCM estándar.  

 

En [37], se retomó la estrategia del algoritmo FCM++ [62]. La diferencia con el 

FCM++, radica en la consideración de la información que provee la matriz de pertenencia para 
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la selección de los siguientes centroides. En la parte experimental, se mostró la competitividad 

del algoritmo propuesto denominado NFCM, con respecto al FCM++. Para ello utilizaron dos 

datasets: SPAM e IRIS. En IRIS, se observó que el algoritmo NFCM presenta cierta ventaja en 

el número de iteraciones y el tiempo de CPU para cuando c>4. Mientras que el dataset SPAM, 

cuando c=8 y c=9 el algoritmo FCM++ tiene mayor competitividad. 

 

Las limitaciones que presentan las investigaciones reportadas en [37, 62, 64] son: la falta 

de descripción explícita de la variante con respecto al algoritmo FCM estándar; y la inexistencia 

de comparaciones entre las propuestas con dicho algoritmo. 

 

La Figura 3, muestra el enfoque de solución de las tres investigaciones descritas en la fase 

de inicialización del algoritmo FCM encontradas hasta la fecha en la literatura. 

 

 

Como se puede observar, se han propuesto pocas mejoras en la etapa de inicialización del 

algoritmo FCM, las cuales, no están orientadas a la solución de grandes datasets como las que 

Figura 3. Propuestas de solución en la fase de inicialización de la literatura 
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se presentan en el Big Data. En contraste, el algoritmo que se propone en esta investigación, 

tiene la finalidad de reducir el número de iteraciones, al optimizar la matriz de pertenencia inicial 

a partir de la mejor solución de una muestra de n soluciones de un algoritmo híbrido denominado 

O-K-Means++ enfocado a la solución de grandes datasets. 

 

Otras fases del algoritmo 

En este apartado, se describirán mejoras que se ubican en otras fases del algoritmo. Es importante 

mencionar, que las principales investigaciones reportadas en la presente investigación, están 

enfocadas a mejorar la fase de clasificación del algoritmo.  

 

En [65], se propuso reducir el tiempo de complejidad temporal del algoritmo FCM. El 

algoritmo original, alterna entre el cálculo de los centroides y el cálculo de grados de pertenencia 

de los objetos hacia los centroides. El tamaño de las estructuras de datos para el cálculo antes 

mencionado, está en el orden del conjunto de datos original, un tamaño prohibitivo si esta técnica 

se aplica a datasets grandes. La implementación propuesta en este artículo, es eliminar el 

almacenamiento de esta estructura de datos, al combinar dos actualizaciones en una única 

actualización de los centroides. Este cambio afecta significativamente el tiempo de ejecución 

asintótico ya que el nuevo algoritmo es lineal con respecto al número de grupos, mientras que el 

original es cuadrático. La complejidad reportada en esta publicación es de O(ncd) en una 

iteración. Esta implementación realizada en segmentación de imagen requiere solo 0.5 s/iteración 

mientras que el sistema de referencia original requirió 2.1 segundos. 

 

En [66], se presentaron resultados del algoritmo denominado BCFCM (Bías Corrected 

Fuzzy C-Means) enfocado hacia la segmentación adaptativa y corrección de intensidad de 

imágenes de resonancias magnéticas. La principal aportación de este algoritmo es la 

modificación de la función objetivo del algoritmo FCM estándar. La función objetivo de FCM 

estándar, se minimiza cuando se asignan valores de pertenencia altos a pixeles cuyas intensidades 

están cerca del centroide de su grupo y se asignas valores de pertenencia bajos cuando los datos 

de pixeles están lejos del centroide. Para realizar la modificación de la función objetivo, se 

introdujo un parámetro α que permitió que el etiquetado de un pixel sea influenciado por las 
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etiquetas de su vecindad inmediata. El efecto de vecindad, actuó como un regularizador y sesgó 

la solución hacia un etiquetado por partes homogéneas. Dicho parámetro, se normalizó por la 

técnica de signal to noise ratio (SNR). El SNR se define como la relación de potencia de la señal 

con la potencia de ruido, a menudo expresada en decibelios. 

 

En [67], se mostró que una asignación de ponderación a los atributos, puede mejorar el 

rendimiento de la agrupación FCM. La asignación de peso se dio con la técnica de descenso del 

gradiente. Los experimentos con seis datasets de UCI demostraron la mejora del rendimiento del 

agrupamiento difuso. La complejidad temporal del algoritmo propuesto, denominado WFCM, es 
2( )cn , donde n es el número de objetos y c es una constante asociada con el número de 

dimensiones. La complejidad del tiempo dependió de las iteraciones para la convergencia. Esta 

técnica es convergente si los pasos son apropiadamente pequeños. Pero los pasos demasiado 

pequeños, harán que la tasa de convergencia sea muy lenta. 

 

En [68], al igual que en [66], se  modificó la función objetivo considerando un parámetro 

denominado S como medida de similitud local, que garantizó tanto la inmunidad al ruido como 

la preservación de detalles para la imagen de acuerdo a sus autores. La reducción de la 

complejidad reportada en esta investigación es O(qcI), donde c es el número de grupos, q el 

tiempo de segmentación e I el número de iteraciones. El algoritmo propuesto, denominado 

FGFCM (Fast Generalized Fuzzy C-Means) reportó menor cantidad de iteraciones que se reflejó 

en menor tiempo de ejecución. Por ejemplo, para una imagen determinada, la cantidad de 

iteraciones se redujo de 277 en el FCM estándar a 223 en FGFCM, lo que representó 1.76% 

menor en el número de iteraciones. Para esta misma imagen, el tiempo de ejecución se redujo de 

37.58 segundos a 0.2407 segundos, lo cual representó una reducción en tiempo de ejecución del 

99.36%. 

 

En [34], se propusieron dos ponderaciones, una para los atributos y otra para los grupos. 

La ponderación de atributos se realizó de forma local, de manera que los atributos tuvieran 

diferentes pesos dependiendo de su importancia en los grupos; el peso de los grupos se calculó 

dinámicamente considerando la importancia de las características de cada grupo. Además, el 
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algoritmo propuesto utilizó una función objetivo basada en una métrica de distancia no 

Euclidiana. La ventaja de utilizar esta métrica de distancia es que el ruido y los valores atípicos 

no pueden afectar mucho el proceso de ponderación de características. Los resultados de los 

experimentos en datasets del mundo real, así como datasets sintéticos confirmaron que el 

algoritmo propuesto tiene un rendimiento muy prometedor, y no es sensible a la inicialización de 

los centros de grupos, incluso para una mala inicialización, y demostró una mejor agrupación que 

los competidores. La complejidad computacional reportada es de 4tNMK donde t es el número 

de iteraciones, N el número de objetos, M el número de dimensiones y K el número de grupos. 

La investigación, reportó diferentes resultados considerando las métricas propuestas para los 

diferentes datasets. Sin embargo, no reportó resultados respecto el tiempo de ejecución y 

tampoco la cantidad de iteraciones. 

 

Estas mejoras al algoritmo FCM aquí descritas, están enfocadas principalmente a un 

dominio específico. A diferencia de la propuesta que se pretende desarrollar con la presente 

investigación, la cual tiene un enfoque de dominio general. Se destaca que los datasets utilizados 

en la presente investigación, son de mayor tamaño que los reportados en las mejoras de esta 

sección.  

 

Finalmente, se sabe que existen otro tipo de mejoras del algoritmo FCM, por ejemplo, las 

que tienen un enfoque paralelo. Algunos de los estudios, utilizan diferentes plataformas y 

arquitecturas, tales como: interfaz de paso de mensaje (MPI) [69], basadas en la nube [70, 71], 

GPU [72, 73], Spark  [74, 75], MAP Reduce [6, 76, 77], OpenCI [78] y OpenMPl [79-81].  
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Capítulo 3 
 

Propuesta de mejora del 
algoritmo FCM 

 

De acuerdo con la literatura especializada, se ha demostrado que el algoritmo de 

agrupamiento FCM es NP-hard. Por esta razón, se justifica el uso de heurísticas como 

alternativa de solución. En este Capítulo, se expone el funcionamiento del nuevo algoritmo 

denominado Hybrid OK-Means Fuzzy C-Means (HOFCM), el cual se desarrolló e 

implementó con el propósito de mejorar la eficiencia del algoritmo FCM en su fase de 

inicialización. 

3.1 Enfoque general de solución 

En esta sección, se presenta el enfoque general con el cual se desarrolló el nuevo algoritmo que 

permite reducir la complejidad temporal del algoritmo FCM. La Figura 4, muestra las etapas del 

proceso que componen el enfoque de solución. Dicho proceso consta de cinco etapas. En la 

primera etapa, se estudió y analizó el comportamiento del algoritmo FCM; en la segunda etapa, 

se obtuvieron las observaciones del análisis de las principales mejoras del algoritmo; en la tercera 

etapa, se propuso la mejora del algoritmo; en la cuarta etapa, se implementó el nuevo algoritmo 

y se validaron los resultados; en la quinta etapa, se muestra el análisis de los resultados obtenidos 

de esta investigación.  
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En el presente capítulo, se exponen la primera, segunda y tercera etapas, correspondientes al 

estudio y análisis del comportamiento del algoritmo FCM, las observaciones del análisis de las 

principales mejoras del algoritmo y la propuesta de mejora del algoritmo FCM. El resto de las 

etapas, se expondrán en los siguientes capítulos. 

3.2 Estudio y análisis del comportamiento del algoritmo FCM 

Esta etapa, permitió identificar el modelo matemático con el cual se da solución al algoritmo de 

Bezdek, las fases del algoritmo, los parámetros de entrada y salida. Lo anterior, ya se describió 

en el Capítulo 2.  El comportamiento dinámico del algoritmo FCM, se muestra a continuación. 

Figura 4. Enfoque general de solución 
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3.2.1 Comportamiento dinámico del algoritmo FCM 
El algoritmo FCM es sensible a los valores iniciales de la matriz de pertenencia. Encontrar una 

buena configuración inicial es de gran importancia, porque posibilita que el algoritmo termine en 

menos iteraciones. En la Figura 5, se muestra el Ejemplo 1, en el cual se observan dos alternativas 

para seleccionar los centroides iniciales para ejecutar el algoritmo FCM. La primera, es generar 

los centroides de manera aleatoria, panel (a) y (b); y la segunda ejecutar el algoritmo K-Means, 

panel (c) y (d), cuyos centroides finales pasan como centroides iniciales al FCM. En el panel (e), 

se presenta el contraste de soluciones del algoritmo FCM, cuyos centroides iniciales son 

aleatorios y generados por el K-Means. El dataset utilizado fue URBAN, el cual contiene las 

coordenadas de longitud y latitud de accidentes de tráfico en las zonas urbanas de Gran Bretaña 

[18], sus valores son: n = 360,177, d = 2. Para el ejemplo se considera un valor de c = 8. 

 

De la Figura 5, se desprenden las siguientes observaciones: 

 

Observación 1. La posición de los centroides finales para los algoritmos K-Means y FCM 

estándar, cuando se ejecutan con centroides iniciales generados de manera aleatoria y centroides 

generados del K-Means son, por lo general, aproximadamente los mismos, como se muestra en 

el panel (e). 

 

Observación 2. El tiempo de solución del FCM, para la primera alternativa, se tiene con 

un valor de 60,506.91 ms, panel (b) y en la segunda alternativa, con un tiempo de 26,120.84 ms, 

panel (d). Este último valor es el resultado de sumar los tiempos de ejecución del K-Means y 

FCM de los paneles (c) y (d). Con ello se tiene una reducción de tiempo del 56.83%. 

 

Observación 3. La diferencia en el valor de la función objetivo es poco significativa, 

comparado con la ganancia en la solución del algoritmo. 
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Bajo la misma idea de la Figura 5, en la Figura 6, se presenta el Ejemplo 2, del 

comportamiento dinámico con los algoritmos K-Means y FCM con diferentes centroides iniciales 

aleatorios. 

 

De la Figura 6, se desprende la siguiente observación: 

 

Figura 5. Centroides iniciales y finales de los algoritmos K-Means y FCM estándar con el dataset URBAN del 
Ejemplo 1 
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Observación 4: Los centroides finales del algoritmo K-Means, que pasan como parámetro 

de entrada al FCM, no siempre favorecen a la disminución de la complejidad temporal del FCM. 

En el panel (d), se observa que los tiempos de ejecución, considerando también los tiempos de 

ejecución del algoritmo K-Means, se incrementaron en 41% comparados con los del panel (b). 

Sin embargo, la calidad de la solución fue mejor en 33.5%. 

 

 

 

 

 

 

Figura 6. Centroides iniciales y finales de los algoritmos K-Means y FCM estándar con el dataset URBAN del 
Ejemplo 2 
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Es importante mencionar que, en los diferentes experimentos llevados a cabo, el 

comportamiento del algoritmo K-Means fue similar al Ejemplo 1. Es decir, en la mayoría de las 

veces, los centroides finales se acercan a la vecindad de los centroides finales del FCM. No 

obstante, en algunas ocasiones no sucede de esta manera.  

 

3.3 Observaciones del análisis de las principales mejoras 

En la literatura, hasta la fecha, se han encontrado mejoras en las fases de inicialización y 

clasificación del algoritmo FCM. En el Capítulo 2, se presentaron tres mejoras en la fase de 

inicialización [37, 62, 64]. Estas mejoras muestran que es factible utilizar al algoritmo K-Means 

estándar y algunas de sus variantes para utilizar los centroides de salida de dichos algoritmos y 

pasarlos como parámetro de entrada al FCM. En este sentido, se identifican las siguientes 

observaciones con respecto a las mejoras del algoritmo en la fase de inicialización: 

 

 Observación 1. Los centroides que genera el algoritmo K-Means son utilizados como 

parámetro de entrada al algoritmo FCM. 

 

Observación 2. Los centroides del algoritmo K++ son utilizados como parámetros de 

entrada para el algoritmo FCM. 

 

Observación 3. Los centroides de una variante del K++ son utilizados como parámetros 

de entrada al algoritmo FCM. 

 
De las observaciones expuestas, se concluye que es factible utilizar algunas de las 

variantes del algoritmo K-Means para reducir la complejidad temporal del algoritmo FCM.  

 

3.3.1 Selección de variantes del algoritmo K-Means 
El algoritmo FCM tiene mayor complejidad computacional respecto al algoritmo K-Means [82-

84]. En la literatura, se identificaron investigaciones que aprovechan esta ventaja del algoritmo 
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K-Means para iniciar los centroides del algoritmo FCM [37, 62, 64]. Para esta investigación, se 

seleccionaron los algoritmos K++ [63] y O-K-Means [85]. Estos algoritmos han mostrado 

obtener resultados prometedores cuando se resuelven grandes datasets como los que se presentan 

en Big Data. A continuación, se describen detalladamente cada uno de estos algoritmos. 

 

Algoritmo K++ 
 

El algoritmo K++, propuesto en [63], inicializa los centroides del agrupamiento del algoritmo 

K-Means, seleccionando objetos del dataset que están más alejados entre sí de manera 

probabilística. Este método acelera la velocidad de convergencia, garantizándose teóricamente 

que es O(log k) y, por tanto, competitivo con la solución óptima. El pseudocódigo del algoritmo 

K++ se muestra en el Algoritmo 3. 

 

Algoritmo 3: K++  
Entrada: X, k 
Salida: V 
1 Inicialización: 
2      X: = {x1, …, xn}; 
3      Asignar el valor para k; 
4      V := {}; 
5      V := V U {v1}; // Seleccionar el primer centroide v1 aleatoriamente 
6      Para i = 2  hasta k: 
7           Seleccionar el i-th centroide vi de X con probabilidad D(xi, vj)/∑xϵX D(xi, vj); 
8           V := V U {vi} ; 
9      Fin del para 
10      Retornar V; 
11 Fin del algoritmo 

 

En el Algoritmo 3, se muestra la inicialización de los centroides con el algoritmo K++. 

Dado un dataset X y el valor de k, el siguiente paso es seleccionar el primer centroide v1 de 

manera aleatoriamente de X. Posteriormente, asignarlo al conjunto de centroides V. Para el 

segundo centroide y hasta completar el total de k, seleccionar el i-th centroide con una 

probabilidad de distribución. Para efecto de esta investigación, el algoritmo será mencionado 

como K++, cuando se trate de inicializar los centroides.  
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Algoritmo O-K-Means 
 

Existen diferentes mejoras para el algoritmo K-Means. En [85], se propuso una heurística 

denominada O-K-Means, la cual acelera el proceso de convergencia, parando el algoritmo cuando 

el total de los objetos que cambian de grupo en una iteración es menor a un umbral. Este valor, 

expresa una relación entre el esfuerzo computacional y la calidad de la solución. El pseudocódigo 

del algoritmo O-K-Means se muestra en el Algoritmo 4. 

 

El indicador representa el porcentaje de objetos que cambian de grupo en una iteración 

t. El cual se calcula de la siguiente forma: t =100(ot/n), donde ot es el número de objetos que 

cambian de grupo. ɛok, es el valor del umbral para determinar la convergencia del algoritmo y su 

valor propuesto en esta investigación es de 0.72. 

 

A partir de los algoritmos K++ y O-K-Means se crea un algoritmo híbrido denominado 

O-K-Means++. El pseudocódigo del algoritmo O-K-Means++ se muestra en el Algoritmo 5. 

 

Algoritmo 4: O-K-Means 
Entrada: X, V, k, εok 
Salida: V, U 
1 Inicialización: 
2      X := {x1, …, xn}; 
3      V := {v1, …, vk}; 
4      ɛok := Valor del umbral para determinar la convergencia del O-K-Means; 
5 Clasificación: 
6      Para xi ϵ X y vk ϵ V{ 
7           Calcular la distancia Euclidiana de cada xi a los k centroides; 
8           Asignar el objeto xi al centroide vk más cercano; 
9           Calcular  }; 
10 Cálculo de centroides: 
11      Calcular el nuevo conjunto de centroides V;   
12 Convergencia: 
13      Si ( ≤ ɛok): 
14           Detener el algoritmo; 
15      En caso contrario: 
16           Ir a Clasificación 
17 Fin del algoritmo 
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3.4 Propuesta del nuevo algoritmo en la fase de inicialización 

Para resolver el problema expuesto en las observaciones del apartado 3.3, HOFCM toma una 

muestra de l soluciones de un dataset. Adicionalmente, se utiliza el algoritmo híbrido O-K-

Means++ descrito en la Sección 3.3.1. En la Figura 7, se describe la estructura del algoritmo 

HOFCM. 

 

Algoritmo 5: O-K-Means++ 
Entrada: X, k, εok 
Salida: V, U 
1 Inicialización: 
2      X := {x1, …, xn}; 
3      Asignar el valor para k; 
4      V := {}; 
5      V := V U {v1}; // Seleccionar el primer centroide v1 aleatoriamente 
6      Para i = 2  hasta k: 
7           Seleccionar el i-th centroide vi de X con probabilidad D(xi, vj)/∑xϵX D(xi, vj); 
8           V := V U {vi} ; 
9      Fin del para 
10      Retornar V; 
11      ɛok := Valor del umbral para determinar la convergencia del O-K-Means; 
12 Clasificación: 
13      Para xi ϵ X y vk ϵ V{ 
14           Calcular la distancia Euclidiana de cada xi a los k centroides; 
15           Asignar el objeto xi al centroide vk más cercano; 
16           Calcular  }; 
17 Cálculo de centroides: 
18      Calcular el nuevo conjunto de centroides V;   
19 Convergencia: 
20      Si ( ≤ ɛok): 
21           Detener el algoritmo; 
22      En caso contrario: 
23           Ir a Clasificación 
24 Fin del algoritmo 
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En la Figura 7, se observa que dado un dataset X, se cuenta con una fase de pre-

procesamiento, la cual consiste en generar un conjunto de l soluciones de dicho dataset. Para 

ello, se ejecuta el algoritmo O-K-Means++, el cual devuelve centroides optimizados. Del 

conjunto de l soluciones del dataset X, se identifica el valor de i en el que la función objetivo 

obtuvo el mínimo valor y se seleccionan sus centroides finales. Estos centroides finales, son 

transformados en los valores iniciales de la matriz de pertenencia a través de una función de 

transformación s. 

Figura 7. Estructura del algoritmo HOFCM 
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Se destaca que los tiempos que se generen en la fase de pre-procesamiento fueron 

sumados al tiempo que tarde en converger el algoritmo FCM. Los componentes de la función 

de transformación s, se describen con más detalle en la siguiente subsección. 

 

Función de transformación s 

La función de transformación s, tiene tres elementos: dominio, codominio y reglas de 

transformación. La siguiente notación matemática corresponde a la descripción del dominio:  

 

X = {x1, …, xn} el conjunto de n objetos a particionar, donde xi ϵ Rd para i = 1, …, n; 

siendo Rd un espacio euclidiano. 

 

V = {v1, …, vc} es el conjunto de centroides finales de una solución obtenida con el 

algoritmo O-K-Means, donde vj es el centroide del grupo j. 

 

xi y vj son vectores descritos en la Expresión 5 y 6. 

 

m = valor del exponente de ponderación donde 1 < m < ∞. 

 

El co-dominio es representado por µij. Donde µij es la matriz que contiene los valores 

de pertenencia de cada objeto xi a cada grupo j. 

 

Las reglas de transformación son definidas en la Expresión 10 y 11. 

 
1,iju         si xi = vj (10) 

1

1
2 1

2

1
ij

c

k

m
i j

i k

u
x v
x v





 
   



   si xi ≠ vj 
(11) 
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La función de transformación s es definida en la Expresión 12. 

 
( , , )i j ijs x v m   

 
(12) 

 
Llevar a cabo este algoritmo es razonable, debido a que, en la parte experimental, el 

algoritmo O-K-Means ha mostrado obtener resultados prometedores. Por esta razón, el 

algoritmo FCM tendría menor cantidad de trabajo en el agrupamiento y, por lo tanto, se 

reduciría el número de iteraciones. El pseudocódigo del algoritmo HOFCM se muestra en el 

Algoritmo 6. 

 

Algoritmo 6: HOFCM 
Entrada: X, c, m, ε. εok 
Salida: V, U 
1 Inicialización: 
2      i := 1; 
3      Repetir: 
4           Función O-K-Means++ (X, ɛok, c): 
5               Retorna V; 
6           i = i + 1; 
7      Mientras i <= l; 
8      Seleccionar V para el valor de i en el que la función objetivo obtuvo el mínimo valor; 
9      Función de transformación s; 
10      t := 1; 
11 Cálculo de centroides: 
12      Calcular los centroides con Ex. (3); 
13 Clasificación: 
14      Actualizar y calcular la matriz de pertenencia con Ex. (4); 
15 Convergencia: 
16     Si max [abs(µij

(t) - µij
(t+1))] < ɛ: 

17           Detener el algoritmo; 
18      En caso contrario: 
19           U(t) := U(t+1) y t := t + 1;   
20      Ir a Cálculo de centroides 
21 Fin del algoritmo 

 

El algoritmo HOFCM tiene cuatro fases. La primera, es la fase de inicialización, en esta 

fase se crean dos funciones: 1) la función O-K-Means++, recibe como parámetros de entrada, el 

dataset X, el valor del umbral ɛok para determinar la convergencia del algoritmo y el número de 
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grupos, al finalizar la función, devuelve centroides optimizados definidos con la variable V; y 2) 

la función de transformación s, permite transformar los centroides finales de O-K-Means++, 

tomados del menor valor de la función objetivo, en los valores iniciales optimizados de la matriz 

de pertenencia. Los cuales son el parámetro de entrada para el algoritmo FCM. La segunda, 

tercera y cuarta fase del algoritmo HOFCM, denominadas cálculo de centroides, clasificación y 

convergencia respectivamente, son propias del FCM estándar. 
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Capítulo 4 
 

Implementación y 
validación experimental de 
los resultados de HOFCM  

 

En este Capítulo se describe la implementación del algoritmo propuesto en esta investigación, 

denominado HOFCM. Asimismo, se muestra la validación experimental en un marco 

metodológico de los resultados. Con este propósito, se diseñaron y ejecutaron un conjunto de 

experimentos con datasets reales y sintéticos. 

4.1 Metodología 

El marco metodológico que se tomó como base para desarrollar el nuevo algoritmo HOFCM, es 

el propuesto por la Dra. Catherine C. McGeoch en su libro titulado “A guide to experimental 

algorithmics” [86]. Este modelo del proceso experimental se enfoca en el desarrollo de este tipo 

de algoritmos. En la Figura 8, se muestra dicho proceso, en el cual los experimentos se llevan a 

cabo alternando dos etapas principales: Planificación y Ejecución. 

 

 En la etapa de Planificación, cuando se planifica un experimento, se parte de la 

formulación de una pregunta de investigación, una vez formulada, se procede al diseño de los 

experimentos y a la construcción del ambiente de pruebas, los cuales pueden estar comprendidos 
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por un programa de prueba, datasets de entrada, un generador de datasets, herramientas de 

medición y herramientas de visualización de datos. 

 

 En la etapa de Ejecución, se corren los experimentos. Asimismo, se almacenan y analizan 

los resultados. Cuando los resultados son satisfactorios generalmente se publican, en caso 

contrario, el proceso continúa con el fin de restructurar el diseño de experimentos o nuevamente 

considerar la etapa de Planificación. La naturaleza del proceso no es secuencial sino cíclica. 

 

 De este modo, con la metodología de la Dra. McGeoch se llevaron a cabo un conjunto de 

pruebas, las cuales se corrieron en condiciones de laboratorio y con un control de variables para 

evaluar el desempeño del nuevo algoritmo, principalmente tomando en cuenta la calidad del 

resultado y el tiempo de solución. 

 

 

 

Figura 8. Proceso experimental para el análisis de algoritmos 
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4.2 Descripción del entorno de pruebas 

Para evaluar el desempeño de HOFCM, se seleccionó un conjunto de cuatro datasets reales, 

obtenidas del repositorio de aprendizaje automático de la UCI [18]. Adicionalmente, se generó 

un conjunto de datasets sintéticos, con valores de atributos de manera aleatoria con una 

distribución uniforme con valores entre 0 y 1. Para contrastar los resultados de HOFCM, se 

seleccionaron e implementaron los siguientes algoritmos: K-Means, O-K-Means, K++, FCM 

estándar, FCM++, NFCM y HOFCM. Todos los algoritmos se codificaron en lenguaje C, con el 

compilador GCC 7.4.0. El equipo de cómputo utilizado tiene la siguiente configuración: Intel® 

CoreTM i9-10900 2.80 GHz, 32 GB RAM, 1 TB en disco duro y un sistema operativo Windows 

10 Pro. 

 

Los algoritmos FCM estándar, FCM++, NFCM y HOFCM se ejecutaron con los valores 

de los parámetros: m=2, ɛ = 0.01. Para el FCM estándar se generaron de manera aleatoria los 

valores iniciales de la matriz de pertenencia; para el algoritmo FCM++, sus centroides, se 

generaron con el algoritmo K++ y una variante de éste, para el algoritmo NFCM. En el caso del 

algoritmo HOFCM, los valores de la matriz de pertenencia, fueron obtenidos con la función de 

transformación s, descrita en la sección 3.4. 

 

Los centroides para el algoritmo K-Means, fueron generados de manera aleatoria; y para 

el O-K-Means, se generaron con el algoritmo K++. Adicionalmente, es conveniente mencionar 

que el valor del umbral para determinar la convergencia del O-K-Means ɛok = 0.72. 

 
Para todos los algoritmos implementados, el valor de c = 2, 4, 6, 8, 10, 14, 18 y 26. Con 

este valor, se consideran ocho configuraciones de casos de prueba para cada dataset, es decir, 

uno para cada valor de c. 

 

El valor de l se determinó en base en pruebas preliminares en las cuales se observó que 

un tamaño de muestra de entre 10 y 5 ejecuciones proporcionaba buenos resultados. En este 

sentido, los algoritmos FCM estándar, FCM++, NFCM se corrieron 10 y 5 veces para cada una 

de las ocho configuraciones de casos de prueba de cada dataset.  
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En la Tabla 1, se describen los datasets utilizados. La estructura de la Tabla es la 

siguiente: la columna uno contiene el identificador del dataset; la columna dos el nombre; la 

columna tres el tipo de dato; las columnas cuatro y cinco contienen el total de objetos y 

dimensiones del dataset; la columna seis, el producto de las columnas cuatro y cinco. Es 

importante destacar que los datasets SPAM, URBAN 250_2d, 500_2d y 1m2d, para el caso de 

esta investigación, son considerados datasets grandes tomando en consideración el indicador n*d 

mayor a 200,000 objetos. 

 
Tabla 1. Datasets utilizados en los experimentos 

 

4.3 Descripción de los casos de prueba 

De manera general, el diseño de los experimentos se focalizó en mostrar la calidad de la solución 

y la eficiencia del algoritmo HOFCM al resolver datasets de gran tamaño como los utilizados en 

Big Data. 

 

4.3.1 Descripción del Experimento I 
 

El propósito de este primer experimento, fue contrastar los resultados de los algoritmos FCM 

estándar y HOFCM, considerando el entorno de pruebas descrito en la Sección 4.2 y el valor del 

tamaño de la muestra l = 10. 

  

Id Nombre Tipo n d Indicador de tamaño n*d 
1 WDBC Real 569 30 17,070 
2 ABALONE Real 4,177 7 29,239 
3 SPAM Real 4,601 57 262,257 
4 URBAN Real 360,177 2 720,354 
5 250_2d Sintética 250,000 2 500,000 
6 500_2d Sintética 500,000 2 1,000,000 
7 1m2d Sintética 1,000,000 2 2,000,000 
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En la Tabla 2, se muestran los porcentajes promedio de reducción de tiempo y la ganancia 

de la función objetivo, resultado de la comparación de los algoritmos FCM estándar y HOFCM, 

para todos los datasets reales del Experimento I. La estructura de la Tabla 2, es la siguiente: la 

columna uno, contiene el número consecutivo de los casos de prueba; la columna dos, el valor 

de cada grupo; las columnas tres, cinco, siete y nueve, los porcentajes promedio de tiempo de 

solución de cada dataset respectivamente. Finalmente, las columnas cuatro, seis, ocho y 10, los 

porcentajes promedio del valor de la función objetivo para cada dataset. Se destacan en color 

rojo los valores de pérdida de tiempo y reducción en la calidad de la solución. Asimismo, se 

resalta en color amarillo los mejores resultados obtenidos en cada tabla. 

 
Tabla 2. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 

reales del Experimento I 

HOFCM versus FCM estándar 
 WDBC ABALONE SPAM URBAN 
P c % 

tiempo 
% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 -10.46 0.00 -100.70 0.00 10.90 0.00 -120.18 4.12 
2 4 28.97 0.02 -20.75 0.00 44.08 6.53 53.95 0.00 
3 6 19.08 0.24 5.27 0.10 89.05 22.75 60.70 0.49 
4 8 31.02 -1.19 41.69 0.07 89.55 36.89 63.22 1.34 
5 10 29.75 3.24 58.99 0.10 72.65 51.80 68.34 1.89 
6 14 72.62 4.59 19.76 -0.10 86.11 47.91 70.52 1.17 
7 18 28.97 13.87 -32.28 -0.07 80.42 56.83 71.86 8.39 
8 26 31.10 28.48 68.29 -3.29 89.54 68.12 40.75 12.97 

 
En las Expresiones 13 y 14, se muestran cómo se obtuvieron los porcentajes de reducción 

de tiempo y ganancia en la función objetivo respectivamente: 

 
_100 1

_
tiempo HOFCMtiempo

tiempoPromedio FCMestándar
 

  
   

 

(13) 

_100 1
_

Jm HOFCMJm
JmPromedio FCMestándar

 
  

 
 

 

(14) 

 
De la misma manera que en la Tabla 2, en la Tabla 3 se muestran los porcentajes promedio 

de reducción de tiempo de solución, así como la ganancia de la función objetivo, resultado de la 
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comparación de los algoritmos FCM estándar y HOFCM, para todos los datasets sintéticos del 

Experimento I. 
Tabla 3. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 

sintéticos del Experimento I 

HOFCM versus FCM estándar 
 250_2d 500_2d 1m2d 
P c % 

tiempo 
% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 65.51 20.50 56.11 20.49 -35.10 0.03 
2 4 76.76 50.27 74.08 50.22 45.00 0.03 
3 6 56.89 57.00 55.57 56.98 21.66 0.35 
4 8 76.74 62.71 52.67 62.64 71.19 0.22 
5 10 77.63 65.41 51.74 65.47 8.46 0.13 
6 14 47.05 69.18 87.62 69.17 81.85 -0.32 
7 18 79.17 71.47 74.30 71.48 76.17 0.13 
8 26 82.50 74.34 80.49 74.32 82.62 0.01 

 

En la Figura 9, se muestran los promedios de tiempo en milisegundos de cada uno de los 

ocho casos de prueba de los siete datasets del Experimento I. 

 

4.3.2 Descripción del Experimento II 
El propósito de este experimento, fue contrastar los resultados de los algoritmos FCM estándar 

y los de HOFCM, considerando el entorno de pruebas descrito en la Sección 4.2, así como el 

valor de la muestra l = 5. 

 

De la misma manera que en el Experimento I, en las Tablas 4 y 5 se presentan los 

porcentajes promedio de reducción de tiempo y la ganancia de la función objetivo, resultado de 

la comparación de los algoritmos FCM estándar y HOFCM, para todos los datasets reales y 

sintéticos respectivamente. 
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Tabla 4. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 

reales del Experimento II 

 WDBC ABALONE SPAM URBAN 
P c % 

tiempo 
% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 45.73 0.01 3.60 0.01 38.57 0.00 -52.80 7.92 
2 4 68.52 0.02 23.16 -0.02 64.74 6.54 70.15 0.00 
3 6 39.61 0.55 37.88 0.10 92.57 22.75 70.18 0.97 
4 8 42.14 -1.08 60.27 0.08 92.53 36.89 75.24 1.07 
5 10 -77.43 3.27 75.41 0.10 77.39 50.29 78.00 2.31 
6 14 83.33 6.64 34.92 -0.10 86.88 48.06 77.47 1.59 
7 18 21.21 13.77 44.70 -0.04 75.91 55.59 70.49 9.61 
8 26 82.40 21.59 38.30 -3.23 90.71 68.12 42.27 12.99 
 

HOFCM versus FCM estándar 

Figura 9. Resultados del agrupamiento del Experimento I 
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Tabla 5. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 

sintéticos del Experimento II 

 250_2d 500_2d 1m2d 
P c % 

tiempo 
% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 80.48 20.50 78.51 20.49 22.51 0.02 
2 4 86.64 50.27 86.56 50.22 67.98 0.03 
3 6 65.87 57.00 62.70 56.99 35.74 0.27 
4 8 84.09 62.71 51.27 62.65 84.73 0.00 
5 10 82.50 65.41 64.22 65.46 70.30 0.01 
6 14 42.47 69.33 91.95 69.31 86.30 -0.38 
7 18 75.24 71.49 75.58 71.48 79.91 0.20 
8 26 86.16 74.32 81.89 74.32 81.85 0.14 

En la Figura 10, se muestran los promedios de tiempo en milisegundos de cada uno de 

los ocho casos de prueba de los siete datasets del Experimento II. 

 

HOFCM versus FCM estándar 

Figura 10. Resultados del agrupamiento del Experimento II 
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4.3.3 Descripción del Experimento III 
El propósito de este experimento, fue contrastar los resultados de HOFCM con otras mejoras del 

algoritmo FCM estándar las cuales se denominan FCM++ [62], FCM-KMeans [64] y NFCM 

[37]. El valor de la muestra l = 10. 

 

En las Tablas 6 a 11, se muestran los porcentajes promedio de reducción de tiempo y la 

ganancia de la función objetivo, resultado de la comparación de los algoritmos HOFCM versus 

FCM++, HOFCM versus FCM-KMeans y HOFCM versus NFCM, respectivamente, para todos 

los datasets y casos de prueba del Experimento III. La estructura de las tablas, es similar a la 

Tabla 2. Se utilizan las Expresiones 13 y 14, para obtener los porcentajes de reducción de tiempo 

y ganancia en la función objetivo respectivamente. 
 

 

Tabla 6. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 
reales del Experimento III, HOFCM versus FCM++ 

HOFCM versus FCM++ 
 WDBC ABALONE SPAM URBAN 
P c % 

tiempo 
% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 -91.40 0.00 -127.37 0.00 -13.89 0.00 -234.32 0.00 
2 4 -18.06 0.02 -74.96 0.00 -6.51 0.01 7.29 0.00 
3 6 23.09 1.87 8.15 0.14 32.17 5.47 44.21 2.26 
4 8 18.58 -0.22 15.78 0.05 31.75 1.96 57.18 2.13 
5 10 29.34 1.97 47.56 0.10 43.69 -0.01 59.92 1.74 
6 14 29.58 0.52 22.30 0.05 54.66 0.11 41.68 -1.06 
7 18 -9.22 1.87 -45.78 0.47 34.81 2.28 46.89 4.18 
8 26 -42.54 4.48 69.15 -1.93 59.92 1.66 7.68 3.11 
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Tabla 7. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 
sintéticos del Experimento III, HOFCM versus FCM++ 

HOFCM versus FCM++ 
 250_2d 500_2d 1m2d 

P c % 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 -233.52 0.10 -336.63 0.07 -266.33 0.03 
2 4 -15.23 0.02 -17.09 0.03 -19.07 0.03 
3 6 -9.83 0.12 -43.11 0.15 10.95 -0.02 
4 8 61.21 0.02 20.29 0.00 68.79 0.01 
5 10 63.43 -0.07 20.17 0.27 -7.31 0.11 
6 14 11.50 0.11 75.20 -0.10 76.50 -0.24 
7 18 66.41 -0.12 58.02 0.06 70.20 0.06 
8 26 74.55 0.14 71.88 0.25 75.37 0.07 

 
 

Tabla 8. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 
reales del Experimento III, HOFCM versus FCM-KMeans 

HOFCM versus FCM-KMeans 
 WDBC ABALONE SPAM URBAN 
P c % 

tiempo 
% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 -361.89 0.00 -372.86 0.00 -28.97 0.00 -185.46 0.00 
2 4 -320.58 0.00 -148.64 0.03 4.91 6.53 -39.02 0.00 
3 6 -70.31 -0.07 -121.73 0.10 86.55 22.75 61.17 1.38 
4 8 -0.72 -1.30 -113.25 -0.02 52.71 14.64 40.63 0.06 
5 10 43.83 3.30 33.58 0.13 -16.70 35.15 45.33 3.60 
6 14 79.32 4.61 32.28 0.71 74.22 48.77 63.63 -0.99 
7 18 72.61 13.48 -2.72 0.47 74.69 58.18 48.78 9.97 
8 26 62.56 30.15 70.41 -2.03 88.26 66.67 -0.62 6.39 

 
Tabla 9. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 

sintéticos del Experimento III, HOFCM versus FCM-KMeans 

HOFCM versus FCM-KMeans 
 250_2d 500_2d 1m2d 

P c % 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 -160.48 0.05 -210.73 0.06 -138.46 0.03 
2 4 -144.28 0.00 -169.15 0.00 -135.83 0.00 
3 6 -78.24 0.41 -65.63 0.59 -63.07 0.41 
4 8 -43.73 -0.02 -116.53 -0.03 8.00 -0.03 
5 10 -69.72 -0.05 -244.15 0.19 -363.06 0.23 
6 14 -79.49 -0.08 64.68 -0.01 62.94 0.01 
7 18 15.37 -0.15 -23.47 0.03 12.95 0.10 
8 26 13.60 0.08 19.58 0.09 21.06 -0.02 
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Tabla 10. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 

reales del Experimento III, HOFCM versus NFCM 

HOFCM versus NFCM 
 WDBC ABALONE SPAM URBAN 
P c % 

tiempo 
% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 -46.42 0.01 -113.60 0.01 -2.36 0.00 -233.33 0.00 
2 4 -28.49 3.74 -54.17 0.00 -0.96 4.67 23.78 0.00 
3 6 3.88 1.32 2.24 0.12 64.12 4.77 44.23 2.74 
4 8 14.12 -0.32 24.60 0.76 67.66 9.05 60.46 1.73 
5 10 14.84 3.41 52.34 0.47 10.72 22.66 52.85 3.81 
6 14 16.41 1.24 41.11 0.18 51.20 10.60 58.92 -0.77 
7 18 -70.81 4.28 -41.88 0.14 36.46 2.69 50.08 3.90 
8 26 -57.29 6.51 62.94 -3.26 63.44 4.78 17.75 5.89 

 
Tabla 11. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 

sintéticos del Experimento III, HOFCM versus NFCM 

HOFCM versus NFCM 
 250_2d 500_2d 1m2d 

P c % 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 -229.48 0.06 -293.99 0.06 -332.58 0.03 
2 4 0.71 0.03 -10.68 0.03 19.11 0.03 
3 6 -13.55 0.13 -3.54 0.31 1.11 0.13 
4 8 67.15 0.25 -8.93 0.01 74.96 0.01 
5 10 58.29 -0.10 25.11 0.14 -15.17 0.34 
6 14 22.27 -0.41 84.78 -0.34 76.77 -0.20 
7 18 74.05 -0.07 63.10 0.07 64.72 0.20 
8 26 74.88 0.12 66.44 0.30 78.18 0.13 

 

 

En la Figura 11, se muestran los promedios de tiempo en milisegundos de cada uno de 

los ocho casos de prueba de los siete datasets, resultado del Experimento III. 
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4.3.4 Descripción del Experimento IV 
Con el mismo propósito del Experimento III, este experimento contrastó los resultados de 

HOFCM con FCM++, FCM-KMeans y NFCM. Para este experimento el valor de la muestra        

l = 5. 

 

En las Tablas 12 a 17, se muestran los porcentajes promedio de reducción de tiempo y la 

ganancia de la función objetivo, resultado de la comparación entre los algoritmos HOFCM versus 

FCM++, HOFCM versus FCM-KMeans y HOFCM versus NFCM respectivamente, para todos 

los datasets y casos de prueba del Experimento IV.  
 

Figura 11. Resultados del agrupamiento del Experimento III 
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Tabla 12. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 
reales del Experimento IV, HOFCM versus FCM++ 

HOFCM versus FCM++ 
 WDBC ABALONE SPAM URBAN 
P c % 

tiempo 
% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 -3.82 0.00 -12.38 0.00 21.68 0.00 -114.89 0.00 
2 4 42.29 0.02 -6.28 -0.02 36.15 0.01 50.65 0.00 
3 6 41.05 1.24 50.60 0.15 53.91 7.31 65.25 2.74 
4 8 35.53 -0.12 47.00 0.06 44.09 0.76 60.08 3.54 
5 10 -49.32 2.80 59.96 0.09 58.34 -0.02 66.24 2.15 
6 14 53.18 4.07 39.33 0.07 60.08 -0.97 48.66 -0.47 
7 18 0.79 2.37 26.99 0.01 35.30 0.83 58.77 5.45 
8 26 44.31 -4.30 49.99 -1.16 60.22 2.14 19.39 3.19 

 
 

Tabla 13. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 
sintéticos del Experimento IV, HOFCM versus FCM++ 

HOFCM versus FCM++ 
 250_2d 500_2d 1m2d 

P c % 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 -75.92 0.08 -107.77 0.06 -104.90 0.02 
2 4 31.56 0.02 33.25 0.01 33.76 0.03 
3 6 -6.09 -0.05 -28.53 0.30 35.11 0.00 
4 8 78.40 0.02 13.73 0.00 82.93 0.01 
5 10 79.26 -0.12 31.27 0.25 60.94 0.02 
6 14 0.97 0.71 82.37 0.51 88.12 -0.25 
7 18 61.69 -0.05 64.27 0.07 78.16 0.14 
8 26 76.83 0.04 75.02 0.30 66.10 0.17 

 
Tabla 14. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 

reales del Experimento IV, HOFCM versus FCM-KMeans 

HOFCM versus FCM-KMeans 
 WDBC ABALONE SPAM URBAN 
P c % 

tiempo 
% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 -125.79 0.00 -123.66 0.00 9.64 0.00 -83.05 0.00 
2 4 -79.66 0.00 -69.05 0.01 39.53 6.54 17.32 0.00 
3 6 -15.84 -0.06 -57.14 0.09 91.02 22.75 73.01 1.79 
4 8 21.01 -1.31 -36.20 -0.01 65.83 14.64 49.54 0.25 
5 10 -84.83 3.27 57.61 0.12 10.59 35.15 51.84 2.86 
6 14 88.24 6.66 31.34 1.49 77.62 48.77 56.79 1.42 
7 18 70.87 13.55 40.14 1.06 69.61 56.84 59.04 9.20 
8 26 88.82 23.93 45.37 -1.96 89.33 66.60 11.01 6.74 
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Tabla 15. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 
sintéticos del Experimento IV, HOFCM versus FCM-KMeans 

HOFCM versus FCM-KMeans 
 250_2d 500_2d 1m2d 

P c % 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 -47.08 0.05 -46.06 0.07 -36.60 0.03 
2 4 -42.42 -0.01 -36.06 0.00 -40.32 0.00 
3 6 -52.17 0.25 -42.54 0.29 -58.87 0.54 
4 8 -10.17 -0.02 -97.55 -0.03 38.59 -0.03 
5 10 -14.75 -0.07 -194.38 0.22 -39.99 0.15 
6 14 -70.50 0.49 72.29 0.48 80.37 0.00 
7 18 -1.71 -0.08 -9.45 -0.03 39.05 0.13 
8 26 -20.22 -0.10 34.97 0.07 -7.14 0.14 

 
Tabla 16. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 

reales del Experimento IV, HOFCM versus NFCM 

HOFCM versus NFCM 
 WDBC ABALONE SPAM URBAN 
P c % 

tiempo 
% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 36.45 0.01 -14.14 0.01 32.78 0.00 -110.94 0.00 
2 4 42.48 0.02 -12.07 -0.03 41.66 5.30 53.13 0.00 
3 6 14.47 -0.08 35.23 0.11 64.64 3.53 55.83 3.67 
4 8 34.60 -1.07 55.49 0.09 80.22 11.27 58.50 1.93 
5 10 -76.73 2.40 62.54 0.08 32.97 24.59 58.08 4.44 
6 14 58.27 3.09 48.57 0.03 62.38 6.49 67.54 0.20 
7 18 -27.96 2.05 35.76 0.04 31.15 0.61 59.99 4.34 
8 26 55.60 -2.11 16.05 -3.41 59.73 7.46 15.75 7.07 
 

Tabla 17. Porcentajes promedio de reducción de tiempo y valor de la función objetivo de los datasets 
sintéticos del Experimento IV, HOFCM versus NFCM 

HOFCM versus NFCM 
 250_2d 500_2d 1m2d 

P c % 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

% 
tiempo 

% 
Jm 

1 2 -88.47 0.05 -91.27 0.07 -141.09 0.02 
2 4 32.66 0.03 45.26 0.03 50.17 0.02 
3 6 -27.10 0.10 -5.81 0.62 -0.47 0.25 
4 8 79.25 0.48 -14.23 0.01 84.28 0.02 
5 10 67.78 -0.07 36.43 0.17 65.39 0.05 
6 14 25.68 0.08 90.18 0.02 85.98 -0.19 
7 18 61.39 0.02 63.99 0.06 77.44 0.10 
8 26 76.69 0.06 67.49 0.37 73.98 0.25 
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En la Figura 12, se muestran los promedios de tiempo en milisegundos, resultado de cada 

uno de los ocho casos de prueba de los siete datasets del Experimento IV. 

Figura 12. Resultados del agrupamiento del Experimento IV 
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Capítulo 5 
 

Análisis de resultados y 
conclusiones  

 
En este Capítulo se presentan: el análisis de los resultados de esta investigación, sus 

conclusiones y se proponen temas para trabajos futuros. Con base en los resultados de esta 

investigación, se muestra que el algoritmo propuesto denominado Hybrid OK-Means Fuzzy 

C-Means (HOFCM) reduce la complejidad temporal del algoritmo Fuzzy C-Means estándar 

mediante la optimización de la matriz de pertenencia inicial.  

5.1 Análisis de experimentos 

En este apartado, se analizarán los resultados obtenidos después de resolver los casos de prueba 

de cada uno de los datasets en los experimentos I, II, III y IV. 

5.1.1 Análisis de resultados del Experimento I 
 
Con base en los resultados experimentales mostrados en las Tablas 2 y 3 y en la Figura 9, en la 

cual se muestran los resultados de la comparación entre HOFCM y FCM estándar, se observa lo 

siguiente: 

 
HOFCM, para todos los datasets grandes, tanto sintéticos como reales, logró reducir el 

tiempo para todos los casos de prueba para c > 2. En el mejor de ellos, logró reducir hasta un 
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89.55%. Este porcentaje se resalta con amarillo en la columna siete de la Tabla 2. Es de destacar, 

que este porcentaje se logró con el dataset SPAM, el cual tiene una alta dimensionalidad. 

 

HOFCM, logró mejorar la calidad de la solución en los datasets reales, en 28 de 32 casos. En 

el mejor de los casos, se logró mejorar la calidad de la solución en 68.12%. Dicho porcentaje se 

resalta con amarillo en la columna ocho de la Tabla 2. En el peor de los casos, se obtuvo una 

pérdida de la calidad en un 3.29%, identificada en la columna seis. Con respecto a los datasets 

sintéticos, logró mejorar la calidad de la solución en 23 de 24 casos de prueba. En el mejor de los 

casos se logró mejorar la calidad de la solución en 74.34%, identificado en la Tabla 3. En el peor 

de los casos se obtuvo una pérdida de la calidad en un 0.32%. 

  

A partir de los alentadores resultados obtenidos, se está en condiciones de afirmar que la 

propuesta HOFCM presentó mejor desempeño que el algoritmo FCM estándar. Es importante 

destacar, que el tiempo de solución del algoritmo HOFCM, se suma a las 10 soluciones muestra 

de la fase de pre-procesamiento del algoritmo O-K-Means++.  

 

5.1.2 Análisis de resultados del Experimento II 
 

Con base en los resultados experimentales mostrados en las Tablas 4 y 5, así como en la Figura 

10, en las cuales se muestran los resultados de HOFCM y FCM estándar, se observa lo siguiente: 

 
HOFCM, para todos los datasets grandes, tanto sintéticos como reales, logró reducir el 

tiempo en todos los casos de prueba para c > 2. En el mejor de ellos, logró reducir hasta un 

92.57%. Este porcentaje se resalta con amarillo en la columna siete de la Tabla 4. Es importante 

destacar, que este porcentaje continuó siendo el dataset SPAM, al igual que en el Experimento I. 

Adicionalmente, el tiempo de solución para los datasets pequeños (WDBC y ABALONE), mejoró 

con respecto al Experimento I. 
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HOFCM, logró mejorar la calidad de la solución en los datasets reales, en 27 de 32 casos. En 

el mejor de los casos, se logró mejorar la calidad de la solución en 68.12%. Dicho porcentaje se 

resalta con amarillo en la columna ocho de la Tabla 4. En el peor de los casos, se obtuvo una 

pérdida de la calidad en un 3.23%, identificada en la columna seis. Con respecto a los datasets 

sintéticos, logró mejorar la calidad de la solución en 23 de 24 casos de prueba. En el mejor de los 

casos se logró mejorar la calidad de la solución en 74.32%, identificado en la Tabla 5. En el peor 

de los casos se obtuvo una pérdida de la calidad en un 0.38%. 

  

De acuerdo con los resultados obtenidos, se está en condiciones de afirmar que la propuesta 

HOFCM tiene mejor desempeño que el algoritmo FCM estándar. Es importante enfatizar que el 

tiempo de solución del algoritmo HOFCM, se suma a las cinco soluciones muestra de la fase de 

pre-procesamiento del algoritmo O-K-Means++. Se recomienda tener un valor de l = 5 para los 

datasets grandes y pequeños ya que de manera general se tiene mayor reducción de tiempo. Lo 

anterior, se puede observar en la Figura 10. 

5.1.3 Análisis de resultados del Experimento III 
 
Considerando los resultados de las Tablas 6 a 11 y la Figura 11, en las cuales se presentan los 

resultados de HOFCM y otros algoritmos como FCM++, FCM-KMeans y NFCM, se observa lo 

siguiente: 

 
HOFCM superó al algoritmo FCM++, en el tiempo de solución, en todos los casos de 

prueba con los datasets grandes, reales y sintéticos para c > 6. En el mejor de los casos, el tiempo 

de solución fue de 59.92% para los datasets reales y de 76.50% para los sintéticos, 

respectivamente (ver Tablas 6 y 7). En los datasets pequeños, en 9 de 16 casos de prueba HOFCM 

fue superior. Respecto a la calidad de la solución, en los datasets grandes, fue superior en 33 de 

los 40 casos de prueba. En el mejor de los casos se obtuvo una ganancia en la calidad de la 

solución de 5.47%, identificado en la Tabla 6. 

 

HOFCM superó al algoritmo FCM-KMeans solamente en 26 de los 56 casos de prueba. 

Se destaca que con el dataset SPAM, HOFCM mejoró los tiempos de solución en seis de los ocho 
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casos de prueba, su mejor porcentaje de tiempo fue de 88.55%. Nótese que, con respecto a la 

calidad de la solución, con este dataset, HOFCM fue superior en todos los casos, mejorando la 

calidad hasta en un 66.67%. En general, en 43 de 56 casos fue superior en la calidad de la 

solución.  

 

HOFCM superó al algoritmo NFCM, en el tiempo de solución, en todos los casos con los 

datasets grandes y reales para c > 4 y c > 10 para los datasets sintéticos. En el mejor de los casos, 

para los datasets reales, se obtuvo un porcentaje de 67.66%, identificado en la Tabla 10. Para los 

sintéticos un porcentaje de 84.78%, identificado en la Tabla 11. Respecto a la calidad de la 

solución superó en 29 de 32 casos de prueba con los datasets reales. En el mejor de los casos se 

logró un 22.66% y en el peor de los casos un 3.26%. 

  

 En las tres comparaciones se observa que HOFCM obtuvo mayores reducciones de 

tiempo y ganancias en la calidad de solución que los otros algoritmos, cuando se aplica datasets 

grandes y reales. 

 

5.1.4 Análisis de resultados del Experimento IV 
 

Considerando los resultados expuestos en las Tablas 12 a 17 y en la Figura 12, en las que se 

presentan los resultados de HOFCM y otros algoritmos como FCM++, FCM-KMeans y NFCM, 

para l = 5 se observa lo siguiente: 

 
HOFCM superó al algoritmo FCM++, en el tiempo de solución, en todos los casos de 

prueba con los datasets grandes y reales para c > 2. En el mejor de los casos, el tiempo de solución 

fue de 65.25% para los datasets reales. Con respecto a los sintéticos, fue superior para c > 6, 

logrando un porcentaje de reducción de 88.12% para los sintéticos, respectivamente (ver Tablas 

12 y 13).  En los datasets pequeños, en 12 de 16 casos de prueba HOFCM fue superior. Respecto 

a la calidad de la solución, en los datasets grandes, fue superior en 33 de los 40 casos de prueba. 

En el mejor de los casos se obtuvo una ganancia en la calidad de la solución de 7.31%, 

identificado en la Tabla 12. 
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HOFCM superó al algoritmo FCM-KMeans en todos los casos de prueba para los datasets 

grandes y reales para c > 2. Se destaca que con el dataset SPAM, HOFCM mejoró los tiempos de 

solución en ocho de los ocho casos de prueba, su mejor porcentaje de tiempo fue de 91.02%. 

Nótese que, con respecto a la calidad de la solución, superó en todos los casos de prueba, en el 

mejor de los casos logró un 66.60% (ver Tabla 14).  

 

HOFCM superó al algoritmo NFCM, en el tiempo de solución, en todos los casos con los 

datasets grandes y reales para c > 2 y c > 10 para los datasets sintéticos. En el mejor de los casos, 

para los datasets reales, se logró un porcentaje de 80.22% identificado en la Tabla 16. Para los 

sintéticos un porcentaje de 90.18%, identificado en la Tabla 17. Respecto a la calidad de la 

solución, superó en 28 de 32 casos de prueba con los datasets reales. En el mejor de los casos se 

logró un 24.59% y en el peor de los casos un 3.41%. 

  

 En las tres comparaciones, se observa que HOFCM obtuvo mayores reducciones de 

tiempo, así como mayores ganancias en la calidad de solución, cuando se trata de datasets 

grandes y reales. Se recomienda tener un valor de l = 5 para los datasets grandes y reales ya que 

de manera general se tiene mayor reducción de tiempo. Lo anterior, se puede observar en la 

Figura 12. 

 

En la Tabla 18, se muestra la sumatoria de los tiempos promedio de solución en 

milisegundos, para los ocho casos de prueba de cada dataset y de cada algoritmo implementado 

en los cuatro experimentos realizados dentro de esta investigación para l = 10. La estructura de 

la Tabla 18 es la siguiente: en la columna uno se muestra el nombre del dataset; en las columnas 

dos a seis, el nombre de cada algoritmo y en la columna siete, el porcentaje promedio de 

reducción de tiempo del algoritmo HOFCM vs FCM. 

 

En la Tabla 18, se observa que el algoritmo FCM estándar es el que genera más tiempo 

en la convergencia de los ocho casos de prueba para todos los datasets. HOFCM, superó en todos 

los casos de prueba el porcentaje de reducción de tiempo de solución con respecto al FCM 
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estándar. En el mejor de los casos, se obtuvo una reducción del 85.55%. De manera general se 

puede afirmar que el algoritmo HOFCM es más rápido en 3.86, 1.32, 2.54 y 2.66 veces que los 

algoritmos FCM estándar, FCM-KMeans, FCM++ y NFCM respectivamente.  

 
Tabla 18. Sumatoria de los tiempos de solución en milisegundos de los cuatro experimentos para l = 10 

Algoritmos 
 
 
Nombre del 

dataset 

FCM 
estándar 

FCM-
KMeans FCM++ NFCM HOFCM 

% Reducción de 
tiempo HOFCM 

vs FCM 

WDBC 64,516.85 116,784.57 34,037.94 28,395.16 39,925.41 38.12 

ABALONE 115,702.20 123,930.39 113,680.29 105,730.07 67,382.41 41.76 

SPAM 1,746,301.34 1,355,655.16 482,874.71 513,205.42 234,909.71 86.55 

URBAN 3,080,009.70 1,886,664.03 1,885,697.60 2,104,360.89 1,381,155.78 55.16 

250_2d 3,123,721.19 680,754.03 2,001,945.65 2,159,213.21 768,099.50 75.41 

500_2d 6,570,274.37 1,619,756.55 4,079,241.19 4,155,819.90 1,519,170.28 76.88 

1m2d 11,181,675.94 3,091,877.12 8,385,299.13 8,729,514.14 2,688,326.24 75.96 

Tiempo 
total de 

solución 
25,882,201.59 8,875,421.85 16,982,776.51 17,796,238.80 6,698,969.33 74.12 

Número de 
veces que el 

algoritmo 
HOFCM 
supera a: 

3.86 1.32 2.54 2.66 

  

 

En la Tabla 19, se muestra la sumatoria de los tiempos promedio de solución en 

milisegundos, para los ocho casos de prueba de cada dataset y cada algoritmo implementado en 

los cuatro experimentos realizados en esta investigación para l = 5. La estructura de la Tabla 19, 

es la misma que la Tabla 18. 
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Tabla 19. Sumatoria de los tiempos de solución en milisegundos de los cuatro experimentos para l = 5 

Algoritmos 
 

Nombre 
del dataset FCM 

estándar 
FCM-

KMeans FCM++ NFCM HOFCM 

% 
Reducción 
de tiempo 

HOFCM vs 
FCM 

WDBC 66,853.65 110,705.25 29,710.75 31,098.69 22,591.95 66.21 

ABALONE 
105,716.97 105,164.76 111,240.17 87,108.36 61,343.54 

41.97 

SPAM 1,753,977.24 1,367,874.00 485,627.75 486,269.41 228,991.46 86.94 

URBAN 3,077,824.31 1,949,316.25 2,060,909.80 2,104,490.21 1,289,889.07 58.09 

250_2d 
3,257,707.82 566,429.90 1,995,794.90 2,013,608.89 726,984.24 

77.68 

500_2d 6,158,175.70 1,573,156.25 3,878,928.95 3,769,289.22 1,265,632.16 79.45 

1m2d 
11,407,827.98 3,041,541.14 8,013,107.88 8,894,520.56 2,176,925.03 

80.92 

Tiempo 
total de 

solución 
25,828,083.66 8,714,187.54 16,575,320.20 17,386,385.36 5,772,357.44 77.65 

Número de 
veces que 

el 
algoritmo 
HOFCM 
supera a: 

4.47 1.51 2.87 3.01 

  

 

En la Tabla 19, se observa que el algoritmo FCM estándar es el que genera más tiempo 

en la convergencia de los ocho casos de prueba para todos los datasets. HOFCM, superó en todos 

los casos de prueba el porcentaje promedio de reducción de tiempo de solución con respecto al 

FCM estándar. En el mejor de los casos, se obtuvo una reducción del 86.94%.  De manera 

general, se concluye que el algoritmo HOFCM es más rápido en 4.47, 1.51, 2.87 y 3.01 veces 

que los algoritmos FCM estándar, FCM-KMeans, FCM++ y NFCM respectivamente.  
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5.2 Conclusiones 

El algoritmo HOFCM reduce el número de iteraciones y por lo tanto el tiempo de solución cuando 

se resuelven grandes datasets, como los que se presentan en Big Data. Se destaca, en la mayoría 

de los casos de prueba, una ganancia en la calidad de la solución. 

 

Las principales contribuciones de la presente investigación son las siguientes: 

 

1. La inicialización del algoritmo FCM con los centroides finales del K-Means, muestra una 

buena estrategia, lo cual es factible debido a que la complejidad temporal del algoritmo 

K-Means es menor que la del algoritmo FCM. Además, los centroides finales del K-

Means, en la mayoría de los casos, están cerca de la vecindad de los centroides finales 

del algoritmo FCM.  

 

2. La estrategia anterior, se logra perfecciona al seleccionar dos mejoras del algoritmo K-

Means. La primera denominada O-K-Means, la cual acelera el proceso de convergencia, 

parando el algoritmo cuando el total de los objetos que cambian de grupo en una iteración 

es menor a un umbral. La segunda denominada K++, la cual inicializa los centroides de 

la siguiente manera: el primero de manera aleatoria y a partir del segundo centroide 

seleccionando objetos del dataset que están más alejados entre sí de manera 

probabilística. Con ambas mejoras se crea un algoritmo híbrido denominado O-K-

Means++. 

 
3. El algoritmo híbrido O-K-Means++ tiene una naturaleza aleatoria y no siempre 

proporciona buenos resultados. Una manera de resolver este problema es crear una 

muestra de n soluciones. La técnica de muestreo propuesta es a través de ejecutar n 

soluciones de un dataset con el algoritmo O-K-Means++. El mejor conjunto de 

centroides, se selecciona considerando el mínimo valor de la función objetivo. Estos 

centroides finales, son transformados en los valores iniciales de la matriz de pertenencia 

a través de una función de transformación s, para posteriormente ejecutar el algoritmo 



 

56 
 

FCM estándar. De manera experimental, el tamaño de la muestra más adecuado fue de 

cinco. 

 

Para validar los resultados del algoritmo HOFCM, se diseñaron y ejecutaron un 

conjunto de experimentos compuestos de conjuntos de datos reales y sintéticos. Para 

contrastar los resultados de HOFCM, fueron seleccionados e implementados los 

siguientes algoritmos: FCM estándar, FCM-KMeans, FCM++ y NFCM. Con base en los 

resultados experimentales, se observó que HOFCM obtuvo una reducción en el tiempo 

de solución en todos los datasets grandes, comparado con el algoritmo FCM estándar. Al 

contrastar los resultados de HOFCM con los algoritmos FCM-KMeans, FCM++ y 

NFCM, se observó mayor rapidez promedio en 1.51, 2.87 y 3.01 veces respectivamente. 

En particular, se observó que el algoritmo HOFCM obtuvo un buen desempeño en la 

solución de los datasets grandes. Por ejemplo, en el dataset SPAM, el cual tiene una alta 

dimensionalidad, redujo el tiempo en un 92.57%, comparándolo con el FCM estándar. 

Con respecto a la calidad de la solución, se observó que en la mayoría de los casos de 

prueba se logró una ganancia. En el mejor de los casos se logró una ganancia de 68.12% 

con los datasets reales y un 74.34% con los datasets sintéticos. En el peor de los casos se 

redujo la calidad en un 3.29%. 

 
Con base en los resultados de esta investigación, se afirma que HOFCM resuelve 

datasets más grandes en menor tiempo que el algoritmo FCM estándar, mejorando la 

calidad de la solución en la mayoría de los casos. HOFCM no brinda beneficios en 

datasets pequeños, por ejemplo, datasets del tamaño del conjunto de datos IRIS. Por lo 

anterior, el algoritmo HOFCM es recomendable para los usuarios que priorizan la 

reducción del tiempo de solución. En particular, es útil cuando se solucionan datasets 

como los que se presentan en Big Data. 

 
Finalmente, se considera que los principios utilizados en nuestro enfoque podrían 

ser utilizados en otras variantes que mejoren el algoritmo FCM.  
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5.3 Investigaciones futuras 

Con el fin de dar continuidad a la investigación que se reporta en esta tesis, se sugiere continuar 

con los siguientes tópicos que podrán aportar a la heurística HOFCM:  

 

a) Implementar HOFCM bajo el paradigma de programación paralela y/o distribuido. 

b) Estudiar teórica y experimentalmente las relaciones entre HOFCM y el conjunto de casos 

que ha resuelto mejor. 
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