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RESUMEN 

El algoritmo de agrupamiento K-means se ha aplicado en varios dominios debido a 

su facilidad de implementación computacional. Sin embargo, una de sus 

limitaciones es su alta complejidad computacional. Por esta razón, en esta 

investigación se propuso una nueva meta-heurística a la que se le denominó N-

means, la cual permite reducir la complejidad de K-means de manera importante. 

Como resultado de observar las ejecuciones del algoritmo K-means se 

determinó que algunos grupos permanecen constantes porque ya no intercambian 

objetos con otros grupos. Con base en este conocimiento se desarrolló una nueva 

heurística a la que se denominó grupos estables. En dicha heurística se descartan 

los objetos asignados a un grupo estable en las iteraciones posteriores. En la 

meta-heurística N-means que se desarrolló en esta investigación se integran las 

heurísticas Early Classification y grupos estables.  

Para validar N-means, se realizaron experimentos con instancias 

reconocidas por la comunidad científica. Se reportan los resultados promedio de 

30 ejecuciones de cada instancia variando los parámetros de k=100, 200, 400 y 

800. Se contrastaron los resultados de los algoritmos K-means, Early 

Classification y N-means.  

En esta investigación se obtuvieron importantes resultados, entre los cuales 

se destacan los siguientes: a) para una instancia sintética de 40,000 objetos, N-

means redujo el tiempo de ejecución en 75.5% y una disminución de la calidad de 

agrupamiento a -1.52%, Early Classification redujo el tiempo de ejecución en 

67.7% y una disminución de la calidad de agrupamiento a -1.31%; b) con una 

instancia real de 245,057 objetos, N-means redujo el tiempo de ejecución en 64% 

y una disminución de la calidad a -4.56%, Early Classification redujo el tiempo de 

ejecución en 49% y una disminución de la calidad a -4.11%. 

Finalmente se considera que las mejoras al algoritmo K-means posibilitarán 

la solución de instancias grandes como las que emergen en el paradigma Big 

Data. 
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Capítulo 1 
Introducción 

 

 

“Para buscar la verdad es necesario ser independiente, completamente 
independiente” 

           H. Poincaré (1854 - 1912) 

 

 

K-means [1] es uno de los algoritmos de agrupamiento más antiguos. Su 

investigación se remonta a mediados del siglo pasado [2] y está clasificado como 

el segundo entre los 10 algoritmos de minería de datos más utilizados [3]. Dicho 

algoritmo se aplica en diversas áreas del conocimiento, por ejemplo: la 

epidemiología [4], investigación de mercado, análisis de documentos, análisis 

financiero, reconocimiento facial [5], reconocimiento de patrones, cuantificación 

vectorial, detección de anomalías [6], entre otros. 

Las principales etapas del algoritmo K-means son las siguientes: 

inicialización, clasificación, cálculo de centroides y convergencia [7]. 

En el Centro Nacional de Investigación y Desarrollo Tecnológico (CENIDET) 

se han venido desarrollando heurísticas para mejorar el algoritmo K-means. Una
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de ellas es la heurística Early Classification (EC) [7] la cual mejora la eficiencia del 

algoritmo K-means en la etapa de clasificación. 

La presente investigación tiene como objetivo incrementar la eficiencia del 

algoritmo K-means mediante una mejora a la heurística EC. En particular, en esta 

investigación se propone una nueva meta-heurística a la que se le denominó N-

means, que reduce de manera importante la complejidad del algoritmo K-means. 

La tesis está organizada de la siguiente manera: en el Capítulo 2, se realiza 

un estudio del estado del arte relacionado con este problema de investigación. En 

el Capítulo 3, se desarrolla la propuesta de la nueva meta-heurística N-means. En 

el Capítulo 4, se analiza y valida experimentalmente esta meta-heurística N-

means. Finalmente, en el Capítulo 5, se exponen las conclusiones y se proponen 

temas para futuras investigaciones. 

1.1. Contexto de la investigación 

En el CENIDET, se han realizado investigaciones aplicando el algoritmo K-means 

como una técnica de agrupamiento, por ejemplo: Barrón [8], Boone [9] y Mexicano 

[10]. En otras investigaciones se proponen mejoras al algoritmo, como se expone 

a continuación: 

a) Basave [11] presenta una heurística que establece condiciones de 

convergencia para el algoritmo. Esto se realiza cuando en dos iteraciones 

sucesivas el valor del error al cuadrado de la última iteración es mayor que 

el valor del error al cuadrado de la iteración anterior. También cuando los 

centroides en dos iteraciones sucesivas no cambian. 

b) Moreno [12] desarrolla una heurística que consiste en que un objeto sólo 

puede cambiar de membresía a un grupo vecino adyacente, entre una 

iteración y otra. Para ello, para cada objeto se realizan ocho cálculos de 

distancia a sus centroides vecinos. 

c) Por otra parte, Pérez [7] presenta una heurística que identifica los objetos 

con baja probabilidad de cambio de grupo y los excluye de futuros cálculos 

de distancia. 
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d) En el artículo propuesto por Pérez [13] se presenta una heurística que 

consiste en que un objeto sólo puede cambiar de membresía a un grupo 

vecino adyacente entre una iteración y otra. 

Entre los artículos sugeridos, el que tiene mayor relación con la presente 

investigación es el que se muestra en el inciso “c”. Los artículos descritos en los 

incisos “c” y “d” se explicarán con mayor detalle en el Capítulo 2. 

1.2. Descripción del problema de investigación 

Una de las limitaciones del algoritmo K-means es su alto costo computacional [14]. 

En particular su complejidad se define como         [15], donde   es el número 

de objetos a agrupar,   es el número de grupos,   son las dimensiones y   es el 

número de iteraciones. Dicha complejidad se hace notar cuando cualquiera de los 

parámetros tiende a ser mayor, lo que incide en el tiempo de respuesta del 

algoritmo. 

A manera de ejemplo, en las Figuras (1.1, 1.2, 1.3, que se localizan en las 

págs. 4 y 5) se muestran en secuencia, los resultados de tres experimentos. Como 

se aprecia, a medida que aumenta el número de objetos, de grupos y de 

dimensiones, se incrementa el tiempo de ejecución del algoritmo K-means de 

manera no lineal. A continuación, se describen detalladamente los tres  

experimentos. 

a) Para el primer experimento se incrementa el parámetro   con intervalos de 

10,000 en 10,000 hasta 100,000. Se establecen valores para los 

parámetros de      y     en todos los casos. En este experimento se 

usó una instancia de 100,000 objetos con distribución uniforme. (Ver Figura 

1.1 que se localiza en la pág. 4) 

b) Para el segundo experimento se incrementa el parámetro   con intervalos 

de 2 en 2 hasta 192. Se establecen valores para los parámetros de 

          y     en todos los casos. En este experimento se usó una 

instancia de 100,000 objetos con distribución uniforme. (Ver Figura 1.2 que 

se localiza en la pág. 4) 
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c) Finalmente, en el tercer experimento se incrementa el parámetro   con 

intervalos de 32 en 32 hasta 1024. Se establecen valores para los 

parámetros de        y     . En este caso particular se usaron seis 

bases de datos de 1024 objetos con distribución uniforme. (Ver Figura 1.3 

que se localiza en la pág. 5) 

 

 

Figura 1.1. Tendencia al incrementar el parámetro   (número de objetos). 

 

 

Figura 1.2. Tendencia al incrementar el parámetro   (número de grupos). 
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Figura 1.3. Tendencia al incrementar el parámetro   (dimensiones). 

 

En el CENIDET se han realizado varias mejoras a este algoritmo. Una de 

las que ha tenido mayor éxito es la heurística EC. Sin embargo, como resultado de 

experimentaciones, se encontraron indicios de que se puede mejorar. Por lo 

anterior el problema que da origen a la presente investigación se focaliza en 

incrementar la eficiencia de la heurística EC. 

1.3. Hipótesis de investigación 

Con base en un estudio y un análisis experimental de la heurística EC, es factible 

proponer una mejora en la eficiencia de dicha heurística sin reducir 

significativamente la calidad de la solución. 

1.4. Justificación 

A través de diversas investigaciones se realizaron mejoras al algoritmo K-means. 

Una de las heurísticas más recientes y alentadoras es EC. Entre los beneficios 

que aporta una mejora a dicha heurística se encuentran los siguientes:  

a) Reduciría la complejidad del algoritmo K-means, lo cual tendría un impacto 

social ya que es un algoritmo muy utilizado en diferentes áreas del 
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conocimiento como la epidemiología, marketing, economía, medicina, entre 

otros. 

b) Posibilitaría la solución de instancias mayores como las que emergen en el 

paradigma Big Data. 

c) Será de utilidad en problemas específicos en los cuales se requiera una 

solución en un tiempo menor al que toma el algoritmo K-means, en los que 

no sea significativa una pequeña disminución de la calidad. 

Con base en los beneficios descritos en los incisos a, b y c, la mejora a la 

heurística EC ayudará a la solución de problemas de diversas áreas del 

conocimiento. 

1.5. Objetivo de la tesis 

Incrementar la eficiencia del algoritmo K-means mediante una mejora de la 

heurística Early Classification. 

1.6. Alcances y limitaciones 

Alcances 

1) La mejora sólo estuvo orientada a la heurística EC. 

2) La validación de los resultados se realizó de manera experimental. 

3) Se obtuvo una versión mejorada de la heurística EC implementada 

computacionalmente. 

Limitaciones 

1) La mejora sólo se aplicó a la heurística EC en la etapa de clasificación del 

algoritmo K-means. 

2) La mejora se validó de manera experimental. 

3) La validación experimental de la mejora se desarrolló con datos aceptados 

por la comunidad internacional especializada en el área y con datos 

sintéticos. 

4) La tesis se desarrolló con el equipo de trabajo disponible en el CENIDET. 



 

 

 

Capítulo 2 
Revisión del 

estado del arte 
 

 

“El propósito de la investigación, en términos muy generales, es agregar algo 
nuevo a los conocimientos humanos” 

      Santiago Zorrilla Arena (2012) 

 

 

En este capítulo se describen los artículos de investigación que hacen referencia a 

los orígenes y mejoras del algoritmo K-means. La descripción se organiza de la 

siguiente manera: en la Sección 2.1, se hace un estudio de los orígenes del 

algoritmo. En la Sección 2.2, se describen algunos artículos que presentan 

mejoras en la fase de inicialización. En la Sección 2.3, se describe un artículo que 

expone una mejora en la fase de convergencia. Finalmente, en la Sección 2.4, se 

detallan algunos artículos que presentan mejoras en la fase de clasificación. Cabe 

destacar que esta investigación se centra en esta última fase, por lo que se 

profundiza en ella. 
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2.1. Orígenes del algoritmo K-means 

K-means es uno de los algoritmos de agrupamiento más antiguos. Su 

investigación es realizada por numerosos investigadores en diferentes disciplinas 

y se remonta a mediados del siglo pasado [2]. Entre los investigadores más 

notables se encuentran MacQueen [1] y Lloyd [16]. 

En la literatura se encuentran diversos algoritmos de agrupamiento, como 

los propuestos por Nanda [17] y Xu [18]. Sin embargo, K-means tiene ventajas 

distintas comparadas con esos algoritmos. Estas ventajas consisten en: es fácil de 

implementar y puede ser usado en una amplia variedad de aplicaciones. En 

consecuencia, está clasificado como el segundo entre los 10 algoritmos de minería 

de datos más utilizados [3]. Esta característica lo convierte en el método de 

referencia para las heurísticas reportadas en varias literaturas [2]. 

De acuerdo con la literatura consultada, cuando se menciona el algoritmo 

K-means una referencia importante es MacQueen y en algunos casos es Lloyd. En 

la Tabla 2.1, se presenta una interpretación de estos algoritmos.  

 

Tabla 2.1. Análisis comparativo entre MacQueen y Lloyd 

Some Methods for Classification and 
Analysis of Multivariate Observations  

MacQueen (1967) [1] 

Least Squares Quantization in PCM 
Stuart P. Lloyd (1982) [16] 

 
Dominio del problema: Estadística. 
 
El proceso descrito en este artículo es el 
siguiente: 
 

1) Seleccionar   grupos del conjunto de 
datos a particionar, los cuales sólo 
constan de un objeto aleatorio. 

2) Agregar cada nuevo objeto al grupo 
cuya media es más cercana. 

3) Una vez que un objeto es agregado a 
un grupo, se recalcula la media de ese 
grupo, con el fin de tomar en cuenta 
ese objeto. 

4) El criterio de paro es minimizar una 
función objetivo. 

 
Dominio del problema: Electrónica. 
 
El proceso descrito en este artículo es el 
siguiente: 
 

1) Seleccionar   grupos aleatoriamente 
del conjunto de datos a particionar. 

2) Asignar cada objeto al centroide más 
cercano. 

3) Recalcular los centroides. 
4) El criterio de paro para este proceso, es 

minimizar la función de ruido. 
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También Morissette [19] hace una comparativa de dichos algoritmos. Bock 

[20] presenta información relevante sobre el origen del algoritmo K-means. 

2.2. Mejoras del algoritmo en la fase de inicialización 

La inicialización consiste en definir los objetos que serán particionados, el número 

de grupos y un centroide para cada grupo. Se han propuesto varios métodos para 

definir los centroides iniciales, como los propuesto por Celebi [21].  

Los artículos presentados en la Tabla 2.2, muestran una estrategia para 

seleccionar los centroides iniciales del algoritmo K-means. Los autores de estas 

investigaciones consideran que ubicando los centroides en posiciones idóneas, 

origina que el algoritmo converja rápidamente. 

 

Tabla 2.2. Mejoras del algoritmo en la fase de inicialización 

Artículo Estrategia utilizada 
Parámetro que 

mejora 
Datos de prueba 

A new algorithm for 
initial cluster centers 
in k-means 
algorithm, Murat [22] 

Encontrar los puntos 
más distantes en un 
espacio de 
características. Para lo 
cual proponen dos ejes 
y eligen el punto central 
o la media. Después 
con base en la distancia 
euclidiana, buscan el 
primer centroide más 
alejado a la media. Para 
elegir el segundo 
centroide buscan el 
punto más alejado al 
primero y así 
sucesivamente hasta 
completar el número de 
clases definidas. 

   (número de grupos) 

Reales 
Iris: 150  

Wine: 178  
Letters: 20,000  

Ruspini: 75  
Spambase: 4,601  

Initialization for K-
means clustering 
using Voronoi 
diagram, Reddy [23] 

Crean un diagrama de 
Voronoi a partir de un 
conjunto de datos y 
usan los puntos que se 
encuentran en los 
radios más altos de los 
círculos Voronoi para 
encontrar los centroides 
iniciales. 

   (número de grupos) 

Reales 
Iris: 150  

S. Heart: 187 
Wine: 178  
Ecoli: 336  

St. Heart: 270  
P.I. Diabetes: 768  

Soybean: 47  
B.Tissue: 106  
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2.3. Mejoras del algoritmo en la fase de convergencia 

La convergencia consiste en proponer condiciones de paro para el algoritmo K-

means. Se aplican diversas condiciones de convergencia tales como: parar el 

algoritmo cuando alcanza un cierto número de iteraciones; cuando ya no hay 

cambios de objetos entre grupos; o cuando la diferencia de los centroides en dos 

iteraciones consecutivas es más pequeña que un determinado umbral. En la Tabla 

2.3, se muestra un artículo que aporta una mejora a esta fase. 

 

Tabla 2.3. Mejoras del algoritmo en la fase de convergencia 

Artículo Estrategia utilizada 
Parámetro que 

mejora  
Datos de prueba 

Improving the 
Efficiency and Efficacy 
of the K-means 
Clustering Algorithm 
Through a New 
Convergence 
Condition, Pérez [24] 

La estrategia utilizada 
consiste en asociar los 
valores del error 
cuadrático a una nueva 
condición de 
convergencia, la cual 
ocurre cuando en dos 
iteraciones 
consecutivas el error 
cuadrático de la última 
iteración excede al de 
la iteración precedente. 

  (número de 
iteraciones) 

Reales 
846, 214, 768, 270, 

178 y 345 

 

2.4. Mejoras del algoritmo en la fase de clasificación 

La clasificación, es la etapa más compleja del algoritmo, consiste en calcular la 

distancia de cada objeto a todos los centroides para asignarlo al centroide más 

cercano. En la Tabla 2.4, se muestran algunos de los artículos que aportan 

mejoras para esta fase. 
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Tabla 2.4. Mejoras del algoritmo en la fase de clasificación 

Artículo Estrategia utilizada 
Parámetro que 

mejora 
Datos de prueba 

Improvement of the k-
means clustering 
filtering algorithm, Lai 
[6] 

Primero clasifican los 
grupos en estáticos y 
activos. Posteriormente 
usan información de 
los desplazamientos de 
los centroides para 
determinar el conjunto 
de candidatos para 
cada nodo de un árbol 
binario. 

   (número de grupos) 

Reales 
Block de imágenes de 

4x4 pixeles. 
Utilizan 6 imágenes: 

Peppers, Lena, 
Baboon, Parrot, 

Airplane e Island. 
  

Sintéticos 
20,000 

An accelerated K-
means clustering 
algorithm using 
selection and erasure 
rules, Lee [25] 

Los autores proponen 
una modificación al 
algoritmo propuesto 
por Fahim [15], 
planteando dos reglas: 
de selección, usada 
para adquirir buenos 
candidatos como 
centroides iniciales; 
otra de eliminación, 
usada para descartar 
uno o más centroides 
no calificados hasta 
que es satisfecha una 
condición. Para lo 
anterior se aplica un 
razonamiento 
matemático. 

   (número de grupos) 

Reales  
20,000 
98,304 
6,435 
12,800 

An efficient enhanced 
k-means clustering 
algorithm, Fahim [15] 

Los autores plantean la 
siguiente pregunta: 
¿Por qué no 
beneficiarse de la 
iteración anterior del 
algoritmo K-means? Se 
puede mantener la 
distancia a los 
centroides más 
cercanos para cada 
objeto y en la siguiente 
iteración calcular la 
distancia a los grupos 
anteriores más 
cercanos. Si la nueva 
distancia es menor o 
igual a la distancia 
anterior, los objetos 
permanecen en esos 
grupos y no hay 
necesidad de calcular 
sus distancias a los 
otros grupos.  

   (número de objetos) 

Reales 
Letters:20,000 
Abalone: 4,177 

Wind:6,574 
 

 Sintéticos 
10,000 
20,000 
30,000 
40,000 
50,000 
60,000 
70,000 
80,000 
90,000 
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Early Classification: A 
New Heuristic to 
Improve the 
Classification Step of 
K-means, Pérez [7] 

Utilizan dos conceptos 
llamados índice de 
equidistancia y umbral 
de equidistancia con el 
objetivo principal de 
identificar aquellos 
objetos con poca 
probabilidad de cambio 
de grupo. Para ello 
plantean las siguientes 
condiciones: 
a) Un objeto tiene una 

alta probabilidad 
de cambio de 
grupo si su índice 
es menor o igual al 
umbral. 

b) Un objeto tiene una 
baja probabilidad 
de cambio de 
grupo si su índice 
es mayor al 
umbral. 

   (número de objetos) 
 
  (número de 
iteraciones) 

Reales 
Iris: 150  

Concrete compressive 
strenght: 1,030  

Skin segmentation: 
245,057 

 
 

Sintéticos 
2,500 
10,000  
40,000  

A time-efficient pattern 
reduction algorithm for 
k-means clustering, 
Tsai [5] 

Plantean dos métodos: 
El primero lo utilizan 
para comprimir y 
remover objetos; el 
segundo para asignar 
los objetos a los 
centroides más 
cercanos y para 
actualizarlos. La idea 
consiste en revisar el 
mejor momento para 
iniciar la compresión y 
eliminación de objetos 
hasta que no exceda 
un límite establecido y 
así evitar cálculos 
redundantes. 

   (número de objetos) 

Reales 
8,284 
95,413 
10,000 

150 
600 

6,000 
60,000 
600,000 

6,000,000 
10,000,000 

 
Sintéticas 

400 
579 
800 

 

A fast k-means 
clustering algorithm 
using cluster center 
displacement, Lai [14] 

Se basan en los 
desplazamientos de los 
centroides para 
identificar grupos 
estáticos y activos. 
Una vez realizado se 
calcula la distancia 
sólo con los centroides 
activos más cercanos a 
los objetos. 

   (número de objetos) 

Reales 
Bloques de imágenes 

de 4x4 pixeles. 
 

Sintéticas 
10,000 
20,000 
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Improvement to the K-
Means Algorithm 
Through a Heuristics 
Based on a Bee 
Honeycomb Structure, 
Pérez [13] 

Plantean que entre una 
iteración y otra un 
objeto sólo puede 
cambiar de membresía 
a un grupo vecino 
adyacente. Para ello, 
realizan ocho cálculos 
de distancia a sus 
centroides vecinos 
para cada objeto. 

  (número de grupos) 

Reales 
Skin Segmentation 

D31 
 

Sintéticas 
2,500 
10,000 
40,000 

Propuesta de tesis (N-
means) 

Derivado de la 
observación de las 
ejecuciones del 
algoritmo K-means se 
encontró que algunos 
grupos se estabilizan 
primero que otros. Esto 
es, ya no intercambian 
objetos con otros 
grupos. Con base en 
este conocimiento se 
desarrolla una nueva 
heurística a la que se 
le denominó grupos 
estables, en la cual se 
descartan los objetos 
asignados a un grupo 
estable en las 
iteraciones posteriores. 
En consecuencia, se 
desarrolla una meta-
heurística denominada 
N-means, la cual 
integra las heurísticas 
grupos estables y Early 
Classification. 

  (número de objetos) 
 
  (número de 
iteraciones) 

Reales 
245,057 
414,528 
657,308 

 
Sintéticas 

10,000 
20,000 
40,000 



 

 

 

Capítulo 3 

Meta-heurística   
N-means 

 

 

“Frecuentemente, cuando se termina una pieza de investigación, se ve que han 
surgido nuevos problemas, nuevos temas y nuevas cuestiones como resultado de 
los que originalmente se habían considerado en el trabajo de investigación” 

           Pauline Young (1960) 

 

 

En este capítulo se expone la meta-heurística N-means desarrollada en esta 

investigación. Posteriormente se presentan las heurísticas que la integran y se 

describe cada una de ellas. El contenido del capítulo se organiza de la siguiente 

manera: en la Sección 3.1 se muestra el plan de trabajo. En la Sección 3.2 se 

explica N-means. En la Sección 3.2.1 se explica la heurística Early Classification. 

En la Sección 3.2.2 se expone la heurística grupos estables. Finalmente, en la 

Sección 3.3 se muestra el algoritmo N-means. 

 



Capítulo 3. Meta-heurística N-means 

15 

 

3.1. Plan de trabajo 

De manera general, a continuación se muestran las principales actividades 

realizadas para el desarrollo de la meta-heurística N-means. Dichas actividades se 

presentan de manera cronológica. 

1) Revisión del estado del arte. 

2) Estudio y análisis de la heurística Early Classification. 

3) Estudio y análisis visual del comportamiento del algoritmo K-means. Como 

resultado de este análisis se obtuvo la heurística denominada grupos 

estables. 

4) Propuesta de mejora con base en los resultados obtenidos en los pasos 2 y 

3. La unión de las heurísticas Early Classification y grupos estables integró 

la nueva meta-heurística N-means. 

5) Validación experimental de la nueva meta-heurística N-means con 

instancias sintéticas y reales. 

6) Análisis de los resultados para instancias sintéticas y reales. 

7) Conclusiones de la investigación. 

 

3.2. Meta-heurística N-means 

Para desarrollar el algoritmo que da origen a la meta-heurística N-means se 

tomaron como base las heurísticas EC y grupos estables, tal como se representa 

en la Figura 3.1. En los siguientes apartados se describirá en que consiste cada 

una de ellas, así mismo su funcionamiento. 
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Figura 3.1. Representación gráfica de la meta-heurística N-means. 

 

3.2.1.  Heurística Early Classification (EC) 

El objetivo principal de la heurística EC es reducir el número de cálculos de 

distancia en la etapa de clasificación del algoritmo K-means. Esta reducción se 

logra al aplicar dos conceptos llamados: índice de equidistancia y umbral de 

equidistancia. Con base en estos dos conceptos se identifica y excluye de futuros 

cálculos de distancia aquellos objetos que están localizados fuera de un umbral 

establecido [7]. En los siguientes párrafos se explicarán los conceptos de índice de 

equidistancia y umbral de equidistancia. 

 

Índice de equidistancia 

Se define como el valor absoluto de la diferencia de la distancia de un objeto   a 

sus dos centroides más cercanos    y    [7], tal como lo indica la ecuación (1). 

 

 
 

       ‖    ‖
  ‖    ‖

   (1) 

En la Figura 3.2, se muestra un ejemplo para representar el índice de 

equidistancia de un objeto   en un plano de dos dimensiones. Por ejemplo, 

supónganse que dicho objeto tiene las siguientes coordenadas             y sus 
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dos centroides más cercanos son                  . Por lo tanto, el índice de 

equidistancia para el objeto        se calcula como se muestra a continuación. 

 

      (                                       )      

 

Figura 3.2. Índice de equidistancia. 

 

Umbral de equidistancia 

Este concepto permite identificar aquellos objetos con una alta probabilidad de 

cambio de grupo. El umbral de equidistancia se define como la suma de los dos 

desplazamientos más grandes (ver ecuación 2) de los centroides    y    en la 

iteración         [7]. 

          (2) 

   

Por ejemplo, si en la iteración 3 y 4 se obtuvieran los centroides mostrados 

en la Tabla 3.1, entonces el valor de los desplazamientos es el que se muestra en 

la Tabla 3.2, con base en las siguientes expresiones    ‖           ‖
 
 y  

   ‖           ‖
 
. 

0

1

2

3

4

5

6

0 1 2 3 4 5 6

𝜇  𝜇  

𝛼𝑖      

𝑖 
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Tabla 3.1. Centroides calculados en las iteraciones 3 y 4 

Centroides calculados en la iteración 3 Centroides calculados en la iteración 4 

                          

                      

                        

                              

 

Tabla 3.2. Desplazamientos calculados 

Desplazamientos 

        

     

        

     

 

Por lo tanto, el umbral para la iteración cuatro se calcula como se muestra a 

continuación. 

                  

Una vez calculados el índice de equidistancia y el umbral de equidistancia, 

el siguiente paso es localizar aquellos objetos que cumplen las siguientes 

condiciones: 

a) Cuando el índice de equidistancia es mayor al umbral de equidistancia 

       , (ver Figura 3.3, que se localiza en la pág. 18), se considera que el 

objeto i tiene una baja probabilidad de cambio de grupo, por lo cual se 

descarta de futuros cálculos de distancias en iteraciones posteriores. 

b) Cuando el índice de equidistancia es menor o igual al umbral de 

equidistancia        , (ver Figura 3.4, que se localiza en pág. 18), se 

considera que el objeto i tiene una alta probabilidad de cambio de grupo, 

por lo cual es considerado para futuros cálculos de distancia en iteraciones 

posteriores. 
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Figura 3.3. Representación gráfica cuando el índice de equidistancia es mayor al umbral. 

 

 

Figura 3.4. Representación gráfica cuando el índice de equidistancia es menor o igual al 
umbral. 
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Para conocer mayores detalles de la heurística EC se invita al lector a 

consultar Pérez [7]. 

 

3.2.2.  Heurística grupos estables 

La heurística grupos estables se deriva de la observación de las ejecuciones del 

algoritmo K-means. A partir de dicha observación se identifica que algunos grupos 

se estabilizan primero que otros. De manera que un grupo estable es aquel que ya 

no tiene intercambio de objetos con otros grupos en iteraciones posteriores. 

Para exponer dicha heurística se utilizó una instancia de 10,000 objetos 

divididos en 100 grupos con una distribución uniforme de dos dimensiones en un 

espacio de 100 x 100. Los centroides iniciales se generaron aleatoriamente y el 

criterio de convergencia fue que ya no ocurriera intercambio de objetos entre 

grupos. 

El número total de iteraciones que realiza el algoritmo son 16, de las cuales 

a partir de la iteración ocho, se identifican los primeros grupos que cumplen con la 

condición de grupos estables. A continuación en las Figuras 3.5 a 3.13 (que se 

localizan en las págs. 21 a 29), se muestran las últimas nueve iteraciones del 

algoritmo cuando resuelve la instancia de 10,000 objetos. 

En la Figura 3.5, se muestra el resultado de agrupamiento de la iteración 

ocho. Como se observa, los cien grupos se identifican con un punto de color azul 

encerrados en líneas de color negro. Asimismo, se observa que a partir de esta 

iteración, se identifica el primer grupo que cumple con la condición de grupos 

estables, para este caso, el encerrado con líneas rojas y con el identificador de un 

número uno. Por lo que se concluye que los objetos que pertenecen a dicho grupo 

se excluyen de futuros cálculos de distancia. 
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Figura 3.5. Grupos estables identificados en la iteración 8. 

 

En la Figura 3.6 (que se localiza en la pág. 22), se muestra el resultado de 

agrupamiento de la iteración nueve. Como se observa los 2 grupos que cumplen 

con la condición de grupos estables son: los encerrados con líneas de color verde 

y con los identificadores 2 y 3. Debido a que en la iteración previa se encontró el 

primer grupo estable al cual se colocó el identificador 1 se optó por colocar los 

identificadores 2 y 3. 

De este conocimiento se concluye que los objetos que pertenecen a los 

grupos con identificadores 2 y 3 se excluyen de futuros cálculos de distancia para 

iteraciones posteriores.  

Para comprender mejor esta iteración (Figura 3.6) se excluye el grupo 

identificado previamente, permaneciendo sólo los grupos que cumplen con la 

condición de grupos estables para la presente iteración. 
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Figura 3.6. Grupos estables identificados en la iteración 9. 

 

En la Figura 3.7 (que se localiza en la pág. 23), se muestra el resultado de 

agrupamiento de la iteración 10. Como se observa los 8 grupos que cumplen con 

la condición de grupos estables son: los encerrados con líneas de color rosa y con 

los identificadores del 4 al 11. Debido a que en la iteración previa se encontraron 2 

grupos estables a los cuales se les colocó los identificadores 2 y 3 se optó por 

colocar los identificadores del 4 al 11. 

De este conocimiento se concluye que los objetos que pertenecen a los 

grupos con identificadores del 4 al 11 se excluyen de futuros cálculos de distancia 

para iteraciones posteriores.  

Para comprender mejor esta iteración (Figura 3.7) se omiten los grupos que 

se identificaron previamente, permaneciendo sólo los grupos que cumplen con la 

condición de grupos estables para la presente iteración. 
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Figura 3.7. Grupos estables identificados en la iteración 10. 

 

En la Figura 3.8 (que se localiza en la pág. 24), se muestra el resultado de 

agrupamiento de la iteración 11. Como se observa los 20 grupos que cumplen con 

la condición de grupos estables son: los encerrados con líneas de color amarillo y 

con los identificadores del 12 al 31. Debido a que en la iteración previa se 

encontraron 8 grupos estables a los cuales se les colocó los identificadores del 4 

al 11 se optó por colocar los identificadores del 12 al 31. 

De este conocimiento se concluye que los objetos que pertenecen a los 

grupos con identificadores del 12 al 31 se excluyen de futuros cálculos de 

distancia para iteraciones posteriores.  

Para comprender mejor esta iteración (Figura 3.8) se omiten los grupos 

identificados previamente, permaneciendo sólo los grupos que cumplen con la 

condición de grupos estables para la presente iteración. 
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Figura 3.8. Grupos estables identificados en la iteración 11. 

 

En la Figura 3.9 (que se localiza en la pág. 25), se muestra el resultado de 

agrupamiento de la iteración 12. Como se observa los 21 grupos que cumplen con 

la condición de grupos estables son: los encerrados con líneas de color morado y 

con los identificadores del 32 al 52. Debido a que en la iteración previa se 

encontraron 20 grupos estables a los cuales se les colocó los identificadores del 

12 al 31 se optó por colocar los identificadores del 32 al 52. 

De este conocimiento se concluye que los objetos que pertenecen a los 

grupos con identificadores del 32 al 52 se excluyen de futuros cálculos de 

distancia para iteraciones posteriores.  

Para comprender mejor esta iteración (Figura 3.9) se omiten los grupos 

identificados previamente, permaneciendo sólo los grupos que cumplen con la 

condición de grupos estables para la presente iteración. 
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Figura 3.9. Grupos estables identificados en la iteración 12. 

 

En la Figura 3.10 (que se localiza en la pág. 26), se muestra el resultado de 

agrupamiento de la iteración 13, como se observa los 23 grupos que cumplen con 

la condición de grupos estables son: los encerrados con líneas de color azul y con 

los identificadores del 53 al 75. Debido a que en la iteración previa se encontraron 

21 grupos estables a los cuales se les colocó los identificadores del 32 al 52 se 

optó por colocar los identificadores del 53 al 75. 

De este conocimiento se concluye que los objetos que pertenecen a los 

grupos con identificadores del 53 al 75 se excluyen de futuros cálculos de 

distancia para iteraciones posteriores.  

Para comprender mejor esta iteración (Figura 3.10) se omiten los grupos 

previamente identificados, permaneciendo sólo los grupos que cumplen con la 

condición de grupos estables para la presente iteración. 
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Figura 3.10. Grupos estables identificados en la iteración 13. 

 

En la Figura 3.11 (que se localiza en la pág. 27), se muestra el resultado de 

agrupamiento de la iteración 14, como se observa los 13 grupos que cumplen con 

la condición de grupos estables son: los encerrados con líneas de color café y con 

los identificadores del 76 al 88. Debido a que en la iteración previa se encontraron 

23 grupos estables a los cuales se les colocó los identificadores del 53 al 75 se  

optó por colocar los identificadores del 76 al 88. 

De este conocimiento se concluye que los objetos que pertenecen a los 

grupos con identificadores del 76 al 88 se excluyen de futuros cálculos de 

distancias para iteraciones posteriores.  

Para comprender mejor esta iteración (Figura 3.11) se omiten los grupos 

previamente identificados, permaneciendo sólo los grupos que cumplen con la 

condición de grupos estables para la presente iteración. 
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Figura 3.11. Grupos estables identificados en la iteración 14. 

 

En la Figura 3.12 (que se localiza en la pág. 28), se muestra el resultado de 

agrupamiento de la iteración 15, como se observa los 9 grupos que cumplen con 

la condición de grupos estables son: los encerrados con líneas de color azul y con 

los identificadores del 89 al 97. Debido a que en la iteración previa se encontraron 

13 grupos estables a los cuales se les colocó los identificadores del 76 al 88 se 

optó por colocar los identificadores del 89 al 97. 

De este conocimiento se concluye que los objetos que pertenecen a los 

grupos con identificadores del 89 al 97 se excluyen de futuros cálculos de 

distancia para iteraciones posteriores.  

Para comprender mejor esta iteración (Figura 3.12) se omiten los grupos 

previamente identificados, permaneciendo sólo los grupos que cumplen con la 

condición de grupos estables para la presente iteración. 
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Figura 3.12. Grupos estables identificados en la iteración 15. 

 

En la Figura 3.13 (que se localiza en la pág. 29), se muestra el resultado de 

agrupamiento de la última iteración (iteración 16). Como se observa los 3 grupos 

que cumplen con la condición de grupos estables son: los encerrados con líneas 

de color verde y con los identificadores del 98 al 100. Debido a que en la iteración 

previa se encontraron 9 grupos estables a los cuales se les colocó los 

identificadores del 89 al 97 se optó por utilizar los identificadores del 98 al 100. 

Como se observa (Figura 3.13) los 100 grupos cumplen con la condición de 

grupos estables, en consecuencia el algoritmo converge.  
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Figura 3.13. Grupos estables identificados en la iteración 16. 

 

Con base en este conocimiento se desarrolló la heurística grupos estables, 

la cual establece que los objetos asignados a un grupo estable se descartan de los 

cálculos de distancia en las iteraciones posteriores.  

 

3.3. Algoritmo N-means 

En la Tabla 3.3, se muestra el algoritmo de la meta-heurística N-means, el cual 

tiene como entradas un conjunto de datos  , el número de objetos  , el número de 

grupos   y las dimensiones  . Como salidas tiene los grupos finales   y el valor de 

los centroides finales   .  
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Tabla 3.3. Algoritmo de la meta-heurística N-means 

Algoritmo N-means 
Entradas          
Salidas       

1 
Elegir   objetos del conjunto   aleatoriamente  y asignarlos al arreglo de centroides iniciales 
       

      
   

2 Establecer                   [ ]     
3 Hacer 
4                         
5                        [ ]                    
6                           

7                          ; 

8     
       [ ]   Almacenar el identificador   del centroide más cercano 
para el objeto   ; 

9                                 Fin para 

10                     Fin si 

11           Fin para 

12  Hacer el cálculo de los nuevos centroides    

13                         

14            Entonces 

15                    [ ]   (         )  

16   Fin si 

17  Fin para 

18                       Entonces 

19                          

20                                 ; 

21   Fin para 

22                          

23                    [ ]                    

24                            

25              [ ]   ; 

26     Fin para 

27                ‖          [ ]‖  ‖           [ ]‖  ; 

28        (                              [       [ ]]   )           

29                  [ ]     

30     Fin si 

31                   

32                  [ ]     

33     Fin sino 

34    Fin si 

35   Fin para 

36   Fin si 

37         

38                      ; 
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En la línea 1 se definen los centroides iniciales, los cuales se eligen 

aleatoriamente del conjunto de datos a particionar. Esta instrucción sólo se realiza 

en la primera iteración.  

En la línea 2 se inicializan un contador de iteraciones y una estructura de 

datos de tamaño    . En la línea 3 se inicia un ciclo que termina en la línea 38. 

En esta línea se define el criterio de paro del algoritmo. 

En las líneas 4 a 11 se realiza el cálculo de distancia de cada objeto a los 

centroides. Este cálculo se realiza en las primeras tres iteraciones para inicializar 

la heurística. Posteriormente se determinan los objetos que tienen una alta y baja 

probabilidad de cambio de grupo para identificar cuáles se van a calcular. 

En la línea 12 se realiza el recálculo de los centroides. En las líneas 13 a 17 

se inicia un ciclo para calcular los desplazamientos de los centroides. Dicho 

cálculo se realiza a partir de la tercera iteración. 

En las líneas 18 a 36 se realiza el cálculo del umbral y el índice de 

equidistancia. En este caso, el cálculo se realiza a partir de la tercera iteración y 

mientras los centroides sean distintos. 

En las líneas 19 a 21 comienza un ciclo para calcular el umbral de 

equidistancia que consiste en buscar los dos desplazamientos más grandes. 

En las líneas 22 a 35 se inicia un ciclo para calcular el índice de 

equidistancia. Este índice se obtiene calculando el valor absoluto de la diferencia 

de las distancias de un objeto a sus dos centroides más cercanos. 

En las líneas 28 a 33 se identifican las condiciones que propone la meta-

heurística, las cuales son las siguientes: 

a) Un objeto tiene una baja probabilidad de cambio de grupo si el índice es 

mayor al umbral o si dicho objeto pertenece a un grupo que cumple con la 

condición de grupos estables. 

b) Un objeto tiene una alta probabilidad de cambio de grupo si el índice es 

menor o igual al umbral; o si dicho objeto pertenece a un grupo activo. 



 

 

 

Capítulo 4 

Validación 
experimental y 

análisis de 
resultados  

“A los que quisieron y no pudieron. 
A los que lo intentaron, no pudieron y no repitieron. 

A los que lo quisieron, lo intentaron, no pudieron, lo repitieron y lo superaron, 
porque ellos son los verdaderos vencedores” 

Jean-Pierre Lévy Mangin (2006) 
 

 

En este capítulo se desarrolla la explicación del análisis experimental de la meta-

heurística N-means. Esta meta-heurística fue validada con instancias sintéticas y 

reales. El contenido del capítulo se organiza de la siguiente manera: en la Sección 

4.1 se explican cómo se obtuvieron los resultados comparativos con instancias 

sintéticas. En la Sección 4.2 se presentan los resultados comparativos obtenidos 

con instancias reales. Finalmente, en la Sección 4.3 se muestran resultados más 

destacables producto de este análisis. 
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Para validar la meta-heurística N-means se tomó como base la metodología 

experimental propuesta por McGeoch [26]. Se implementó N-means y se midió su 

desempeño con base en dos elementos: tiempo de ejecución y calidad de la 

solución. El criterio de convergencia aplicado fue cuando los centroides no 

cambiaron de una iteración previa a la actual. 

4.1. Validación experimental con instancias sintéticas 

Objetivo del experimento 

Observar el comportamiento de N-means en contraste con los algoritmos K-means 

y EC, cuando se incrementa el número de grupos para instancias sintéticas de 

10,000, 20,000 y 40,000 objetos. 

Planeación del experimento 

a) Formulación de la pregunta: ¿Qué tanto reduce N-means la complejidad de 

los algoritmos K-means, EC y que tanto afecta la calidad de agrupamiento 

incrementando el número de grupos? 

b) Ambiente de prueba: K-means, EC y N-means se programaron en lenguaje 

C. Características del equipo: Procesador Intel Core 2 Duo T6400 2.0GHz, 

4GB en RAM y 500GB en HD. Sistema operativo: Linux (Ubuntu) 13.04. 

Instancias de prueba: sintéticas de 10,000, 20,000 y 40,000 objetos todas 

en dos dimensiones. 

c) Diseño del experimento: para responder la pregunta planteada se 

incrementa el número de grupos con valores de k=100, 200, 400 y 800. 

Propiedades a medir: tiempo y calidad de agrupamiento. El número de 

ejecuciones para cada caso es de 30. 

Ejecución del experimento 

a) Correr las pruebas y recolectar datos 

 En las Tablas 4.1 y 4.2, se muestran los resultados promedio de 30 

ejecuciones de tiempo y calidad de los algoritmos K-means, EC y N-means 
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para las instancias sintéticas de 10,000, 20,000 y 40,000 objetos con valores 

de k=100, 200, 400 y 800. 

 

Tabla 4.1. Resultados promedio de 30 ejecuciones para instancias sintéticas (tiempo) 

Instancia Grupos 
Tiempo(ms) 

K-means 
Tiempo(ms) 

EC 
Tiempo(ms) 

N-means 

10,000 100 3849.979 739.062 668.082 
20,000 100 17499.292 2022.607 1983.519 
40,000 100 32701.377 3137.857 2920.595 

     
10,000 200 4602.995 1570.891 1287.015 
20,000 200 25660.527 4487.160 4005.721 
40,000 200 57240.199 6623.690 6061.431 

     
10,000 400 5883.281 3302.487 2348.602 
20,000 400 33135.989 9604.435 7848.134 
40,000 400 71962.976 14211.106 12163.231 

     
10,000 800 7536.835 6852.746 4077.238 
20,000 800 42475.577 21496.191 14756.262 
40,000 800 95042.325 30633.120 23219.624 

 

 

Tabla 4.2. Resultados promedio de 30 ejecuciones para instancias sintéticas (calidad) 

Instancia Grupos 
Calidad 

K-means 
Calidad 

EC 
Calidad 

N-means 

10,000 100 38329.806 39455.579 39470.049 
20,000 100 108187.032 111355.157 111364.481 
40,000 100 305214.128 315273.131 315280.559 

     
10,000 200 27229.909 27712.241 27754.241 
20,000 200 76667.136 78546.191 78579.342 
40,000 200 216078.493 222053.831 222079.198 

     
10,000 400 19353.204 19490.477 19580.995 
20,000 400 54412.625 55200.226 55307.914 
40,000 400 153144.216 156342.739 156431.945 

     
10,000 800 13774.106 13783.417 13870.518 
20,000 800 38707.311 38924.159 39112.552 
40,000 800 108667.188 110091.526 110326.970 
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b) Análisis de los datos 

En las columnas tres y cuatro de la Tabla 4.3, se muestra la diferencia del 

tiempo de ejecución para los algoritmos EC y N-means en contraste con el 

algoritmo K-means. En la última columna se muestra la diferencia de tiempo 

entre los algoritmos EC y N-means. Como se observa (ver valores 

sombreados), cuando se incrementa el número de grupos para cada una de las 

instancias dadas, N-means obtiene mejores resultados en comparación con el 

algoritmo EC.  

 

Tabla 4.3. Diferencias de tiempo entre los algoritmos K-means, EC y N-means 

Instancia Grupos 
Diferencia (%) 

K-Means Vs. EC 
 

Diferencia (%) 
K-means Vs.    

N-means 

Diferencia (%) 
EC Vs. N-means 

10,000 100 80.80 82.64 9.60 
20,000 100 88.44 88.66 1.93 
40,000 100 90.40 91.06 6.92 

     
10,000 200 65.87 72.03 18.07 
20,000 200 82.51 84.38 10.72 
40,000 200 88.42 89.41 8.48 

     
10,000 400 43.86 60.08 28.88 
20,000 400 71.01 76.31 18.28 
40,000 400 80.25 83.09 14.41 

     
10,000 800 9.07 45.90 40.50 
20,000 800 49.39 65.25 31.35 
40,000 800 67.76 75.56 24.20 

 

En las columnas tres y cuatro de la Tabla 4.4, se muestran las diferencias 

de calidad de agrupamiento entre los algoritmos EC y N-means en contraste con 

el algoritmo K-means. En la última columna se muestra la diferencia en la calidad 

entre los algoritmos EC y N-means. Como se observa (ver valores sombreados), 

la disminución en la calidad no fue significativa. 
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Tabla 4.4. Diferencias de calidad entre los algoritmos K-means, EC y N-means 

Instancia Grupos 
Diferencia (%) 

K-means Vs. EC 
 

Diferencia (%) 
K-means Vs.    

N-means 

Diferencia (%) 
EC Vs. N-means 

10,000 100 -2.937 -2.974 -0.036 
20,000 100 -2.928 -2.936 -0.008 
40,000 100 -3.295 -3.298 -0.002 

     
10,000 200 -1.771 -1.925 -0.151 
20,000 200 -2.450 -2.494 -0.042 
40,000 200 -2.765 -2.777 -0.011 

     
10,000 400 -0.709 -1.177 -0.464 
20,000 400 -1.447 -1.645 -0.195 
40,000 400 -2.088 -2.146 -0.057 

     
10,000 800 -0.067 -0.699 -0.631 
20,000 800 -0.560 -1.046 -0.483 
40,000 800 -1.310 -1.527 -0.213 

 

En las Figuras 4.1, 4.2 y 4.3, se muestran gráficamente los resultados 

promedio de 30 ejecuciones del tiempo de ejecución para las instancias sintéticas 

de 10,000, 20,000 y 40,000 objetos. Como se observa a medida que el número de 

grupos se incrementa la complejidad del algoritmo N-means (línea negra) es 

menor en comparación con los algoritmos EC (línea azul) y K-means (línea roja) 

para todos los casos. 

 

Figura 4.1. Comparación de tiempo de ejecución para una instancia sintética de 10,000 
objetos. 
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Figura 4.2. Comparación de tiempo de ejecución para una instancia sintética de 20,000 
objetos. 

 

 

Figura 4.3. Comparación de tiempo de ejecución para una instancia sintética de 40,000 
objetos. 

 

En las Figuras 4.4, 4.5 y 4.6, se representan gráficamente los resultados 

promedio de 30 ejecuciones de la calidad de agrupamiento para las instancias 

sintéticas de 10,000, 20,000 y 40,000 objetos. Se observa que la disminución de la 

calidad no fue significativa. 
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Figura 4.4. Comparación de calidad de agrupamiento para una instancia sintética de 10,000 
objetos. 

 

           

Figura 4.5. Comparación de calidad de agrupamiento para una instancia sintética de 20,000 
objetos. 



Capítulo 4. Validación experimental y análisis de resultados 

39 

 

 

Figura 4.6. Comparación de calidad de agrupamiento para una instancia sintética de 40,000 
objetos. 

 

4.2. Validación experimental con instancias reales 

Objetivo del experimento 

Observar el comportamiento de N-means en contraste con los algoritmos K-means 

y EC, cuando se incrementa el número de grupos para instancias reales de 

245,057, 414,528 y 657,308 objetos. 

Planeación del experimento 

a) Formulación de la pregunta: ¿Qué tanto reduce N-means la complejidad de 

los algoritmos K-means, EC y que tanto afecta la calidad de agrupamiento 

incrementando el número de grupos? 

b) Ambiente de prueba: K-means, EC y N-means se programaron en lenguaje 

C. Características del equipo: Procesador Intel Core 2 Duo T6400 2.0GHz, 

4GB en RAM y 500GB en HD. Sistema operativo: Linux (Ubuntu) 13.04. 

Instancias de prueba: instancias reales Skin Segmentation de 245,057 

objetos en tres dimensiones, Paris de 414,528 objetos en dos dimensiones 

y New York de 657,308 objetos en dos dimensiones. 
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c) Diseño del experimento: para responder la pregunta planteada se 

incrementa el número de grupos con valores de k=100, 200, 400 y 800. 

Propiedades a medir: tiempo y calidad de agrupamiento. El número de 

ejecuciones para cada caso es de 30. 

Ejecución del experimento 

a) Correr las pruebas y recolectar datos 

En las Tablas 4.5 y 4.6, se muestran los resultados promedio de 30 

ejecuciones de los algoritmos K-means, EC y N-means para las instancias 

reales de 245,057, 414,528 y 657,308 objetos con valores de k =100, 200, 400. 

Sólo para Skin se presentan resultados con valores de k=800. 

Tabla 4.5. Resultados promedio de 30 ejecuciones para instancias reales (tiempo) 

Instancia Grupos 
Tiempo(ms) 

K-means 
Tiempo(ms) 

EC 
Tiempo(ms) 

N-means 

Skin 100 307039.0 89579.0 86478.4 
Paris 100 180303.8 67223.6 66190.5 

New York 100 444680.0 177269.1 172636.5 
     

Skin 200 677579.7 215769.5 194447.7 
Paris 200 365715.7 165101.7 157618.9 

New York 200 1160835.4 417023.4 396596.7 
     

Skin 400 1507180.1 500606.5 400913.2 
Paris 400 937485.1 488187.9 446912.4 

New York 400 2007871.1 1019215.1 905649.5 
     

Skin 800 2331976.1 1188085.1 837659.4 

 

Tabla 4.6. Resultados promedio de 30 ejecuciones para instancias reales (calidad) 

Instancia Grupos 
Calidad 

K-means 
Calidad 

EC 
Calidad 

N-means 

Skin 100 1894067.9 1999685.3 2000066.6 
Paris 100 1216.6 1255.5 1255.6 

New York 100 3120.7 3302.2 3302.6 
     

Skin 200 1367798.6 1444779.3 1446035.9 
Paris 200 806.3 828.1 828.4 

New York 200 2119.0 2240.1 2240.6 
     

Skin 400 996499.0 1050332.8 1052154.1 
Paris 400 536.8 548.4 549.0 

New York 400 1441.8 1510.6 1511.8 
     

Skin 800 726481.5 756357.8 759612.5 
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b) Análisis de los datos 

En las columnas tres y cuatro de la Tabla 4.7, se muestra la diferencia del 

tiempo de ejecución para los algoritmos EC y N-means en contraste con el 

algoritmo K-means. En la última columna se muestra la diferencia de tiempo 

entre los algoritmos EC y N-means. Como se observa (ver valores 

sombreados), cuando se incrementa el número de grupos para cada una de las 

instancias dadas, N-means obtiene mejores resultados en comparación con el 

algoritmo EC. 

 

Tabla 4.7. Diferencias de tiempo de ejecución entre los algoritmos K-means, EC y N-means. 

Instancia Grupos 
Diferencia (%) 

K-Means Vs. EC 

Diferencia (%) 
K-means Vs.    

N-means 

Diferencia (%) 
EC Vs. N-means 

Skin 100 70.824 71.834 3.46 
Paris 100 62.716 63.289 1.53 

New York 100 60.135 61.177 2.61 
     

Skin 200 68.155 71.302 9.88 
Paris 200 54.855 56.901 4.53 

New York 200 64.075 65.835 4.89 
     

Skin 400 66.785 73.399 19.91 
Paris 400 47.925 52.328 8.45 

New York 400 49.239 54.895 11.14 
     

Skin 800 49.052 64.07 29.49 

 

 

En las columnas tres y cuatro de la Tabla 4.8, se muestran las diferencias 

de calidad de agrupamiento entre los algoritmos EC y N-means en contraste con 

el algoritmo K-means. En la última columna se muestra la diferencia en la calidad 

entre los algoritmos EC y N-means. Como se puede observar (ver valores 

sombreados), la disminución en la calidad no fue significativa. 
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Tabla 4.8. Diferencias de calidad entre los algoritmos K-means, EC y N-means 

Instancia Grupos 
Diferencia (%) 

K-Means Vs. EC 

Diferencia (%) 
K-means Vs.    

N-means 

Diferencia (%) 
EC Vs. N-means 

Skin 100 -5.576 -5.596 -0.019 
Paris 100 -3.203 -3.210 -0.006 

New York 100 -5.815 -5.827 -0.011 
     

Skin 200 -5.628 -5.719 -0.086 
Paris 200 -2.702 -2.741 -0.038 

New York 200 -5.716 -5.737 -0.019 
     

Skin 400 -5.402 -5.585 -0.173 
Paris 400 -2.156 -2.269 -0.109 

New York 400 -4.774 -4.854 -0.076 
     

Skin 800 -4.1124 -4.560 -0.430 

 

En las Figuras 4.7, 4.8 y 4.9, se muestran gráficamente los resultados 

promedio de 30 ejecuciones del tiempo de ejecución para las instancias reales de 

245,057, 414,528 y 657,308 objetos. Como se observa a medida que el número de 

grupos se incrementa, la complejidad del algoritmo N-means (línea negra) es 

menor en comparación con los algoritmos EC (línea azul) y K-means (línea roja) 

para todos los casos. 

 

 

Figura 4.7. Comparación de tiempo de ejecución para una instancia real de 245,057 objetos. 
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Figura 4.8. Comparación de tiempo de ejecución para una instancia real de 414,528 objetos. 

 

 

Figura 4.9. Comparación de tiempo de ejecución para una instancia real de 657,308 objetos. 

 

En las Figuras 4.10, 4.11 y 4.12, se representan gráficamente los resultados 

promedio de 30 ejecuciones de la calidad de agrupamiento para las instancias 

reales de 245,057, 414,528 y 657,308 objetos. Se observa que la disminución de 

la calidad no fue significativa. 
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Figura 4.10. Comparación de calidad de agrupamiento para una instancia real de 245,057 
objetos. 

 

          

Figura 4.11. Comparación de calidad de agrupamiento para una instancia real de 414,528 
objetos. 
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Figura 4.12. Comparación de calidad de agrupamiento para una instancia real de 657,308 
objetos. 

 

4.3. Resultados destacables para instancias sintéticas y reales 

En el caso particular de una instancia sintética de 40,000 objetos, con un valor de 

k=800, N-means redujo el tiempo de ejecución en 75.5% y se disminuyó la calidad 

a solamente -1.52%. En la misma instancia aplicando Early Classification, el 

tiempo de ejecución se redujo en 67.7% y se disminuyó la calidad a -1.31%. 

Con una instancia real de 245,057 objetos, con un valor de k=800, N-means 

redujo el tiempo de ejecución en un 64%, con una disminución de la calidad a         

sólo -4.56%. En la misma instancia real aplicando Early Classification, el tiempo de 

ejecución se redujo en 49% y una disminución de la calidad a -4.11%. 

Es importante destacar que, con base en el análisis de los resultados tanto 

utilizando instancias sintéticas como instancias reales, se observó que al 

incrementar el número de grupos para cualquiera de las instancias, N-means es 

mejor en tiempo de respuesta que EC y presenta un comportamiento cuasi lineal. 
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“La verdadera ciencia enseña, por encima de todo, a dudar y a ser ignorante” 
Miguel de Unamuno (1864 - 1936) 

 

 

En el presente capítulo se muestran las principales conclusiones derivadas del 

análisis experimental realizado para mostrar la viabilidad de la meta-heurística N-

means (Sección 5.1). Asimismo, en la Sección 5.2 se proponen temas que 

permitirán desarrollar futuras investigaciones. Finalmente, en la Sección 5.3 se 

muestran las publicaciones que se originaron con relación a los avances y 

resultados de esta investigación. 
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5.1. Conclusiones 

En esta investigación se muestra que es factible incrementar la eficiencia del 

algoritmo K-means mediante la mejora de la heurística Early Classification.  

En particular la investigación se enfocó en el estudio, análisis y desarrollo 

de una meta-heurística denominada N-means. La finalidad del estudio fue 

incrementar la eficiencia de la heurística Early Classification. Con este objetivo se 

integraron las heurísticas: Early Classification y grupos estables y como resultado 

se logró desarrollar la meta-heurística N-means. A continuación se sintetizan los 

principales resultados del estudio. 

Como producto de la observación de las ejecuciones del algoritmo K-

means, se determinó que algunos grupos se estabilizan primero que otros. Por lo 

anterior se constituyen grupos estables, es decir, aquellos que ya no presentan 

intercambio de objetos con otros grupos en iteraciones posteriores. 

 Para validar N-means se utilizaron tres instancias sintéticas y tres reales. 

Los resultados obtenidos se contrastaron con los algoritmos K-means, Early 

Classification y N-means. De lo anterior se obtuvieron resultados relevantes, los 

cuales se destacan a continuación: 

a) Para una instancia sintética de 40,000 objetos, con un valor de k=800, N-

means redujo el tiempo de ejecución en 75.5% y se logró una disminución 

de la calidad de agrupamiento a sólo -1.52%. Esa misma instancia con 

Early Classification, el tiempo de ejecución se redujo en 67.7% y se logró 

una disminución de la calidad de agrupamiento a sólo -1.31%. 

b) Para una instancia real de 245,057 objetos, con un valor de k=800, N-

means redujo el tiempo de ejecución en 64% y se logró disminuir la calidad 

de agrupamiento a solamente -4.56%. En esa misma instancia con Early 

Classification, el tiempo de ejecución se redujo en 49% y se logró disminuir 

la calidad de agrupamiento a solamente -4.11%. 
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Con base en el análisis de los resultados que se presentaron en el Capítulo 

4, se mostró que al incrementar el número de grupos para cualquier instancia 

dada, N-means presentó un comportamiento cuasi lineal. Con esto se muestra que 

el desempeño de N-means es mejor que Early Classification. 

5.2. Trabajos futuros 

Para desarrollar estudios futuros que den continuidad a la presente investigación, 

se propone: 

a) Integrar a la meta-heurística N-means la idea que expone Fahim [15]. Con 

base en el estudio y análisis de dicha propuesta, se considera que 

integrándose con N-means es posible obtener resultados alentadores.  

b) Realizar de manera experimental, un análisis comparativo de N-means con 

los algoritmos propuestos por Fahim [15] y Tsai [5]. Lo anterior requiere de  

implementar dichos algoritmos. 

c) Experimentar con instancias sintéticas de manera visual aplicando el 

algoritmo K-means. De esta manera pueden surgir nuevas ideas para 

incrementar su eficiencia. 

5.3. Publicaciones 

Como productos de los avances logrados con la presente investigación, se 

publicaron los siguientes artículos: 

 

 En la International Conference of Numerical Analysis and Applied 

Mathematics (ICNAAM) llevada a cabo en Grecia, 2014, se presentó el 

artículo An Improvement to the K-means Algorithm Oriented to Big Data. 

 

 En el Encuentro Nacional de Ciencias de la Computación (ENC) llevado a 

cabo en Oaxaca, 2014, se presentó el artículo Mejora del algoritmo K-

means mediante una meta-heurística orientada a la reducción de su 

complejidad computacional. 
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