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Resumen

Este trabajo de tesis presenta un enfoque técnico para el diseño de una plataforma BCI renta-

ble desde la construcción de hardware basado en componentes comerciales hasta el �rmware.

Este dispositivo puede incluir controladores para la adquisición de señales, preprocesamiento,

eliminación de artefactos, separación de bandas, extracción de características y clasi�cación

mediante ANN comprimida con el marco de trabajo TensorFlowLite. Consiste en una plata-

forma EEG basada en STM32 orientada como una herramienta para experimentos BCI en

el ámbito educativo y de investigación, capaz de enviar datos a PC o dispositivos móviles a

través de una conexión inalámbrica, permitiendo capacidades de procesamiento externo junto

con la principal característica de clasi�cación de señales integradas (TinyML) enfocada en la

detección temprana mediante la discriminación de niños con TEA de los que no lo tienen.
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Capítulo 1

Introducción

De acuerdo con la Organización Mundial de la Salud (OMS) (World Health Organization

(WHO), 2022), el autismo, también llamado Trastorno del Espectro Autista (TEA), consti-

tuye un conjunto de condiciones diversas relacionadas con el desarrollo cerebral. Las personas

con autismo a menudo tienen condiciones comórbidas, como epilepsia, depresión, ansiedad,

trastorno por dé�cit de atención e hiperactividad y comportamientos problemáticos, como

problemas para dormir y autolesiones. El nivel intelectual varía enormemente de un caso a

otro, abarcando desde el deterioro severo hasta casos con altas capacidades cognitivas.

Las capacidades y necesidades de las personas con autismo varían y pueden evolucionar con

el tiempo. Aunque algunas personas con autismo pueden vivir de forma independiente, hay

otras con discapacidades graves que necesitan cuidados y apoyo constantes durante toda su

vida. El autismo in�uye a menudo en las oportunidades educativas y laborales.

Los resultados de la investigación muestran que ha habido un aumento en la prevalencia

registrada del autismo en todo el mundo. Esto puede atribuirse a varios factores, como el

creciente conocimiento de la condición en las comunidades y la respuesta global de iniciativas

de salud pública. Revisamos estudios sobre la prevalencia del autismo en todo el mundo, con-

siderando el impacto de factores geográ�cos, étnicos y socioeconómicos en las estimaciones

de prevalencia. Aproximadamente 1 de cada 100 niños es diagnosticado con trastorno del

espectro autista en todo el mundo (Zeidan et al., 2022); esta estimación representa una cifra
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promedio ya que la prevalencia observada varía considerablemente entre los diferentes estu-

dios. Sin embargo, algunos estudios bien controlados han reportado cifras signi�cativamente

más altas. Algunas personas con autismo pueden vivir de forma independiente, mientras que

otras están gravemente discapacitadas y necesitan cuidado y apoyo constantes durante toda

su vida.

En los últimos diez años, una cantidad creciente de evidencia ha resaltado la importancia de la

detección temprana para el tratamiento exitoso del autismo. Esto signi�ca que la comunidad

médica debería priorizar el desarrollo de un método diagnóstico asequible y preciso que pueda

identi�car la condición lo más pronto posible.

Tecnologías como los EEG (electroencefalogramas) y la inteligencia arti�cial son herramientas

clave para lograr mejorar la calidad de vida de las personas con estas afecciones, demostrán-

dose a lo largo de los años con el análisis de las señales de la actividad cerebral y el uso de las

neurociencias para brindarle neurorretroalimentación al paciente y rehabilitarle poco a poco

su cognición. Y de la misma manera, los sistemas embebidos, como el más reciente paradigma

tecnológico de la humanidad, juega un papel relevante en el proceso de poder llevar todas

las tecnologías mencionadas al ámbito del cómputo portátil personal con un costo asequible;

como un nodo más en el ecosistema de los ambientes inteligentes.

1.1. Planteamiento del problema

Si bien actualmente existen un sinfín de dispositivos y técnicas (académicas y de aplicación

en campo) para la exploración de las señales de EEG en la rama de las neurociencias, aún

no se cuenta con un dispositivo portátil, de bajo costo y enfocado al diagnóstico de pacientes

en el espectro neurodivergente.

El reto planteado yace en la elaboración de un modelo de procesamiento de señales y una

ANN capaz de caracterizar los EEG en el espectro neurodivergente, todo circunscrito a

una población por edades especí�cas (puesto que el desarrollo y estado neurológico dista

mucho entre grupos de edad) y sexo especí�co dentro del rango del espectro que se desee
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clasi�car (que puede ir desde el autismo hasta trastornos de ansiedad y paranoicos). A su

vez, lo anterior debe ser optimizado correctamente (asumiendo una pérdida en la resolución,

e�ciencia y precisión sin mermar la exactitud y validez), descargado y ejecutado en una

plataforma (sistema embebido) con las capacidades y recursos necesarios para computar las

señales y clasi�carlas (a partir del modelo principal comprimido) y otorgar un veredicto sobre

el paciente, con base de un esquema que apele a la movilidad, portabilidad yfree roaming.

Es importante recalcar la relación que existe entre el hardware (equipo de medición) y la

calidad de señales recabadas para un diagnóstico certero del paciente (ya sea por una red

neuronal o un agente humano experto en el área); por lo que es imprescindible indagar en

las diferencias notables que puedes existir entre un dispositivo de laboratorio profesional (de

banco) contra uno académico (portátil) que posean calidades y capacidades de cómputo muy

similares y las variables que puedan in�uir en detrimento en la calidad de la información a

partir de la presuposición de uno móvil mientras que el otro no.

1.1.1. Preguntas de investigación

Teniendo en cuenta el problema y el uso de la tecnología dirigida en pro de la calidad de vida,

surgen algunas preguntas relacionadas directamente con las funcionalidades y características

de las herramientas más novedosas y la clasi�cación e interpretación de las señales EEG:

¾Cuál es la relación que se da entre el número de canales y el grado de portabilidad de

la herramienta de medición para garantizar calidad e integridad de las señales?

¾Cuáles son las ventajas y limitaciones de las diferentes técnicas de procesamiento

(FFT, DWT, HHT, etc.) y extracción de características de señales EEG (DNN y SVM)

y cuánta precisión tienen en la obtención de información relevante de actividad cerebral

de personas neurodivergentes?

¾Cómo han venido dándose los patrones de interés en la actividad cerebral para la

caracterización y cómo se construye un modelo de actividad cerebral especí�co para los

pacientes neurodivergentes?
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¾Cómo pueden afectar al estudio una alta dispersión en el sexo y edad de los sujetos

de pruebas para el análisis de señales del cerebro en el espectro autista?

1.2. Justi�cación

Los trastornos neurológicos y neurocognitivos han incrementado considerablemente en las

últimas décadas en todo el mundo y, a su vez, el paradigma de esperanza de vida se ha

estado reemplazando poco a poco con el de calidad de vida, pues, de acuerdo a la perspectiva

generacional, es mejor vivir poco tiempo, pero con un cuerpo funcional que vivir mucho

tiempo con un cuerpo doliente (Chaste & Leboyer, 2012). Con ello, la accesibilidad a mejores

y más novedosas tecnologías para el cuidado de la salud están en la mira de los países más

desarrollados.

La �nalidad de este estudio es obtener información clara sobre los mejores métodos de ex-

tracción y caracterización a partir de señales de EEG orientadas a la atención médica para

el diagnóstico de personas neurodivergentes y un equipo portátil con el poder de cómputo

su�ciente y algoritmos ad hocpara fungir como una herramienta embebida capaz de soportar

las funciones necesarias para clasi�car pacientes.

Asimismo, es importante señalar que no hay estudios previos en esta materia con el diseño de

cómputo embebido portátil para atención de pacientes de esta naturaleza. La mayoría de los

equipos portátiles están orientados a la accesibilidad a través de BCI, o bien, como equipo de

laboratorio para estudios en el campo de la neurociencia para facilitar elfree roaming en las

pruebas pertinentes. Y con la propuesta, posicionada en ese nivel de accesibilidad, es factible

alcanzar un mayor número de clínicas para que éstas se hagan de su propio aparato.

A partir de la premisa argumentativa, se pretende cambiar la forma en la que los profesionales

de la salud brindan diagnósticos, facilitando la acotación del espectro neurodivergente, con el

propósito de representar un apoyo más objetivo en el veredicto del padecimiento; favoreciendo

directamente al paciente y allegados, puesto que se podría proveer de una atención clínica

más precisa que aporte mucho más en su rehabilitación.
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1.3. Objetivos

1.3.1. Objetivo general

Desarrollar e implementar un sistema BCI embebido, portátil y de bajo costo como herra-

mienta de apoyo para el diagnóstico de personas neurodivergentes con la ayuda de un modelo

de análisis para caracterización de señales de actividad cerebral.

1.3.2. Objetivos especí�cos

Clasi�car las señales a partir de machine learning utilizando SVM con aprendizaje

supervisado para la detección y neurorretroalimentación de actividad cerebral atípica.

Procesar digitalmente las señales, valiéndose de la FFT y la DWT a través del uso de

redes neuronales optimizadas para procesadores ARM Cortex-M.

Modelar y caracterizar con EEG la actividad cerebral de pacientes neurodivergentes con

una red neuronal de bajo costo de cómputo para su encauzamiento a procesamiento

portátil.

Diseñar una tarjeta electrónica de adquisición de señales EEG (BCI) de 16 canales con

alimentación por batería recargable y comunicación inalámbrica a 5 GHz con protocolo

BLE (Bluetooth Low Energy).

Programar el sistema embebido enfocado a la integración de �rmware (adquisición y

procesamiento de señales) y software (machine learning).

Reportar el impacto en neurorretroalimentación de los desórdenes neurológicos del su-

jeto de pruebas neurodivergente.

Reportar, de manera general, los resultados del dispositivo en cuanto a e�ciencia eléc-

trica, poder de cómputo, portabilidad, precisión y velocidad de adquisición, velocidad

de clasi�cación y procesamiento de señales.
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1.4. Hipótesis

Es posible generar un sistema que permita clasi�car personas neurodivergentes empleando

redes neuronales embebidas.

1.5. Metodología

El proceso de diseño y ejecución experimentales serán llevados a cabo en el Laboratorio de

Ambientes Inteligentes perteneciente al DEPI, bajo el asesoramiento de la Dra. María del

Rosario Baltazar Flores, en el Instituto Tecnológico de León dirigido por el siguiente esquema

de desarrollo:

1. Revisión de bibliografías e investigación:

a) Consultar fuentes bibliográ�cas válidas en el ámbito de la ingeniería, ciencias

computacionales y medicina que se ajusten al enfoque del proyecto.

b) Reportar en una hoja de cálculo el estado del arte con sus respectivas bibliografías

citadas en APA.

c) Discutir la validez y relevancia de las fuentes para la investigación.

d) Reportar toda la información recabada al coasesor y brindar un espacio de asesoría

y retroalimentación de los avances.

e) Visitar centros de neurociencia (De La Salle como tentativo) para consultar in-

formación objetiva de los protocolos éticos y procedurales para las lecturas de

EEG.

f ) Visitar centros de psiquiatría y psicología para consultar información objetiva de

los protocolos éticos y procedurales para el diagnóstico de personas neurodiver-

gentes.
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g) A partir del punto anterior: Identi�car los aspectos neurocomportamentales rele-

vantes que son indispensables para el diagnóstico clínico del espectro neurodiver-

gente.

2. Diseño de hardware embebido para experimentación (equipo de laboratorio):

a) Consultar fuentes bibliográ�cas válidas de proveedores de semiconductores y equi-

pos electrónicos a �n de actualizar el estado del arte en el desarrollo de SoC (System

on a Chip) y turnkey solutionsrelevantes para la construcción del equipo.

b) Diseñar en tarjetas de prototipado los circuitos electrónicos más delicados (hablan-

do de integridad de señales) con tal de poder hacer pruebas y mediciones eléctricas

importantes para obtener un panorama de validez de las señales.

c) Programar �rmware de pruebas para el procesamiento digital de señales en el

ambiente de sistemas embebidos. Esto a través del uso de tarjetas de desarrollo

de evaluación provistas por los fabricantes de microprocesadores.

d) Programar �rmware de pruebas para redes neuronales comprimidas en el ambiente

de sistemas embebidos. Esto a través del uso de tarjetas de desarrollo de evaluación

provistas por los fabricantes de microprocesadores.

e) Diseñar y ensamblar la tarjeta electrónica bajo los estándares del IPC (Institue of

Printed Circuits ) para cumplir las normas internacionales de integridad de señales

analógica y digitales de alta velocidad.

f ) Crear un banco de pruebas para la tarjeta con la �nalidad de probar todas las

funcionalidades y veri�car el correcto funcionamiento de los circuitos yframework

del �rmware.

3. Diseño de software demachine learning para el procesamiento de las señales (base

experimental):

a) El algoritmo base para lograr la clasi�cación de las señales es el siguiente: captura

de señales, preprocesamiento digital de señales (tratamiento con �ltros), procesa-
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miento digital de señales (aplicación de transformadas para extraer características

relevantes), inserción de los datos relevantes en el clasi�cador, interpretación au-

tomatizada del vector de características resultante de la DNN.

b) Seleccionar bases de datos congruentes con el sujeto de estudio y descargarlas en

el servidor de inteligencia arti�cial.

c) Programar las funciones indispensables para el tratamiento de señales digitales

(transformadas y �ltros).

d) De�nir los vectores característicos y programar su ejecución en Keras y Tensor-

Flow.

e) Emplear las técnicas (algoritmos) de clasi�cación de señales pertinentes (SVM) y

analizar otras propuestas para su implementación en el sistema según la e�ciencia,

precisión y exactitud del resultado del procesamiento.

f ) Diseñar y programar la red neuronal de clasi�cación de señales y entrenarla a

través del esquema deldeep learning.

g) Emplear las herramientas del ecosistema de inteligencia arti�cal de STMicroelec-

tronics (AlgoBuild y XCUBENN) para comprimir, optimizar y cargar la red neu-

ronal entrenada en la memoria del microcontrolador ARM de la tarjeta electrónica

desarrollada.

4. Diseño experimental:

a) De�nir el funcionamiento del dispositivo en una habitación aislada no esterilizada

con baja radiación electromagnética de señales inalámbricas (Wi-Fi, Bluetooth,

etc.)

b) De�nir el protocolo de medición del paciente dados los siguientes pasos: Enuncia-

ción de políticas de privacidad y ética experimental, encauzamiento de los paciente

a la zona de pruebas, de�nición de ambiente inmobiliario de interacción para el
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paciente, de�nición de forma de medición de señales y captura (guardado en me-

moria) de las mismas y captura del expediente de la persona medida.

c) Pro�laxis obligatoria de la diadema con los electrocodos en el intercambio de

sujetos de prueba y previo al inicio del procedimiento.

d) Automatizar la captura de señales para garantizar la integridad de las mismas al

restringir el contacto directo con seres humanos u otros objetos.

e) Visualizar en tiempo real en una pantalla de PC el EEG contra el procesamiento

digital de señales y el clasi�cador.

f ) Realizar el entrenamiento redundante posterior a la captura de las señales.

5. Validación de resultados:

a) Colaborar directamente con los centros de neurociencias y profesionales de la psi-

cología y psiquiatría para darle seguimiento al dispositivo.

b) Comparar los resultados del dispositivo contra los diagnósticos clínicos de los pro-

fesionales al posicionar a los pacientes dentro del espectro.

c) Validar estadísticamente los falsos positivos o negativos que se pueden dar y eti-

quetar al aparato con un porcentaje de con�anza subjetivo (puesto que no se puede

suplir éticamente ni funcionalmente a un profesional de la salud).

d) Validar todas las posibilidades de clasi�cación en el espectro neurodivergente a

través de pruebas exhaustivas.

e) Corroborar la capacidad de análisis del equipo dentro de su rango poblacional y

explorar empíricamente su e�cacia con otros grupos.

f ) Abrir la posibilidad de su aplicación y validación a través de su implementación

práctica en las clínicas psiquiátricas para apoyar en el diagnóstico.

1.5.1. Alcance y limitaciones

El alcance del proyecto queda de�nido en los puntos expuestos a continuación:
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El presente estudio explorará la clasi�cación en el espectro neurodivergente (autista)

para los jóvenes de sexo masculino en edades preuniversitarias y universitarias.

La investigación abarcará únicamente al alumnado del ITL Campus 1 y Campus 2 y la

Universidad De La Salle Bajío Campus Campestre.

El hardware BCI sólo tendrá una capacidad de lectura en tiempo real de 16 canales y

su transmisión por BLE a una tasa de 9600 baudios (embebido a PC) sincronizada con

una tasa de muestreo a 250 Hz.

El hardware sólo estará enfocado como herramienta de laboratorio en su diseño indus-

trial , mas no como un producto de consumo electrónico.

La experiencia de usuario en el uso de los electrodos para la recolección de señales

estará acotada a una diadema o casco (no de grado médico).

Las limitaciones del proyecto quedan de�nidos en los puntos expuestos a continuación:

Disponibilidad y disposición de los centros de neurociencias y profesionales de la psico-

logía y psiquiatría en tiempos y capacidad de asesoramiento.

Calidad (en frecuencia de muestreo y resolución) y cantidad de señales EEG diferentes

(pacientes) en las bases de datos a consultar.

Banco de datos incompletos y no actualizados de los centros de investigación en neu-

rociencias.

El período de tiempo de la caracterización de las señales comprende un año y medio

de duración a partir de agosto de 2022.

Disponibilidad de semiconductores en el rubro de microcontroladores y convertidores

analógicos a digitales.

Calidad y certi�cados de estándares austeros o nulos en el suministro de insumos.
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Capítulo 2

Estado del Arte

Esta parte del texto presentará varios métodos para reconocer tareas cognitivas mediante el

análisis de señales EEG usando el DWT para la descomposición de señales. Estos métodos

se han desarrollado basándose en trabajos previos de los autores. Los resultados de sus

experimentos han con�rmado la efectividad de su enfoque propuesto. Esto sugiere que tiene

el potencial de ser una herramienta útil para identi�car patrones EEG anormales en datos

clínicos, ya que puede ayudar a distinguir entre patrones normales y anormales.

Respecto a la posibilidad de usar datos EEG para estudiar el TEA, Bosl et al. (Bosl et

al., 2018) presentan un enfoque basado en datos para demostrar que los valores no lineales

computados de segmentos relativamente cortos de señales EEG en estado de reposo contienen

información que puede usarse como per�les de biomarcadores para posibilitar una predicción

temprana de un futuro desenlace de TEA. Esto propone que la medición EEG usando el

método presentado aquí es una tecnología prometedora para monitorear el desarrollo neural

en una amplia población de niños.

El principal objetivo de Amin et al. (Amin et al., 2017) es proponer un esquema de reco-

nocimiento de patrones para la extracción de características de modo que puedan comparar

los mejores algoritmos de aprendizaje automático para la clasi�cación de señales EEG bajo

diferentes condiciones cognitivas. Los siguientes pasos de�nen la propuesta de procesamiento

para la interpretación de señales EEG postulada por los autores: Extracción de Caracte-
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rísticas, Visualización y Estandarización de Características, Selección de Características y

Clasi�cación de Características.

En la clasi�cación de características, ejecutaron los algoritmos propuestos con resultados

alentadores en pequeñas bases de datos públicas de EEG, revelando que la combinación

de Transformada Wavelet Discreta (DWT) con la Ratio Discriminante de Fisher (FDA) y

técnicas de Análisis de Componentes Principales (PCA) proporcionan un enfoque robusto

de extracción de características para la clasi�cación con Máquinas de Vectores de Soporte

(SVM), k-Vecinos más Cercanos (KNN), Perceptrón Multicapa (MLP) ya que esos algoritmos

mostraron altas precisiones en bajas frecuencias y por encima.

Por otro lado, Bularka et al. (Bularka & Gontean, 2015) profundizaron no solo en los algo-

ritmos de clasi�cación sino también en su e�ciencia y precisión en aplicaciones en tiempo

real para el procesamiento interno y externo de datos EEG. El Método 1 hace posible el

desarrollo de un sistema BCI simple y barato con buenos rendimientos de clasi�cación, ya

que el prototipo consta de un headset EEG Emotiv COPD junto con su API interfazada con

un programa LabVIEW. La desventaja de este método es su pobre tiempo de respuesta para

aplicaciones en tiempo real. El segundo método tiene una mejor precisión de clasi�cación y

es adecuado para implementación en hardware, de esta manera lograron mejor tiempo de

respuesta usando un Sistema Operativo en Tiempo Real (RTOS) montado en un Sistema En

Un Chip (SOC), explotando la capacidad de procesamiento al máximo concurrente digital

del Array de Puertas Programables en Campo (FPGA). Por consiguiente, establece un sóli-

do precedente que hace plausible la integración de un clasi�cador de señales e�ciente en un

sistema embebido.

Djmal et al. (Djemal et al., 2017) presentaron un sistema de Diagnóstico Asistido por Compu-

tadora (CAD) que diferencia automáticamente entre individuos autistas y no autistas me-

diante el análisis de señales EEG. Inicialmente, los autores solo usaron transformada wavelet

discreta (DWT) y características estadísticas, como media, desviación estándar, varianza,

asimetría y curtosis, para extraer las características de la señal EEG. Utilizaron una Red

Neuronal Arti�cial (ANN) para clasi�car a los individuos basándose en las características
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extraídas. Sin embargo, la precisión de clasi�cación fue baja utilizando solo DWT y carac-

terísticas estadísticas para la extracción de características. Los autores descubrieron que la

mayor precisión de clasi�cación se logró cuando combinaron DWT con la entropía de Shannon

para la extracción de características.

La aplicación del método de regularización norma L1 como extractor de características para

el cribado temprano de niños con TEA es el foco de la investigación realizada por Peng et

al. (Peng et al., 2021), que propone un SVM lineal que utiliza este método para clasi�car a

niños con autismo usando características EEG seleccionadas que fueron recogidas mientras

los niños estaban expuestos a estímulos emocionales positivos y negativos. Los experimentos

demostraron que la norma L1 fue efectiva en eliminar características redundantes, identi�car

mejores y mejorar la precisión del cribado. Así que hay otras metodologías que son más

adecuadas para emociones que para procesos cognitivos.

Una de las investigaciones más cercanas al alcance de este proyecto es la de Grossi et al.

(Grossi et al., 2020) ya que desarrollaron un clasi�cador capaz de identi�car signos de TEA

solo con señales EEG de dos electrodos. El Pick and Squash Tracking (PST), un sistema

de aprendizaje automático no supervisado basado en un algoritmo evolutivo, se utilizó para

agrupar registros según las características seleccionadas por el sistema Training with Input

Selection and Testing (TWIST). El trabajo establece otro importante precedente abriendo

el camino a un MLP optimizado capaz de automatizar la clasi�cación de señales EEG, que

puede desarrollarse para ser embebido en un microprocesador.

En resumen, Ibrahim et al. (Ibrahim et al., 2018) desarrollaron un experimento en el que

engloban las metodologías y algoritmos previamente expuestos para asistir en el diagnóstico

de epilepsia y trastorno del espectro autista. Inferieron que la capacidad para analizar auto-

máticamente datos EEG mejorarían la velocidad y precisión de los procesos de diagnóstico,

basándose en la combinación de DWT (extracción de características) y el clasi�cador KNN

obteniendo una alta tasa de precisión.
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Capítulo 3

Marco teórico

3.1. Trastorno del Espectro Autista (TEA)

El trastorno del espectro autista (TEA) es un trastorno del desarrollo neurológico carac-

terizado por di�cultades en la comunicación e interacción social, así como por patrones de

comportamiento, intereses y actividades restringidos, repetitivos y estereotipados. Aunque los

síntomas del autismo pueden variar signi�cativamente entre individuos, estos generalmente

se mani�estan antes de los tres años de edad.

El "espectro" en TEA re�eja la diversidad y variedad de síntomas y grados de discapacidad

que pueden presentar las personas con este trastorno.

1. Di�cultades de Comunicación e Interacción Social :

Problemas para desarrollar y mantener relaciones sociales.

Di�cultad para participar en conversaciones bidireccionales.

Di�cultades para comprender las normas sociales, como turnarse para hablar o

mantener el contacto visual.

Luchar para entender y procesar sus propios sentimientos y los de los demás.
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2. Patrones de Comportamiento, Intereses o Actividades Restringidos y Repe-

titivos :

Movimientos, uso de objetos o habla repetitiva.

Necesidad extrema de rutina y resistencia al cambio.

Intereses restringidos y �jación en ellos.

Hipersensibilidad o hiposensibilidad a los estímulos sensoriales.

Causas y Factores de Riesgo

Aunque la causa exacta del autismo es desconocida, se cree que es el resultado de una

combinación de factores genéticos y ambientales. Los factores de riesgo incluyen tener un

hermano con autismo, tener padres mayores, y la exposición a ciertos factores ambientales

durante el embarazo.

Diagnóstico y Tratamiento

El diagnóstico se realiza principalmente a través de la observación del comportamiento y

desarrollo del niño. Es crucial detectar y empezar a tratar el TEA a una edad temprana para

mejorar el pronóstico a largo plazo. Aunque no existe una cura para el TEA, existen trata-

mientos y terapias, como terapia del comportamiento, terapia ocupacional y medicamentos,

que pueden ayudar a manejar los síntomas y mejorar las habilidades sociales y comunicativas.

La intervención temprana y el apoyo continuo pueden mejorar signi�cativamente la calidad

de vida de las personas con TEA.

Variedad en el Espectro

El TEA es muy variado, y cada persona con autismo tiene un conjunto único de fortalezas

y desafíos. Algunas personas pueden necesitar apoyo signi�cativo en su vida diaria, mientras
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que otras pueden necesitar menos apoyo y, en algunos casos, vivir de forma independiente.

En la Figura 3.1 se muestran algunos de los indicadores.

Figura 3.1: Variación en las características del TEA.

(O�ce, 2023)

3.2. Brain�computer interface (BCI)

Una interfaz cerebro-computadora (BCI, por sus siglas en inglés, "Brain-Computer Interfa-

ce") es una tecnología avanzada que permite la comunicación directa entre el cerebro y los

dispositivos externos, como computadoras o prótesis, sin necesidad de intervención muscular,

como se puede observar en la Figura 3.2. Esta tecnología se basa en la conversión de señales

cerebrales en comandos digitales que pueden ser interpretados por un dispositivo electrónico.

Causas y Factores de Riesgo

1. Adquisición de Señales:
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Se colocan electrodos en el cuero cabelludo para captar la actividad eléctrica del

cerebro (EEG).

También pueden usarse técnicas más invasivas que implican la implantación de

electrodos directamente en el cerebro.

2. Procesamiento de Señales:

Las señales cerebrales crudas se procesan y se �ltran para extraer la información

relevante.

Se traducen las señales en comandos especí�cos mediante algoritmos de decodi�-

cación.

3. Ejecución de Comandos:

Los comandos decodi�cados se usan para controlar dispositivos externos, como

computadoras, sillas de ruedas, o extremidades robóticas.
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Figura 3.2: Componentes de un sistema BCI.

(Shih et al., 2012)

Aplicaciones de las BCI

1. Medicina:

Ayudar a las personas con parálisis a mover prótesis robóticas o a comunicarse.

Rehabilitación de pacientes con daño cerebral o accidentes cerebrovasculares.

2. Investigación:

Estudio del funcionamiento cerebral y desarrollo de nuevas terapias neurológicas.

Investigación en neurociencia y comprensión de procesos cognitivos.

3. Tecnología y Entretenimiento:
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Desarrollo de videojuegos controlados por la mente.

Creación de experiencias inmersivas en realidad virtual.

Retos y Consideraciones Éticas

Las interfaces cerebro-computadora presentan desafíos signi�cativos, tanto técnicos como

éticos. El desarrollo de BCIs más precisas y menos invasivas es un reto en curso. Además, la

posibilidad de acceder y modi�car la actividad cerebral plantea preocupaciones éticas sobre

la privacidad, la autonomía, y la identidad de los individuos.

3.3. Electroencefalograma (EEG)

El electroencefalograma (EEG) es una prueba diagnóstica no invasiva que mide y registra la

actividad eléctrica del cerebro. Es comúnmente usado para investigar trastornos neurológicos

y condiciones como la epilepsia, el trastorno del sueño, y otras alteraciones cerebrales. El EEG

es una herramienta crucial en la neurología, la psiquiatría, y la investigación del cerebro.

Procedimiento del EEG

1. Colocación de Electrodos:

Se colocan electrodos en el cuero cabelludo del paciente.

Los electrodos son pequeños discos metálicos que detectan la actividad eléctrica

del cerebro.

A menudo se utiliza un gorro especial para asegurar la correcta ubicación de los

electrodos.

2. Registro de Actividad Cerebral:

Los electrodos captan las señales eléctricas generadas por las neuronas del cerebro.
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Las señales son ampli�cadas y registradas grá�camente, usualmente en una compu-

tadora.

La actividad cerebral se representa mediante líneas onduladas, cada una corres-

pondiente a un electrodo.

3. Análisis de Datos:

Un neuro�siólogo o neurologista interpreta los patrones y anomalías en el EEG.

Los hallazgos pueden ayudar a diagnosticar o monitorear diversas condiciones

neurológicas.

Aplicaciones del EEG

1. Diagnóstico de Epilepsia:

Identi�cación de anomalías eléctricas asociadas a crisis epilépticas.

Ayuda en la localización del foco epiléptico.

2. Estudio del Sueño:

Evaluación de los patrones de sueño y diagnóstico de trastornos como el insomnio

y la apnea del sueño.

Análisis de las fases del sueño.

3. Investigación del Cerebro:

Estudio de la función cerebral y los procesos cognitivos.

Investigación en neurociencia cognitiva y desarrollo de terapias neurológicas.

4. Interfaces Cerebro-Computadora (BCIs).
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Limitaciones del EEG

Resolución Espacial Limitada: El EEG tiene una resolución espacial (distancia que pue-

de detectar un sensor de imágenes digitales como los satélites o radares) relativamente

baja comparada con otras técnicas de imagen cerebral, como la resonancia magnética

funcional (fMRI).

Limitado a la Super�cie Cortical: El EEG detecta principalmente la actividad eléctrica

de las regiones super�ciales del cerebro, por lo que puede no ser efectivo para evaluar

estructuras cerebrales más profundas.

3.4. Procesamiento Digital de Señales (DSP)

El Procesamiento Digital de Señales (PDS) es un área fundamental en la ciencia y la inge-

niería que se ocupa de la representación, transformación, y manipulación de señales de una

manera digital. En el PDS, las señales analógicas, que son representaciones continuas de va-

riables, son convertidas en señales digitales, que son representaciones discretas, mediante un

proceso de muestreo y cuanti�cación, y luego codi�cadas en formato binario para el análisis

y procesamiento subsiguiente.

Este proceso comienza con la conversión de una señal continua en una señal discreta, tomando

muestras de la señal a intervalos regulares de tiempo. La frecuencia de estas muestras debe

ser adecuada para capturar con precisión la información contenida en la señal original, de

acuerdo con el Teorema de Nyquist, para evitar distorsiones.

Una vez que las señales han sido convertidas en una forma digital, se pueden aplicar diversas

técnicas y operaciones para analizar y manipular estas señales. La Transformada de Fourier

es una técnica crucial en PDS que permite descomponer una señal en sus componentes fre-

cuenciales, facilitando el análisis y �ltrado en el dominio de la frecuencia. El �ltrado digital,

por su parte, es una operación común que permite la atenuación o ampli�cación de ciertas

frecuencias dentro de una señal.
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El PDS tiene una amplia gama de aplicaciones en diversos campos como la medicina, para

el análisis de señales biológicas y de imagen médica; en las comunicaciones, para la mejora

y modulación de señales; en el entretenimiento, para el procesamiento de audio e imágenes;

y en la robótica y control de sistemas, para el diseño de sistemas de control. Además, el

reconocimiento de patrones y características en señales es fundamental para el desarrollo de

tecnologías como el reconocimiento de voz y de imagen.

Las ventajas del PDS sobre el procesamiento analógico de señales incluyen su mayor �exi-

bilidad y precisión, su robustez frente al ruido y otras distorsiones, y la facilidad con la que

las señales digitales pueden ser almacenadas, transmitidas y manipuladas utilizando compu-

tadoras. La relevancia del Procesamiento Digital de Señales probablemente seguirá creciendo

en nuestra era digital contemporánea, impulsando avances en ciencia, tecnología, y medicina.

3.4.1. Teorema de Nyquist-Shannon

El Teorema de Nyquist-Shannon establece que una señal continua en tiempo puede ser com-

pletamente reconstruida a partir de sus muestras si la señal ha sido muestreada a una tasa

su�cientemente alta. Para evitar el aliasing (una distorsión que ocurre cuando se submuestrea

una señal), la señal debe ser muestreada a una frecuencia de muestreof s que sea al menos el

doble de la frecuencia máxima,f max , contenida en la señal. Matemáticamente, esto se expresa

como:

f s � 2 � f max (3.1)

Este valor, 2� f max , se conoce como la Frecuencia de Nyquist. Si se muestrea una señal a una

frecuencia inferior a la Frecuencia de Nyquist, se produce aliasing, donde las frecuencias más

altas de la señal se re�ejan como frecuencias más bajas en la señal muestreada, resultando

en una reconstrucción incorrecta de la señal original.
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Proceso de Muestreo

El proceso de muestreo consiste en tomar valores de la señal en intervalos discretos de tiempo.

Estos valores son representaciones de la amplitud de la señal en puntos especí�cos en el

tiempo. Después de muestrear, cada muestra se cuanti�ca y se codi�ca en formato binario

para su procesamiento y almacenamiento digital.

Importancia y Aplicaciones

La Teoría de Muestreo es fundamental para diversas aplicaciones y campos, como las te-

lecomunicaciones, la medicina, la música, y la ingeniería. Permite la conversión precisa de

señales analógicas a digitales para el procesamiento, análisis, transmisión, y almacenamiento

en sistemas digitales. Es especialmente crucial en el desarrollo de tecnologías de comunicación

digital, procesamiento de audio e imagen, y en el diseño de sistemas de control digital.

3.4.2. Transformada de Fourier

La Transformada de Fourier es una técnica matemática vital que tiene la capacidad de des-

componer una señal o función en componentes de frecuencia, revelando las frecuencias indi-

viduales que conforman la señal original. Esta transformación es fundamental en el análisis

de señales ya que convierte una señal del dominio del tiempo al dominio de la frecuencia,

proporcionando una perspectiva diferente y útil de la señal.

La premisa básica de la Transformada de Fourier es que cualquier señal, incluso las más

complejas, pueden representarse como la suma de funciones sinusoidales, es decir, senos y

cosenos, cada uno con su propia frecuencia, amplitud y fase. Entonces, una señal en el tiempo,

o una función temporal, se transforma en una suma de sinusoides, representando así su

composición frecuencial, como se muestra en la Figura 3.3.
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Figura 3.3: Ejemplo de una señal digital y su espectro de amplitud.

(Tan, 2008)

En el caso de señales continuas, la Transformada de Fourier se de�ne mediante una inte-

gral que transforma la función o señal en una función de frecuencia compleja, donde cada

punto en el dominio de frecuencia representa la amplitud y la fase de una sinusoidal de esa

frecuencia particular. Para señales discretas, se utiliza la Transformada Discreta de Fourier

(DFT), que realiza una operación similar para secuencias de números, proporcionando así

una representación frecuencial de señales discretas o digitalizadas.

En términos prácticos, la implementación e�ciente de la DFT, conocida como la Transformada

Rápida de Fourier (FFT), es esencialmente un pilar en el procesamiento digital de señales, ya

que reduce signi�cativamente el tiempo de cómputo necesario para calcular los componentes

frecuenciales de una señal, siendo crucial en aplicaciones en tiempo real y en sistemas con

recursos limitados.

Las aplicaciones de la Transformada de Fourier son vastas y diversas, abarcando desde el

análisis espectral, donde se estudian las componentes frecuenciales de señales, hasta el pro-

27



cesamiento de imágenes y audio, donde se realiza �ltrado y modi�cación de señales en el

dominio de la frecuencia. También es fundamental en el campo de las comunicaciones, donde

la modulación y demodulación de señales se basa en gran medida en la manipulación de

componentes frecuenciales de las señales.

3.4.2.1. Transformada Discreta de Fourier (DFT)

La Transformada Discreta de Fourier (DFT) es un método matemático utilizado para trans-

formar una secuencia de números complejos (señal discreta) del dominio del tiempo al dominio

de la frecuencia. Es una versión discreta de la Transformada de Fourier y es especialmente

útil en el análisis y procesamiento de señales digitales.

La DFT convierte una secuencia de valores complejos, que usualmente representan amplitudes

en puntos discretos en el tiempo, en otro conjunto de valores complejos que representan

amplitudes y fases de sinusoides de frecuencias discretas. En otras palabras, permite expresar

una señal en términos de sus componentes de frecuencia, revelando la presencia de sinusoides

de diferentes frecuencias en la señal original.

Matemáticamente, la DFT de una secuenciax[n] de N números se de�ne como:

X [k] =
N � 1X

n=0

x[n] � e� j (2�=N )�k�n (3.2)

Aquí, X [k] representa los coe�cientes de la DFT, cada uno correspondiente a una frecuencia

diferente. Cada coe�cienteX [k] es un número complejo que indica la amplitud y la fase de

una sinusoidal de una frecuencia especí�ca.

3.4.2.2. Transformada Rápida de Fourier (FFT)

La Transformada Rápida de Fourier (FFT, por sus siglas en inglés Fast Fourier Transform)

es un algoritmo que calcula de manera e�ciente la Transformada Discreta de Fourier (DFT)

y su inversa. La DFT transforma una secuencia de números complejos (señal en el dominio

del tiempo) a otra secuencia de números complejos (señal en el dominio de la frecuencia),
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permitiendo el análisis de las componentes frecuenciales de una señal.

E�ciencia Computacional

Mientras que la DFT tiene una complejidad computacional deO(N 2), dondeN es el número

de puntos de la señal, la FFT reduce esta complejidad aO(N logN ), permitiendo la trans-

formación de señales más largas de manera e�ciente. Esto la hace particularmente valiosa en

una gran variedad de aplicaciones prácticas, como el procesamiento de señales, imágenes y

sonidos, y en la solución de ecuaciones diferenciales parciales, entre otras.

Desarrollo del Algoritmo

El algoritmo FFT fue popularizado por James W. Cooley y John W. Tukey en 1965, aunque

algunas versiones ya habían sido propuestas anteriormente. El algoritmo de Cooley-Tukey,

también conocido como la FFT Radix-2, es quizás la versión más conocida de la FFT, y es

especialmente e�ciente cuando el número de puntos de la señal,N , es una potencia de 2.

Funcionamiento del Algoritmo

La FFT explota la simetría y periodicidad de las funciones trigonométricas para reducir el

número de cálculos necesarios para obtener la DFT. Divide la secuencia de entrada en sub-

secuencias más pequeñas y calcula sus DFT de manera recursiva. Estas DFT más pequeñas

se combinan para obtener la DFT de la secuencia completa.

3.4.3. Transformada Wavelet

La Transformada Wavelet es una técnica matemática utilizada para descomponer señales,

muy similar en propósito a la Transformada de Fourier, pero con algunas diferencias clave.

Mientras que la Transformada de Fourier descompone la señal en sinusoides de diferentes

frecuencias, la Transformada Wavelet descompone la señal en �wavelets�, que son funciones
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matemáticas construidas de tal manera que tienen un valor medio de cero, como se muestra

en la Figura 3.4.

Figura 3.4: Funciones Wavelet, es decir, funciones de base única de las familias DAUB4 y

DAUB20.

(Press, 2009)

Características de la Transformada Wavelet

Una de las principales características de la Transformada Wavelet es su capacidad para

analizar señales a diferentes escalas o resoluciones, proporcionando así una representación

multiresolución de la señal. Esto permite un análisis más detallado de la señal en diferentes

puntos temporales y frecuenciales, siendo muy útil para analizar señales no estacionarias, es

decir, señales cuyas características frecuenciales cambian con el tiempo.

Funcionamiento del Wavelet

La Transformada Wavelet utiliza funciones llamadas wavelets, que son generadas por dila-

taciones y traslaciones de una función madre wavelet. Esto permite representar una señal
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como una suma de wavelets dilatados y trasladados. El proceso de transformada produce

coe�cientes que representan la correlación entre la señal y el wavelet en diferentes escalas y

posiciones, ofreciendo información sobre la presencia de características en la señal a diferentes

niveles de detalle.

Aplicaciones de la Transformada Wavelet

La Transformada Wavelet tiene una variedad de aplicaciones, incluyendo:

1. Procesamiento de Imágenes y Señales: Para la detección de bordes, reducción de ruido,

y compresión.

2. Medicina: En el análisis de señales biomédicas como los electrocardiogramas.

3. Análisis de Audio: Para la detección y análisis de características musicales y de sonido.

4. Finanzas: En el análisis de series temporales �nancieras para la detección de tendencias

y anomalías.

Ventajas sobre la Transformada de Fourier

La principal ventaja de la Transformada Wavelet sobre la Transformada de Fourier es su

capacidad para proporcionar información temporal y frecuencial simultáneamente. La Trans-

formada de Fourier, especialmente en su forma básica, proporciona información solo en el

dominio de la frecuencia, sin información sobre el momento exacto en el que ocurren los

eventos en la señal. La Transformada Wavelet, en cambio, puede mostrar cómo el contenido

frecuencial de una señal cambia con el tiempo.

3.4.3.1. Transformada Wavelet Continua (CWT)

La Transformada Wavelet Continua (CWT, por sus siglas en inglés) es una técnica utilizada

para descomponer una señal en función de wavelets a diferentes escalas y traslaciones. A

diferencia de su contraparte discreta (DWT), que opera en escalas y traslaciones discretas,
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la CWT analiza la señal a lo largo de un continuo de escalas y traslaciones. Esto proporciona

una vista más detallada y granular del contenido de la señal.

La CWT de una señalx(t) se de�ne mediante la siguiente fórmula:

CWTx (a; b) =
1

p
jaj

Z 1

�1
x(t) �

�
t � b

a

�
dt (3.3)

Donde:

a es el parámetro de escala. Cuandoa es mayor que 1, estamos observando una dilata-

ción del wavelet (es decir, una versión estirada), y cuandoa es menor que 1, estamos

observando una compresión.

b es el parámetro de traslación, que desplaza la función wavelet a lo largo de la señal.

 � (t) es el complejo conjugado de la función wavelet madre, una función que cumple

ciertas condiciones (como tener un promedio de cero).

Interpretación

La idea básica detrás de la CWT es "deslizar"la función wavelet a través de la señalx(t)

y calcular la similitud entre la señal y el wavelet en cada punto. Esta operación se realiza

a diferentes escalas (es decir, diferentes frecuencias) y traslaciones. Cuando el coe�ciente de

la CWT es grande en magnitud en un punto particular (a, b), indica que hay una fuerte

correlación entre la señal y la wavelet madre dilatada y trasladada en esa escala y posición

especí�ca. Esto ayuda a detectar características o eventos en la señal que tienen una forma

similar a la wavelet en una escala especí�ca.

Aplicaciones

Debido a su naturaleza continua y su capacidad para proporcionar información detallada a

diferentes escalas, la CWT es particularmente útil en aplicaciones donde se requiere una alta

resolución temporal y frecuencial, como:
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1. Detección de eventos transitorios: Puedes identi�car eventos que tienen una duración

corta en una señal.

2. Análisis de señales no estacionarias: Cuando las características de la señal cambian con

el tiempo.

3.4.3.2. Transformada Wavelet Discreta (DWT)

La Transformada Wavelet Discreta (DWT, por sus siglas en inglés) es una técnica de proce-

samiento de señales que descompone una señal en diferentes niveles de detalle, utilizando un

conjunto de funciones matemáticas conocidas como wavelets. A diferencia de la Transformada

Wavelet Continua (CWT), la DWT opera sobre escalas y posiciones discretas.

La Transformada Wavelet Discreta de una señal se puede de�nir mediante la relación:

DWTx [j; k ] =
N � 1X

n=0

x[n] �
�
2j n � k

�
(3.4)

Aquí, j y k son enteros que representan la escala y la posición, respectivamente, yN es el

número total de muestras en la señal. El término � representa el complejo conjugado de la

función wavelet madre.

Proceso de Descomposición

En la DWT, una señal se descompone en dos partes en cada nivel de la transformada: los

coe�cientes de aproximación y los coe�cientes de detalle.

Los coe�cientes de aproximación representan la parte de baja frecuencia de la señal,

proporcionando una visión general o aproximada de la señal.

Los coe�cientes de detalle representan la parte de alta frecuencia de la señal, propor-

cionando información sobre los cambios rápidos y detalles �nos en la señal.

Este proceso de descomposición se puede repetir en los coe�cientes de aproximación para

obtener una representación multiresolución de la señal original.
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3.4.4. Clasi�cadores (Machine Learning)

En Machine Learning, un clasi�cador es un modelo que se utiliza para asignar una etiqueta

de clase a un objeto en función de sus características. En otras palabras, un clasi�cador es

un algoritmo de aprendizaje automático que se entrena para distinguir entre diferentes clases

de objetos en un conjunto de datos.

Los clasi�cadores son un tipo común de modelo de aprendizaje supervisado en el que se

proporciona al modelo un conjunto de datos etiquetados, es decir, un conjunto de datos en

el que cada objeto ya tiene una etiqueta de clase conocida. El modelo utiliza estos datos

etiquetados para aprender a distinguir entre las diferentes clases.

Por ejemplo, en un problema de clasi�cación de correo electrónico, el modelo podría aprender

a distinguir entre correos electrónicos legítimos y spam. El modelo se entrena utilizando un

conjunto de datos etiquetados que incluye correos electrónicos conocidos que son legítimos

y correos electrónicos conocidos que son spam. El modelo utiliza las características de los

correos electrónicos, como el remitente, el asunto y el contenido, para determinar si un correo

electrónico nuevo es legítimo o spam.

Los clasi�cadores pueden ser de diferentes tipos, como el algoritmo de k-vecinos más cercanos

(k-NN), árboles de decisión, redes neuronales, etc. La elección del clasi�cador depende de la

naturaleza del problema de clasi�cación y de las características de los datos.

Una vez que se ha entrenado el clasi�cador, se puede utilizar para clasi�car objetos no

etiquetados. El modelo examina las características de los objetos no etiquetados y utiliza la

información que ha aprendido durante el entrenamiento para asignar una etiqueta de clase a

cada objeto.

A continuación se describen algunos elementos importantes que deben considerarse en un

clasi�cador:

Exploratory Data Analysis (EDA): Es un enfoque en el análisis de datos que se enfoca

en descubrir patrones, relaciones y tendencias en los datos. El EDA se realiza típicamen-

te en una etapa temprana del proceso de análisis de datos y se utiliza para comprender
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mejor las características del conjunto de datos. El EDA implica la exploración y vi-

sualización de los datos para identi�car patrones y anomalías. Algunas de las técnicas

comunes utilizadas en el EDA incluyen la creación de grá�cos de dispersión, histogra-

mas, diagramas de caja, matrices de correlación y diagramas de densidad, entre otros.

El EDA también puede incluir la identi�cación de valores atípicos, la imputación de

datos faltantes y la detección de valores extremos. También puede ayudar a identi�car

las características importantes o relevantes en el conjunto de datos, lo que puede ser

útil para seleccionar las variables adecuadas para el análisis. El EDA se considera una

práctica importante en el análisis de datos porque ayuda a los analistas a comprender

mejor los datos que están analizando y a tomar decisiones más informadas sobre cómo

procesar y modelar los datos. Además, el EDA puede ayudar a identi�car problemas

en los datos, como datos faltantes o errores de medición, que pueden afectar la calidad

del análisis.

Model Evaluation: El model evaluation (evaluación del modelo) es un proceso crítico

en el aprendizaje automático, que implica la evaluación del rendimiento del modelo

de clasi�cación en términos de su capacidad para hacer predicciones precisas en datos

no vistos. En el contexto de un algoritmo de clasi�cación, el model evaluation implica

la evaluación del modelo en un conjunto de datos de prueba independiente, que no se

ha utilizado para entrenar el modelo. El objetivo es evaluar la capacidad del modelo

para generalizar a datos no vistos y prevenir el sobreajuste al conjunto de datos de

entrenamiento.

3.4.4.1. Clasi�cador ANN (Arti�cial Neural Network)

Las redes neuronales arti�ciales (ANN) son una familia de modelos utilizados en el aprendi-

zaje de máquina. Aunque existen muchos tipos de ANN, todas se basan en el mismo principio

básico: el procesamiento paralelo de información a través de unidades de cálculo interconec-

tadas, llamadas "neuronas". En la Figura 3.5 se puede apreciar el proceso básico.
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Figura 3.5: Proceso iterativo de aprendizaje (entrenamiento) de una red neuronal.

(Pramoditha, 2022)

El algoritmo de clasi�cación en una ANN funciona en esencia a través de dos etapas princi-

pales: la fase de entrenamiento y la fase de clasi�cación o predicción (ANN_1 ).

1. Fase de entrenamiento: La red se entrena a través de un conjunto de datos de entre-

namiento, que consta de entradas y salidas correspondientes. Cada neurona recibe una

entrada, la pondera en relación con su peso (que inicialmente se establece de manera

aleatoria), aplica una función de activación y luego pasa el resultado a la siguiente

neurona. Este proceso se repite a través de todas las capas de la red hasta llegar a la

salida. A continuación, se compara la salida de la red con la salida deseada y se calcula

el error. Este error se propaga de vuelta a través de la red en un proceso llamado "back-

propagation", y los pesos de la red se ajustan para minimizar el error. Este proceso se

repite para cada ejemplo en el conjunto de datos de entrenamiento, a menudo múltiples

veces, hasta que el error de la red sobre el conjunto de datos de entrenamiento es lo

su�cientemente bajo.

2. Fase de clasi�cación o predicción: Una vez que la red ha sido entrenada, puede utilizarse

para clasi�car nuevas entradas. Cada nueva entrada se pasa a través de la red de

la misma manera que durante el entrenamiento, pero esta vez no se realiza ninguna
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backpropagation ni ajuste de los pesos. La salida de la red es la clasi�cación de la

entrada.

Es importante mencionar que existen varias técnicas y enfoques para entrenar una red neu-

ronal arti�cial y también diferentes tipos de redes neuronales arti�ciales, como las redes

perceptrón multicapa, las redes convolucionales, las redes recurrentes, etc. Cada una de es-

tas redes puede ser más adecuada para ciertos tipos de problemas de clasi�cación que otras

(ANN_2 ). Por ejemplo, las redes convolucionales son ampliamente utilizadas para la clasi-

�cación de imágenes, mientras que las redes recurrentes son a menudo la elección preferida

para problemas de secuencias, como el procesamiento del lenguaje natural.

MLP (Multilayer Perceptron)

El perceptrón multicapa (MLP, por sus siglas en inglés), es una clase de red neuronal arti�cial

que se compone de al menos tres capas de nodos: una capa de entrada, una o más capas ocultas

y una capa de salida. A diferencia de un perceptrón simple, que sólo puede resolver problemas

linealmente separables, un MLP puede resolver problemas que son no linealmente separables.

1. Capa de entrada: La primera capa de la red es la capa de entrada. Cada nodo en esta

capa representa una característica de entrada. La capa de entrada toma el conjunto de

datos y los pasa a la siguiente capa (la primera capa oculta) sin modi�carlos.

2. Capas ocultas: Las capas ocultas son donde ocurre la mayor parte del cálculo en un

MLP. Cada nodo en una capa oculta representa una combinación lineal de las salidas

de la capa anterior, seguida de una transformación no lineal, o función de activación.

Existen varias funciones de activación que se utilizan comúnmente, como la función

sigmoidal, la tangente hiperbólica y la función ReLU (unidad lineal recti�cada).

3. Capa de salida: La última capa de la red es la capa de salida. Cada nodo en la capa

de salida representa una combinación lineal de las salidas de la última capa oculta. En

un problema de clasi�cación, cada nodo podría representar una clase diferente, y la red
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podría ser entrenada para activar el nodo correspondiente a la clase correcta para cada

entrada.

Durante el entrenamiento, el MLP utiliza un algoritmo llamado backpropagation para ajustar

los pesos de la red. La red comienza con pesos aleatorios, y utiliza la retropropagación para

actualizar iterativamente los pesos para minimizar la diferencia entre la salida prevista de la

red y la salida real para cada entrada en el conjunto de entrenamiento.

El MLP es un tipo de red "feedforward", lo que signi�ca que la información �uye a través de

la red en una sola dirección: de la capa de entrada, a través de las capas ocultas, y �nalmente

a la capa de salida, como se observa en la Figura 3.6. No hay conexiones de retroalimentación

en las que las salidas de la red se retroalimenten en sí mismas. Esto es diferente de otros

tipos de redes neuronales, como las redes neuronales recurrentes, que sí tienen conexiones de

retroalimentación.

Figura 3.6: Ejempli�cación de la arquitectura del perceptrón multicapa (Bre et al., 2017).

Convolutional Neural Network (CNN)

Las Redes Neuronales Convolucionales (CNN, por sus siglas en inglés de Convolutional Neural

Networks) son una categoría especializada de redes neuronales que han demostrado ser parti-

cularmente e�caces en tareas relacionadas con el procesamiento de imágenes. Están diseñadas
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para reconocer patrones visuales directamente desde imágenes con mínima preprocesamien-

to. Aunque inicialmente fueron desarrolladas para el análisis de imágenes, se han adaptado

y utilizado en una amplia variedad de aplicaciones, desde el análisis de secuencias hasta el

procesamiento de audio. A continuación de se describen las principales características de este

tipo de red:

1. Capas Convolucionales: Esta es la piedra angular de las CNNs. Durante la convolución,

pequeñas matrices (llamadas �ltros o núcleos) se desplazan a lo largo de la imagen para

producir un mapa de características. Estos �ltros son entrenables, lo que signi�ca que

la red aprende los �ltros más adecuados para extraer características relevantes de una

imagen.

2. Función de Activación: Por lo general, después de la convolución, se aplica una función

de activación, comúnmente la función ReLU (Recti�ed Linear Unit), que introduce no

linealidades en el modelo.

3. Capas de Agrupamiento (Pooling): Estas capas reducen la dimensionalidad espacial

de la entrada para disminuir la cantidad de parámetros y cálculos en la red. Un tipo

común de agrupamiento es el "max pooling", que selecciona el valor máximo de un

grupo particular de valores.

4. Capas Totalmente Conectadas (Fully Connected): Estas capas son similares a las capas

en una red neuronal tradicional. Una vez que las características han sido extraídas por

las capas anteriores, las capas totalmente conectadas interpretan estas características

y producen la salida �nal de la red.

5. Capa de Aplanamiento (Flatten): Antes de pasar los mapas de características a las

capas totalmente conectadas, es común aplanarlos o convertirlos en un vector.

El entrenamiento de redes neuronales suele ser la parte más prolongada y desa�ante en la

creación de CNNs (Redes Neuronales Convolucionales) para el aprendizaje profundo. En la
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etapa de aprendizaje supervisado, se enseña a la red a realizar una tarea especí�ca, como la

clasi�cación de imágenes. Este proceso implica la recolección de un conjunto de datos extenso,

que puede contener miles o millones de imágenes. Estas imágenes se suministran a la red, per-

mitiéndole predecir lo que cada imagen representa. Si la predicción es incorrecta, es necesario

actualizar las neuronas con la respuesta correcta para asegurar que las predicciones futuras

para la misma imagen sean precisas. Dicho proceso se repite hasta que los desarrolladores

consideren que la exactitud de las predicciones de la red neuronal es satisfactoria.

LSTM (Long Short Term Memory)

La Memoria a Largo y Corto Plazo (LSTM) es una variante de las redes neuronales recu-

rrentes. En las RNN, la salida de un paso anterior se utiliza como entrada en el paso actual.

La LSTM fue propuesta por Hochreiter y Schmidhuber para solucionar el problema de las

dependencias a largo plazo en las RNN. Estas redes a menudo no pueden predecir palabras

que dependen de información almacenada hace mucho tiempo, pero son más precisas con

datos recientes. Las RNN convencionales no son e�cientes cuando el intervalo entre datos

relevantes es muy largo. Por otro lado, las LSTM están diseñadas para retener información

durante períodos extensos y son útiles para procesar, predecir y clasi�car datos secuenciales

como series temporales.

La Memoria a Largo y Corto Plazo (LSTM) es una red neuronal recurrente especializada en

manejar datos secuenciales como series de tiempo, voz y texto. Estas redes pueden aprender

dependencias a largo plazo en datos secuenciales, lo que las hace aptas para tareas como

traducción de idiomas, reconocimiento de voz y predicción de series temporales.

Una RNN convencional tiene un único estado oculto que se transmite a lo largo del tiempo, lo

cual puede complicar el aprendizaje de dependencias de largo alcance. Las LSTM resuelven

esto con una celda de memoria, que puede mantener información durante mucho tiempo. Esta

celda es gestionada por tres compuertas: de entrada, de olvido y de salida. Estas compuertas

determinan qué información se añade, se elimina o se emite desde la celda de memoria.

La compuerta de entrada decide qué información se introduce en la celda. La de olvido
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determina qué datos se descartan de la celda, y la de salida establece qué información se

extrae de ella. Gracias a esta estructura, las LSTM pueden decidir qué información conservar

o eliminar, permitiéndoles aprender dependencias a largo plazo.

Las LSTM se pueden apilar para formar redes LSTM profundas, lo que permite aprender

patrones aún más complejos en datos secuenciales. Además, las LSTM pueden combinarse con

otras arquitecturas de redes neuronales, como las Redes Neuronales Convolucionales (CNN)

para el análisis de imágenes y videos.

Ventajas de LSTM:

1. Las redes LSTM son capaces de capturar dependencias a largo plazo gracias a su celda

de memoria especializada en almacenar información a lo largo del tiempo.

2. A diferencia de las RNN tradicionales, que enfrentan problemas de gradientes que des-

aparecen o explotan al entrenarse con secuencias largas, las LSTM solucionan este

inconveniente a través de un mecanismo de compuertas que selecciona o descarta in-

formación de manera selectiva.

3. Las LSTM permiten que el modelo capture y recuerde contextos importantes, incluso

cuando existe un intervalo de tiempo considerable entre eventos relevantes en una se-

cuencia. Por esto, se utilizan en tareas donde entender el contexto es crucial, como en

la traducción automática.

Desventajas de LSTM:

1. En comparación con arquitecturas más sencillas, como las redes neuronales feed-forward,

las redes LSTM son computacionalmente más costosas. Esto puede limitar su escalabi-

lidad para conjuntos de datos de gran tamaño o en entornos con recursos limitados.

2. El entrenamiento de las redes LSTM puede ser más prolongado en comparación con

modelos más simples, debido a su complejidad computacional. Por lo tanto, entrenar

LSTM a menudo requiere más datos y tiempos de entrenamiento prolongados para

lograr un alto rendimiento.
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3. Dado que procesan las palabras de manera secuencial, es difícil paralelizar el trabajo

al procesar oraciones.

3.4.5. Herramientas de validación estadística

3.4.5.1. Análisis de componentes principales (PCA)

El análisis de componentes principales (PCA, por sus siglas en inglés) es una técnica de re-

ducción de dimensionalidad utilizada en estadística y aprendizaje automático para identi�car

las características más importantes o relevantes en un conjunto de datos. PCA se utiliza para

transformar un conjunto de datos de alta dimensionalidad en un conjunto de datos de menor

dimensionalidad, mientras se mantiene la mayor parte de la variabilidad en los datos.

El objetivo principal de PCA es encontrar una transformación lineal de los datos originales

en un nuevo conjunto de variables (componentes principales) que son ortogonales entre sí y

que capturan la mayor cantidad posible de variabilidad en los datos originales. La primera

componente principal es la dirección en la que los datos tienen la mayor varianza, la segunda

componente principal es la dirección con la mayor varianza restante, y así sucesivamente. En

general, las componentes principales se ordenan de acuerdo a su varianza, de mayor a menor.

(MDC_6 ; MDC_7 )

Para calcular las componentes principales, se realiza una descomposición de valores propios

de la matriz de covarianza o de la matriz de correlación de los datos originales. Esta descom-

posición de valores propios identi�ca los vectores propios y los valores propios de la matriz

de covarianza o correlación, que a su vez de�nen las componentes principales.

La reducción de dimensionalidad que proporciona PCA puede tener varios bene�cios, como

una mayor e�ciencia computacional en algoritmos de aprendizaje automático, una mejor

visualización de los datos y una reducción del ruido y redundancia en los datos.

Es importante destacar que PCA asume que los datos están linealmente correlacionados y

que las variables tienen igual importancia en la transformación. En algunos casos, donde las

relaciones no son lineales o donde algunas variables son más importantes que otras, puede ser
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necesario utilizar técnicas de reducción de dimensionalidad más avanzadas y personalizadas.

Figura 3.7: Eigenvectores del proceso de reducción de dimensionalidad. El componente

principal 1 corresponde a la varianza de ambas variables, A y B (Alumni, 2022).

3.4.5.2. Validación cruzada k-fold

La validación k-fold es una técnica de validación cruzada que se utiliza para evaluar la

capacidad de generalización de un modelo de aprendizaje automático. Esta técnica se utiliza

para estimar el rendimiento del modelo en datos no vistos, es decir, en datos que no se han

utilizado para entrenar el modelo.

El proceso de validación k-fold implica dividir el conjunto de datos en k subconjuntos o

"pliegues"de tamaño similar. A continuación, se entrena el modelo en k-1 de los subconjuntos

y se evalúa en el subconjunto restante. Este proceso se repite k veces, utilizando cada uno

de los subconjuntos como conjunto de validación exactamente una vez. En cada iteración,

se evalúa el desempeño del modelo en el subconjunto de validación y se registra una medida

de rendimiento, como la precisión o el error de predicción, como se observa en la Figura

3.8(MDC_8 ).

Al �nal de las k iteraciones, se promedian las medidas de rendimiento para obtener una

estimación general del rendimiento del modelo en datos no vistos. Esta técnica de validación

cruzada ayuda a evitar el sobreajuste del modelo, ya que se entrena y evalúa en diferentes
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subconjuntos de datos en cada iteración.

La validación k-fold se utiliza comúnmente para ajustar los hiperparámetros del modelo, ya

que permite una evaluación más precisa y robusta de los hiperparámetros. Por ejemplo, se

pueden probar diferentes valores de hiperparámetros en cada iteración y evaluar el rendi-

miento del modelo en datos no vistos.

En resumen, la validación k-fold es una técnica de validación cruzada que se utiliza para

evaluar el rendimiento de un modelo de aprendizaje automático en datos no vistos, evitando

el sobreajuste y permitiendo una evaluación más precisa y robusta de los hiperparámetros

del modelo. (MDC_1 ; MDC_2 )

Figura 3.8: Ejempli�cación del funcionamiento de la validación cruzada k-fold (Guerrero,

2021).

3.4.6. Evaluadores de modelo

3.4.6.1. Matriz de confusión

Una matriz de confusión es una herramienta que se utiliza para evaluar el desempeño de un

modelo de clasi�cación. Esta matriz muestra el número de predicciones correctas e incorrectas

que hace un modelo en cada una de las clases. (MDC_3 )
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La matriz de confusión se construye comparando las predicciones del modelo con las clases

reales de los datos. En la matriz, cada �la representa la clase real, mientras que cada columna

representa la clase predicha por el modelo. Los elementos de la diagonal principal de la

matriz representan las predicciones correctas, mientras que los elementos fuera de la diagonal

principal representan las predicciones incorrectas. (MDC_4 )

Por ejemplo, en una matriz de confusión de dos clases (Tabla 3.1), la primera �la podría

representar la clase �positivo� y la segunda �la podría representar la clase �negativo�. Si el

modelo clasi�ca correctamente 20 ejemplos como positivos y 30 ejemplos como negativos,

mientras que clasi�ca incorrectamente 5 ejemplos positivos como negativos y 10 ejemplos

negativos como positivos, la matriz de confusión se vería así:

Cuadro 3.1: Ejemplo de matriz de confusión.

Clase predicha: "Positivo" Clase predicha: "Negativo"

Clase real: "Positivo" 20 5

Clase real: "Negativo" 10 30

A partir de la matriz de confusión, se pueden calcular diversas métricas de evaluación del

modelo, como la precisión, la sensibilidad y la especi�cidad, entre otras. Estas métricas son

útiles para entender cómo se desempeña el modelo en cada clase y para comparar diferentes

modelos de clasi�cación. En general, una buena matriz de confusión se caracteriza por tener

valores altos en la diagonal principal y valores bajos fuera de la diagonal principal.

3.4.6.2. Métricas de clasi�cación

Las métricas de clasi�cación son medidas que se utilizan para evaluar el rendimiento de un

modelo de clasi�cación. Las métricas más comunes son las siguientes:

1. Exactitud (accuracy): mide el porcentaje de predicciones correctas del modelo en el

conjunto de datos de prueba. Es la proporción de casos totales que se han clasi�cado
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correctamente.

Accuracy =
(V P + V N)

(V P + FP + V N + FN )
(3.5)

2. Precisión (precision): mide la proporción de predicciones positivas verdaderas entre

todas las predicciones positivas, es decir, cuántas de las predicciones positivas son real-

mente verdaderas. La precisión se utiliza para evaluar la exactitud del modelo cuando

predice una clase positiva.

P recision =
V P

(V P + FP)
(3.6)

3. Recall (sensibilidad): mide la proporción de predicciones positivas verdaderas entre

todos los casos positivos reales en el conjunto de datos de prueba, es decir, cuántos de

los casos positivos fueron detectados correctamente por el modelo. El recall se utiliza

para evaluar la capacidad del modelo para detectar correctamente los casos positivos.

Recall =
V P

(V P + FN )
(3.7)

4. Especi�cidad: mide la proporción de predicciones negativas verdaderas entre todos los

casos negativos reales en el conjunto de datos de prueba, es decir, cuántos de los casos

negativos fueron detectados correctamente por el modelo.

Especif icidad =
V N

(FP + V N)
(3.8)

5. F1 Score: es una medida que combina la precisión y el recall en una sola métrica. El

F1 Score es la media armónica de la precisión y el recall, y es una buena medida de

rendimiento cuando las clases están desequilibradas.

F 1Score=
2 � (P recision � Recall)

(P recision + Recall)
(3.9)

En general, se utiliza una combinación de estas métricas para evaluar el rendimiento del

modelo de clasi�cación. Por ejemplo, en un problema de detección de fraudes, el recall puede

ser más importante que la precisión, ya que es más importante detectar correctamente los
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casos de fraude, incluso si se generan algunos falsos positivos. Por otro lado, en un problema

de diagnóstico médico, la precisión puede ser más importante que el recall, ya que es más

importante no diagnosticar erróneamente a un paciente sano.

3.5. Placa de Circuito Impreso (PCB)

Una Placa de Circuito Impreso (PCB, por sus siglas en inglés de Printed Circuit Board) es un

componente fundamental en electrónica que se utiliza para conectar física y eléctricamente

componentes electrónicos mediante pistas conductivas, pad, y otras características grabadas

desde láminas de cobre laminadas sobre un sustrato no conductor, generalmente de material

de �bra de vidrio (véase Figura 3.9).

Estructura de un PCB

1. Capas de Cobre: Un PCB contiene una o más capas de cobre, que transportan corrien-

te eléctrica. En PCBs multicapa, estas capas de cobre están separadas por capas de

material aislante.

2. Sustrato (o Substrato): Es el material base de la PCB, y suele ser de �bra de vidrio

(FR4). Proporciona rigidez mecánica a la PCB.

3. Máscara de Soldadura: Esta capa, usualmente de color verde, se coloca sobre la capa de

cobre y ayuda a prevenir cortocircuitos, protege contra la corrosión y facilita el proceso

de soldadura.

4. Serigrafía (o leyenda/silk-screen): Es la capa que contiene las indicaciones, números y

letras, para facilitar la colocación y soldadura de los componentes.

5. Vías: Son pequeños agujeros llenos de metal que conectan las diferentes capas de cobre

de un PCB multicapa.
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Figura 3.9: Esquema de apilamiento de capas de un PCB (AllPCB, 2017).

Diseño y fabricación

El diseño de un PCB se realiza mediante software especializado, y una vez diseñado, se envía

a una empresa de fabricación de PCB para su producción. El proceso de fabricación implica

la creación de las pistas de cobre, la perforación de los agujeros para los componentes y las

vías, y la aplicación de la máscara de soldadura y serigrafía.

Aplicaciones

Los PCBs se utilizan en prácticamente todos los dispositivos electrónicos, desde dispositivos

simples como calculadoras y relojes, hasta dispositivos más complejos como computadoras y

teléfonos móviles. Permiten la conexión de componentes de manera ordenada y compacta, y

son fundamentales en la creación de circuitos electrónicos �ables y robustos.

Ventajas

1. Fiabilidad y Durabilidad: Los PCBs son altamente e�caces y con�ables, con una vida

útil larga comparada con otros métodos de conexión de componentes.

2. Compacto y Organizado: Permiten una conexión densa y organizada de componentes,

haciendo posible la creación de dispositivos electrónicos compactos y portátiles.

3. Facilidad de Reparación y Mantenimiento: Las conexiones son claras y los componentes
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están �jos, facilitando la identi�cación de problemas y reparaciones.

4. Producción en Masa: El proceso de fabricación de PCBs está altamente automatizado,

lo que facilita la producción en masa de circuitos de forma rápida y económica.

Consideraciones ambientales

Los PCBs, debido a su contenido de metales y otros materiales, deben ser desechados adecua-

damente para evitar la contaminación ambiental. Existen procesos de reciclaje que permiten

recuperar metales y otros materiales de las placas de circuito impreso.
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Capítulo 4

Desarrollo

4.1. Sistema EEG-BCI basado en ESP32 (propuesta de

sistema embebido)

4.1.1. Formulación del problema

A continuación, se presentan las pautas de diseño del sistema, que cuentan con el fuerte

respaldo de la metodología desarrollada para la invención de la plataforma Creamino (Chiesi

et al., 2019), así como las consideraciones más importantes a tener en cuenta al seleccionar

chips de Convertidor Analógico a Digital (ADC) para EEG y medición de biopotenciales,

postuladas en la investigación de Frey (Frey, 2016), y microprocesadores ARM compatibles

con la herramienta X-CUBE-AI para la generación de bibliotecas a partir de redes neuronales

pre-entrenadas y modelos clásicos de aprendizaje automático (STMicroelectronics, 2023).

4.1.2. Especi�caciones del sistema

El punto crítico inicial reside en el paradigma de la �losofía "Hazlo tú mismo"(DIY, por sus

siglas en inglés) frente a la compra de equipos de laboratorio comerciales (Frey, 2016), ya que

la brecha entre ambos dispositivos (características, precisión de lectura, inmunidad al ruido,
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software propietario optimizado, capacidades, certi�caciones, normas, etc.) son abismales. Por

lo tanto, es necesario seguir y adherirse a las pautas mínimas para cumplir con las restricciones

de especi�caciones de calidad de señal EEG comúnmente aceptadas en la práctica clínica (es

decir, los estándares de la Federación Internacional de Neuro�siología Clínica [IFCN]) (Chiesi

et al., 2019), para que el dispositivo que se cree pueda ser considerado como un equipo viable

para la investigación en neurociencias.

En este caso, es conveniente adherirse a las capacidades proporcionadas por el Front End

Analógico (AFE) TI ADS1299, que se utiliza en la placa de desarrollo OpenBCI Cyton para

biosensores (OpenBCI, 2023). Las propiedades más notables se enumeran a continuación: 8

canales, resolución de 24 bits por canal, tasa de datos: 250 SPS a 16 kSPS y ADC delta-sigma

de muestreo simultáneo integrado.

4.1.3. Arquitectura y desarrollo de hardware

La Figura 4.1 propone un diagrama de bloques que indica la arquitectura de hardware mí-

nima que garantiza un sistema BCI funcional capaz de capturar señales EEG y procesarlas

localmente:

Los autores de este trabajo actualmente están en el diseño de una plataforma BCI (bajo el

esquema presente en este documento), teniendo hasta ahora, el diseño del PCB y su fabri-

cación y ensamblaje en proceso de ser realizados para comenzar la medición de la integridad

de la señal, cargar el �rmware y depurar en general.

Para el diseño del PCB, la casa de manufactura y ensamblaje comenzó desde el principio a

tener las características dieléctricas del apilamiento de capas como una forma de mantener el

control de las impedancias a lo largo del enrutamiento de las conexiones en todo momento.

La Figura 4.2 muestra el frente de la tarjeta, que incluye una entrada micro-USB para cargar

la batería y alimentar el sistema en general (no se recomienda usar esta opción debido a los

armónicos presentes en la fuente de alimentación desde este puerto, que pueden degradar la

calidad de la señal y añadir artefactos, por lo que se sugiere cargar solo la batería y usarla

como fuente principal) con su respectiva circuitería para acondicionamiento de voltaje de bus,
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Figura 4.1: El diagrama de bloques de un diseño de sistema embebido que incorpora un

RTOS.

protección contra sobrecorriente y un puente USB a UART. Asimismo, se incluye un conector

JST para conexión a una batería Li-Ion (18650) y reguladores de voltaje que alimentan la

sección digital (microprocesador y módulo Bluetooth) y el AFE con sus entradas conectadas

a cabezales de pines que corresponden a los electrodos. Finalmente, es importante resaltar la

presencia de dos opciones de acelerómetro debido a la escasez en la cadena de suministro de

semiconductores.

Además, la Figura 4.2 muestra la parte posterior de la tarjeta, que solo tiene un conector

para memoria micro-SD y el microprocesador principal del dispositivo (responsable de la

adquisición, �ltrado, procesamiento y clasi�cación de señales con TinyML).
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