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 Analizar métodos para evaluar preferencias de un tomador de decisión entre 
parejas de alternativas. 

 Analizar algoritmos basados en preferencias que resuelvan el problema de CPP 
Multi-Objetivo. 

 Revisión de la literatura científica para identificar estrategias que resuelven el 
problema de CPP de forma paralela. 

 Análisis de patrones de diseño paralelos existentes aplicables en estrategias de 
solución para problemas Multi-Objetivo. 

 Diseño de la propuesta bajo el paradigma paralelo para la solución del problema 
CPP. 

 Implementación del algoritmo paralelo. 
 Pruebas del algoritmo paralelo. 
 Análisis del resultado. 

 
 

Los alcances y limitaciones de este proyecto se mencionan a continuación: 

 El problema de CPP incluirá solamente restricciones de presupuesto por área 
y región. 

 La incorporación de preferencias será a través de uno de los métodos de 
outranking ELECTRE III y/o ELECTRE TRI. 

 La solución del problema CPP será a través de un modelo subrogado de no 
más de 3 objetivos. 



 El enfoque metaheurístico estará basado en una estrategia evolutiva. 
 La implementación del diseño paralelo será en lenguaje C, haciendo uso de 

memoria compartida por medio de OpenMP, y de memoria distribuida por 
medio de MPI. 

 

En este capítulo se presentan los aspectos teóricos relacionados con el proceso de 
toma de decisiones y cómo influye el modelo de preferencias del DM en los 
problemas de optimización multi criterio en el caso particular de los problemas de 
CPP. 

Además se describen las estrategias de paralelización que se han utilizado para 
resolver problemas de optimización y la métrica para medir el desempeño en 
comparación con un algoritmo secuencial. 

 



 



Figura 1.- Clasificación de técnicas EMOO(Victoria Ruiz Martínez, 2016). 
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Estos algoritmos entran en la clasificación de algoritmos evolutivos (EA, por sus 
siglas en inglés Evolutionary Algorithms) los cuales ayudan a resolver problemas de 
optimización combinatoria, estos EA se basa en la idea neo-darwiniana de la 
evolución de las especies la cual se puede resumir de la siguiente manera: 

 una probabilidad 
más elevada de vivir más tiempo, con lo que tendrán más posibilidades de generar 
descendencia que herede sus buenas características. En cambio, los individuos con 
peor adaptación al medio, tienen menos probabilidad de sobrevivir, por lo que 
tendrán menos oportunidades de generar descendencia y probablemente acaben 



(Duarte Muñoz & Pantrigo Fernandez, Juan Jose Gallego Carrillo, 
2007). 

 

Los elementos que interviene en el proceso de solución del problema mediante el 
uso de un Algoritmo Genético (GA por sus siglas en inglés Genetic Algorithm) son 
los siguientes(Duarte Muñoz & Pantrigo Fernandez, Juan Jose Gallego Carrillo, 
2007): 

 Generación de una población inicial. Este proceso tiene como finalidad 
crear un conjunto de soluciones iniciales, las cuales mediante el proceso 
ayudaran a mejorar la calidad de la solución. Generalmente esta población 
es generada aleatoriamente. 

 Representación de la solución. Describe las características de una 
solución lo cual ayudara a comparar soluciones mediante el beneficio de la 
solución (fenotipo) y la codificación de la solución (genotipo) normalmente el 
genotipo pueden ser cadenas, arreglos binarios o números reales. 

 Función de Evaluación. Ayuda a determinar la calidad de la solución de los 
individuos en la población. 

 Operadores Genéticos. Son métodos probabilísticos que ayudan a construir 
nuevas soluciones (individuos) estas suelen ser independientes de la 
representación, los operadores genéticos comúnmente utilizados son: 

 Cruza: esta técnica en la sustitución de un conjunto de genes de los 
padres los cuales son asignados a la nueva solución (hijo). 

 Mutación: esta técnica probabilística tiene como finalidad hacer 
cambios esporádicos en la solución hija, lo cual ayuda a mantener la 
diversidad entre las soluciones  y a explorar nuevas zonas en el 
espacio de búsqueda. 

 Selección. Es un mecanismo que nos ayuda a identificar cuáles fueron las 
mejores soluciones que existen en la población y que están sean 
preservadas para futuras iteraciones. 

 



Los algoritmos ACO han sido formalizados como una meta heurística de 
optimización de combinatoria por lo que, han sido usados para resolver muchos de 
estos problemas. 
 
Esta meta heurística está conformada por un conjunto de agentes computacionales 
(hormigas) que trabajan de manera conjunta para poder comunicarse a través de 
rastros de feromonas artificiales (Robles Algarín, 2010). Los componentes de un 
algoritmo de hormigas se presentan a continuación: 
 

 Inicialización de la Colonia. Este proceso tiene como finalidad inicializar la 
tabla de feromonas asignándole un peso a cada uno de los arcos del grafo, 
esta matriz de feromonas normalmente es inicializada en 1 para que todos 
los nodos tengan la misma probabilidad de ser aceptados en la primera 
iteración. 

 Construcción de soluciones. Este proceso tiene como finalidad construir 
una nueva solución a partir de la información de la tabla de feromonas 
haciendo uso de la regla de decisión proporcional. 

 Búsqueda Local. Este mecanismo es opcional en el algoritmo propuesto por 
Dorigo, pero tiene como finalidad encontrar una mejor solución a partir de 
alteraciones que se le hacen a la solución. 

 Actualización de Feromonas. Mecanismo tiene como finalidad actualizar la 
información generada por la colonia, los cambios que son utilizados para la 
actualización de feromonas son las siguientes: 

 Intensificación de feromonas. Este proceso tiene como finalidad 
incrementar el rastro de feromonas de los arcos que se encuentran en 
una buena solución, lo que quiere decir para que una hormiga pueda 
intensificar la tabla de feromonas  ésta debió de haber encontrado una 
solución con una buena calidad. 

 Evaporación de Feromonas. Este proceso tiene como finalidad 
eliminar gradual mente los rastros de feromonas de los nodos del grafo 
que dejan de ser visitados por las hormigas, con la finalidad de darle 
elitismo  

 al algoritmo. 
 

 



 

 Dominancia. 
 Estimación de Densidad. 
 Métodos de sobre clasificación difusa. 

 

  domina a , si y solo en al menos un objetivo  de la solución  mejora al 
objetivo  de la solución  y en el resto de los objetivo es al menos igual. 

  no domina a , si y solo si existe al menos un objetivo  en la solución  
que mejora ala solución .       

 
 

Con el fin de ordenar la población de tamaño N de acuerdo al nivel de no 
dominancia, cada solución debe ser comparada con toda solución en la población 
para encontrar si es dominada. Esto requiere  comparaciones para cada 
solución, donde m es el número de objetivos(Victoria Ruiz Martínez, 2016).  
 
Cuando el proceso continúa para encontrar los miembros del primer frente de clase 
no dominada por todos los miembros, la complejidad total es . En esta 



etapa, todos los individuos en el primer frente son encontrados(Victoria Ruiz 
Martínez, 2016). 

Con la finalidad de encontrar a los individuos del siguiente frente, las soluciones del 
primer frente son temporalmente descontadas y el proceso se lleva a cabo 
nuevamente. En el peor caso, la tarea de encontrar el segundo frente también 
requiere  (Victoria Ruiz Martínez, 2016).En la siguiente figura se describe el 
algoritmo fast non dominated sorting. 

 

Figura 2.-Algoritmo fast non dominated sorting 

 



Figura 3.- Distancia de Crownding. 

 



 

 , se puede decir que  (  se prefiere estrictamente sobre ). 
 , se poder decir que  (  se prefiere estrictamente sobre a). 
 , podemos decir que (  es indiferente con ).   
  podemos decir que  (  no se pueden comparar). 



 

 Concordancia. Quiere decir que en la mayoría de los criterios hace cierta la 
aseveración , el valor es una relación de pertenencia.  

 No Discordancia. Representa el grado de desacuerdo que se opone 
fuertemente a la aseveración . 

  es un vector que representa el umbral de preferencia. Este umbral 
representa el valor numérico por el cual el DM prefiere una alternativa sobre 
otra. 

  es un vector que representa el umbral de indiferencia. Es el valor numérico 
por el cual el DM es indiferente ante dos alternativas. 



 ELECTRE I. 
 ELECTRE Iv. 
 ELECTRE Is. 

 ELECTRE II. 
 ELECTRE III. 
 ELECTRE IV. 



 

 Preferencia Estricta. 
 Indiferencia. 
 Preferencia Débil. 
 K-Preferencia. 
 Comparabilidad. 
 No Preferencia. 

 

 

 

 

 

 

 

 



 

 

 

 

 

 

 

 Maestro - esclavo.  
 Grano grueso.  
 Grano fino.  
 Grano grueso y fino.  
 Grano grueso y maestro - esclavo.  
 Grano grueso a dos niveles.  



 
 

Figura 4.-Estrategia Maestro Esclavo. 

 

Figura 5.-Estrategia de Grano Grueso 

 



Figura 6.-Estrategia de Grano Fino. 

 

Figura 7.- Estrategia de Grano Grueso y Fino. 

 

Figura 8.-Estrategia de Maestro-Esclavo y Grano Grueso 



 

Figura 9.- Estrategia de Grano Grueso a Dos Niveles. 

 

 

 



 

 



 

En  hacen uso de los métodos Analytic Hierarchy Process  
(AHP) y los métodos ELECTRE III/IV aplicado a 18 proyectos de transporte urbano 
resolviéndolos con estos métodos para generar la  jerarquización e hicieron una 
comparación entre los resultados generados con los métodos utilizados. 

 G1: Agrupamiento de productores en telares. 
 G2:Agrupamiento de productores de estaño. 
 G3: Agrupamiento de productores artículos de hierro. 
 G4: Agrupamiento de productores de articulos dee madera 

 Agricultura y Manejo Forestal. 
 Energía. 
 Medio Ambiente y Gestión del Agua. 
 Financiar. 
 Militar. 
 Selección de proyectos (licitación). 
 Transporte. 



 

 Memoria Compartida. 
 Memoria Distribuida. 
 Esquemas Híbridos. 



 

 

 



 

 

Tabla 1.- Análisis de estado del arte. 

 



 

 
 

 

  

 



 



 ELECTRE (Figueira et al., 2005; Roy, 1990) y  
 PROMETHEE (Brans & Mareschal, 1990, 2005; Brans et al., 1986).  



 

Figura 10.-Metodología de desarrollo. 

 Análisis de Estrategias de Incorporación de Preferencias del DM en el 
Problema CPP. 

 Estudio de Modelos de Optimización para CPP basados en funciones de 
hasta 3 objetivos. 

 Análisis de Algoritmos Evolutivos para CPP. 
 Análisis de patrones de Diseño paralelos aplicables a CPP. 



 

 Implementar algoritmos Meta heurísticos. 
 Análisis de los algoritmos Meta heurístico implementados. 
 Implementar de algoritmos Meta heurísticos paralelos. 
 Análisis de los algoritmos Meta heurísticos paralelos. 

 

Esta actividad tiene como finalidad la implementación de dos Meta heurísticas en 
su versión con incorporación de preferencias y sin incorporación de preferencias, lo 
cual nos ayudara a determinar cuál es el algoritmo que obtuvo un mejor rendimiento 
para posteriormente ser paralelizado. 

Una de las meta heurísticas aplicadas son: a) GA en su versión con preferencias 
NOSGA-II y su versión  sin preferencias NSGA-II; b) ACO, En su versión con 
preferencias NO-ACO, y en la versión sin preferencias NS-ACO. 

 

 



El algoritmo genético de ordenamiento no dominado (NSGA) propuesto por Srinivas 
y Deb en 1994 ha sido aplicado a varios problemas. Sin embargo debido a diversas 
críticas como la falta de elitismo y diversidad, en (Victoria Ruiz Martínez, 2016) se 
presenta un nuevo enfoque del NSGA con el fin de superar esas dificultades, 
además de que la complejidad del NSGA original era de  . 

En el algoritmo mostrado en la Figura 11 se puede observar que se construye una 
población de individuos, clasificados y ordenados de acuerdo a su nivel de no 
dominancia. Se aplican una serie de operadores evolutivos para crear un nuevo 
grupo de descendientes y después se combinan los padres y la descendencia antes 
de dividir el nuevo grupo en frentes. 

 

Figura 11.- Algoritmo NSGA-II. 

 

Para dividir el conjunto de la población se emplea el algoritmo Fast Non 
Dominated Sorting y se agrega una distancia a cada miembro de la población. Se 
emplea la distancia de Crowding en el operador de selección para mantener un 
frente diverso. Esto mantiene una mayor diversidad en la población y ayuda a que 
el algoritmo tenga la capacidad de hacer una mayor exploración en el espacio de 
soluciones. 

 

 

 

 

 

 

 



 

Figura 12.- Algoritmo NOSGA II. 

 



 

Figura 13.-Algoritmo ACO. 

 



 

 

 Memoria Compartida. 
 Memoria Distribuida. 
 Hibrida. 



 Flujo de Datos. 
 Grano Grueso. 
 Maestro Esclavo. 

 

 
 
 



 

 Min. Este indicador representa la incidencia mínima de las soluciones en el 
frente no dominado. 

 Max. Este indicador representa la incidencia máxima de las soluciones en el 
frente no dominado. 

 Promedio. Este indicador representa la incidencia promedio de las 
soluciones en el frente no Dominado. 

 Desviación Estándar. Este indicador representa que tan dispersas se 
encuentran las soluciones en el frente no Dominado. 

El propósito de estas comparaciones es observar, bajo un entorno controlado, si existen 
mejoras significativas al incorporar preferencias a un algoritmo evolutivos en términos de 
calidad de solución. 

Por esta razón, los indicadores de desempeño se basaron tanto en la no dominancia como 
en la no superación estricta de las soluciones obtenidas. 

Para la realización de este análisis se resolvieron 23 instancias del CPP, de las cuales, 20 
instancias son de 4 objetivos y 25 proyectos y el resto son de 9 objetivos con 100 proyectos. 
Cada instancia fue resuelta por cada algoritmo 31 veces.  

Este análisis fue realizado en dos etapas. La primera etapa consistió en evaluar la no 
dominancia existente en las soluciones generadas por los algoritmos ACO, NOACO, 
NSGAII y NOSGAII.  

Para ello las soluciones generadas en cada ejecución, y correspondientes a una misma 
instancia, se integraron en dos conjuntos, un conjunto contenía las soluciones generadas 
por los algoritmos Genéticos NOSGAII y NSGAII, en el otro conjunto se almacenaron las 
soluciones generadas por los algoritmos ACO y NO-ACO. Este proceso se muestra en la 
Figura 14. 



 
Figura 14.- Procedimiento para evaluación del frente no Dominado. 

Para La evaluación de las soluciones generadas en cada ejecución, y correspondientes a 
una misma instancia, se integraron en dos conjuntos, un conjunto contenía las soluciones 
generadas por los algoritmos Genéticos NOSGAII y NSGAII así como se muestra en la 
Figura 14, en el otro conjunto se almacenaron las soluciones generadas por los algoritmos 
ACO y NO-ACO. 

 

Una vez que las soluciones estaban agrupadas se procedió a evaluar la dominancia por 
instancia mediante el método Non Fast Dominated(Deb, Agrawal, Pratap, & Meyarivan, n.d.; 
Victoria Ruiz Martínez, 2016), este proceso se muestra en la Figura 15.  

 
Figura 15.- Calculo del frente no dominado. 

Una vez que las soluciones fueron integradas para obtener un frente no dominado por 
instancia, se realizó un análisis de este frente haciendo uso de los siguientes indicadores: 

 Soluciones generadas: este indicador representa la cantidad las soluciones 
generadas. 



 Frente cero resultante: este indicador representa el número de soluciones que 
permanecieron en el frente cero, el cual se obtuvo durante todas las 
experimentaciones de cada una de las instancias. 

 Porcentaje de soluciones: este indicador presenta el porcentaje de las 
soluciones que permanecieron en el frente cero final. 

En la segunda etapa del análisis de los algoritmos evolutivos se procedió a evaluar la 
frontera no superada estrictamente.  

El objetivo de esta experimentación es generar la frontera no superada estrictamente sobre 
las soluciones que permanecieron en cada uno de los frentes no dominados en cada una 
de las instancias resueltas y analizar el comportamiento de las soluciones que 
permanecieron en esta frontera. Este proceso se muestra en  la Figura 16. 

Figura 16.-Análisis del Modelo de Sobre-clasificación. 

 

Como se puede observar en la Figura 16 Para realizar este análisis se partió de las 
soluciones del frente no dominado obtenido previamente. Dichas soluciones fueron 
evaluadas mediante el modelo de sobre clasificación difusa con la finalidad de obtener la 
frontera no superada estrictamente, para la realización del análisis de esta frontera se hace 
uso de los siguientes indicadores: 

 Soluciones generadas: Este indicador representa las soluciones que permanecieron 
en el frente cero por en las experimentaciones realizadas. 

 Porcentaje de soluciones repetidas: Este indicador representa el porcentaje de 
soluciones repetidas por algoritmo. 

 Soluciones no repetidas: Este indicador representa el número de soluciones no 
repetidas en el frente cero por iteración. 

 Soluciones NS: Este indicador representa las soluciones que quedaron en la 
frontera no superada estrictamente.  



El propósito de estos análisis es evaluar el impacto que obtiene un algoritmo al incorporarle 
preferencias, ya que el objetivo que se persigue con esta experimentación es determinar 
cuál es el algoritmo que tuvo un mejor comportamiento. 

Este comportamiento de pende no solo de que las soluciones tengan una buena calidad de 
solución en términos de la no dominancia, sí que además estas soluciones se apeguen al 
modelo preferencial de un decisor.  

Lo cual ayudara a identificar cual fue el mejor algoritmo y que posteriormente mediante el 
uso de la programación paralela contribuirá a disminuir el tiempo de ejecución del algoritmo 
que tuvo el mejor comportamiento. 

 

 

Tabla 2.- Comportamiento de individuos en el no dominado del algoritmo NS-ACO. 



Tabla 3.- Comportamiento de los frentes del algoritmo NS-ACO. 





Tabla 4.- Comportamiento de los individuos en el no dominado del algoritmo NSGA-II 

Como se puede observar en la Tabla 5, en 2 instancias de 9 objetivos se obtuvieron que la 
incidencia mínima fue mayor que en las instancias de 4 objetivos con 25 proyectos, y solo 
en la instancia o9p100_2 solo se obtuvo 12 que al menos se obtuvieron 12 soluciones en 
el frente no dominado por iteración. 

Por otro lado tenemos que en la incidencia máxima de las soluciones en el frente no 
dominado por iteración en las instancias 9 objetivos y 100 proyectos oscilo entre 97 y 104 
soluciones. Por otro lado tenemos que se obtuvo una incidencia promedio que oscila entre 
75 y 80 soluciones en el frente no dominado.  

Además se observó que en las soluciones de 4 objetivos con 25 proyectos se obtuvo que 
en el 47% de las instancias se alcanzó una incidencia mínima de 30 soluciones en el frente 
no dominado. Además se observa que en una solo instancia se obtuvo 35 soluciones en el 
frente no dominado. Por lo que se observa que en la incidencia máxima a lo más se observa 
que existen 69 soluciones en el frente no dominado por iteración. 

También se puede observar que en el indicador de incidencia promedio en las instancias 
de 4 objetivos y 25 proyectos con al menos 31 soluciones en el frente no dominado, por 
otro lado tenemos que en estas también existió una mayor incidencia que en las instancias 
de 9 objetivos con 100 proyectos.  

Continuando con el análisis del algoritmo NSGA-II se procede a evaluar el comportamiento 
del comportamiento de los frentes generados por este algoritmo, los resultados obtenidos 
se muestran en la Tabla 6. 

 



Tabla 5.- Comportamiento de los frentes del algoritmo NSGA-II 

 

Como se puede observar en la Tabla 6 se observó que a lo largo de todas las iteraciones 
del algoritmo durante las experimentaciones realizadas a las instancias se observó que el 
algoritmo se mantuvo generando 2 frentes en cada en cada una de las de sus iteraciones.  

Por lo que se puede observar entre los algoritmos propuestos sin incorporación de 
preferencias (NS-ACO, NSGA-II) el algoritmo que tiene una mayor variabilidad en la 
generación de frentes el algoritmo NS-ACO.  

Por otro lado tenemos que en solo una de las instancias  de 9 objetivos con 100 proyectos 
el algoritmo NSGA-II supera al algoritmo NS-ACO. Además tenemos que en las instancias 
de 4 objetivos con 25 proyectos supera el algoritmo NSGA-II supera al algoritmo NS-ACO. 

Continuando con este análisis se procede a analizar los algoritmos que incorporan 
preferencias, este análisis iniciara con la Meta heurística a analizar es NOSGA-II. Este 
análisis iniciara con el comportamiento de los individuos de los individuos en el frente no 
Dominado los resultados derivados de esta experimentación se muestran en la Tabla 7. 

 



Tabla 6.- Comportamiento de individuos en el no dominado del algoritmo NOSGA-II 

Tabla 7.- Comportamiento de los frentes generados por el algoritmo NOSGA-II 



Tabla 8.- Comportamiento de las soluciones en el frente no dominado del algoritmo  NO-ACO 



Tabla 9.- Comportamiento de los frentes generados por el algoritmo NO-ACO 



 

 

Tabla 10.- Comparación del frente no dominado de los algoritmos Genéticos en el indicador Min y Max. 



 

Tabla 11.-Comparación del frente no dominado de los algoritmos Genéticos en el indicador Promedio y 
Varianza. 



 

Tabla 12.-Comparación del frente no dominado de los algoritmos ACO en el indicador Min y Max. 



 

Tabla 13.-Comparación del frente no dominado de los algoritmos ACO en el indicador Promedio y Varianza.



 

Tabla 14.- Análisis del frente no dominado de los algoritmo NSGA-II y NOSGA-II. 



 

Tabla 15.- Análisis del frente no dominado de los algoritmo NS-ACO y NO-ACO. 



 

Tabla 16.- Análisis de la Frontera no Superada Estrictamente. 



 

 Flujo de Datos. 
 Grano Grueso. 
 Maestro esclavo. 

 



Figura 17.-Esquema de Grano Grueso. 



Figura 18.-Esquema Flujo de Datos. 



 

Figura 19. Esquema del Algoritmo MPI-MEGG.  



Figura 20.-Diagrama MPI-FDME. 



 

Figura 21.- Diagrama del Diseño H-MEGGFD 



 

 Aceleración máxima. 
 Aceleración mínima. 
 Aceleración promedio. 
 Varianza de la aceleración. 

 

 



Tabla 17.- Incidencia de General del frente no dominado del Algoritmo OMP-GG. 



Tabla 18.- Indicador de Aceleración Mínima del algoritmo OMP-FD.



Tabla 19.- Indicador de Aceleración Máxima del algoritmo OMP-FD. 



Tabla 20.- Indicador de Aceleración Promedio del algoritmo OMP-FD. 



Tabla 21.- Indicador de la Varianza obtenida por la Aceleración del algoritmo OMP-FD.

 



Tabla 22.- Frente No Dominado  del algoritmo OMP-GG 

 



Tabla 23.-Indicador Aceleración Mínima el algoritmo OMP-GG. 



Tabla 24.- Indicador Aceleración Máxima el algoritmo OMP-GG. 



Tabla 25.- Indicador de Aceleración Promedio del algoritmo OMP-GG. 



Tabla 26.-  Indicador de la varianza de la Aceleración del algoritmo OMP-GG. 

 



Tabla 27.-Frente No Dominado del algoritmo MPI-MEGG. 



Tabla 28.- Incidencia de soluciones del Frente No Dominado del algoritmo MPI-MEGG. 



Tabla 29.- Indicador Aceleración Mínima el algoritmo MPI-MEG. 

Tabla 30.- Indicador Aceleración Máxima el algoritmo MPI-MEGG. 



Tabla 31.-Indicador de Aceleración del algoritmo MPI-MEGG. 



Tabla 32.- Indicador de la varianza obtenida de la Aceleración del algoritmo MPI-MEGG. 



 

Tabla 33.- Frente No Dominado del algoritmo MPI-MEFD. 



Tabla 34.- Indicador Aceleración Mínima del algoritmo MPI-MEFD. 



Tabla 35.- Indicador Aceleración Máxima del algoritmo MPI-MEFD. 



Tabla 36.- Indicador Aceleración Promedio del algoritmo MPI-MEFD. 



Tabla 37.- Indicador de la varianza de la Aceleración del algoritmo MPI-MEFD. 

 

Tabla 38.- Experimentaciones que superaron en calidad de solución a la versión secuencial. 





 Secuencial 
 OMP-GG-2P  
 OMP-GG-4P  
 OMP-FD-2P  
 MPI-GG-2N  
 MPI-GG-8N. 



Rango 
Promedio Experimentación 

1.30435 Secuencial 

1.69565 OMP-FD-2P 

3.52174 MPI-GG-2N 

3.52174 OMP-GG-2P 

4.95652 MPI-GG-8N 

6.00000 OMP-GG-4P 

Tabla 39.- Ranking obtenido por la prueba de Friedman. 

. 

Comparación P-Valor Ajustado Resultado 

Secuencial vs OMP-GG-4P 0.00000 H0 es rechazada 



Comparación P-Valor Ajustado Resultado 

Secuencial vs MPI-MEGG-8N 0.00000 H0 es rechazada 

Secuencial vs OMP-GG-2P 0.00029 H0 es rechazada 

Secuencial vs MPI-MEGG-2N 0.00029 H0 es rechazada 

Secuencial vs OMP-FD-2P 1.00000 H0 es aceptada. 

Tabla 40.- prueba post-hoc de Bonferroni-Dunn. 

OMP-FD-2P. 

Con relación a los resultados obtenidos se procede a implementar un algoritmo paralelo hibrido que haga 
uso de la combinación de los patrones de diseño que obtuvieron una mejor varianza significativa. 

En este caso tenemos que los algoritmos que previeron una mayor varianza significativa en términos de la 
aceleración fueron MPI-MEGG y OMP-GG en las experimentaciones realizadas con 2-N y 2-P 
respectivamente. 

La implementación de este algoritmo lo que busca es disminuir aún más el tiempo de ejecución y además 
intentar mejorar la calidad de las soluciones generadas, en virtud de que el algoritmo MPI-MEGG con las 
experimentaciones realizadas con 8N obtienen los mejores tiempos de ejecución pero la calidad de 
soluciones disminuyo comparado con la versión secuencial. 

Por otro lado tenemos que en términos de la incidencia de soluciones en el frente no dominado el algoritmo 
OMP-GG y OMP-FD obtuvo una mayor incidencia de soluciones en el frente no dominado. 

 

 

 



Tabla 41.- Frente no dominado del algoritmo hibrido. 



Tabla 42.- Indicador de Aceleración Mínima del algoritmo Hibrido. 



Tabla 43.-Indicador de Aceleración Máxima del algoritmo Hibrido. 



Tabla 44.- Indicador de Aceleración Promedio del algoritmo Hibrido. 



Tabla 45.- Indicador de la varianza obtenida de la Aceleración del algoritmo Hibrido. 
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