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Resumen

En la actualidad el aprendizaje méaquina es parte fundamental en el desarrollo tecnoldgico,
debido al amplio campo de aplicaciones que tiene en la industria. Pero el proceso de modelos
de aprendizaje maquina requiere de expertos capaces de producir algoritmos de alta comple-
jidad, que sean iterativos, asi como una experiencia sélida en el ajuste de hiperparametros.
Como una solucion a la falta de expertos en la creacion de modelos de machine learning se
desarrollaron nuevos sistemas llamados Automated Machine Learning (AutoML). Pero re-
cientemente el gran aumento de datos, asi como la falta de un andlisis sobre las distintas
configuraciones de hardware y como estos afectan al AutoML han hecho que estos sistemas
requieran de un equipo de computo cada vez mds costoso, lo que hace que no sean accesible
para la organizacion e investigadores de paises en desarrollo y sub desarrollados.

En este proyecto se disefiaron multiples configuraciones de hardware, las cuales pue-
dan trabajar de manera distribuida para posteriormente implementar en cada una de ellas un
sistema de AutoML para la realizacion de tareas de clasificacion y regresion. Cada configu-
racion cuenta con un modelo especifico de GPU, las cuales son: RTX 3060ti, RTX 2080ti,
GTX 1080 y Quadro M4000. Para el desarrollo del ambiente distribuido, se determiné que el
modelo arquitectonico maestro-esclavo seria implementado, ya que permite dividir las car-
gas del AutoML entre multiples computadoras. En modelo maestro-esclavo se designa una
computadora como el nodo maestro, mientras que las otras trabajaran como nodo esclavo. Pa-
ra realizar una conexion estable, se busc6 implementar la comunicacion mediante el broker
RabbitMQ, un sistema de gestion de mensajes el cual permite tener mejor control de los
datos enviados entre nodos debido a su sistema de colas, organizando de mejor manera los
canales de comunicacion. Se utilizaron un total de cinco conjuntos de datos, de los cuales se
utilizaron dos para tareas de clasificacion, mientras que los otros tres fueron para tareas de re-
gresion. Cada ambiente distribuido que se disefié trabajé con diez experimentos por cada uno
de los conjuntos de datos. Con base en los resultados obtenidos durante la experimentacion,
se realiz6 un andlisis sobre el costo/beneficio que presentan cada ambiente distribuido. De
esta manera se puede determinar cudl es la configuracion de hardware 6ptima para la persona

u organizacién que esté desarrollando su propio sistema de AutoML.
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Capitulo 1

Introduccion

En los tiempos actuales, la aplicacion de técnicas de inteligencia artificial, como las re-
des neuronales y el aprendizaje profundo, han tenido cada vez més impacto en la tecnologia
y la sociedad. El aumento de dispositivos inteligentes combinado con lo accesible que se
han vuelto para el publico general ha generado un mayor flujo de informacion. Esto ha he-
cho que el campo de investigacion en la inteligencia artificial se ampliara més all4 del area
informadtica. Otras dreas de investigacion empezaron a presentar una demanda en los siste-
mas de inteligencia artificial, como lo pueden ser la medicina, con su implementacion en
tratamientos especializados a pacientes, el apoyo de equipo al personal médico en la toma
de decisiones mediante técnicas de aprendizaje profundo durante los prondsticos clinicos, la
prevencion de enfermedades mediante el reconocimiento de patrones y andlisis de imagenes
médicas, también ha mejorado el estudio de desarrollo del genoma humano, entre otras apor-
taciones (Magoulas & Prentza, 1999). Aunado a lo antes mencionado, se han logrado aplicar
técnicas de aprendizaje profundo a estudios de mercados que observan tendencias en la bolsa
de acciones, herramientas para inversionistas (Bose & Mahapatra, 2001). El desarrollo de las
redes sociales ha presentado también un campo de oportunidad en la inteligencia artificial
con el andlisis de usuarios, tendencias, publicidad dirigida, mejor manejo del flujo de usua-
rios para empresas como Instagram, Facebook, Twitter, WhatsApp, etc (Balaji et al., 2021).
Existen otros campos diversos como lo son: astronomia en la clasificacion de estrellas, filtros
de mensajeria al detectar correos, basura, la biologia, ciencia de datos, entre otros (Das et al.,

2015).




El aprendizaje maquina es un drea que se encuentra dentro del campo de la inteligencia
artificial. Tiene como objetivo el reproducir el comportamiento del aprendizaje humano en
las mdquinas, permitiendo que estas aprendan mediante experiencia (El Naqa & Murphy,
2015). Esto con el fin de eliminar toda necesidad de intuicién o conocimiento experto de en
los procesos, aunque otros buscan mejorar la colaboracién entre el experto y computadora.

Dentro de aprendizaje maquina, se tiene los métodos de aprendizaje profundo, que a
diferencia de los métodos estadisticos no pueden utilizar de manera satisfactoria maltiples
tipos de informacién de manera simultinea Boulesteix & Schmid, 2014. Las técnicas de
aprendizaje profundo han demostrado la capacidad de aprender patrones a partir de diferentes
tipos de datos (Fahle et al., 2020). Por lo tanto, se han presentado multiples ventajas con el
uso de la inteligencia artificial en la industria, tales como realizar tareas de alta complejidad
en un menor tiempo en el que lo realizaria un ser humano de manera normal. Concretar tareas
de un alto nivel de estrés y complejidad de manera sencilla, tiene un alto indice de éxito en
cumplir las tareas especificas, requiere una menor cantidad de espacio y peso para realizar
ciertas tareas que requieran de varias personas, como también puede encontrar patrones que
no son detectables a simple vista por una persona (Khanzode & Sarode, 2020).

Ahora bien, se deben sefialar algunos de los principales problemas a los que se enfren-
ta el aprendizaje maquina. Por ejemplo, la cantidad de poder computacional necesaria para
ejecutar los algoritmos son demasiado altos. Para su desarrollo es necesario de un experto de
aprendizaje maquina. Ademads, se tiene la limitante de que la cantidad de expertos del drea de
la inteligencia artificial es baja comparada con otros campos de la informética. Por lo que es
dificil encontrar personas capacitadas con una experiencia solida en el diseno de algoritmos
de optimizacién y el ajuste de hiperparametros (Bhbosale et al., 2020). Otro de los problemas
que se encuentran es que cada area de investigacion es Unica, presentando sus propios retos
y desafios a resolver, por lo que la solucidn a sus problemas es particular (Zoph & Le, 2016).

Una de las soluciones propuestas a la problematica de la falta de expertos y sus mualti-
ples aplicaciones, es el desarrollo de sistemas Auto Aprendizaje Maquina (AutoML). Estas
técnicas permiten la obtencion de configuraciones de arquitecturas de Aprendizaje Maquina
con mejor rendimiento que los métodos tradicionales. A su vez, implementan sistemas de

busqueda donde se realiza una exploracion sistematica de hiperparametros y/o arquitecturas




que permitan la obtencién de modelos 6ptimos de aprendizaje maquina para dar solucién a
diferentes tareas o problemas.

Algunas de las empresas mds importantes de la industria tecnoldgica han trabajado en
el desarrollo de este tipo de sistemas (AutoML) son Google, Amazon y Microsoft. Don-
de, Google con su servicio de Google Cloud tienen su sistema llamado Cloud AutoML. Otras
grandes empresas tecnoldgicas también utilizan sus servicios en la nube para ofrecer estas he-
rramientas como lo son Amazon con Amazon Web Service (AWS) AutoML solutions, Azure
AutoML de la compaiiia Microsoft o H20 AutoML cloud de 1la empresa H2O.ia. Sin embargo,
el uso de estas tecnologias tiene un alto costo, lo cual puede no ser accesible para perso-
nas no profesionales, universidades u organizaciones provenientes de paises en desarrollo o
subdesarrollados.

Los sistemas de AutoML son una herramienta que ayuda a los expertos en el desarrollo
de mejores modelos de aprendizaje maquina y hacen accesible a que personas con una menor
expertis puedan crear sus propios modelos de inteligencia artificial. Por otro lado, debido a
la cantidad de datos que se producen dia con dia, ocasionan algunos problemas adicionales.
Estos son, la limitacién de hardware que tienen los equipos de cémputo menos especializados
hace que los costos para adquirir el equipo necesario sean demasiado altos y sea inaccesible
para muchas personas u organizaciones, este combinado con la cantidad de procesos com-
plejos que requiere un sistema de AutoML para generar el modelo 6ptimo, hacen que se vea
afectada la precision y el tiempo que tarda en ejecutar el sistema.

Debido al problema antes presentado, la aplicacion de ambientes distribuidos permite re-
solver problemas de computacién masiva. Mediante la aplicacién de multiples computadoras
organizadas en forma de cludsters, se puede implementar una infraestructura distribuida para
dar solucién al problema anterior. Entre los beneficios de la aplicacion de computo distribui-
dos se encuentran: la distribucion de procesos en distintas ubicaciones, la optimizacion de
equipos y mejora de balance. La ejecucion de aplicaciones en una arquitectura centralizada
hace que los sistemas se vuelvan mads ineficientes y requieran de mas tiempo, esto por la gran
carga de trabajo que requieren las aplicaciones.

Durante la elaboracién de este proyecto se disené e implemento multiples configuracio-

nes de hardware distribuidos, los cuales fueron utilizados para repartir los procesos de un




sistema de AutoML en tareas de clasificacion y regresion. Asi pues, se utilizé como métricas
de evaluacién el tiempo, rendimiento y costos del sistema. Esto con el objetivo de realizar un
andlisis con base a los resultados que permitird determinar cual configuracion es la que ofrece
un resultado adecuado a unos costos accesibles. Se trabajo una arquitectura maestro-esclavo,
la cual permite organizar distintos equipos en nodos esclavos y un nodo maestro. Esto com-
binado al uso de un Broker para la gestion de colas, las cuales permiten un mejor flujo de
informacion entre los nodos, permite dividir las cargas de trabajo, mejorar los tiempos de
trabajo con respecto a una tinica computadora, asi como presentar costos mds accesibles para
grupos que no cuenten con los recursos necesarios para la implementacion de sistemas de
Machine learning.

Las distintas configuraciones se basan principalmente en el uso de multiples GPU, asi co-
mo el disefio de la configuracion. El primer disefio consiste en utilizar una computadora con
multiples GPU, las cuales haran la funcién de nodos esclavos realizando las tareas asignadas,
mientras que el procesador actuar como Nodo Maestro, gestionando las tareas y administran-
do los resultados, este disefio se implementa con los modelos RTX 2080Ti y GTX 1080Ti
en distintas configuraciones. Para el caso del segundo disefio, donde se utilizaron las GPU
dedicadas RTX 3060Ti y la serie Quadro M4000, se implementé multiples computadoras las
cuales estaran conectadas mediante una conexién LAN, cuatro actuaran como Nodo Esclavo

y uno como Nodo Maestro.

1.1. Definicion del problema

En la época actual, existe cada vez mds el uso de sistemas inteligentes para resolver pro-
blemas de alta complejidad, asi como las aplicaciones y el uso de la tecnologia han estado
formando cada vez parte mas fundamental de nuestra vida diaria, el uso de modelos inteli-
gentes que faciliten la vida ha estado en auge en la mayor parte del sector industrial. Esto
se debe también a la gran cantidad de datos que se requieren procesar, creando nuevos retos
para la industria, los cuales la tecnologia convencional no puede solucionar.

De manera mas formal, la resolucion de problemas se realizaba de manera estructurada

con base en que un especialista en cierto campo de la industria aplicaba sus conocimientos a




las maquinas, para que estas pudieran resolver los inconvenientes que se pudieran presentar
mediante modelos de aprendizaje automadtico. En la actualidad, la gran cantidad de datos que
se pueden obtener de los sistemas computacionales convencionales hace que un especialista
se le dificulte cada vez mds obtener el mejor resultado posible mediante el método tradicional
de busqueda de hiperparametros, esto en parte a la incertidumbre de la gran cantidad de
calculos matematicos que esto llevé consigo realizar.

Como respuesta a estos inconvenientes se empezaron a desarrollar nuevos sistemas de
aprendizaje automatico denominados AutoML (Automated Machine Learning). Los modelos
de autoaprendizaje automdtico vinieron a revolucionar el campo de la inteligencia artificial,
debido a que presentan la capacidad de que el sistema sea capaz de determinar la mejor
solucidn posible al problema que se ha planteado resolver. Quitando de esta manera gran parte
de la carga de trabajo de crear el modelo mas efectivo para la tarea a realizar al especialista
responsable.

Abhora lo siguiente en cuestion, es que la gran cantidad de datos que los nuevos sistemas
de aprendizaje automatico pueden procesar, estd limitado por el hardware con el cual se esta
trabajando, aumentando cada vez mas los costos de las supercomputadoras para el desarrollo
de los nuevos modelos de inteligencia artificial. Creando asi el problema mas reciente en
estos sistemas y es su capacidad de procesamiento limitada, resultando en aumento de los
costes y el tiempo en que se generan los modelos mas precisos.

Ahora que se han planteado las distintas problematicas que se presentan, surge la necesi-
dad que se desarrolle un sistema distribuido que permita repartir los procesos de los modelos
de manera local. Para asi mejorar el tiempo de desarrollo de estos modelos y optimizar los
resultados que se pueden obtener, asi como la reduccién de costos. Actualmente, aunque
se cuente con microservicios en la nube que permiten el desarrollo de estos ambientes dis-
tribuidos. Asi como también permite rentar y personalizar el disefio de supercomputadoras
especializadas en el campo de la inteligencia artificial, no se tiene un andlisis conciso de cudl
podria ser la mejor configuracién segun el problema que se esté trabajando. Por tanto, suele
ser recurrente que los costos de produccion se eleven demasiado a pesar de que inicialmente
ya son altos. Esto presenta un problema para la mayoria de los investigadores y organizacio-

nes en el mundo, sobre todo en los paises en desarrollo o subdesarrollados.




1.2. Hipoétesis

El disefo e implementacion de diferentes configuraciones de ambientes distribuidos en
un sistema de AutoML, para la solucion de problemas de clasificacion y regresion, permitird
desarrollar un anélisis que determinard la configuracion de hardware distribuida con mejor

costo beneficio.

1.3. Objetivo

En esta seccion se describen los objetivos deseados durante el proyecto, asi como también
una serie de pasos especificos a seguir, los cuales serdn necesarios para obtener los resultados

deseados.

1.3.1. Objetivo general

Disefiar, implementar y analizar el rendimiento de un sistema de autoaprendizaje maquina

en diferentes configuraciones distribuidas para tareas de clasificacion y regresion.

1.3.2. Objetivos especificos

= Disefiar e implementar distintas configuraciones de hardware en ambientes distribuidos

para la resolucion de problemas de regresion y clasificacion.

= Realizar la ejecucion de un sistema de AutoML en distintas configuraciones de hard-

ware distribuidas aplicando multiples conjuntos de datos.

= Realizar un analisis de los resultados obtenidos del sistema de AutoML implementado

en las distintas configuraciones de hardware.

» Redactar la documentacion correspondiente al andlisis de resultados con base en los

experimentos realizados en distintas configuraciones distribuidas.




1.4. Justificacion

Las soluciones actualmente desarrolladas siguen siendo un impedimento que utilizar pa-
ra algunos equipos de trabajo por su mismo costo. Ademds, otros equipos que tengan un
capital suficiente pueden presentar limitaciones por algin tipo de politica y seguridad que
no permitan que proveedores externos tengan algin control sobre la informacion. Aqui es
donde entran las soluciones de c6digo abierto, debido a que ayudan a estos equipos con su
desarrollo, manteniendo su sistema cerrado y acercandose al area de la inteligencia artificial.

Muchos equipos o personas, ya sea de dmbito académico y empresarial, suelen tener a
su disposicion equipos de computo que no estén a tiempo completo en uso. Por lo tanto, con
el objetivo de aprovechar el hardware existente, se implementa un procesamiento distribuido
entre multiples computadores para repartir la carga. De tal manera que, se puedan encontrar
modelos con alta aptitud utilizando un amplio espacio de buisqueda de arquitecturas para
problemas de clasificacion y regresion.

Los sistemas de AutoML son herramientas que se pueden utilizar casi en cualquier tipo de
hardware computacional. Como consecuencia, su desempefio estard limitado a la capacidad
que tenga el hardware que se esté utilizando, asi como el disefio que se esté implementando.
Los componentes especializados para el desarrollo de estos sistemas suelen tener costos muy
elevados como para que cualquier persona u organizaciéon los adquiera. Un correcto andlisis
sobre los diferentes tipos de disefios que puede presentar el hardware, asi como determinar un
modelo centralizado o distribuido, puede determinar el hardware 6ptimo para cada proyecto.
Haciendo de esta manera que se reduzca atin mds los costos de utilizar un sistema de AutoML
mejorando su rendimiento.

La optimizacion de modelos de aprendizaje maquina son una de las principales areas den-
tro de la inteligencia artificial, pues se encarga de la mejora de dichos modelos. De tal manera
que, se encuentran soluciones 6ptimas a los diferentes problemas que se enfrentan. Aunque
en la actualidad se cuentan con soluciones a estos problemas, algunas de estas soluciones son
privadas y requieren una subscripcion de paga para ser utilizados, pero cuentan con excelen-
tes resultados y un cierto grado de facilidad de uso. Un ejemplo es AutoML de Google, el

cual maneja distintos tipos de tarifa dependiendo de la configuracién del hardware y la tarea




que se realice. En el caso de clasificacion de imdgenes se maneja el precio de $3.465 ddlares
por hora en la capacitacion de uso del sistema, después se cobra $18 ddlares por el niimero
de horas que dure en entrenamiento, también se cobra por cada implementacion del modelo
generado en $1.375 ddlares por implementacion. Si se realiza un calculo se puede estimar
que se puede llegar a pagar $2880 ddlares en promedio mensuales, aunque si los datos que
utilizamos son muy pesados, aumentando asi las horas de entrenamiento se puede llegar a
pagar $13,544 ddlares mensuales. También existe la opcion de personalizar la configuracion
de hardware que se utilizara, aumentando los costos de produccion al agregar hardware mas
especializado, lo cual no es accesible para todas las personas.

Gran parte del éxito de las técnicas de aprendizaje maquina se debe a la colaboracion que
son capaces de aplicar con otras dreas de conocimiento. Estas dreas son capaces de generar
un gran conjunto de datos propios, los cuales pueden obtener informacién valiosa para ser
implementada. Esta informacion en conjunto con el aprendizaje maquina es capaz de generar
conocimiento valioso para la ciencia. Mediante la aplicacion de la solucion planteada se
ampliard el espectro de personas expertas en otras dreas, teniendo la posibilidad de acceder a

estas nuevas caracteristicas, y aumentar asi, su drea de conocimiento.

1.5. Estructura de la tesis

El presente trabajo esta dividido en 6 capitulos, incluyendo este capitulo de introduccidn,

y se organiza de la siguiente forma:

= Capitulo 1.- Introduccion: Se presentd y abordo la definicion del problema al que se
enfrenta este trabajo, seguido de la hipdtesis y objetivos que esperan resolver el pro-
blema presentado, y finalmente, se presenta la justificacion del “porque” se realiz6 este

trabajo.

= Capitulo 2.- Marco Tedrico: Se describe la teoria fundamental de los temas principa-
les que conforman el proyecto, como la inteligencia artificial, aprendizaje maquina,
aprendizaje profundo, tipos de aprendizaje, algoritmos de optimizacion y sistemas dis-

tribuidos.




= Capitulo 3.- Estado del arte: Se presentan las investigaciones y propuestas actuales
que se encuentran en desarrollo de temas relacionados, como el aprendizaje maquina
automatizado y optimizacion de hiperparametros, presentando un resumen de la meto-

dologia que implementan y sus resultados que servirdn a modo de comparacion.

= Capitulo 4.- Metodologia: Se describe el proceso de desarrollo que se tuvo para la
creacion del sistema y los argumentos 16gicos que se tomaron para las decisiones de
disefio, como el preprocesamiento de la informacidn, el procedimiento de optimizacién
de modelos y el disefio de los espacios de busqueda, asi como la implementacion de

las herramientas tecnoldgicas utilizadas.

= Capitulo 5.- Analisis de resultados: Se muestran los resultados obtenidos del sistema
en los diferentes modulos implementados junto con los diferentes conjuntos de datos
utilizados, se analiza los resultados de la perdida de informacién y el tiempo de opti-

mizacion tomado para obtenerlo.

= Capitulo 6.- Conclusiones: Se describe un resumen de la metodologia implementada
en el proyecto y de la aportacion que ofrece al drea del aprendizaje maquina auto-
matizado. Este capitulo es complementado con algunas ideas de mejoras que podrian

implementarse, en este proyecto o similares, a futuro.




Capitulo 2

Marco teorico

En este capitulo se describen una serie de conceptos, los cuales presentan la informacion
necesaria en la cual estd basado el presente trabajo. El capitulo comienza con conceptos
basicos y generales para después introducir conceptos especificos a este trabajo. Inicialmente,
se comienza con el concepto de la inteligencia artificial y su historia. Después, se definen
una serie de conceptos sobre el aprendizaje maquina. Se avanza a una serie de conceptos que
definen parte del aprendizaje profundo y posteriormente se definirdn algunos conceptos sobre
el aprendizaje maquina automatizado. Finalmente, se incluye el tema de sistemas distribuidos

y las aplicaciones utilizadas.

2.1. Inteligencia artificial

Para llegar a la definicion de inteligencia artificial, es necesario primero definir que es la
inteligencia. La inteligencia es la capacidad que tienen las personas o animales para resolver
problemas o alcanzar metas especificas (McCarthy, 1998). Basado en lo anterior, podemos
decir que la inteligencia artificial se basa en crear maquinas capaces de resolver problemas
como lo haria una ser humano (Negnevitsky & Intelligence, 2005).

La forma en la que actualmente se habla sobre la inteligencia artificial, se refieren a
maquinas que son capaces de realizar una o mads tareas. Algunas de estas son: Entender el
lenguaje humano, realizar tareas mecdnicas que involucren maniobras complejas, resolver
problemas complejos basados en computadora que posiblemente involucren grandes voliime-

nes de datos en un tiempo corto y que retorne respuestas de manera humana (Joshi, 2020).
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2.2. Historia de la inteligencia artificial

En 1943 se plantea el primer trabajo reconocido en el area de Inteligencia Artificial (IA)
por Warren McCulloch y Walter Pitts. Mediante una investigacion en el sistema nervioso
central, realizaron el primer modelo de neuronas cerebrales. El modelo propuesto consiste en
que cada neurona inicia con un estado binario, en cualquier condicion encendido o apagado.
De esta manera se demostré que cualquier funcién cerebral puede ser computada por alguna
red de neuronas conectadas (Negnevitsky & Intelligence, 2005).

Otro de los fundadores de la IA es el mateméatico Hiingaro John Von Neumann. Mediante
el apoyo y financiamiento a dos estudiantes graduados del departamento de matemaéticas de
Princeton, Marvin Minsky y Dean Edmons, construyeron la primera computadora de redes
neuronales en el afio de 1951 (Joshi, 2020).

Otro de los investigadores de la primera generacion fue Claude Shannon. En 1950 publica
un articulo sobre maquinas que juegan ajedrez. Demostrando que, la computadora de Von
Neumann, aunque pudiera examinar cada una de los posibles movimientos a una velocidad

0'%¢ afios para realizar el primer movimiento. De

de microsegundo por jugada, tomaria 3x1
esta manera se demuestra la necesidad de heuristicas para la bisqueda de soluciones (Benko
& Lanyi, 2009).

En 1956 John McCarthy, Martin Minsky y Claude Shannon se encargarian de organizar el
primer verano de investigacion de Inteligencia Artificial en el Dartmouth College. Esto trajo
consigo que muchos investigadores estuvieran interesados en el estudio de la inteligencia
maquina, redes neuronales artificiales y teoria de automatas. Un total de 10 investigadores se
reunieron iniciando una nueva ciencia llamada inteligencia artificial (McCarthy, 1998).

En los afios de 1960, los investigadores intentaron simular el proceso de pensamiento
complejo, mediante la invencién de métodos generales para resolver amplias clases de pro-
blemas. Utilizando el mecanismo de buisqueda de propdsito general para buscar una solucién
al problema. Tales acercamientos, se les conoce ahora como métodos débiles, aplicando in-
formacion débil acerca del dominio del problema, el resultado obtenido fue un rendimiento

débil de los programas desarrollados (Stuart R, 2010).

Sin embargo, para los afos 1970 la euforia inicial de la IA se fue, los gobiernos cancela-

11



ron las fundaciones a proyectos de IA debido a que no tenian una aplicacion fuera de jugar
juegos. Existen multiples razones para que esto pasara, siendo las principales: los investiga-
dores de la IA desarrollaban métodos generales para una gran gama de diferentes problemas;
también muchos problemas que se intentaban resolver fueron demasiado amplios y dificiles;
Por dltimo, en 1971 el gobierno britanico suspendi6 el apoyo a las investigaciones de la IA.

Durante los afos 1970 se desarroll6 una tecnologia llamada sistemas expertos. Estos sis-
temas son capaces de hacer inferencias simples dada una base de hechos y un conjunto de
reglas definidas por un experto humano. Estos sistemas tuvieron un nimero creciente de apli-
caciones a finales de los 1970, demostrando que la tecnologia de IA podria pasar con éxito
de los laboratorios de investigacion a un ambiente comercial. Aunque al inicio la necesidad
de hardware costoso y lenguajes de programacion complicados se dejé en manos de desarro-
lladores expertos. En los afios 1980, con la llegada de las computadoras personales (PC) y
el desarrollo de herramientas de sistemas expertos faciles de usar, permitieron que ingenie-
ros e investigadores de todas las disciplinas tuvieran la oportunidad de desarrollar sistemas
expertos (Stuart R, 2010).

En el afio de 1986 se desarrolla el algoritmo de aprendizaje de propagacion hacia atrés.
Este fue el algoritmo que se convirtid en la técnica mas popular para el entrenamiento de
perceptrones multicapa (redes neuronales). Lo anterior combinado con las limitaciones de los
sistemas expertos, sobre que no todo conocimiento puede ser expresado con base en reglas,
permitié que en los afios 1990 se empezaron a utilizar las redes neuronales como alternativas
para la extraccion de conocimiento escondido en largos conjuntos de datos (Mitchell et al.,

1997).

2.3. Aprendizaje maquina

El término aprendizaje médquina tiene como definicion el estudio de modelos y algoritmos
estadisticos que utilizan los sistemas informdticos para realizar tareas sin necesidad de ser
programado de manera explicita por la persona que desarrollo el sistema (Mahesh, 2020).

El aprendizaje maquina involucra una serie de mecanismos adaptativos que permite a las

computadoras a aprender de la experiencia, ejemplo y analogia. Las capacidades de aprendi-
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zaje pueden ir mejorando en el rendimiento de un sistema inteligente sobre el tiempo (Neg-
nevitsky & Intelligence, 2005). Dicho de una manera mds formal se encuentra la siguiente
definicion: “Un programa de computadora se dice que aprende de la experiencia E con res-
pecto a una clase de tareas 7'y medida de rendimiento P, si su rendimiento con respecto a las
tareas T, medidas por P, mejoran con la experiencia E” (Mitchell et al., 1997).

En el aprendizaje maquina, el aprendizaje ocurre extrayendo la mayor cantidad de infor-
macion del conjunto de datos, también llamado comtinmente conjunto de datos. A través de
algoritmos que analizan la estructura base de los datos y distinguen las sefiales del ruido,
encuentran la sefial, o el patrén que definira su salida (Conway & White, 2012).

Los algoritmos de aprendizaje miquina pueden ser clasificados en varios tipos, cada uno
de estos se puede dividir en funcién de la naturaleza de los datos utilizados, estos son (El

Naga & Murphy, 2015):

= Aprendizaje supervisado: El objetivo del aprendizaje supervisado es utilizar un con-
junto de datos conocidos para estimar un conjunto de datos desconocidos, los cuales
al final nos entregan un conjunto de datos etiquetados, pueden ser unos ejemplos la

clasificacion y regresion.

= Aprendizaje no supervisado: En este aprendizaje el conjunto de datos es una coleccion
de muestras no etiquetadas. Donde x es un vector de caracteristicas, y la meta del
algoritmo consiste en crear un modelo que tome el vector de caracteristicas x como
entrada y lo transforma en otro vector, o si no, a un valor que puede ser utilizado para

resolver problemas précticos.

= Aprendizaje semi-supervisado: En este tipo de aprendizaje el conjunto de datos contie-
ne tanto muestras etiquetadas como no etiquetadas. Usualmente, la cantidad de mues-
tras no etiquetadas es mucho mayor que el nimero de muestras etiquetadas. Su objetivo
es el mismo que el aprendizaje supervisado con la esperanza que al utilizar muestras

no etiquetadas se produzca un mejor modelo.

= Aprendizaje por refuerzo: Es un subcampo del aprendizaje maquina donde la maquina

“vive” en un ambiente y es capaz de percibir el estado de ese mismo ambiente como un
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vector de caracteristicas. La maquina realiza acciones en cada uno de los estados del
ambiente. Su objetivo consiste en aprender una politica, definida como una funcién f
que toma el vector de caracteristicas de un estado como entrada, obteniendo de salida

una accién optima a ejecutar.

Cada uno de estos tipos de aprendizaje ofrecen diferentes soluciones dependiendo de las
caracteristicas del problema. En este trabajo se enfocard en el aprendizaje supervisado, el

cual sera profundizado a continuacion.

2.3.1. Aprendizaje supervisado

Los algoritmos de aprendizaje supervisado consisten en un par de vectores los cuales
realizan la funcién de entrenamiento, en el cual un vector representa los valores de entrada
con los cuales entrenaras la red y el otro son los valores que deseamos obtener a la salida.
El objetivo del aprendizaje supervisado es crear una funcion que pueda predecir el valor co-
rrespondiente a cualquier objeto de entrada valido después de ver el vector con los valores
deseados. De manera mas resumida podemos decir que el aprendizaje supervisado se carac-
teriza por aprender a identificar un objeto en funcion de un conjunto de objetos previamente
seleccionados y que cuentan una caracteristica especifica (Bengio & Courville, 2017). Con el
fin de resolver un determinado problema de aprendizaje supervisado, uno tiene que considerar

varios pasos:

= Determinar el tipo de datos que se utilizara para entrenar el modelo.

= Reunir un conjunto de objetos y entrada que se recopila y salidas correspondientes se

recogen también.

= Determinar la funcion de ingreso de la representacion de la funcién aprendido. La
precision aprendida depende en gran medida de como el objeto de entrada estd repre-

sentado.

= Determinar la estructura de la funcién adecuada para resolver y el problema y la técnica

de aprendizaje correspondiente.
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= Completar el disefio, el ingeniero ejecuta el algoritmo de aprendizaje en el conjunto
de la formacién obtenida. Parametros del algoritmo de aprendizaje pueden ser ajusta-
dos mediante la optimizacion de rendimiento en un subconjunto de ellas (conjunto de

validacién).

2.3.1.1. Clasificacion

En aprendizaje automatico, la clasificacion estadistica es el problema de identificar una
etiqueta de clase y colocarla en una nueva observacion, esto sobre la base ya establecida
previamente de un conjunto de datos que cuentan cada uno con su etiqueta correspondiente a
su clase. Dependiendo del nimero de etiquetas que se tenga asignado, se puede afirmar que
una clasificacién es binaria o multiclase (Burkov, 2019).

La clasificacion tiene como objetivo predecir las etiquetas de un nuevo objeto observado
en funcidn de los registros pasados. Dependiendo del nimero de etiquetas que se tenga asig-
nado, se puede afirmar que una clasificacion es binaria en caso de tener solo dos clases, las
cuales suelen ser representadas con 1 y 0, aunque también hay casos donde se puede obtener
un valor flotante, caso el cual necesitara definirse un umbral. Por otro lado, si tenemos mas de
dos etiquetas de clase, podemos definir que la clasificacion que estamos realizando es multi-
clase (Patterson & Gibson, 2017). En la Figura 2.1 se observa de mejor manera el algoritmo

de Clasificacion.

Clase 1

Nueva Muestra

l Clase 2

Clasificador

Clase N

Figura 2.1: Proceso de clasificacién
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2.3.1.2. Regresion

La regresion es un proceso estadistico predictivo en el que un modelo intenta predecir
valores continuos (i.e. Ventas, precios, resefias) a través de relaciones entre variables depen-
dientes e independientes. Es decir, encontrar una ecuacién que sustituya los valores de las
variables, obteniendo asi los valores a predecir.

El algoritmo més utilizado para varios problemas es la regresion lineal simple. Esta es
una regresion en la que se forma una linea recta cuando se satisface la ecuacién. El método
de los minimos cuadrados se utiliza para obtener tales ecuaciones.

Dado un conjunto de puntos, el algoritmo de regresion construye un modelo que permi-
te ajustar la relacion de dependencia entre un objeto independiente particular (un valor de
variable independiente x) y el valor “resultado” respectivamente (un valor de variable inde-
pendiente y). Observe la Figura 2.2 para tener una idea mas clara de esto.

Se establece una linea como referencia, basado en la relacién establecida por el cdlculo
realizado entre la distancia de la recta con respecto a los puntos de datos correspondientes
a los valores (x, y). Esta distancia, las lineas verticales, son el “residual” o el “error”. El
algoritmo de regresion recalculard (y moverd) la linea en cada iteracion, encontrando la linea
que mejor coincida con los puntos de datos (x, y), o en otras palabras, la linea con el minimo

error (méas cercano a la mayoria de puntos).
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Figura 2.2: Modelo de regresion Lineal. Fuente Patterson & Gibson, 2017
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2.3.2. Redes neuronales

Las redes neuronales son representaciones computacionales basadas en el sistema ner-
vioso. Las redes neuronales tienen como su unidad basica las neuronas, las cuales se suelen

organizar en capas, como se muestra en la Figura 2.3.

Capa de Capa Capa de
Entrada Oculta Salida
Entrada 1
@ N,
Entrada 2 @

erusdes @ /@ —

Entrada n /@
™)

OSSN

—

Figura 2.3: Redes_neuronales_esquema

Una red neuronal es un modelo simple que simula cémo el cerebro humano procesa la
informacién: Funciona combinando simultdneamente una gran cantidad de unidades de pro-
cesamiento interconectadas que parecen sesiones de una version abstracta de una neurona.

La red aprende relacionando los registros individuales, generando predicciones para cada
registro y ajustando los pesos cuando hace predicciones incorrectas. Este proceso se repite
varias veces y la red estd mejorando continuamente sus predicciones hasta que se alcanza uno
0 mas criterios de parada.

Una red neuronal es un modelo de computadora que comparte algunas propiedades con
el cerebro, en donde muchas unidades simples trabajan en paralelo con una unidad de control
no centralizada. Donde los pesos entre las unidades son los medios principales de almace-
namiento de informacién a largo plazo en las redes neuronales. La actualizacion de esos
pesos son la forma principal de que la red neuronal aprende nueva informacién (Patterson &

Gibson, 2017).
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2.4. Aprendizaje profundo

La inteligencia artificial es un campo muy amplio, el cual existe desde hace tiempo. Este
campo engloba el drea del aprendizaje maquina, que a su vez engloba el campo del apren-
dizaje profundo. En otras palabras, el aprendizaje profundo es un subcampo del aprendizaje
maquina.

El concepto del aprendizaje profundo ha ido cambiando en la década pasada, y es un
término que sigue a discusion. Sin embargo, una definicién que puede servir es que el apren-
dizaje profundo trata con "Redes neuronales con mas de dos capas” (Patterson & Gibson,
2017). Aunque no es un concepto propiamente dicho, esta definicidn nos dice que el apren-
dizaje profundo engloba técnicas de aprendizaje maquina con un nivel de complejidad alto.

Los aspectos que diferencian una red de aprendizaje profundo con redes multicapa son

las siguientes:

= Mais neuronas que las anteriores redes.
= Formas mas complejas de conectar las capas.
= Una explosion en la cantidad de poder de computo disponible para entrenar.

m Extraccidn de caracteristicas automatica.

El concepto de mas neuronas, quiere decir que la cantidad de neuronas utilizadas aumento
con respecto a afios pasados. En cambio, el concepto de més conexiones significa que las
redes cuentan con mds pardmetros a optimizar, y esto requiere una explosion en el poder
computacional necesario. De esta forma, las redes profundas pueden modelar espacios del
problema mds complejos. En otras palabras, el aprendizaje profundo son redes neuronales
con un gran numero de pardmetros y capas en alguna de las cuatro arquitecturas de redes

fundamentales:

= Redes pre-entrenadas no supervisadas.

m Redes neuronales convolucionales.
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= Redes neuronales recurrentes.

m Redes neuronales recursivas.

2.4.1. Hiperparametros

Los hiperparametros son tipicamente un conjunto de parametros que pueden ser ilimi-
tados. El usuario teéricamente puede escoger un nimero entre 1 e infinito, pero no puede
simplemente utilizar los datos de entrenamiento para encontrar el numero correcto de nodos.
Por lo que, la definicion de los limites de los hiperpardmetros es especificada por el exper-
to, donde los limites son creados con base en multiples restricciones, tales como: requisitos
de calculo, dimensionalidad, tamafo de los datos, etc. Tipicamente, seria necesario crear los
limites para mas de un hiperpardmetro, por lo que, se obtendria una cuadricula n-dimensional
de los hiperpardmetros para elegir (Joshi, 2020).

En el aprendizaje maquina existen los parametros de modelo y pardmetros que se ajustan
para hacer que las redes se entrenen mejor y mas rdpido. A estos pardmetros de ajuste se
les denominan hiperparametros, y su funcion principal consiste en controlar las funciones de
optimizacién y seleccion de modelos durante el entrenamiento del algoritmo de aprendizaje.
La seleccion de hiperpardmetros se enfoca en asegurar que el modelo no tenga un subajuste o
sobreajuste el conjunto de datos, mientras que aprende la estructura de los datos. Aunque los
hiperpardmetros son diferentes para cada tipo de modelo de aprendizaje, los que cominmente

se encuentran en las redes neuronales son los siguientes (Patterson & Gibson, 2017):

= Numero de capas

= Numero de neuronas por capa
= Funciones de activacion

= Funciones de perdida

= Funcién de optimizacion

= Epocas de entrenamiento

= [nicializador de pesos.

19



Tamaifio de lotes.

Tasa de aprendizaje

Regularizacion

Impulso

Escasez

2.4.2. Tasa de aprendizaje

El rol de la tasa de aprendizaje consiste en moderar el grado en el cual los pesos del
modelo son cambiados. Usualmente, se establece un valor bastante pequefio (por ejemplo,
0.1) y comtinmente se configura para decaer a medida que el nimero de iteraciones de ajustes
de pesos aumenta (Mitchell et al., 1997).

La tasa de aprendizaje afecta la cantidad en la que se ajustan los pardmetros durante la
optimizacion, esto para minimizar el error en las conjeturas de la red neuronal. Un coeficiente
de tasa de aprendizaje grande (por ejemplo, 1) hard que los pardmetros den saltos, y los coefi-
cientes pequefios (por ejemplo, 0.0001) hara que los parametros avancen lentamente. Si los
saltos son grandes, aunque ahorraran tiempo inicialmente, pueden llegar a ser desastrosos si
sobrepasa el minimo establecido. En cambio, una tasa de aprendizaje pequeia eventualmente
llevard al modelo a un error minimo, pero puede llegar a tomar una mayor cantidad de tiempo

(Patterson & Gibson, 2017).

2.4.3. Optimizador

Los algoritmos de aprendizaje profundo implican optimizacion en muchos contextos. La
optimizacién se usa a menudo para escribir pruebas o disefiar algoritmos. El problema de
optimizacién més dificil en el aprendizaje profundo es el entrenamiento de redes neuronales.
Un caso en particular de optimizacion de una red neuronal es el siguiente: Encontrar los
parametros ¢ de una red neuronal que significativamente reduzca el costo de la funcién j(6),
que comunmente incluye una medida de rendimiento evaluada en todo el conjunto de datos

(Goodfellow et al., 2016).
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Otra forma de ver el aprendizaje automatico es como un problema de optimizacién, donde
buscamos reducir la funcién de pérdida en relaciéon con los pardmetros de la funcién de
prediccion. El algoritmo Stochastic Gradient Descent (SGD) y sus variantes son uno de los
algoritmos mds utilizados para mejorar los modelos de aprendizaje automdtico. Sus puntos
fuertes son la facilidad de implementacién y el procesamiento rdpido de grandes conjuntos
de datos. (Patterson & Gibson, 2017).

Otro de sus puntos es que el SGD puede ser ajustado mediante la adaptacion de la tasa de
aprendizaje o utilizando informacion de segundo orden. La version original del SGD utiliza
el gradiente de manera directa, esto deriva en que el gradiente puede ser muy cercano a cero
para cualquier parametro, asi el SGD toma pasos muy pequefios o grandes en algunos casos.
Para solucionar esto existen los algoritmos adaptativos, estos algoritmos son variantes del
SGD y pueden adaptar una tasa de aprendizaje diferente a cada pardmetro. Alguno de los

algoritmos adaptativos mds populares son:

» AdaGrad
= RMSProp
s Adam

m AdaDelta

Cada uno de estos algoritmos presentan sus ventajas y desventajas. Ninguno de estos
es mejor que los demas en todos los casos. El uso de cada uno de ellos depende en gran
medida de las necesidades del modelo y las caracteristicas de los datos que se manejan para

el entrenamiento.

2.5. Auto Aprendizaje Maquina (AutoML)

En anos recientes, las técnicas de aprendizaje profundo han invadido todos los aspectos
de la vida de la sociedad y han traido una gran conveniencia para la misma. Sin embargo, la
creacion de sistemas de aprendizaje profundo de alta calidad para una tarea especifica depen-

de mucho de la experiencia del humano, lo anterior hace que la aplicacion del aprendizaje
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profundo se vea limitado a pocas dreas. Aqui es donde entra el Auto Aprendizaje Maqui-
na (AutoML por sus siglas en inglés), esta drea se vuelve una solucién prometedora para la
construccion de sistemas de aprendizaje profundo sin la necesidad de asistencia humana (He
et al., 2021).

El interés reciente por modelos de aprendizaje maquina complejos y computacionalmente
caros con una gran cantidad de hiperpardmetros, como marcos de trabajo de AutoML y redes
neuronales profundas, ha resultado en el resurgir de la investigacion de Optimizacién de

Hiperpardmetros (HPO por sus siglas en inglés) (Hutter et al., 2019).

Base de Datos ! {3}

_
Optimizacién deParametrose  ——————» L
Hiperparametros —_—

e Mejor
o Costo/Beneficio

Automatizacién de Aprendizaje Modelo de Aprendizaje
Automético Automético

H

Figura 2.4: Modelo de AutoML

Un sistema de aprendizaje maquina contiene hiperparametros, estos son modificados de
manera automadtica para optimizar un modelo de aprendizaje maquina. Los modelos de redes
neuronales profundas dependen crucialmente de un rango de opciones de hiperparametros,

entre estos se encuentran: Arquitectura de la red neuronal, regularizacién, y optimizacion.

2.5.1. Optimizacion de hiperparametros

La optimizacion de hiperparametros (HPO por sus siglas en inglés) es uno de las prin-
cipales acciones del AutoML. Este problema nace en los afios 90, donde Kohavi & John
encontraron y establecieron que diferentes configuraciones de hiperparametros tienden a tra-
bajar de mejor manera para diferentes conjuntos de datos (Kohavi & John, 1995). Por lo tanto,

en la optimizacion se busca obtener los mejores hiperpardmetros posibles
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Figura 2.5: Optimizador de hiperparametros

2.5.2. Bisqueda de un modelo de arquitectura neuronal

NAS es un proceso de ingenieria de arquitectura automética, que se considera un sub-
campo del AutoML y contiene una superposicion significativa con la HPO. Los métodos de
NAS son categorizados de acuerdo con tres dimensiones, las cuales son: Espacio de busque-
da, Estrategia de busqueda, y estrategia de estimacion de rendimiento (Hutter et al., 2019).

La Figura 2.6 muestra el proceso de busqueda NAS.

Arguitectura

Aeg A
Estrategia de Estrategia de

Espacio de busqueda . estimacion de
A busaueda \—-_._._.-4‘// rendimiento

Rendimiento
estimado de A

Y

Figura 2.6: Proceso de busqueda del método NAS. Fuente Hutter et al., 2019

2.5.3. Optimizacion bayesiana

El método de optimizacion bayesiana es una propuesta de marco de trabajo de optimi-
zacion para la optimizacion global de funciones de caja negra costosas. La optimizacion
bayesiana se caracteriza por ser un algoritmo iterativo que consta de dos componentes prin-
cipales: Un modelo sustituto probabilistico y una funcion de adquisicion para decidir cudl

serd el siguiente punto para evaluar. Durante cada iteracion, el modelo sustituto es ajustado a
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todas las observaciones de la funcién objetivo que se han realizado hasta el momento. Poste-
riormente, la funcién de adquisicién determina la utilidad de los diferentes puntos candidatos,
utilizando la distribucion predictiva del modelo probabilistico, mediante un intercambio entre

la exploracion y la explotacion (Hutter et al., 2019).

2.6. Computacion distribuida

Durante la realizacion de este proyecto se implementé el uso de tecnologias distribui-
das, esto debido a que es necesario la implementacion de multiples nodos que funcionen en
conjunto, que sean flexibles y sencillos en su desarrollo.

La computacion distribuida es un modelo para resolver grandes problemas computacio-
nales utilizando una gran cantidad de computadoras organizadas en grupos integrados en
una infraestructura de telecomunicaciones distribuida Coulouris et al., 2012. La ventaja de la
computacion distribuida es que la operacion de procesamiento se puede dividir en distintas
ubicaciones donde se permita realizar de manera mas eficiente. En la Figura 2.7 se observa

el funcionamiento de computacion distribuida.
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Figura 2.7: Computacion distribuida

2.6.1. Historia de la computacion distribuida

Los primeros sistemas distribuidos fueron disefados en los afios 70 mediante el uso de
redes locales (LAN) como Ethernet (Andrews, 2020). Esta innovacion permiti6 el desarrollo
de multiples lenguajes, algoritmos y aplicaciones para la distribucion de procesos. No obstan-
te, hasta que los precios de las redes LAN bajaran, se logro el desarrollo de la computacion
cliente-servidor (Banks, 2008). Las ultimas décadas se han concretado muchos avances en
el desarrollo de algoritmos distribuidos, elevando cada vez mds la importancia de la compu-
tacion distribuida. Existen multiples ejemplos de sistemas distribuidos, los cuales son aplica-
dos en el dia a dia en la sociedad. Comunmente se han aplicado que la mayoria de los sistemas
estdn estructurados con un modelo cliente-servidor, en donde el servidor es el encargado de

almacenar los datos y manejar los recursos, proporcionando un servicio a varios clientes que
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se encuentran en distintas ubicaciones (Ghosh, 2006). Sin embargo, algunas aplicaciones no
dependen de un servidor central, sino que son sistemas peer-to-peer los cuales han presentado

un aumento en su popularidad en tiempos modernos (Liben-Nowell et al., 2002).

2.6.2. Sistemas distribuidos

Los sistemas destinados estan destinados a ser utilizados en un entorno del mundo real,
por lo que deben estar disenados para funcionar correctamente en la gama mas amplia posible
de circunstancias ante posibles dificultades y amenazas. Las propiedades y los problemas de
diseno de sistemas distribuidos pueden ser capturados y discutidos mediante el uso de mode-
los descriptivos. Cada modelo tiene la intencidén de proporcionar una descripcion abstracta y
simplificada pero consistente de un aspecto relevante del disefio del sistema distribuido.

Algunos aspectos relevantes pueden ser: el tipo de nodo y de red, el nimero de nodos
y la responsabilidad de estos y posibles fallos tanto en comunicacién como entre los nodos.
Se puede definir tantos modelos como caracteristicas queramos considerar en el sistema,
pero suele atender a esta clasificacion: modelos fisicos, modelos arquitecténicos, modelos de

interaccion, modelos de fallos, modelos fundamentales y modelos de seguridad,

= Modelos fisicos: Representan la forma mads explicita para describir un sistema, identi-
fican la composicion fisica del sistema en términos computacionales. Principalmente

atendiendo la heterogeneidad y escalabilidad.

= Modelo arquitecténico: Describen el sistema en términos de las tareas computacionales
y de comunicacion realizada por los elementos. La principal preocupacion es determi-

nar la relacion entre procesos y hacer el sistema confiable, adaptable y rentable.

= Modelos fundamentales: Toman una perspectiva abstracta de acuerdo con el andlisis de
un aspecto individual de un sistema distribuido. Se debe obtener solo lo esencial del

sistema para poder comprender el comportamiento del sistema.
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2.6.2.1. Modelos de interaccion

Analizan la estructura y secuencia de la comunicacion entre los elementos del sistema.
Cobran importancia las prestaciones del canal de comunicacién (Latencia, AB, fluctuacién),
haciendo imposible predecir el retraso con el que puede llegar el mensaje. En otras palabras,
no hay un tiempo global a todo el sistema, la ejecucion es “No determinista”. Cada compu-
tadora tiene su propio reloj interno, lo que conlleva tener que sincronizar los relojes locales
de todas las maquinas que componen el sistema distribuido. Existen dos tipos de modelos de

interaccion sincrono, asincrono.

= Modelo sincrono: Este modelo se enfoca en establecer una comunicacién en tiempo

real entre los dos dispositivos.

= Modelo asincrono: Es un modelo que permite establecer una comunicacion en la que

no es necesario obtener una respuesta inmediata a una peticion.

2.6.2.2. Modelo de fallos

Estudio e identificacion de las posibles causas de fallos. Pueden clasificarse segiin su
entidad, dando lugar a fallo de procesos o fallos de comunicacidn, o segun el problema, dando
lugar a fallos por omision o arbitrarios: fallos por omision en procesos, fallos arbitrarios o

bizantinos, enmascaramiento de fallos.

2.6.2.3. Modelos de seguridad

La seguridad de un sistema distribuido se puede lograr asegurando los procesos y canales
utilizados para sus interacciones y protegiendo los objetos que es necesario encapsular contra
el acceso no autorizado. Estos modelos proporcionan la base para construir un sistema seguro
atendiendo a recursos de todo tipo. Para ellos, es clave postular un enemigo que es capaz de
enviar cualquier mensaje a cualquier proceso y leer o copiar cualquier mensaje enviado entre

un par de procesos.
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2.6.3. Cliente-Servidor

Es un modelo arquitecténico el cual permite dividir las tareas que estd realizando un
software entre distintos clientes, llamamos servidor al encargado de administrar y gestionar
los recursos entre los llamados clientes, los cuales se encarga en realizar las peticiones del
servidor y retornar una respuesta, el servidor puede comportarse como cliente también si este
response a otro servidor (Blancarte, 2020). En la Figura 2.8 se muestra un ejemplo de cémo

se aplica en este modelo.

= Procesos: Son las tareas que realizar por los clientes que fueron ordenados por el ser-

vidor.

= Almacenamiento de la informacion: Es el lugar donde se almacenan los datos con los

que se esta trabajando

= Comunicaciones: Es el proceso de comunicacion que existe entre los distintos nodos.

Figura 2.8: Modelo cliente-servidor
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2.6.4. Redes peer-to-peer

También se les conocen como sistemas de igual a igual, debido a que todos sus nodos
estan conectados entre si, como se observa en la Figura 2.9. Es un modelo totalmente descen-
tralizado, el cual se organiza de manera dindmica, permitiendo un mejor equilibrio entre las

cargas de trabajo asignadas a cada computadora del sistema.

Computadora

Computadora Computadora Computadora

Computadora

Figura 2.9: Modelo de Peer-to-Peer

2.6.5. Grid computing

Se trata de un modelo el cual permite que se distribuyan los procesos computacionales en
una red de computadoras de tamafio variable, permitiendo la programacion paralela. Permite
tener una conexion a una supercomputadora, la cual realizara cdlculos complejos, mientras
que otra de sus conexiones realiza trabajos mds sencillos como manejo de datos, esto distri-
buido en multiples ubicaciones asi como se muestra en la Figura 2.10. Tiene como objetivo
resolver problemas computaciones con la mayor velocidad posible al menor costo posible

utilizando todos los recursos computacionales disponibles.
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Figura 2.10: Modelo de Grid Computing

2.6.6. Red centralizada

Las redes centralizadas son sistemas que utilizan una arquitectura/cliente-servidor donde
los nodos clientes estan conectados directamente al servidor. La popularidad de estos sistemas
reside en que permite a las empresas tener multiples clientes, lo cuales recibirdn un resultado
por parte de la empresa. En la Figura 2.11 se muestran los distintos tipos de redes en los que

se puede configurar un sistema distribuido.
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Red centralizado Red descentralizada Red distribuida

Figura 2.11: Topologia de red centralizada

2.6.7. Procesamiento por lotes

El procesamiento por lotes estd disefiado para que los procesos por lotes solo se ejecu-
ten durante un periodo breve de tiempo. Entre los ejemplos de este proceso se encuentran:
generacion de agregacion de datos de telemetria de usuario, andlisis de datos de ventas para
informes diarios o semanales, o la trans-codificacién de archivos de video. Los procesos por
lotes generalmente son utilizados porque permiten el procesamiento de grandes volimenes
de datos rapidamente, mediante la utilizacion del paralelismo para acelerar el procesamiento
(Burns, 2018).

El modelo mas simple de procesamiento por lotes es por medio de una cola de trabajo. En
un sistema de cola de trabajos, existe un lote de trabajo por realizar. Cada trabajo es indepen-
diente de otro trabajo y puede ser procesado sin interacciones entre ellos. Generalmente, el
objetivo de las colas de trabajo son garantizar que cada trabajo se procese dentro de un cierto

periodo de tiempo. La Figura 2.12 muestra un modelo de cola de trabajo genérica.
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Figura 2.12: Modelo de cola de trabajo genérica

2.6.8. Intercambio de mensajes

La comunicacién entre una red de computadoras puede realizarse de diferentes maneras
en un sistema distribuido. Esta comunicacion tiene una serie de caracteristicas de rendimiento

que se relacionan con la latencia, el ancho de banda y la fluctuacion (Coulouris et al., 2012):

= Latencia: Es la demora entre el inicio de la transmisién del lenguaje de un proceso y

el comienzo de su receptor por otro.

= Ancho de banda: Es el monto total de informacion que puede ser transmitida sobre
una red de computadoras en un tiempo dado. Cuando se utiliza un gran nimero de
canales de comunicacion en la misma red, estos tienen que compartir el ancho de banda

disponible.

= Fluctuacion: Es la variacion en el tiempo tomado para entregar una serie de mensajes.

La fluctuacidn es relevante en cuestiones de datos multimedia.

Una manera de realizar la implementacién de intercambio de mensajes es mediante un
intermediario de mensajes. El Protocolo Avanzado de Cola de Mensajes (AMQP por sus si-
glas en inglés) es un protocolo Maquina a Maquina (M2M) ligero, el cual esta disefiado para
ofrecer confiabilidad, seguridad, aprovisionamiento e interoperabilidad. Ademads, el protoco-
lo AMQP soporta arquitecturas de peticion/respuesta y publicacién/subscriptor (Naik, 2017,
October).

Para iniciar una comunicacion AMQP, este requiere el publicador o el consumidor creen

un intercambio (exchange en inglés) con un nombre para después mandar una retransmision
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(broadcast en Inglés) con ese nombre. De esta manera, el publicador y el consumidor puede
descubrirse unos a otros. Posteriormente, el consumidor se encarga de crear una cola (queue
en inglés) y esta es adjuntada al intercambio al mismo tiempo. Finalmente, el publicador
manda mensajes al exchange, y este se encarga de rutear a la cola correspondiente, a este
proceso se le denomina binding. El protocolo AMQP realiza el intercambio de mensajes de

diferentes maneras: directa, en forma de abanico, por tema o basado en encabezados.

2.7. Tecnologias de Machine Learning

El proyecto principal estd desarrollado en lenguaje Python, mediante la aplicacion de li-
brerias como TensorFlow 2.2, para la implementaciéon de modelos de redes neuronales, Keras,
para la construccién de arquitecturas de redes neuronales, y Optuna, para la implementacién
de la optimizacion bayesiana. La gestion de librerias por parte de Python se realiz6 con un
plugin del mismo Python. A su vez, el intercambio de mensajes entre nodos se realiza me-

diante la aplicacién RabbitMQ.

2.7.1. Python

Es un lenguaje que se caracteriza por ser sencillo y practico a la hora de desarrollar en
la plataforma. Es un lenguaje de proposito general, y ofrece un ambiente comodo para apli-
caciones cientificas, lo cual lo hace una buena opcion para los cientificos (Oliphant, 2007).

Entre las caracteristicas que ofrece Python se encuentran:

Licencia de codigo abierto que permite la venta, utilizacion o distribucion de aplica-

ciones escritas en Python.
= Permite la disponibilidad de ejecutar aplicaciones en multiples plataformas.
= Permite la construccion de aplicaciones sofisticadas de manera orientada a objetos.
= Tiene la habilidad de interactuar con una gran variedad de otros softwares.

= Contiene una gran cantidad de médulos de librerias, esto significa que se puede cons-

truir programas mas sofisticados.
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= Tiene una comunidad famosa para recibir respuestas rapidas y ttiles a las consultas de

usuarios.

2.7.2. TensorFlow

TensorFlow Es una interfaz creada para desarrollar y ejecutar algoritmos de aprendizaje
maquina. Un programa que utilice TensorFlow puede ejecutar, con poco o ningin cambio, en
una amplia variedad de sistemas, desde mdquinas pequefias, como mdviles, hasta sistemas
distribuidos a gran escala de cientos de maquinas y dispositivos computacionales como tarje-
tas GPU. Entre las aplicaciones que puede tener se incluyen el entrenamiento y la inferencia
de algoritmos para modelos de redes neuronales profundas. La API de TensorFlow fue de-
sarrollada en noviembre de 2015 por Google y fue lanzado como paquete de cédigo abierto

bajo la licencia de Apache 2.0 (Abadi et al., 2016).

2.7.3. Rabbit MQ

RabbitMQ es una broker de mensajes de codigo abierto que implementa un estindar
AMAQP. Fue lanzado en el afio 2007, hasta que la dltima versiéon mds estable aparecid en
2015. Esta aplicacion fue desarrollada en el lenguaje de programacion Erlang y estd basado
en el framework de “Plataforma de telecomunicaciones abierta”. De entre las caracteristicas
mas importantes de RabbitMQ estdn: muchos servidores RabbitMQ de una red local pueden
ser agrupadas juntas, formando un solo brdker 16gico, permitiendo la implementacién de
caracteristicas como el balance de carga y la tolerancia a fallos; Otra caracteristica es el
protocolo AMQP que utiliza para aceptar las conexiones entre las diferentes plataformas

(Ionescu, 2015).
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Capitulo 3
Estado del arte

Actualmente, el mundo de la tecnologia esta en constante desarrollo, lo que lleva a que las
empresas necesiten equipos cada vez mas especializados. Esto con el objetivo que se puedan
realizar tareas complejas a una velocidad aceptable para los estindares de la sociedad de hoy
en dia. Otra problemadtica comiin es el manejo de grandes volumenes de datos y el obtener
un buen rendimiento generando bajos costos de produccion. Por lo tanto, el interés por un
sistema de AutoML como solucién a esta problemadtica ha aumentado considerablemente en

los ultimos afios.

3.1. Principales sistemas de AutoML

Dentro de los primeros sistemas de AutoML desarrollados se encuentran Auto-WEKA
Thornton et al., 2013. Este sistema fue el primero en abordar el drea de la automatizacion
de procesos de aprendizaje como un campo de estudio formal “Combined Algorith Selection
and Hyperparameter optimization” (CASH). Utilizaron la libreria WEKA de Java la cual
selecciona un algoritmo mientras que los hiperparametros son dados por el dataset. Utilizan
técnicas de optimizacion bayesiana basada en modelos secuenciales, esto les permite trabajar
con hiperpardmetros continuos y categoricos. De esta manera, cada iteracion que hace calcula
la funcién de perdida mediante un método de validacidn cruzada, el algoritmo seleccionaba
los mejores hiperparametros y actualizaba el modelo hasta la ultima iteracion donde retornaba
el mejor modelo. En el afio 2017 se desarroll6 Auto-WEKA 2.0 el cual cuenta con cambios

que le representan una mejoria en comparacion con su predecesor, se agregd soporte para
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modelos de regresion y cambiaron el algoritmo de optimizacién por un drbol de decision
bayesiana obteniendo mejores resultados (Kotthoff et al., 2019).

Hyperopt-Sklearn es un sistema de AutoML desarrollado en 2014 inspirado en Auto-
WEKA (Komer et al., 2014), el cual buscaba compartir sus funcionalidades con el lenguaje
de programacién Python. Se basa en el mismo concepto de configurar hiperpardmetros co-
mo un espacio de busqueda de variables aleatorias. En el caso de este trabajo, utiliza como
base para los algoritmos la libreria scikit-learn la cual se encarga de entrenar y validar los
modelos basados en la funcién objetivo. Utiliza un método de validacion cruzada mediante la
implementacion de una libreria de optimizacion de hiperparametros hyperopt el cual presen-
to una precision aceptable con respecto a los anteriores modelos, incluso teniendo algunos
conjuntos de datos donde presentaba mejor precision que los modelos ya existentes. Una es-
calabilidad ma4s fiable fue una de las ganancias que obtuvo al corregir el problema encontrado
en Auto-WEKA.

El siguiente afio se sigui6 trabajando en los conceptos ya existentes en los sistemas de
AutoML, por lo que en 2015 sali6 a la luz AUTO-SKLEARN (Feurer et al., 2019). Este nuevo
sistema resolvié alguno de los problemas que venia persistiendo en los primeros modelos de
AutoML. Los cuales fueron causados principalmente por la forma en que se implemento
el espacio de busqueda con anterioridad. AUTO-SKLEARN implemento un algoritmo de
optimizacién bayesiana, asi como también expandi6 el nimero de algoritmos de buisqueda,
lo que llevo a obtener resultados mds precisos y suaves. Los pocos inconvenientes que se
encuentran en el sistema es la carencia de soporte para algoritmos de regresion y tiene un
rendimiento en grandes conjuntos de datos.

Afio 2016 fue uno donde se introdujo una nueva ruta en el desarrollo de Sistemas de Au-
toML con TPOP (Tree-based Pipelin Optimization Tool) (Olson & Moore, 2016). El sistema
basé su construccion en el uso de algoritmos genéticos, aunque su primer enfoque fue el de
clasificacion y precision, logro obtener resultado significativo como herramienta de aprendi-
zaje automatico. El proceso de busqueda que utiliza es una herramienta de optimizacion de
tuberias basada en arboles, la cual cuenta con tres procesos principales: preprocesamiento
de caracteristicas, seleccion de caracteristicas y clasificacion supervisada de caracteristicas,

creando asi arboles de algoritmos genéticos. Esto permitié tener una mejor escalabilidad y
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flexibilidad debido a que se puede agregar o eliminar nodos en las tuberias con facilidad.

3.2. Segunda generacion de sistemas de AutoML

Se presentaron otros trabajos con esta metodologia basada en algoritmos genéticos como
es el Caso de GAMA: Genetic Automated Machine learnign Asistant presentado en 2019
(Gijsbers & Vanschoren, 2019). Este sistema de AutoML fue desarrollado en el lenguaje de
programacion Python, uso algoritmos genéticos usando tuberias mediante libreria scikit-learn
para los algoritmos de inteligencia artificial, como principal caracteristica se destaca que usa
los algoritmos de manera asincrona a diferencia de su antecesor TPOP, el cual hacia manejo
de manera sincrona, también se debe mencionar que solo soporta algoritmos de regresion y
clasificacion.

En 2018 se present6 un trabajo llamado ML-Plan: Automated machine learninig via hie-
rarchical plannig (Mohr et al., 2018). Este cuenta con una caracteristica principal que lo
diferencia de los demas AutoML y es que su espacio de busqueda no se basa en cambiar la
solucion durante la busqueda. En general, cuenta con una jerarquizacion que le hace probar
cada una de las soluciones de manera global hasta obtener el resultado deseado. El mismo
aflo también se presentd TransmogriflA (Kevin Moore, 2018). Una libreria de AutoML la
cual fue disefiada en escala, con la capacidad de ejecutarse sobre el FrameWork de Apache
Spark, su desarrollo estd pensado para que no se necesite un experto en aprendizaje maquina.
Si no que de manera estricta maneja una separacion entre el flujo de trabajo del modelo de
machine learning y la manipulacion de datos para que pueda ser reutilizable y modular. Otro
trabajo a destacar el mismo afo fue el de OBOE: Collaborative Filtering for AutoML Initia-
lization donde maneja de los principales retos en el machine learning que es la seleccion de
algoritmos y el ajuste de hiperparametros (Yang et al., 2018). OBOE predice cudl algoritmo
tendrd el mejor rendimiento en un tiempo limitado. El sistema predice el tiempo de ejecucion
de cada algoritmo, por lo que cuantifica la informacion que se obtendré sobre un conjunto de
datos. A diferencia de otros sistemas de AutoML donde dedican todo el tiempo en explorar
cada una de las meta-caracteristicas del modelo.

Hoy en dia se observa como los modelos de aprendizaje automético se han estado desa-
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rrollando de gran manera y con esto han presentado nuevas situaciones que requirieron co-
menzar a trabajar en estos sistemas de AutoML para dar un acceso mds sencillo a las personas
al mundo de la inteligencia artificial. Al tener estos sistemas que se basan principalmente en
librerias ya establecidas para el uso de un tnico nodo, haciendo todo el proceso de manera
centralizada. Luego se comenzaron a buscar maneras de hacer que fueran escalables, para asi
lidiar con la gran demanda de datos que se estd dando en la actualidad.

Ultron-AutoML es una herramienta de aprendizaje automatico implementada en un am-
biente distribuido tolerante a fallas (Narayan et al., 2020). El cual presenta una mejora de
rendimiento, la creaciéon de modelos de aprendizaje automatico mediante el uso de la opti-
mizacion de hiperparametros. Este framework permite un buen manejo del trabajo a realizar,
los datos que se utilizan tienen un mejor control y también ha demostrado que la carga que
recibe la CPU ha bajado su carga hasta un 30 % al ser dividida en distintos nodos. Al manejar
una gran cantidad de nodos también permite asegurar una buena escalabilidad en el sistema,
asi como una sencilla duplicidad de los resultados obtenidos.

D-SmartML es un sistema que busca crear su propia base sobre el framework de distribu-
cion Apache-Spark el cual ayuda a que se solucione el problema de escalabilidad y el manejo
de un gran volumen de datos (Abd Elrahman et al., 2020). D-smartML cuenta con un me-
canismo meta aprendizaje que le ayuda automatizar la seleccion de algoritmos. Admite tres
procesos distintos, los cuales son ajustes de hiperparametros, bisqueda aleatoria distribuida
y la optimizacion de hiperbanda distribuida.

Las tecnologias que implementan sistemas de AutoML han aportado grandes soluciones a
problemas, lo cual aporta la posible implementacion de distintas funcionalidades en distintos
campos que antes no se habian contemplado. Algunos son sistemas de atencidn al cliente, dis-
positivos inteligentes que se encargan de obtener grandes cantidades de datos y mientras que
la herramienta de aprendizaje automatico ayuda en el proceso de andlisis de datos reduciendo
los costos (Li et al., 2019).

En el area de la salud se han desarrollado también propuestas interesantes que mane-
jan este tipo de herramientas. En el trabajo de (Alaa & Schaar, 2018) se implementa Auto-
Prognosis, que es un modelo que se diseid especialmente en prondsticos clinicos, utilizando

un conjunto eficiente de tuberias gracias a un moderno sistema de optimizacidn bayesiana por
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lotes. Debido a que los datos clinicos presentan una mayor complejidad, se buscan también
opciones como Atseer (Wang et al., 2019) que brinda una mejor interfaz al usuario, brindando
la capacidad de seleccionar mejor el campo de buisqueda en los sistemas de AutoML.

Katib es una plataforma escalable de AutoML el cual encuentra su base en Kubernetes,
esto le permite tener una variedad de algoritmos, también realizar ajuste de hiperparame-
tros y busqueda de arquitectura neuronal. Este sistema divide todos sus componentes y los
encapsula en microservicios, opera desde la API de Kubernetes. Esto le permite tener una
buena comunicacién entre sus componentes, una gestion flexible y una implementacion esca-
lable a un costo reducido. Contiene una buena interfaz de usuario, haciéndolo una plataforma

universal para cualquier tipo de usuario (Zhou et al., 2019).

3.3. Sistemas de AutoML comerciales

La popularidad de estos sistemas de AutoML en la sociedad actual ha llevado a empresas
a desarrollar sus propios sistemas, los cuales son implementados como modelo de negocio,
algunas de estas empresas son H20, Amazon, Google, Microsoft, Datarobot y SparkCogni-
tion.

La empresa H20.i0 cuenta con multiples servicios relacionados con la inteligencia artifi-
cial, entre los cuales se destaca su propio sistema llamado H20 AutoML, el cual estd cons-
truido sobre la base de su propio Framework H20 el cual le permite distribuir los procesos
de manera centralizada entre multiples nodos y utilizar un método de optimizacién random
forest (LeDell & Poirier, 2020).

También hay empresas como Datarobot, la cual nos permite pagar por sus servicios de
AutoML, cuenta con multiples caracteristicas, como la de realizar tareas de clasificacion,
regresion, series de tiempo, entre otros. También cuenta con una interfaz amigable para el
usuario y caracteristicas que te permiten tener un mejor manejo de los datos con los que se
esté trabajando durante su utilizacion (DataRobot’s Al Cloud Platform, 2012).

Otra empresa que se menciond fue SparkCognition, la cual se encargdé de desarrollar
su propio sistema de AutoML llamado Darwin, el cual recientemente fue actualizado a su

version 2.0. Se cuenta con soporte para multiples tareas como algoritmos supervisados, no
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supervisados, series de tiempo, etc. La nueva version Darwin 2.0 le brinda al usuario mayor
control sobre los datos, la capacidad de brindar soluciones a problemas criticos, se agregaron
algoritmos genéticos y realizar predicciones en tiempo real, todo mediante un sistema en la
nube (Darwin™ 2.0, 2022).

Existen muchos modelos que trabajan en la nube, como es el caso de Cloud AutoML,
el cual es un sistema creado por la compaiia Google. La empresa cuenta con su propia pla-
taforma, la cual le permite tener un mejor control de los usuarios, ya que es necesario que
cada usuario tenga su cuenta propia. El objetivo de este sistema es facilitar la creaciéon de
modelos de inteligencia artificial, se puede contratar en funcion de las siguientes categorias,
vision, video inteligente, procesamiento natural de lenguaje, traduccion y datos estructurados
(Bisong, 2019).

La empresa Amazon, por otro lado, cuenta con su propio servicio llamado Amazon Sa-
gamaker el cual sirve como un AutoML permitiendo desarrollar, crear y entrenar sus propios
modelos de manera sencilla. De la misma manera que Google implementan diferentes médu-
los tanto de vision artificial, procesamiento de lenguaje natural, regresion, entre otros con el
objetivo de reducir costos operativos (Scheppat, 2022). Cuenta con una version open source
llamada AutoGluon, se ha utilizado como apoyo para la creacién de modelos de inteligen-
cia artificial menos complejos que en su version de comercial, sin mencionar que tienes que
contar con los conocimientos de manejo, ya que es parte de una libreria de Python la cual se
puede importar a diferencia de SageMaker el cual cuenta con su propia interfaz aparte de ser
multiplataforma es mas amigable para el usuario (Erickson et al., 2020).

Por ultimo, tenemos la empresa Microsoft, el cual cuenta con su propio sistema de servi-
cios basados en la nube como las anteriores empresas. El sistema que manejan se llama Azure
Automated Machine learning, este sistema cuenta con varios apartados donde se puede selec-
cionar el tipo de modelo que se desea generar, sea aprendizaje supervisado, no supervisado,
aprendizaje por refuerzo, entre otros. Al tener su manejo en a nube, cuenta con multiples
opciones de configuraciones, en las cuales podemos implementar el sistema de manera dis-

tribuida o completamente centralizada en un solo nodo (Mukunthu et al., 2019).
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Tabla 3.1: Resumen del estado del arte (Trabajos de AutoML)

Autor Sistema Lenguaje | Optimizacion Tipo de Siste-
ma
Thornton et al., 2013 | Auto-Weka Java Bayesiana No distribuido
Komer et al., 2014 Hyperopt- Python | Hyperopt No distribuido
Sklearn
Feurer et al., 2019 Auto-Sklearn | Python | Bayesiana+Meta- No distribuido
learn
Olson & Moore, | TPOT Python | Programacion Gene- | No distribuido
2016 tica
Narayan et al., 2020 | Ultron- Python HPO Random, TPE, | Distribuido-
AutoML ReMAADE Descentralizado
Abd Elrahman et al., | D-SmartML Python, | Distributed Grid | Distribuido-
2020 Search, Distributed | Descentralizado
Random Search,
Distributed Hyper-
band
Alaa & Schaar, 2018 | AutoPrognosis | Python | Bayesiana Distribuido-
Descentralizado
LeDell & Poirier, | H,O AutoML | H,0O Random Forest Distribuido-
2020 Centralizado

Los sistemas de AutoML han evolucionado de manera constante desde sus inicios, Auto-
Weka siendo el primero en ser desarrollado bajo el lenguaje de programacion java, abrid
el camino para otras organizaciones comenzara el desarrollo de sus propios sistemas. A di-
ferencia de Auto-Weka los sistemas de AutoML fueron implementados en su mayoria en
el lenguaje de programacién Python, tales como Hyperopt-Skleanr, Auto-Skleanr, TPOT,
Ultron-AutoML, AutoPrognosis, D-SmartML. Se buscaron también multiples sistemas de
optimizacion, el mds comun de todos se puede determinar que fuel el algoritmo de optimi-
zacion bayesiana. Inicialmente, los AutoML no estaban contemplados para que trabajaran
de manera distribuida, por lo que solo los sistemas mads modernos cuentan con un enfoque
distribuido que les permitié descentralizar los procesos del AutoML. Se puede concluir que
en su mayoria los sistemas estdn disefiados para ser open source aunque también existe al-
gunas organizaciones que realizan estos sistemas con el objetivo de obtener ganancias, como

Google, Amazon, H20.10, entre otros.
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Capitulo 4
Metodologia

En este capitulo se presentard la metodologia propuesta para el disefio € implementacion
de este proyecto. Esta seccidn sera dividida en varias partes en donde se explicara de manera
mas detallada cada una de las etapas de elaboracion del trabajo. El trabajo cuenta con distintos
componentes, los cuales puede considerarse de manera general como un conjunto de todo el
trabajo que se realiz6. En la Figura 4.1 se puede observar cada una de las distintas fases del
funcionamiento del sistema, los cuales son: Inicializacion del sistema, Nodo Maestro, Broker

RabbitMQ y Nodo Esclavo.

Nodo Esclavo 1

Nodo Esclavo 2
see

Nodo Esclavo n

o dmealizacion L g0 naestro
del sistema

Figura 4.1: Diagrama general simplificado

Primero empieza la etapa de inicializacion de datos, en esta etapa se enfoca principal-
mente en los pardmetros iniciales que tendra el sistema, también se selecciond el conjunto de
datos y el tipo de tarea que se va a realizar como uno de los puntos claves para que el sistema
funcione. Continuando, se levant6 un servidor de comunicacion con el sistema de mensajeria
RabbitMQ.

Después la segunda etapa del sistema consiste en lo que el Nodo maestro realizara como
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funciones principales del sistema, el Nodo Maestro se encargd de generar diccionarios en
formato JavaScript Object Notation (JSON) en los cuales estard almacenado los parametros
del modelo a construir y entrenar por el Nodo Esclavo.

Después, con los resultados que se obtuvieron de los primeros modelos generados, se
aplicara un algoritmo de optimizacién bayesiana, el cual permite mejorar los modelos que
posteriormente se generen. También el Nodo Maestro se encarga de determinar el tipo de
entrenamiento que realizaran los nodos esclavos. Asi como también selecciona los mejores
modelos generados para ingresarlos a un salén de la fama y finalmente determinar cudl es el
modelo més eficaz.

En la etapa de comunicacion mediante el broker RabbitMQ se determina la gestion de
mensajes entre los nodos esclavos y el Nodo Maestro, se debe generar dos colas llamadas
“Parametros” y “Resultados” las cuales serdn usadas como canales de comunicacion, distri-
buye de manera equitativa entre todos los nodos que estén escuchando las tareas que esté
mandando el nodo maestro. Por dltimo, el Nodo Maestro es el componente encargado de
escuchar el canal de “Pardmetros”’donde recibira los diccionarios en formato JSON con los
modelos que tendrd que generar y entrenar, una vez termine el entrenamiento regresara los

resultados mediante el gestor de mensajeria RabbitMQ y serdn entregados al Nodo Maestro.

4.1. Inicializacion del sistema

En la primera etapa de inicializacién del sistema consiste principalmente en los datos que
estdn ingresando para inicializar el programa, el AutoML que se estara utilizando, inicia a
partir de un conjunto de caracteristicas los cuales determinan el comportamiento principal de
los modelos generados, los pardmetros que se utilizan son: el conjunto de datos, el tipo de
conjunto que se estard utilizando, tipos de optimizadores, la funcién de activacion, funcién
de perdida, métricas de rendimiento, nimero de modelos generados en la fase de exploracion
y nimero de modelos seleccionados en el salon de la fama. En la Figura 4.2 se observa el

proceso en el que los datos son ingresados al sistema.
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Sistema AutML Modelos

Parametros
Iniciales

Figura 4.2: Diagrama representativo del ingreso de datos al sistema durante la inicializacién del
sistema.

La siguiente parte de esta etapa de inicializacidn consiste en levantar un servidor de co-
municacion, para eso se utilizd un sistema de gestion de mensajeria, también conocido como
broker, mediante la tecnologia de cddigo abierto RabbitMQ. También se utiliz6 como com-
plemento Docker, una herramienta que permite levantar el servidor mediante contenedores.
Esto con el objetivo de mantener una conexion estable, manejo amigable de interfaz y una
sencilla implementacion. Primero se seleccion6 el nombre del Host para tener un control del
servicio, luego los puertos que se estardn utilizando como canales de comunicacion entre el
servidor y los clientes, también se agregaron los usuarios que se pueden comunicar con Rab-
bitMQ, asi como sus respectivos permisos de acceso dependiendo del nivel de usuario. Cada
uno de estos parametros fueron generados en un archivo Docker llamados Dockerfile, el cual
al momento de querer montar la conexidn se creara una imagen Docker con las caracteristicas
del Dockerfile. Por dltimo, una vez creada la conexion al montar la imagen de Docker con
las caracteristicas que ingresamos, se establecerd una conexion con RabbitMQ generando un
contenedor RabbitMQ, permitiendo gestionar desde su interfaz el proceso de comunicacién
siempre que el contenedor este activo. En la Figura 4.3 se observa el proceso de creacion del

servidor.
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Figura 4.3: Proceso de levantar servidor RabbitMQ

4.2. Nodo Maestro

El Nodo Maestro es el encargado principal de la mayor parte de los procesos que realiza
la aplicacion durante la ejecucion. Este nodo se encarga de definir los distintos pardmetros
necesarios para la creacion de modelos, como la arquitectura de modelos y los pardmetros de
entrenamiento, también tiene como trabajo el coordinar el proceso de optimizacién. Una vez
recibe los resultados obtenidos por los nodos esclavos, se encargara de ajustar los pardmetros
mediante un algoritmo de optimizacion bayesiana. También selecciona los mejores modelos
en funcién al rendimiento que tuvieron durante la fase de exploracion para asi poder crear el
salon de la fama. Una vez el Nodo Maestro haya creado el salon de la fama, pasa a realizar
un entrenamiento profundo, una vez mds manda estos modelos a través de RabbitMQ para
que los distribuya entre los esclavos y estos sean entrenados. Una vez finalizado el entrena-
miento selecciona el modelo que genero mejor rendimiento y es retornado al usuario como el
mejor modelo, en la Figura 4.4 se puede observar mejor el funcionamiento interno del Nodo

maestro.
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Figura 4.4: Diagrama de procesos en el nodo maestro

La primera tarea que se encarga de realizar el Nodo Maestro es la de generacion del
modelo inicial, el cual serd implementado como diccionario en formato JSON, el ntimero
de modelos iniciales que se generara irdn en funcién del numero de nodos esclavos que se
encuentren conectados escuchando al broker de RabbitMQ. Normalmente, se solicita un mo-
delo extra del total de nodos esclavos conectados con el propdsito de que ningtin nodo esclavo
se encuentre sin realizar ninguna tarea en algin momento. Una vez se tienen los modelos ge-
nerados en el formato correspondiente, pasa a realizar una peticién de entrenamiento. Este
proceso ocurre cuando el nodo maestro manda una solicitud a los nodos esclavos, a través de
RabbitMQ, el broker recibe los modelos generados, los modelos cuentan un ID de identifi-
cacion para que se conozca en todo momento con cuédl modelo se estd trabajando. El modelo

cuenta con ciertas caracteristicas las cuales se muestran en la Tabla(4.1).
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Tabla 4.1: Conjunto de caracteristicas del modelo

Caracteristica Definicion
ID Numero unico que se le otorga a cada modelo de manera
que este pueda ser identificado en todo momento
Arquitectura Conjunto de capas e hiperparametros generados a partir del
espacio de buiisqueda para la construccion del modelo.
Epocas Numero de épocas que realizara el modelo, esto en funcion
del tipo de entrenamiento
Earling Stopping Numero de épocas limite que tiene el modelo para mejorar
que utiliza para ver mejoria en el modelo
Espacio de Busqueda Define el espacio de busqueda que sera utilizado
Hash de espacio de Es un valor que se genera por la funcidn hash para asegurar
bisqueda un valor Ginico que permite comprobar la compatibilidad

entre el nodo y el espacio de busqueda

Etiqueta del conjunto
de datos

Etiqueta que se utiliza para identificar el conjunto de datos
el cual tiene que cargar y que sera utilizado en el
entrenamiento

Tipo de Entrenamiento

Es un valor booleano que utiliza para identificar si el
entrenamiento que realizara es parcial o profundo.

Después de que el nodo trabajador retorna una respuesta, el nodo maestro maneja esa
respuesta, interpreta los resultados y los envia al optimizador de modelos. El optimizador de
modelos se basa en un algoritmo de optimizacion, el cual se encargara de generar nuevos mo-

delos con base en los resultados obtenidos. Cuando se recibe una respuesta, el nodo maestro

realiza el siguiente conjunto de acciones:

= General modelo: Es el proceso principal donde se realiza una llamada a la estrategia de

bisqueda a través del algoritmo de optimizacién para generar un nuevo modelo.

= Esperar: Es un proceso que se basa en no generar modelos de busqueda mientras espera

que los nodos esclavos terminen su entrenamiento. En caso de llegar al modelo final

por entrenar, este queda esperando hasta el ultimo de los trabajadores.

= Comenzar una nueva fase: Proceso que se encarga de avisar que la fase exploracién ha

terminado y comienza la fase de entrenamiento profundo.

= Finalizar: Notifica al proceso principal que se ha completado cada uno de los pasos

especificados con anterioridad, también se encarga de desplegar la informacion sobre
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el mejor modelo generado, la arquitectura que utilizo, el tiempo que tardo en realizarse

todo el proceso y los detalles del rendimiento del modelo.

4.2.1. Optimizador de modelos

El proceso de optimizacion se realiza mediante el uso de un framework llamado optuna.

Se aplica un algoritmo llamado bayesian optimzation based on kernel fitting (TPE) en los

modelos que genera el Nodo Maestro, esto con el fin de mejorar los hiperparametros selec-

cionados. Optuna cuenta con 5 componentes principales para la optimizacion.

Study: Este componente se basa en gestionar la informacion sobre la tarea de optimi-
zacion, como el algoritmo a utilizar (sampler) y donde se almacenan los resultados de

la prueba (almacenamiento).

Trial: Componente que corresponde a cada prueba, donde la funcién objetiva muestra
los pardmetros que pasaron el objetivo de prueba e informa de los valores intermedios

para realizar un filtro.

Storage: Es el componente que almacena los resultados del trial, gracias a este compo-

nente permite realizar un filtrado persistente.

FrozenTrial: Es una representacion de cada trial en la capa de almacenamiento, guarda

la funcidn objetivo y los pardmetros utilizados para evaluar cada trial.

Sampler: Es un componente para implementar un algoritmo que se encargara de eva-
luar los siguientes parametros seleccionados para obtener un mejor valor objetivo. El
muestreo de hiperpardmetros con estrategia de optimizacion o evolucion bayesiana se

define en el componente Sampler.

El Nodo Maestro durante ese proceso se encarga de tomar los valores iniciales para ge-

nerar el primer modelo. Una vez que los primeros » modelos sean retornados desde el broker

RabbitMQ, el proceso de optimizaciéon mediante el uso de la libreria optuna toma esos valo-

res como el nuevo objetivo. Dentro del algoritmo de optimizacion, en cada uno de los Trial
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que pasa van mejorando los resultados obtenidos con base en lo ya se registr6 con anteriori-
dad. En la Figura 4.5 se puede observar un comportamiento de la taza de aprendizaje que va

realizando optuna cada que busca optimizar el resultado.
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Figura 4.5: Gréfica de aprendizaje del algoritmo de optimizacion

4.2.2. Salon de la fama

A continuacion, se hablard sobre el proceso de seleccion del salon de la fama, anterior-
mente se menciond que durante cada iteracion el Nodo Maestro aplicaba un proceso de op-
timizacién que buscaba mejorar los modelos generados, pero esto no asegura que siempre el
siguiente modelo serd mejor que el anterior. Al inicio, cuando se ingresan los datos iniciales
se selecciond el tamafio que tendra el salon de la fama, en ese lugar se guardaran los n me-
jores modelos que alld generado el sistema a lo largo de la fase de exploracion. Cada nuevo
modelo generado durante la fase de exploracién es comparado con los rendimientos resultan-
tes del salon de la fama. En caso de que el nuevo modelo generado sea mejor que alguno de
los modelos ya existentes en el salon de la fama, el de menor rendimiento es sustituido por el

nuevo. En la Figura 4.6 se muestra de manera grafica el proceso de seleccion de modelos.
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Figura 4.6: Diagrama de seleccién de modelo en el salén de la fama

Una vez terminada la fase de exploracion, el salon de la fama estara completo con los
n mejores modelos, por lo que el siguiente paso consiste en realizar un entrenamiento mas
exhaustivo para ver cudl de los modelos en el salon de la fama serd el modelo final. Para esto
se inicid una nueva fase llamada entrenamiento profundo, en la cual se enviaran los modelos
atreves del broker RabbitMQ hacia los n nimero de nodos esclavos que estén escuchando en
el momento. Esta vez el nimero de épocas por entrenamiento serd ampliado con base en el
nimero que fue ingresado durante la etapa de inicializacién del sistema. Finalmente, una vez
se terminen de entrenar los modelos del salon de la fama una vez mas, el nodo maestro se
encarga de seleccionar cudl tuvo el mejor rendimiento, se lo muestra al usuario y lo guarda

en formato JSON para que pueda crear el modelo Final generado por el sistema.

4.3. Comunicacion RabbitMQ

La comunicacién desarrollada en este proyecto se maneja utilizando un gestor de men-
sajeria de codigo abierto llamado RabbitMQ, mediante este broker se utilizo el protocolo de
comunicacion AMQP 0-9-1. Este protocolo permite que se puedan implementar una cone-
xi6n a multiples salidas, a estas conexiones se les conoce cominmente como canales por los
cuales se realizaran las operaciones de consumir, administrar y publicar informacion. Para

que los clientes puedan interactuar con RabbitMQ se realiz6 ciertas configuraciones previas
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por parte de cada uno de los clientes. Primero se selecciond el tipo de puerto llamado TCP, el
cual se utiliz6 en este proyecto, después se determiné el nimero de puertos que estaran abier-
tos para que la informacién fluya por ese medio, también se necesité registrar el nombre del
Host y su direccién IP las cuales corresponderan a los datos del servidor/maestro. El servidor
y cliente se comunicaran para determinar si los datos son correctos, en caso de que alguno de
estos datos sea incorrecto no permitird establecer una conexion.

Ahora, una vez se tiene la conexion establecida tanto por parte del Nodo Maestro como
por el Nodo Esclavo con RabbitMQ, el Nodo Maestro se encarga de enviar los modelos gene-
rados a través de RabbitMQ, el cual recibird los archivos y los gestiona mediante dos colas.
La primera cola generada por RabbitMQ fue llamada “Pardmetros” esta cola serd la encar-
gada de redireccionar la informacién del Nodo Maestro hacia los nodos esclavos que estén
conectados manteniendo en espera un modelo, para asi tener un mejor flujo de informacién
entre los nodos. La otra cola generada fue “Resultados” mediante este canal se buscard recibir
todos los archivos con los resultados obtenidos por parte de cada uno de los nodos esclavos
y enviarlos al Nodo Maestro para que pueda asi realizar el siguiente proceso por parte del
Nodo Maestro. En la Figura 4.7 se observa de manera grafica como trabaja RabbitMQ entre

los nodos Esclavo-Maestro.
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Figura 4.7: Diagrama de comunicacién entre nodo maestro y nodos esclavos




El trabajo implementé un modelo arquitecténico maestro-esclavo, este permite la distri-
bucidén de los entrenamientos realizados por el sistema de AutoML entre n niimero de nodos
esclavos que estén escuchando en el momento al broker RabbitMQ. Se implementd una to-
pologia de red centralizada en la cual se cuenta con un servidor central, en este caso el Nodo
Maestro y los clientes representados por los nodos esclavos. También se cred una red local
la cual funciona de manera exclusiva para la distribucién de informacion, esta red se puede
acceder con cable Ethernet o Wifi. Este modelo arquitectonico se basa en el funcionamiento

de dos partes principales:

= Nodo Maestro: Este nodo es implementado en una computadora para la generacién
de modelos, verificacion de resultados y el manejo del algoritmo bayesiano para la

optimizacién de modelos.

= Nodo Esclavo: Este nodo se encarga de interpretar las arquitecturas, construir los mo-

delos que recibe del nodo maestro, realizar los entrenamientos y retornar los resultados.

La Figura 4.8 Muestra la interaccion que tienen los componentes de la arquitectura pro-

puesta con anterioridad con el gestor de mensajeria RabbitMQ.

Broker RabbitMQ

4 ™
Colas Nodo Esclavo 1
Parametros >
Nodo Maestro i Nodo Esclavo 2
a /

( Resultados

Nodo Esclavo

Figura 4.8: Diagrama de Maestro-Esclavo mediante RabbitMQ
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4.4. Nodo Esclavo

Todos los nodos esclavos manejan el mismo proceso, este proceso consiste en recibir la
peticion por parte del nodo maestro a través del Broker y ejecutar estas tareas. E1 Nodo Maes-
tro se encarga principalmente del andlisis del rendimiento y de la generacién de modelos. Por
otro lado, el Nodo Esclavo mediante una cola "Pardmetros”gestionada por RabbitMQ, ob-
tiene un modelo, el cual es construido en funcién de los pardmetros obtenidos a través del
archivo JSON que recibid. Después, realiza un entrenamiento, el cual se especificara pre-
viamente si se trata de un entrenamiento de exploracién o un entrenamiento profundo. Una
vez este haya finalizado, regresa los resultados atreves de una cola de “Resultados” que esta
conectada al broker RabbitMQ y este se encarga de dirigirlo hacia el Nodo Maestro. En la

Figura 4.9 se muestra de mejor manera el proceso del nodo esclavo.

[ RabbitMQ ]

Nodo

Esclavo MODELO

\—’/l/‘

Construir el modelo

0 ipo de 1
entrena
miento

Ent iento Entr
Parcial Profundo

Conjunto de Datos

Figura 4.9: Proceso de nodo esclavo

El Nodo Esclavo consiste en varios procesos, los cuales estdn conectados con RabbitMQ,
el cual inicia enviando el archivo JSON a través de la cola ‘“Parametros”. Una vez se recibe

el siguiente archivo pasard a realizar procesos, los cuales se detallan mejor en la Tabla 4.2.
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Tabla 4.2: Conjunto de procesos realizados por el nodo esclavo

Caracteristicas

Definicidon

Interpretar mensaje

Recibe el mensaje por parte del Broker en un formato
JSON, el nodo esclavo, se encarga de interpretar el
mensaje, construir el modelo y entrenarlo a partir de
los hiperparametros especificados

Validar espacio de busqueda

Vilida la compatibilidad de los diccionarios mediante
el valor del Hash, en caso de que el trabajador
especifique un espacio de busqueda diferente
retornard un mensaje de error.

Cargar el conjunto de datos

Busca el conjunto de datos dentro de la memoria

y lo carga para entrenar el modelo. Después en caso
de no encontrar el conjunto de datos buscara
descargarlo de la fuente en caso de ser posible.

Construir modelo

Construye un modelo de aprendizaje profundo
a partir de las especificaciones de
entretenimiento.

Entrenar modelo

Se empieza el entrenamiento del modelo creado
con el conjunto de datos y los hiperpardmetros
especificados en la peticion.

Enviar resultados

Crea un mensaje en formato JSON con las medidas
de rendimiento del entrenamiento y lo manda
al Broker a la cola de resultados.

Por ultimo el Nodo Esclavo regresa un resultado en respuesta del entrenamiento reali-
zado con el modelo, esto sucede una vez termine con la tarea que le fue asignada el nodo
Maestro. El archivo resultante es retornado por la cola “Resultados” gestionada por el broker

RabbitMQ. Los mensajes se codifican en formato JSON y contienen la informacién descrita

en la Tabla 4.3.
Tabla 4.3: Caracteristicas del archivo resultante
Caracteristica Definicidon
D Identificador del modelo entrenado, corresponde con

el ID de la peticion.

Valor de rendimiento del modelo entrenado parcialmente
Rendimiento y de manera profunda, se genera mediante un experimento
con el conjunto de datos de prueba.

Valor booleano que indica si el modelo termino de manera
Epocas terminadas | satisfactoria las épicas especificadas o si se activo €l
early Stopping.
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La metodologia desarrollada en este capitulo se ha implementado en distintas configura-
ciones para asi obtener un panorama mas amplio de como interactia el AutoML en varios
ambientes distribuidos. Los cuales, al final generan una respuesta distinta a la misma im-
plementacion mostrada con anterioridad. En la Figura 4.10 se muestra un diagrama final de

como funciona el AutoML aplicado a un ambiente distribuido.

Nodo Maestro Nodo Maestro
PArAmOos Optimizacién bayesiana de Salon de la fama i

RabbitMQ RabbitMQ

Cola de Parametros Cola de Pardmetros

Cola de Resultados Cola de Resultados

1 T i 1 T i

i i i i i i

| h I I h |

‘Nodo esclavo-1 Nodo esclavo-2 Nodo esclavo-n
o0 it i

Conjunto de datos Conjunto de datos

Figura 4.10: Diagrama general del sistema

4.5. Diseiio e implementacion del hardware en ambientes

distribuidos

En esta seccion se estard abordando el disefio e implementacion utilizado durante el pro-
yecto, se disefiaron dos distintos tipos de configuraciones de hardware. El primero se basa
en una conexiéon LAN donde se cre6 una red privada como medio de comunicacion y el se-
gundo disefio utilizé una comunicacién de manera interna, ya que todos los componentes de
hardware estdn conectados de manera fisica. El tipo de disefio utilizado en cada ambiente dis-
tribuido fue aplicado en funcion al tipo de hardware especifico con el que cuentan los equipos
de computo utilizados. La primera configuracion se trata de un disefio de configuracion LAN
como el que se observa en la Figura (4.11). Para la implementacion del experimento se toma

en cuenta cinco computadoras, las cuales una serd utilizada como Nodo Maestro y las otras
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cuatro, seran definidas como los nodos esclavos.

Nodo Maestro

==y

Nodo Esclavo Nodo Esclavo Nodo Esclavo Nodo Esclavo

Figura 4.11: Disefio de configuracién distribuida con RTX 3060Ti

Cada una de las computadoras cuenta con un hardware homogéneo, por lo que cada
computadora cuenta con los mismos componentes, Por tanto, se destaca los componentes
claves a la hora de desarrollo de modelos de inteligencia artificial como lo es, la GPU RTX
3060Ti la cual cuenta con 112 Tensor Cores 'y 3,584 CUDA cores los cuales, son tecnologias
disenadas especialmente para mejorar el rendimiento a la hora de realizar cilculos matriciales
de alta complejidad, también cuenta con un par de memorias DDR4 de 16 GB y una GPU
Intel 17 de 8.% generacion.

El segundo ambiente se basa en una configuracion con el disefio de un ambiente de
computo de alto rendimiento, como se observa en la Figura 4.12. Para la implementacion
del experimento se utilizé una computadora, la cual cuenta dos GPU de manera interna, las
cuales hardn la funciéon del Nodo Esclavo, mientras que la funcion de Nodo Maestro sera

realizada por la CPU.
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Nodos Esclavo 1

Nodos Esclavo 2

Figura 4.12: Disefio de configuracién distribuida con RTX 2080Ti

La computadora cuenta con un unico y propio hardware, el cual serd utilizado por ambos
nodos esclavos durante su ejecucién. Los componentes que contienen esta computadora son
dos GPU RTX 2080Ti las cuales cuentan con 544 tesor cores y 4352 CUDA cores, los cuales
son la tecnologia que les permite acelerar el proceso de célculos matriciales de alta comple-
jidad. También cuenta con un par de memorias RAM DDR4 de 16 GB a 3200 MHz y una
GPU inter i7 de 8.* generacion.

El tercer ambiente utiliza una distinta configuracion, pero presenta el mismo disefio que
el segundo ambiente, esto se puede observar en la Figura 4.13. La implementacion utilizo
dos GPU de manera interna y de igual manera que el anterior ambiente utiliza sus GPU como

nodos esclavos, mientras que la CPU lo selecciona para realizar la funcion del Nodo Maestro.
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Figura 4.13: Disefio de configuracién distribuida con RTX 1080Ti

La computadora cuenta con dos GPU RTX 1080Ti las cuales cuentan con 3584 CUDA
cores este le permite realizar cdlculos de manera mas eficiente debido a que realiza los traba-
jos de manera paralela, aunque a diferencia de las GPU utilizada en los anteriores ambientes,
esta no utiliza Tesor cores los cuales son microprocesadores dedicados especialmente para
operaciones matematicas. Se utilizaron un par de memorias RAM DDR4 de 16 GB a 3200
MHz y una GPU Intel 17 de 8.* generacion.

Esta cuarta configuracion utiliza el disefio de configuracion LAN como se observa en la
Figura 4.14. Durante la implementacién del experimento se utilizaron cuatro computadoras,
las cuales se definieron como nodos esclavos, mientras que una computadora fue la encargada

de actuar como Nodo Maestro, haciendo un total de cinco computadoras
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===

Nodo Esclavo Nodo Esclavo Nodo Esclavo Nodo Esclavo

Figura 4.14: Disefio de configuracién distribuida con Quadro M4000

Cada una de las computadoras que actuaron como nodos esclavos cuentan con el mismo
Hardware. La GPU que estuvieron manejando es la Nvidia Quadro M4000, la cual cuenta
con 1664 CUDA cores, esta tecnologia le permite trabajar de manera més eficaz los calculos
complejos, ya que realiza de manera paralela los procesos que esté ejecutando en el momento.
También cuenta con un par de memorias RAM DDR3 de 8 GB a 2400 MHz y un procesador

inter 17 de 8.% generacion.
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Capitulo 5

Analisis de resultados

En este capitulo se hard un analisis de los resultados con base en las distintas configuracio-
nes distribuidas, las cuales se plantean durante la metodologia. Las distintas configuraciones
realizadas consisten en dos diferentes tipos de disefio, el primero en una red de distribucion
local, el cual se manejan distintas computadoras las cuales estdn interconectadas a través de
una red de conexidn local (LAN) la cual servird como medio de transferencia de informacién
y el segundo disefio implementado en este trabajo es el de un ambiente de cémputo de alto
rendimiento el cual consiste en tener una computadora con ciertos componentes que lo hacen
realizar procesos computacionales de alta complejidad, estas computadoras cuentan con dos
GPU en su disefio, por lo que cada GPU haciendo que el trabajo se distribuya de manera in-
terna en cada una de las GPU en representacion de los nodos esclavos, mientras que la CPU
actuara como Nodo Maestro.

Durante la experimentacion se utilizaron distintos conjuntos de datos para la realizaciéon
de tareas de clasificacion y regresion. En el primer caso, donde se utilizé el método de cla-
sificacion mediante el uso del AutoML, se utilizaron los conjuntos de datos fashion_mnist 'y
cifarl0. Para el caso de las tareas de regresion se utiliz6 el conjunto de datos AMZ_Datos el
cual nos proporciona el valor por accién de la empresa Amazon desde su primer afio de coti-
zacion en la bolsa hasta la fecha actual, el segundo conjunto de datos es BTC_datos_historicos
este conjunto de datos igual representa un valor en el tiempo igual que el anterior, pero en este
caso en vez de una empresa utiliza la moneda digital y descentralizado Bitcoin. Por dltimo, se
experimentd también con el conjunto de datos Clima_culiacan donde nos muestra como han

sido las temperaturas minimas y maximas, asi como la temperatura promedio del municipio
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de Culiacéan desde 1985.

El sistema de AutoML fue ejecutado 10 veces con cada uno de los distintos conjuntos
de datos mencionados con anterioridad, esto con el objetivo de tener unos resultados mds
concluyentes, asi como ver que tan variable puede ser el comportamiento del sistema. Para
los conjuntos de datos de clasificacion se utilizé una fase de exploracion de 500 modelos
y 10 épocas en cada uno de los modelos. Durante la fase de entrenamiento profundo, se
seleccionaron 10 modelos que se guardaron anteriormente en el salon de la fama, cada modelo
aplicé un total de 100 épocas. Ahora, en el caso de utilizar los conjuntos de datos para la tarea
de regresion, se utilizé una fase de exploracion de 100 modelos a 10 épocas cada una y en la
parte de entrenamiento profundo se utilizaron los 10 modelos seleccionados en el salon de la

fama, pero esta vez utilizando 100 épocas durante el entrenamiento.

5.1. Primer ambiente

El primer ambiente distribuido fue implementado mediante un disefio LAN, el cual mane-
ja cuatro computadoras independientes entre si, que funcionaran como nodos esclavos y una
computadora que realizara exclusivamente la tarea de Nodo Maestro. Cada computadora ma-
neja una GPU RTX 3060Ti el cual permite manejar calculos matriciales de alta complejidad
de manera mas eficiente debido al uso de su tecnologia “Tensor Cores”. Para la experimenta-
cion sobre tareas de clasificacion se tomaron en cuenta los conjuntos de datos fashion_mnist
y cifarl0. En la Tabla 5.1 se pueden observar los resultados de los experimentos durante la
implementacion del AutoML en el primer ambiente distribuido para la tarea de clasificacion.
Fueron determinados los pardmetros de rendimiento y tiempo, para valorar la eficiencia del
sistema. El rendimiento se valord en funcién de la precision que tenia el modelo generado a
la hora de clasificar, mientras que el tiempo tomaba en cuenta, cuanto se tardaba en generar

el mejor modelo.
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Tabla 5.1: Resultados de los experimentos del primer ambiente en tareas de clasificacién usando
los conjuntos de datos fasion_mnist y cifarl0

Primer ambiente.
fashion_mnist cifarl0

# | Rendimiento | Tiempo | Rendimiento | Tiempo

1 0.9237 03:56:33 0.8543 03:28:33
2 0.9244 02:15:02 0.8407 03:04:06
3 0.9318 04:15:29 0.8550 03:12:19
4 0.9226 02:13:17 0.8424 03:42:52
5 0.9215 03:17:31 0.8518 02:08:58
6 0.9228 02:13:29 0.8440 02:13:14
7 0.9229 02:14:16 0.8543 03:05:35
8 0.9215 03:36:33 0.8495 02:55:33
9 0.9221 03:34:17 0.8557 03:39:59
10 0.9223 03:26:08 0.8507 03:12:14

Con base en los resultados anteriores se realizd un resumen estadistico, con el cual se
puede realizar un mejor anélisis. Como se puede observar en la Tabla 5.2 se toman en cuenta
los mejores resultados de cada conjunto de datos, su peor resultado, la desviacion estandar y
el promedio. Esto con el objetivo de poder hacer mejor una comparativa con otros ambientes.

En el caso del primer ambiente se puede observar que para el conjunto de datos fashion_mnist
el mejor rendimiento lo tuvo en el tercer experimento, a su vez fue el experimento que mas
tardo en generar el modelo, por 1o que necesita determinar que es lo que el usuario considere
el factor mds importante. Por otro lado, el experimento nimero cuatro, es el que cuenta con
el mejor tiempo en la generacién del modelo, con un rendimiento de 0.9226, el cual es un
ndmero por debajo del promedio observador durante la experimentacion, el cual es de 0.9235.

Por otro lado, cuando se observa el conjunto de datos cifar/0 se puede concluir que el
experimento nimero nueve fue el que presento un mejor rendimiento con respecto a los
demads resultados, ahora bien en este caso el tiempo que tardo en generarse no fue el peor,
pero aun asi fue superior al promedio, por lo que se puede observar una tendencia en que los
modelos con una mayor precision suelen presentar tiempos mayores a la media.

Aunque hay casos en los que un mayor tiempo también puede significar entorpecer el
modelo, como en el caso del cuarto experimento, donde genera en la duracién mads larga

del experimento, pero también obtiene un rendimiento mds bajo que el promedio obtenido
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durante la experimentacion.

Tabla 5.2: Resumen estadistico del primer ambiente en tareas de clasificacién usando los conjun-
tos de datos fashion_mnist y cifarlO.

Resumen estadistico del primer ambiente en clasificacion
fashion_mnist | Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento | 0.9235 0.9318 0.9215 0.0030
Tiempo 03:06:16 02:13:17 04:15:29 00:47:41
cifarl0 Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento 0.8498 0.8557 0.8407 0.0055
Tiempo 03:04:20 02:08:58 03:42:52 00:32:01

Para las tareas de regresion se utiliz6 como métricas de medicion el error cuadraitico

medio (MSE) a la hora de evaluar los modelos que genera el sistema, asi como también el

tiempo en el cual el sistema de AutoML tardar en general el modelo mas eficiente. En la

Tabla 5.3 se muestran los resultados obtenidos durante la fase de experimentacion con cada

uno de los conjuntos de datos utilizados, los cuales son: AMZ_Datos, BTC_datos_historicos

y Clima_culiacan.

Tabla 5.3: Resultados de los experimentos del primer ambiente en tareas de regresién usando los
conjuntos de datos AMZ_Datos, BTC _datos_historicos y Clima_culiacan.

Primer ambiente.
AMZ Datos BTC _datos_historicos Clima_culiacan

# | Rendimiento | Tiempo | Rendimiento | Tiempo | Rendimiento | Tiempo

1 0.1750 00:05:30 0.0372 00:04:49 0.0043 00:37:19
2 0.0318 01:01:04 0.0091 00:03:35 0.0041 01:11:34
3 0.1315 01:00:32 0.0067 00:04:19 0.0043 01:05:10
4 0.3098 01:00:54 0.0089 00:04:22 0.0041 00:31:43
5 0.2487 00:45:36 0.0119 00:05:27 0.0045 01:07:49
6 0.0294 01:00:32 0.0069 01:00:37 0.0042 01:08:55
7 0.0682 00:05:04 0.0110 00:45:55 0.0041 00:26:46
8 0.4192 00:31:47 0.0113 01:00:22 0.0043 01:11:01
9 0.0924 00:07:14 0.0074 00:44:38 0.0043 01:05:10
10 0.0241 00:05:35 0.0079 01:00:26 0.0041 00:31:47

A continuacién se presentan un resumen estadistico obtenido de los experimentos an-

teriormente mostrados. Observe en la Tabla 5.4 que se distribuye cada una de las bases de

datos con sus respectivos puntos claves para la realizacion de un andlisis comparativo con
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otros ambientes distribuidos. Cada conjunto de datos que se estd utilizando cuenta con ca-
racteristicas Unicas, esto hard que los resultados puedan no ser muy similares entre si debido
a estas caracteristicas. El primer conjunto de datos AMZ_Datos muestra una variacion muy
grande en los tiempos que tarda en general el modelo mas 6ptimo, siendo el tiempo de una
hora aproximadamente el peor obtenido en el segundo experimento, contra el experimento
numero siete, el cual ofrece cinco minutos en generar el mejor resultado. Esto se debe princi-
palmente a la aleatoriedad presentada en el algoritmo de optimizacién, donde puede ocurrir
que un modelo complejo nos brinde una buena solucién, asi como un modelo més sencillo,

el cual no requiera un esfuerzo computacional tan grande por parte del sistema.

Tabla 5.4: Resumen estadistico del primer ambiente en tareas de regresién usando los conjuntos
de datos AMZ _Datos, BTC _datos_historicos y Clima_culiacan.

Resumen estadistico del primer ambiente en regresion.
AMZ Datos Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento 0.1530 0.0241 0.4192 0.1345
Tiempo 00:34:22 00:05:04 01:01:04 00:26:12
BTC datos_historicos | Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento 0.0118 0.0067 0.0372 0.0091
Tiempo 00:29:27 00:03:35 01:00:37 00:26:53
Clima_culiacan Promedio | Mejor resultado | Peor resultado | Dev. Estdndar
Rendimiento 0.0042 0.0041 0.0045 0.0001
Tiempo 00:53:43 00:26:46 01:11:34 00:19:34

El segundo conjunto de datos BTC_datos_historicos presento resultados mejores con res-
pecto los resultados recientemente mostrados. Las caracteristicas de cada conjunto de datos
influyen en como se comportan los modelos, aunque en cuestién de rendimiento se ve una
notable mejora, esto puede deberse a que hay cambios menos bruscos en el conjunto de datos
de AMZ _Datos, mismo caso mostrados si observamos los resultados en rendimiento obteni-
dos por el tercer conjunto de datos donde el clima al ser un dato més constante, permite que
exista menos margen de error en los modelos de regresion.

En el caso del tiempo, hay una similitud entre los tres conjuntos de datos y es que todos
parecen superar la hora en los tiempos de ejecucion cuando se trata de su peor resultado,
mientras que el clima parece tener los tiempos més largos, ya que su mejor resultado es de

26 minutos aproximadamente, el hecho de que sea un conjunto de datos méas grande que los
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demads juega un factor importante a la hora de obtener el modelo.

5.2. Segundo ambiente

La configuracion de hardware del segundo ambiente distribuido, cuenta con un disefio de
torre, lo que permitié tener dos GPU trabajando como nodos esclavos en la misma compu-
tadora. Utiliza dos GPU RTX 2080ti las cuales cuentan con la tecnologia de “Tesor Cores”,
por se permitird analizar si esto mejora el rendimiento del sistema o reduce los tiempos en los
que genera el modelo. Los resultados de utilizar los conjuntos de datos fasion_mnist y cifarl0
para la tarea de clasificacion se pueden observar en la Tabla 5.5. Para realizar un andlisis se
determinaron los pardmetros de rendimiento, donde se obtiene la precision con la que el mo-
delo realiza tareas de clasificacion y el tiempo que tarda el AutoML en generar el modelo que
se utilizo.

Tabla 5.5: Resultados de los experimentos del segundo ambiente en tareas de clasificacién usando
los conjuntos de datos fasion_mnist y cifarl0.

Segundo ambiente.
Sfashion_mnist cifarl0

# | Rendimiento | Tiempo | Rendimiento | Tiempo

1 0.9293 06:47:47 0.8436 04:29:41
2 0.9398 03:54:03 0.8216 04:27:25
3 0.9330 03:32:12 0.8492 04:27:48
4 0.9312 03:29:48 0.8651 07:11:07
5 0.9326 03:20:41 0.8461 04:00:13
6 0.9243 03:18:48 0.8513 04:34:11
7 0.9201 03:20:35 0.8501 04:44:01
8 0.9265 03:40:35 0.8496 04:44:15
9 0.9276 10:36:01 0.8535 04:35:09
10 0.9253 03:15:29 0.8533 05:49:36

Tomando en cuenta el resultado anterior se realizaron los siguientes resimenes estadisti-
cos. El tener acomodado de mejor manera los puntos claves de los resultados de los expe-
rimentos, permite que se pueda realizar un mejor andlisis comparativo con respecto a otros
ambientes. Como se puede observar en la Tabla 5.6 los puntos més importantes a destacar

son el mejor resultado, el peor resultado, el promedio y la desviacion estandar de cada uno de
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los conjuntos de datos. Se puede destacar que la diferencia de tiempo entre los dos conjun-
tos de datos en el apartado de promedio es muy similar, siendo apenas una diferencia de 23
minutos. En el apartado del mejor resultado ya empieza a notar una mayor diferencia, pero
donde de verdad se puede observar un cambio en el tiempo, es en el peor resultado, donde el
conjunto de fashion_mnits tarda 3 horas més aproximadamente en comparacion al conjunto
de cifarl0. Esto se puede deber principalmente a las caracteristicas que presentan los datos
ingresados. También se debe destacar que el mejor rendimiento, ofrece un mejor resultado
comparado con el promedio en caso del primer conjunto de datos. En cambio, con cifar10 no
ocurre esto, sino que el mejor modelo en rendimiento, también es el que presenta un mayor

tiempo, por lo que se puede decir que genero un modelo mas complejo.

Tabla 5.6: Resumen estadistico del segundo ambiente en tareas de clasificaciéon usando los con-
juntos de datos fashion_mnist y cifarl0.

Resumen estadistico del segundo ambiente en clasificacion.
Jfashion_mnist | Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento | 0.9289 0.9398 0.9201 0.0055
Tiempo 04:31:36 03:15:29 10:36:01 02:22:56
cifarl0 Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento | 0.8483 0.8651 0.8216 0.0010
Tiempo 04:54:21 04:00:13 07:11:07 00:55:29

Continuando con los experimentos, en la Tabla 5.7 se muestran los resultados obtenidos
durante la implementacion de un AutoML para las tareas de regresion. Se utilizé el MSE
como métrica de medicion para el rendimiento junto al tiempo en los conjuntos de datos de
AMZ _Datos, BTC_datos_historicos y Clima_culiacan.

En cada uno de los conjuntos de datos se muestra una tendencia sobre la constancia que
tiene cada conjunto con respecto al rendimiento y tiempo. Al manejar datos metereoldgicos
en el conjunto de datos Clima_culiacan, sus datos mds estables permiten que el margen de

error sea menor con respecto a los demés.
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Tabla 5.7: Resultados de los experimentos del segundo ambiente en tareas de regresion usando
los conjuntos de datos AMZ_Datos, BTC _datos_historicos y Clima_culiacan.

Segundo ambiente.
AMZ Datos BTC _datos _historicos Clima_culiacan
Rendimiento | Tiempo | Rendimiento | Tiempo | Rendimiento | Tiempo
0.1794 00:08:52 0.0380 00:03:31 0.0051 00:58:16
0.0981 00:09:59 0.0425 00:08:22 0.0055 00:48:05
0.0107 00:07:40 0.0098 00:03:35 0.0052 01:17:21
0.0703 00:12:43 0.0210 00:03:30 0.0054 01:28:19
0.0071 00:07:14 0.0320 00:03:43 0.0052 02:00:56
0.0388 00:15:43 0.0337 00:03:35 0.0053 03:37:33
0.0358 00:06:22 0.0235 00:03:20 0.0053 00:47:37
0.0298 00:08:58 0.0058 00:03:40 0.0055 01:37:08
0.0195 00:08:05 0.0370 00:03:48 0.0052 00:55:54
0.1597 00:09:46 0.0258 00:03:57 0.0054 00:33:03

=NAN-RECCREN Be NNV B NI SIS

Por dltimo presentamos los datos en manera de resumen con los conjuntos de datos de
regresion. Observe la Tabla 5.8 para tener mejor comprension de los resultados mediante
el andlisis de los pardmetros previamente establecidos, los cuales fueron el mejor resultado,
pero resultado, desviacion estdndar y promedio. En cuestion de tiempo, se observa que el
segundo conjunto de datos BTC_datos_historicos tiene tiempos mas bajos con respecto a los
otros conjuntos de datos en cada uno de los parametros que se toman en cuenta. En el caso del
rendimiento se determind que previamente que los datos del tercer conjunto Clima_culiacan
tienen un menor error con respeto a los demds. Aun asi, se observa que los mejores resultados
obtenidos en cada base de datos no muestran una diferencia mayor a 0.002, por lo que se
muestrearon buenos resultados en rendimiento.

Aunque también se puede observar el rendimiento desde la perspectiva de cuanto es el
rendimiento promedio que estd ofreciendo cada base de datos. Al tomar en cuenta tal pardme-
tro se observa que la diferencia aumenta considerablemente, pasando a ser el mejor promedio
en rendimiento el tercer conjunto de datos Clima_culiacan con 0.0053, mientras que el pri-
mer conjunto de datos AMZ_Datos con un rendimiento de 0.0649 paso a ser el peor promedio

tendiendo una diferencia de 0.0596 entre ambos conjuntos.
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Tabla 5.8: Resumen estadistico del segundo ambiente en tareas de regresion usando los conjuntos
de datos AMZ _Datos, BTC _datos_historicos y Clima_culiacan.

Resumen estadistico del segundo ambiente en regresion.
AMZ Datos Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento 0.0649 0.0071 0.1794 0.0617
Tiempo 00:09:32 00:06:22 00:15:43 00:02:48
BTC datos_historicos | Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento 0.0269 0.0058 0.0425 0.0121
Tiempo 00:04:06 00:03:20 00:08:22 00:01:30
Clima_culiacan Promedio | Mejor resultado | Peor resultado | Dev. Estdndar
Rendimiento 0.0053 0.0051 0.0055 0.0001
Tiempo 01:24:25 00:33:03 03:37:33 00:53:51

Por tltimo, es adecuado sefialar que aunque la base de datos de Clima_culiacan esté pre-
sentado buenos resultados con base al rendimiento, el tiempo que tarda en general los mode-
los es demasiado alto en comparacion a los demds conjuntos de datos por un espectro muy
amplio de tiempo. Esto se puede deber a varios factores como la complejidad del modelo, ya
que la desviacion estandar de 53 minutos, lo que indica una dispersion de los datos demasia-
do amplia en el tiempo. También se debe puntualizar el tamafo del conjunto de datos, el cual
es mds grande con respecto a los primeros dos, siendo un factor importante en la duracion de

los entrenamientos.

5.3. Tercer ambiente

La configuracion de hardware del tercer ambiente distribuido, cuenta con un disefo de to-
rre, lo que permiti6 tener dos GPU trabajando como nodos esclavos en la misma computado-
ra. Utiliza dos GPU GTX 1080ti las cuales no cuentan con la tecnologia de “Tesor Cores”,
por lo que al realizar los experimentos se observa de manera mas clara la falta de potencia al
momento de realizar calculos matriciales complejos. Los resultados de utilizar los conjuntos
de datos fasion_mnist y cifarl0 para la tarea de clasificacion se pueden observar en la Tabla
5.9. Para realizar un analisis se determinaron los pardmetros de rendimiento, donde se obtie-
ne la precision con la que el modelo realiza tareas de clasificacion y el tiempo que tarda el

AutoML en generar el modelo que se utiliz6.
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Tabla 5.9: Resultados de los experimentos del tercer ambiente en tareas de clasificacién usando
los conjuntos de datos fasion_mnist y cifarl0.

Tercer ambiente.
fashion_mnist cifarl0

# | Rendimiento | Tiempo | Rendimiento | Tiempo

1 0.9229 05:51:27 0.8629 07:48:25
2 0.9247 06:00:22 0.8406 07:51:55
3 0.9318 06:59:29 0.8544 08:33:56
4 0.9244 05:56:06 0.8396 07:38:02
5 0.9250 06:17:31 0.8579 08:14:24
6 0.9243 05:27:09 0.8277 07:30:57
7 0.9261 05:13:23 0.8389 06:27:41
8 0.9240 05:57:37 0.8485 07:36:55
9 0.9265 06:03:42 0.8457 07:31:54
10 0.9247 06:09:38 0.8504 08:04:53

Ahora bien, con base en los resultados anteriores, se realizé un resumen estadistico que
permite realizar un andlisis entre los distintos ambientes de manera mds sencilla. La Tabla
5.10 toma como puntos claves, el mejor resultado, el peor resultado y la desviacién estandar
con respecto al rendimiento y tiempo obtenido con respecto a los resultados obtenidos.

Se puede observar que los conjuntos de datos fashion_mnist y cifarl0 han aumentado con-
siderablemente los tiempos en los que se genera el modelo con respecto a los demds ambien-
tes. Pero aun asi, se sigue observando la tendencia de que el conjunto de datos fashion_mnist
presenta tiempos mas cortos de ejecucion en comparacion al segundo conjunto de datos. El
mejor resultado obtenido por cifarl0 fue en el primer experimento con un valor de 0.8629,
con respecto a cuanto tiempo tardo en obtener ese modelo fue un tiempo de 07:48:25, lo que
comparado con el tiempo promedio de los experimentos solo es superado por cinco minutos
aproximadamente haciéndolo un muy buen resultado.

Continuando ahora con el conjunto de datos fashion mnist su mejor resultado es de
0.9318, el cual se obtuvo durante el tercer experimento, tomédndole un tiempo de casi siete
horas. Haciendo la comparativa con los valores promedios, se determina que en el apartado
de tiempo, no hay una diferencia tan grande siendo de tan solo 46 minutos. Al tener esta
diferencia con tiempos elevados de més de seis horas, se puede determinar que los tiem-

pos promedios estan muy cerca del mejor resultado, haciendo un factor muy positivo para el
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conjunto de datos de fashion_mnist.

Tabla 5.10: Resumen estadistico del tercer ambiente en tareas de clasificacion usando los con-
juntos de datos fashion_mnist y cifarl0.

Resumen estadistico del tercero ambiente en clasificacion.
fashion_mnist | Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento | 0.9254 0.9318 0.9229 0.0024
Tiempo 05:59:38 05:13:23 06:56:29 00:28:28
cifarl0 Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento | 0.8466 0.8629 0.8277 0.0104
Tiempo 07:43:54 06:27:41 08:33:51 00:33:36

Los siguientes experimentos fueron obtenidos al implementar un AutoML en una confi-
guracion de hardware distribuida para las tareas de regresion. Como métricas de evaluacion
se utiliz6 MSE para medir el rendimiento y el tiempo que se tard6 en generar el modelo. En la
Tabla 5.11 se observan los siguientes resultados de los experimentos utilizando los conjuntos
de datos AMZ _Datos, BTC _datos_historicos y Clima_culiacan. Esto con el objetivo de tener
un orden con respecto a los resultados obtenidos y asi realizar un anélisis sobre cada uno de
los ambientes.

Tabla 5.11: Resultados de los experimentos del tercer ambiente en tareas de regresion usando los
conjuntos de datos AMZ_Datos, BTC_datos_historicos y Clima_culiacan.

Tercer ambiente.
AMZ Datos BTC datos _historicos Clima_culiacan

# | Rendimiento | Tiempo | Rendimiento | Tiempo | Rendimiento | Tiempo

1 0.1542 00:13:44 0.0139 00:38:12 0.0042 01:28:06
2 0.3253 00:17:06 0.0097 00:39:29 0.0040 01:31:25
3 0.1338 00:14:03 0.0931 00:54:13 0.0040 00:56:37
4 0.0548 00:18:34 0.0087 00:43:29 0.0041 00:57:50
5 0.1081 00:18:20 0.0357 00:29:53 0.0042 01:16:28
6 0.0902 00:15:34 0.2408 00:44:30 0.0041 01:11:10
7 0.1961 00:17:15 0.0352 00:57:20 0.0043 01:23:30
8 0.0449 00:19:08 0.0312 00:45:55 0.0043 01:30:45
9 0.0135 00:12:24 0.0464 00:43:38 0.0041 00:55:54
10 0.2684 00:15:09 0.0150 00:42:06 0.0040 00:52:03

Teniendo en cuenta los resultados obtenidos anteriormente, se resumieron los datos ob-

tenidos con base en algunos puntos claves como lo son el mejor resultado, el peor resultado,
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la desviacion estandar y el promedio. En la Tabla 5.12 se pueden observar los resultados or-
ganizados de manera que permita realizar un andlisis conciso de los experimentos realizados
en regresion. Los conjuntos de datos de regresion, han mostrado que necesitan menos tiempo
que los modelos de clasificacién. Pero aun asi, se observa que siguen la tendencia de que
necesitan cada vez mds tiempo para generar los modelos con respecto a los ambientes que
cuentan con una GPU moderna en los nodos esclavos. Se logra mantener una regularidad en
los resultados obtenidos, esto se puede puntualizar debido a que si se observa la desviacion
estandar, no esta siendo demasiado alta con base en resultados.

Continda la misma linea en que el conjunto de datos Clima_culiacan obtiene el mejor
rendimiento en cada uno de los puntos claves. Aunque en cuestion de tiempo mantiene las
altas duraciones en generar el modelo. En el conjunto de datos AMZ _Datos se observa que
el experimento niimero obtuvo el mejor resultado en el menor tiempo de todos los experi-
mentos. Por lo tanto, se puede concluir que los buenos resultados también se pueden obtener
en pequefias cantidades de tiempo, aunque siga influyendo el factor de aleatoriedad en el

algoritmo de optimizacion.

Tabla 5.12: Resumen estadistico del tercer ambiente en tareas de regresion usando los conjuntos
de datos AMZ _Datos, BTC _datos_historicos y Clima_culiacan.

Resumen estadistico del tercer ambiente en regresion.
AMZ Datos Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento 0.1389 0.0135 0.3253 0.1
Tiempo 00:16:08 00:12:24 00:19:08 00:02:18
BTC _datos_historicos | Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento 0.0529 0.0087 0.2408 0.0705
Tiempo 00:43:52 00:29:53 00:57:20 00:07:46
Clima_culiacan Promedio | Mejor resultado | Peor resultado | Dev. Estandar
Rendimiento 0.0041 0.0040 0.0043 0.0001
Tiempo 01:12:23 00:52:03 01:31:25 00:15:45

También se debe destacar que el conjunto de datos BTC_datos_historicos presenta buenos
resultados con respecto a su mejor rendimiento, el cual fue obtenido en el cuarto experimento
con un valor de 0.0087 en un tiempo aproximado de 43 minutos. Concluyendo de esta manera
que se obtienen resultados constantes, aunque no se determinen como los mejores, estan en

un punto intermedio con los otros conjuntos de datos.
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5.4. Cuarto ambiente

La configuracion de hardware del cuarto ambiente distribuido cuenta con un disefio de
conexion LAN. Esto permitié que se tengan cuatro computadoras independientes actuando
como nodos esclavos y una computadora dedicada especialmente para el Nodo Maestro. Ca-
da computadora maneja una GPU Quadro M4000, los cuales no cuentan con la tecnologia
“Tensor Cores”, por lo que se vera reflejada una disminucion en la capacidad para resolver
problemas matriciales de alta complejidad. Los resultados mostrados en la Tabla 5.13 fueron
obtenidos mediante la implementacién del sistema de AutoML utilizando los conjuntos de
datos fashion_mnist y cifarl0 para la tarea de clasificacion en el ambiente distribuido. Es-
to con el objetivo de realizar un andlisis sobre el comportamiento que tienen el sistema de

AutoML en el comportamiento del hardware.

Tabla 5.13: Resultados de los experimentos del cuarto ambiente en tareas de clasificacién usando
los conjuntos de datos fasion_mnist y cifarl0.

Cuarto ambiente.
Sfashion_mnist cifarl0

# | Rendimiento | Tiempo | Rendimiento | Tiempo

1 0.9319 18:30:44 0.8436 13:25:36
2 0.9193 10:05:28 0.8216 12:06:45
3 0.9261 14:38:06 0.8492 11:17:25
4 0.9254 10:08:56 0.8651 19:05:25
5 0.9200 15:05:30 0.8461 10:00:15
6 0.9269 23:14:03 0.8235 12:15:43
7 0.9194 15:34:54 0.8510 15:14:50
8 0.9239 07:40:33 0.8536 14:31:16
9 0.9261 05:46:33 0.8325 09:45:56
10 0.9333 14:28:41 0.8610 18:36:12

Continuando con el andlisis de resultados, se realizd un resumen estadistico que permite
manejar de manera mads eficiente ciertos puntos claves de los experimentos como lo son €l
mejore resultado, el peor resultado, la desviacion estdndar y el promedio. En la Tabla 5.14
se pueden observar con detalle cada uno de estos puntos mencionados con anterioridad. Des-
tacando como primer punto que los tiempos en los que tardo el sistema en generar el mejor

modelo son elevados, mds si se comparan con los ambientes ya implementados anteriormen-
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te.

El conjunto de datos fashion_mnist presenta el experimento con mayor tiempo en generar
su mejor modelo, con un tiempo exacto de 24:14:13. Este nimero es tres veces mas grande
que se compara con el mejor resultado, el cual se obtuvo en el noveno experimento con un
tiempo de 5:46:33. Ahora bien, si hace la comparacion con el conjunto de datos cifarl0 se
observa que la tendencia no cambia mucho, el mejor rendimiento obtuvo unos resultados de
9 horas aproximadamente, mientras que el peor resultado tardo 19 horas aproximadamente,

siendo poco mds del doble de tiempo en generar el modelo final.

Tabla 5.14: Resumen estadistico del cuarto ambiente en tareas de clasificacion usando los con-
juntos de datos fashion_mnist y cifarl0.

Resumen estadistico del cuarto ambiente en clasificacion.
fashion_mnist | Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento | 0.9252 0.9333 0.9193 0.0048
Tiempo 13:31:22 05:46:33 23:14:13 05:13:17
cifarl0 Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento | 0.8447 0.8651 0.8216 0.0147
Tiempo 13:37:56 09:45:56 19:05:25 03:15:41

También se debe de tomar en cuenta que resultados en el apartado de rendimiento estd
ofreciendo el ambiente distribuido. Si se observa con cuidado, se puede ver que los resultados
son aceptables comparados con los anteriores ambientes, también sefialar que la desviacion
estdndar es muy pequeifia, por lo que se puede determinar que han obtenido resultados cons-
tantes en lo que a precision se refiere. Por ultimo, también se observa que el conjunto de
datos fashion_mnist obtuvo su mejor resultado en el décimo experimento, mientras que en el
conjunto de datos de cifarl0 se generd en el cuarto experimento. En ambos casos presentaron
un tiempo que supera al promedio, por lo que no fueron precisamente rapidos en ninguno de
estos casos.

Para la implementacion de las tareas de regresion se utilizaron los conjuntos de da-
tos AMZ _Datos, BTC _datos_historicos y Clima_culiacan. Se utiliz6 el error cuadratico me-
dio(MSE) para medir el rendimiento de los modelos generados, asi como también se registré
el tiempo que tardaba en generarse ese modelo. Esto con la finalidad de organizar los datos de

tal manera que permita realizar un anélisis adecuado de los resultados de los experimentos.
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En la Tabla 5.15 se pueden observar los resultados de los distintos experimentos realizados

con cada uno de los conjuntos de datos

Tabla 5.15: Resultados de los experimentos del cuarto ambiente en tareas de regresion usando
los conjuntos de datos AMZ_Datos, BTC_datos_historicos y Clima_culiacan.

Cuarto ambiente.
AMZ Datos BTC _datos_historicos Clima_culiacan

# | Rendimiento | Tiempo | Rendimiento | Tiempo | Rendimiento | Tiempo

1 0.0880 00:06:45 0.0080 00:06:07 0.0040 00:22:36
2 0.1093 00:06:48 0.0116 00:06:08 0.0042 00:17:13
3 0.1428 00:10:17 0.0098 00:12:01 0.0042 00:33:13
4 0.0359 00:06:41 0.0136 00:07:25 0.0041 00:13:26
5 0.0713 00:07:03 0.0076 00:05:31 0.0041 00:19:57
6 0.2205 00:12:04 0.0110 00:04:41 0.0043 00:20:41
7 0.0762 01:03:28 0.0096 00:08:20 0.0043 00:21:27
8 0.2103 00:08:47 0.0104 00:06:13 0.0045 00:19:34
9 0.1550 00:09:41 0.0207 00:09:39 0.0041 00:19:35
10 0.0993 00:10:47 0.0079 00:09:08 0.0042 00:19:13

Ahora los siguientes datos presentados se obtuvieron al realizar el resumen estadistico
con base en los conjuntos de datos de regresién. En la Tabla 5.16 se pueden observar cada
uno de los puntos claves obtenidos durante la experimentacion, siendo estos el promedio,
mejor resultado, peor resultado y desviacion estdndar. Al observar cada uno de los conjuntos
de datos, se puede observar que los tiempos de ejecucion suelen ser muy bajos, destacando el
segundo ambiente, el cual tiene como su mejor resultado cuatro minutos aproximadamente.
También se debe puntualizar que el conjunto de datos Clima_culiacan tiene unos tiempos de
ejecucion mds bajos en comparacién con los otros ambientes, manteniendo sus buenos resul-
tados en rendimiento y una desviacion estdndar baja, 1o que hace tener los mejores resultados

durante la implementacion del cuarto ambiente.
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Tabla 5.16: Resumen estadistico del cuarto ambiente en tareas de regresion usando los conjuntos
de datos AMZ _Datos, BTC _datos_historicos y Clima_culiacan.

Resumen estadistico del cuarto ambiente en regresion.
AMZ Datos Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento 0.1208 0.0359 0.2205 0.0604
Tiempo 00:14:14 00:06:41 01:03:28 00:17:24
BTC datos_historicos | Promedio | Mejor resultado | Peor resultado | Desv. Estandar
Rendimiento 0.0110 0.0076 0.0207 0.0038
Tiempo 00:07:31 00:04:41 00:12:01 00:02:15
Clima_culiacan Promedio | Mejor resultado | Peor resultado | Dev. Estdndar
Rendimiento 0.0042 0.0040 0.0045 0.0001
Tiempo 00:20:41 00:13:26 00:33:13 00:05:04

Ahora bien, otro punto importante a sefalar es que en el conjunto de datos AMZ _Datos,
los resultados obtenidos durante la séptima experimentacion se obtuvo el peor tiempo entre
los tres conjuntos de datos, obteniendo un tiempo de poco mds de una hora en generar el
modelo aproximadamente alejdndose demasiado del mejor resultado y tiempo promedio. La
media de este conjunto de datos esta en los 14 minutos, por lo que el peor resultado se puede
considerar una medida atipica dentro de los resultados obtenidos en la experimentacion. Por
ultimo, el conjunto de datos BTC_datos_historicos ha tenido el comportamiento mas estable
entre los tres conjuntos de datos utilizados, con una desviacién estdndar relativamente baja
en comparacién a sus resultados, manteniendo tiempos de ejecucion eficaces con respecto a

los demas, asi como un rendimiento bueno si lo consideramos con los demas ambientes.

5.5. Analisis comparativo

En esta seccion se estara realizando una comparacion del rendimiento, asi como en los
tiempos de ejecucion realizada por los distintos conjuntos de datos en cada uno de las con-
figuraciones en las cuales fueron aplicadas. Se utilizaron distintos modelos de gréficas para
tener un mejor entendimiento de los valores anteriormente mostrados y como estos se rela-
cionan para asi poder determinar cudl sera la opcion mds conveniente comando en cuenta los
resultados generales. Debido a que el componente clave en cada una de las distintas configu-

raciones es la GPU, se utiliza como referencia dentro de este analisis.
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En la Figura 5.1 mostrada a continuacién podemos observar como se representa a través de
un grafico de barras las comparativas dentro del peor rendimiento, el mejor rendimiento y
el rendimiento promedio ofrecido por cada una de las configuraciones. Analizando primero
los resultados promedios mostrados en la primera imagen, podemos observar que en cues-
tién de constancia, la precision obtenida en las tareas de clasificaciéon no varia demasiado
en cada uno de los siguientes modelos, siendo el mejor la configuracién con la RTX 3060Ti
con 0.8498 en cuestion de rendimiento, comparado con las computadoras que tienen Quadro
M4000 las cuales ofrecieron un promedio de 0.8447 no necesariamente se obtuvo una dife-
rencia relevante aunque aun asi existe esa diferencia. Cabe destacar que el mejor rendimiento
obtenido entre todas las configuraciones fue un empate entre las configuraciones RTX 2080Ti
y las Quadro M4000, de esta manera se puede determinar que todas las configuraciones son
propicias a dar buenos resultados, aunque, por otro lado, dentro de los peores rendimientos
también fueron obtenidos por estas mismas configuraciones con un valor de 0.8216 en pre-
cision. Como punto final, si analizamos un espectro amplio de regularidad, podremos decir
que la configuracion con las RTX 3060Ti presentan una mejor fiabilidad a la hora de obte-
ner resultados, ya que aunque no nos dio el mejor rendimiento, si muestra ser mas constante

obteniendo mejores modelos que las otras configuraciones.

Rendimiento Cifarl0

0.8216

Peor rendimiento

0.8407

0.8651

. . 0.8629
Mejor rendimiento
0.8651
0.8557
- & 0.8466
Rendimiento Promedio
0.8483
0.8498

079 08 081 082 0.83 084 0.85 0.86

Quadro M4000 ®mGTX 1080ti ®MRTX 2080ti mMRTX 3060t

Figura 5.1: Andlisis comparativo en rendimiento del conjunto de datos cifarl0 para la tarea de
clasificacion de imagenes
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Ahora se mostrara una breve observacion a la Figura 5.2 donde se observa las configura-
ciones en funcion del tiempo de ejecucion del sistema. La manera en la que se representan
los datos es mucho mas simple que en la cuestion de rendimiento, aqui se tomara como punto
clave cudl es la configuracion que realiza mds rapido el proceso total de obtencién del modelo
de machine learning. La configuracién con RTX 3060Ti se destaca mucho en comparacién
con los otros ambientes, esto en la grafica se hace demostrar de manera muy clara, también se
puede determinar que tiempo mas largo de obtencion es de la configuracion con las Quadro
M4000, por lo que a pesar de tener el modelo con el mejor rendimiento se puede llegar a
obtener en un tiempo de 13 horas aproximadamente en promedio, esto en contraste con la

RTX 3060Ti que solo requiere 3 horas promedio para generar un modelo.

Tiempo Cifarl0Q
21:36:00
19:12:00 19:05:25
16:48:00
14:24:00 13:37:56

12:00:00
09:45:56
09:36:00 08:33:56
07:43:54
07:12:00 06:27:41
04:54

04:48:00 04:00:13 03:42:52

03:04:20
02:24:00 . | 02:08:58 | | .
00:00:00 ! : - : .

Tiempo Promedio Mejor Tiempo Peor Tiempo

07:11:07

BRTX 3060ti ®RTX 2080ti GTX 1080ti Quadro M4000

Figura 5.2: Analisis comparativo en tiempo del conjunto de datos cifarl0 para la tarea de clasi-
ficacién de imagenes

La Figura 5.3 muestra los resultados mas significativos obtenidos por el conjunto de datos
Fashion_mnist. Para medir el rendimiento se utiliz6 la precisiéon como medida de evaluacién
del rendimiento, entre mas cerca esten los resultados de las pruebas generadas por los mo-
delos del 1 se pueden considerar que mas precisos. El peor rendimiento observado durante
los experimentos fue obtenido por el cuarto ambiente distribuido, el cual se caracteriza por

tener Nvidia Quadro M4000 como componente clave de procesamiento, esto con un valor
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de 0.9193. En cambio, en contraste tenemos que la configuracion que genero el mejor rendi-
miento obtenido es el que utiliza las Nvidia RTX 2080Ti con un valor de 0.9398. Se puede
observar que fue una gran diferencia, partiendo de este punto, podemos determinar que la
mejor opcidn es el uso del segundo ambiente, ya que también cuenta con la mayor estabili-
dad en la generacién de modelos, esto también se puede observar en los resultados mostrados

a continuacion.

Rendimiento Fashion mnist

0.9193

- 0.9229
Peor rendimiento
09201
09215
0.9333

% o 0.9318

Mejor rendimiento
0.9398
0.9318

0.9252

o . 0.9254
Rendimiento Promedio
0.9289
0.9235

0.905 091 0915 092 0925 0.93 0935 0.94 0945

Quadro M4000 ®GTX 10801 ®™RTX 2080t1 ®RTX 3060t1

Figura 5.3: Analisis comparativo en rendimiento del conjunto de datos fashion_mnist para la
tarea de clasificacién de imdgenes

El rendimiento no es el unico pardmetro que se evaluando en nuestros experimentos,
aunque ciertamente es un punto clave, también se debe tomar en cuenta el tiempo que tarda
el AutoML en generar el modelo. En la grafica anterior se mencioné que el segundo ambiente
con la RTX2080T1 nos daba el mejor rendimiento al hacer una contraparte con el tiempo de
ejecucion, se puede observar que en tiempo promedio se encuentra en segundo lugar con 4
horas y medias, mientras que el primer lugar lo obtiene en este caso el primer ambiente el
cual cuenta con RTX 3060Ti. Esta misma tendencia también se puede observar los mejores
tiempos obtenidos, por lo que teniendo una diferencia de 1 hora aproximada entre ambos
ambientes. Ahora, si bien se tiene que los resultados en rendimiento promedio no son los
mejores, se debe hacer una distinciéon que en caso de que el trabajo que se realiza necesita

de una alta precision se determina como mejor opcion el segundo ambiente, mientras que en
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caso de que lo que busque el proyecto es obtener los modelos a la mayor brevedad posible,
el primer ambiente serd la eleccion correcta, de esta manera el punto clave para determinar la

mejor opcion en este caso parte del tipo de proyecto que realizara el usuario.

Tiempo Fashion mnist
04:48:00

00:00:00 23:14:03
19:12:00

14:24:00 13:31:22

10:36:01

09:36:00

06:59:29
05:59:38 05:46:33

05:13:29
04:31:36 04:15:29

04:48:00

03:06:16 03:15:29
- 02:13:17 .
00:00:00 - .

Tiempo Promedio Mejor Tiempo Peor Tiempo

ERTX 3060t1 ®mRTX 20801 GTX 1080t Quadro M4000

Figura 5.4: Andlisis comparativo en tiempo del conjunto de datos fashion_mnist para la tarea de
clasificacién de imagenes

A continuacion se muestra el andlisis del los conjuntos de datos para las tareas de regre-
sion, primero se debe puntualizar que las métricas de evaluacién durante los experimentos
fue el error obtenido por los modelos durante las pruebas, por lo que los valores que estare-
mos tomando en cuenta son con base en esa medicion buscando obtener el valor mas cercano
a cero. También se sigue utilizando el tiempo como una de las medidas claves en las prue-
bas realizadas. La Figura 5.5 muestra los resultados claves obtenidos en los experimentos de
manera mas grafica, por lo que se destaca principalmente con las pruebas con el mejor rendi-
miento, obteniendo la segunda configuracion el mejor resultado con 0.0071. En cuestion de
rendimiento promedio también sale victorioso con un valor de 0.0649, por lo que nos asegura
que constantemente tendrd buenos resultados y por ultimo si se observa también los peores
resultados durante la experimentacion se puntualiza que aunque el valor de error del segundo
ambiente basado en RTX 2080Ti1 puede ser muy grande, sigue siendo un mejor resultado que

el proporcionado por los otros ambientes haciendo de este un claro vencedor en cuestion de

79



rendimiento.

Rendimiento AMZ_Datos

0.2205
0.3253

Peor rendimiento
0.1794

0.0359
0.0135

Mejor rendimiento
0.0071
0.0241

0.1208
0.1389

Rendimiento Promedio
0.0649

0 0.05 0.1 0.15 02 0.25 0.3 0.35 0.4

Quadro M4000 GTX 1080ti ®WRTX2080ti ®WRTX 3060t

Figura 5.5: Anélisis comparativo en rendimiento del conjunto de datos AMZ_Datos para la tarea
de regresion

Como se ha mencionado ya anteriormente, no se debe descuidar los tiempos de ejecu-
cién. Para tener un panorama mas amplio de los resultados obtenidos se realiza también esta
comparativa con los tiempos de ejecucion del AutoML. Teniendo como base anterior la RTX
2080T1 siendo el mejor ambiente en cuestion de rendimiento, en la Figura 5.6 se observa
que los resultados obtenidos son mucho mas rdpido en comparacion a las tareas de clasifica-
cién de imagenes. Esto se debe principalmente a la complejidad de los cdlculos matriciales
realizados en las imdgenes, mientras que en las tareas de regresion suelen ser vectores de in-
formacion los que se estdn procesando, siendo estos en general mas rapidos. Ahora si bien se
puede decir que las tareas regresion son mas rapidas, se puede observar una tendencia entre
los distintos ambientes, el segundo ambiente por ejemplo cuenta con un tiempo de 6 minutos
obteniendo un segundo lugar con respecto a los 5 minutos que tarda en ejecutar todo el proce-
so, el primer ambiente, aclarando que se estdn tomando los mejores tiempos. Pero en caso de
que se observe la frecuencia con la que se obtienen de manera rapida estos modelos se puede

obtener que con 9 minutos de valor promedio la RTX 2080Ti1 cuenta con mejor tiempo que el
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segundo y tercer ambiente, mientras que el primer ambiente cuenta con una irregularidad que

le lleva a 34 minutos aproximados de media en obtener sus modelos. Asi mismo, se puede

concluir que la RTX 2080Ti proporciona la mejor opcion Rendimiento/Tiempo.

01:12:00
01:04:48
00:57:36
00:50:24
00:43:12
00:36:00
00:28:48
00:21:36
00:14:24
00:07:12
00:00:00

Tiempo AMZ_Datos

01:03:28
01:01:04

00:34:23

00:19:08
00:16:08 -15:
00:14:14 .
00:12:24
00:09

06: 00:06:41
. | 00:05:08 000622 |

Tiempo Promedio Mejor Tiempo Peor Tiempo

BRTX 3060ti ®RTX 2080t GTX 1080ti Quadro M4000

Figura 5.6: Andlisis comparativo en tiempo del conjunto de datos AMZ _Datos para la tarea de

regresion

La figura 5.7 se muestra la grafica sobre el rendimiento obtenido en los experimentos

realizados con el conjunto de datos BTC_datos_historicos. Los puntos claves que se estdn

analizando son el peor rendimiento, el mejor y el rendimiento promedio. Teniendo una re-

lacién de 0.0118 de error promedio, se determind que el primer ambiente, el cual utilizo

RTX 3060Ti genera los resultados mas estables. Asi también se puede observar que el mejor

rendimiento se obtiene con el segundo ambiente, el cual utiliza RTX 2080Ti. Aunque se pun-

tualiza que el segundo lugar sé encuentra el primer ambiente, el cual ya nos esta ofreciendo

los resultados mas estables proporcionados por los modelos generados. Por lo que el primer

ambiente estad ofreciendo buenos resultados, como para determinar que estd siendo el mejor

de los distintos ambientes.
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Rendimiento BTC datos_historicos

0.0207

S 0.2408
Peor rendimiento
0.0425

0.0076
0.0098
| 0.0058

. 0.0067

Mejor rendimiento

0.111

0.0529

Rendimiento Promedio
0.0269

- 0.0118

0 0.05 0.1 0.15 0.2 0.25

Quadro M4000 GTX 1080t1 RTX 2080ti ®RTX 3060ti

Figura 5.7: Andlisis comparativo en rendimiento del conjunto de datos BTC_datos_historicos
para la tarea de regresion

Abhora, si bien, se tiene que los dos mejores ambientes fueron el primero y el segundo en
cuestion de rendimiento, el factor que determinara cudl ofrece los mejores beneficios es el
tiempo, esta informacion estara representada en la Figura 5.8. El segundo ambiente distribui-
do, ofrece tiempos de ejecucion mds bajos y estables con un registro de 4 minutos aproxi-
madamente. En cambio, el primer ambiente ofrece unos resultados méas elevados, siendo el
tercer ambiente mas rapido en generar el modelo optimizado con un registro de 29 minutos
en promedio. Por tanto, aunque se observe el mejor tiempo y se reduzca el tiempo registra-
do a 3 minutos y medio aproximados, esto no compensa la gran diferencia de los tiempos
promedios, ademds de observar en la gréfica que el peor tiempo fue obtenido por el primer
ambiente con una hora promedio. Con esto se determina finalmente que la mejor opcién en

este caso es el segundo ambiente.
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Tiempo BTC_datos_historicos

01:04:48

01:00:37

00:57:20
00:57:36

00:50:24
00:43:12

00:43:52

00:36:00
00:29:27 00:29:53

00:28:48
00:21:36

00:14:24 00:12:01
00:07:31 00:08:22

00:07:12 00:04 00:0335  00:03:20 00:04:41 _
00:00:00 [ N

Tiempo Promedio Mejor Tiempo Peor Tiempo

BRTX 3060ti ®WRTX 2080ti GTX 1080ti Quadro M4000

Figura 5.8: Analisis comparativo en tiempo del conjunto de datos BTC_datos_historicos para la
tarea de regresion

Finalmente, analizaremos el dltimo conjunto de datos para la tarea de regresion Cli-
ma_culiacan. La Figura 5.9 nos ilustra los resultados de la experimentacion agrupados de
manera que se pueda identificar de mejor manera el rendimiento obtenido para este conjunto
de datos. Primero se hace hincapié en el rendimiento promedio, porque esto determina cuél
es la configuracién que genera un rendimiento estable mas positivo que sus competidores,
en este caso hay una variacién minima entre la primera, tercera y cuarta configuracion. En
cambio, el segundo ambiente da unos resultados muy poco favorables en comparacién a los
demds ambientes. Ahora se debe analizar también otros factores como el mejor y peor ren-
dimiento, donde se puede observar que también tenemos una variacion demasiado pequena
de 0.0001 entre los ambientes anteriormente mencionados. Por lo tanto, se concluyo de esta

parte que el determinar el mejor modelo serd decidido por los tiempos.
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Rendimiento Clima_culiacan

0.0045

Peor rendimiento
0.0053

Mejor rendimiento

0.0051

0.0042

0.0041

Rendimiento Promedio
0.0053

0.0042

o

0.001 0.002 0.003 0.004 0.005 0.006

Quadro M4000 ®GTX 1080ti ®RTX2080ti MRTX 3060ti

Figura 5.9: Andlisis comparativo en rendimiento del conjunto de datos Clima_Culiacan para la
tarea de regresion

En la Figura 5.10 se observa la grafica que muestra los tiempos que tardan en generar
los modelos. Analizando cada uno de las partes de la gréfica, se observa que los tiempos re-
sultantes, determinan que el cuarto ambiente, el cual utiliza tarjetas de video Series Quadro
M4000, tiene los mejores resultados en tiempo. En tiempo promedio se ofrece un tiempo de
20 minutos aproximados, su mejor tiempo es de 13 minutos y un resultado negativo maximo
de 33 minutos aproximado. La ventaja clara, con respecto al siguiente puesto, permite selec-
cionarlo como la mejor opcidn para este conjunto de datos. Si bien el primer ambiente es el
claro ganador, el segundo lugar es el primer ambiente el cual proporciona unos resultados
de 53 minutos promedio, su mejor tiempo siendo de 26 minutos y el peor de los tiempos 1
hora con 11 minutos, siendo estos tiempos la segunda mejor opcién en cuestion de tiempo y

rendimiento ofrecido por cada ambiente distribuido.
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Tiempo Clima_Culiacan
03:50:24

03:33:03

03:21:36
02:52:48
02:24:00
01:55:12

01:24

01:31:25
01:26:24

01:12:23 01:11:34
00:57-36 00:53:43 00:52:03
voeag 0303 00:33:13
00:28:48 00:20:41 =
. 00:13:26
00:00:00

Tiempo Promedio Mejor Tiempo Peor Tiempo

BRTX 3060ti ®WRTX2080ti ®GTX 1080ti Quadro M4000

Figura 5.10: Analisis comparativo en tiempo del conjunto de datos Clima_Culiacan para la tarea
de regresion

5.6. Evaluacion de costos

Durante esta seccion se mostrard los calculos realizados sobre el dinero necesario en la
inversion de cada una de las configuraciones. Los componentes seleccionados fueron valora-
dos en funcién de la importancia que tienen a la hora de realizar los procesos de modelos de
machine learning, estos componentes son la GPU, CPU y memoria RAM. Al final se hard un
célculo de la suma total de los costos de cada configuracion para tener una valoracion general
y especifica sobre los costos generados. La finalidad con la que se realiz6 este andlisis es pro-
porcionar a las organizaciones mejorar la decisiéon que tomen en funcién del hardware con el
que cuenten o el presupuesto que manejen con respecto a sus necesidades. La Tabla 5.17 se

muestran los presupuestos obtenidos con base en los precios de lista en el mercado actual.
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Analisis de costos de cada ambiente

Ambiente distribuido | Costo Total | Costo GPU/cu | Memoria RAM 2x8GB | CPU Intel I7
Configuracién 1 $78,036 $7,980 $2,499 $8,500
Configuracion 2 $48,960 $19,980 $2,499 $8,500
Configuracion 3 $36,960 $13,980 $2,050 $7,650

$98,908 $15,820 $2,325 $6,500

Tabla 5.17: Tabla comparativa de costos

En la tabla 5.11 se ilustra la relacién que tiene el costo total de cada ambiente con res-

pecto a cada uno de las distintas configuraciones implementadas. De esta manera se puede

observar que la configuracion 4 presenta los costos mas elevados con un precio de $98,908,

siendo esto ultimo considerablemente mayor que el segundo y tercer ambiente. La tercera

configuracién presenta los costos mas bajos con un precio de $36,960 en el costo total du-

rante la implementacion, la configuracion que mas cercana a este rango de precio es la que

presenta la configuracion 1 con un coste total de $48,960.

$120.000,00

$100.000,00

$80.000,00

$60.000,00

$40.000,00

$20.000,00

5-

Costo Total de ambientes distribuidos

$78.036,00

M Configuracion 1

$48.960,00

Costo Total

$98.908,00

$36.960,00

Configuracion 2 Configuracién 3 Configuracion 4

Figura 5.11: Andlisis comparativo del costo total de las distintas configuraciones distribuidas
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Capitulo 6

Conclusiones

En esta seccidn se describen una serie de conclusiones obtenidas con base en los resulta-
dos del proyecto. A su vez, se desarrollardn también una serie de aportaciones realizadas y

los trabajos a futuro que se pueden implementar para mejorar este proyecto.

6.1. Conclusiones del trabajo

El 4rea de aprendizaje maquina es un drea de interés para las distintas organizaciones
como lo son: académicas, investigacion, empresas enfocadas en el desarrollo e innovacion,
asi como la implementacion industrial. Esto se debe principalmente a los beneficios que se
han obtenido al implementar estas técnicas en multiples areas de estudios tales como el pro-
cesamiento de imagenes, inteligencia de negocios, la aplicacion de series de tiempo para la
prediccidon meteoroldgicas, ciencia de datos, procesamiento de lenguaje natural.

Aun teniendo los logros obtenidos mediante el aprendizaje maquina, estos necesitan de
una gran cantidad de esfuerzo en especialistas y una inversion en hardware demasiado eleva-
do, debido a esto se desarrollaron los sistemas de AutoML los cuales permiten que personas
con baja expertis puedan resolver problemas de aprendizaje maquina, aun asi solo soluciono
uno de los dos problemas que se plantean, ya que los costos de un hardware especializa-
dos para implementar este tipo de sistemas sigue siendo elevando haciéndolo inaccesibles
para el usuario comun ademds de muchas otras organizaciones que no cuentan con un alto
presupuesto.

Sin embargo, se comenz6 a buscar soluciones a estos aspectos de los costos y la necesidad
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de hardware especializados. Mediante la aplicacién de sistemas distribuidos en los sistemas
de AutoML se consigui6 reducir los costos considerablemente, ya que es un sistema que ori-
ginalmente se disei para funcionar de manera centralizada, comenzaron a aparecer disefios
de sistemas de AutoML que se pueden implementar de manera distribuida reduciendo los
tiempos y costos de implementacion. También permitié que se pudieran utilizar equipos me-
nos especializados, haciéndolos mas accesibles para empresas u organizaciones pequefias, asi
como al publico en general.

Los disefios utilizados durante el proyecto fueron implementados en 5 distintos conjuntos
de datos, 2 para la tarea de clasificacion y 3 para regresion. Se obtuvieron resultados satis-
factorios si se comparan con el estado del arte. La implementacion adecuada de un disefio
arquitectonico de hardware ha creado un flujo adecuado de trabajo durante la comunicacién
del ambiente distribuido. Esto tuvo como consecuencia que los resultados se obtuvieran en
una cantidad de tiempo adecuada para cada tarea realizada. Asi mismo, se puede determinar
que la implementacion del modelo arquitectonico maestro-esclavo, combinado con un co-
rrecto disefio e implementacion del hardware, permite que los beneficios obtenidos por los
sistemas de AutoML crezcan con respecto al uso del equipo de cémputo sin considerar sus
caracteristicas.

El proyecto presenta un andlisis sobre la relacion costo/beneficio que puede tener cada
una de las configuraciones, con respecto a tres puntos principales que son el tiempo, dinero
y rendimiento. Ahora bien, se puede concluir que las necesidades del proyecto que se realiza
determinara cudl serd la mejor configuracion con base a costos/beneficio.

En el caso de las tareas de clasificacion, se puede determinar mediante las Tablas 5.2 y
5.4 que si nuestro objetivo es tener los resultados en el menor tiempo posible, sin tomar otros
aspectos como los costos de hardware, la primera configuracion serd definitivamente la mejor
opcion. En cambio, si se opta por rendimiento, al observar las Tablas 5.1 y 5.3 se selecciona al
segundo ambiente. Finalmente, si se determina como punto clave los costos, se puede hacer
una seleccion de la configuracion con base al presupuesto del proyecto, de esta manera se
puede buscar en un rango especifico de dinero cudl es la que ofrece mejor rendimiento y/o
tiempo.

Continuando ahora con las tareas de Regresion, se concluyd, basado en las Tablas 5.5, 5.7
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y 5.9 que los resultados obtenidos pueden ser un poco més variables al utilizar conjuntos de
datos de regresion. En cuestion de rendimiento se determina que el segundo ambiente tiene
unos resultados satisfactorios, sin embargo, si se observan los resultados del conjunto de
datos Clima_culiacan se debe puntualizar que no obtuvo el mejor resultado en comparacion
con las otras configuraciones, aun asi la diferencia puede ser tan poco significativa que la
segunda configuracion sigue siendo la mejor opcién de manera general.

Ahora, si bien ya se hablo del rendimiento, el tiempo mostrado en las Tablas 5.6, 5.8 y
5.10 sugiere que hay variedad en los resultados, por lo que determinar cudl es la mejor opcioén
puede ser un poco mas complejo si solo se utiliza este pardmetro como unica referencia,
las dos configuraciones que entregaron los mejores resultados fueron la segunda y el cuarto
ambiente. Para llegar a una conclusion satisfactoria se puede observar en la Tabla 5.11 que
el cuarto ambiente cuenta con un presupuesto de casi el doble de lo que se necesita para el
segundo ambiente, por lo que se puede concluir que la configuracién 2 es la mejor opcion de
gracias al anélisis realizado.

De manera general, el desarrollo de este proyecto permite que se optimice el presupuesto
que se designa para los proyectos de AutoML, el generar un andlisis de resultados extenso
en funcion de mas de una configuracion, permite obtener multiples opciones a la hora de
elegir que camino se debe tomar para solucionar un problema de machine learning. Como
es en el caso de este proyecto, donde se vio que el cuarto ambiente tenia unos altos costos
y unos resultados muy pobres de tiempo y rendimiento, por lo que se volvid una opcidén
poco viable en su desarrollo, asi como el tercer ambiente, el cual se destaca por ser el que
menos recursos necesita para su implementacion, generando buenos resultados, aunque no se
destaque realmente en ninguna de las pruebas realizadas.

Finalmente, se hace mencion de como, mediante la exploracion de los distintos disefios
de hardware y los multiples experimentos realizados con el AutoML en cada una de las con-
figuraciones, se pudo concluir que las configuraciones que dedicaban un hardware especifico
al nodo maestro para gestionar el flujo de trabajo, tenian una mayor constancia en los tiempos
que tardaba en ejecutar el sistema.

Esto se debe principalmente que en los disefios donde el hardware estaba todo conectado

dentro de una misma computadora, los recursos de procesamientos necesarios para cada nodo
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esclavo eran compartidos entre si junto al nodo maestro, teniendo que la memoria cache alma-
cenada durante cada experimento se fuera acumulando, teniendo que esforzarse la CPU cada
vez mds en realizar los procesos y teniendo resultados mas inconsistentes en comparacion al
disefo de cinco computadoras donde una era dedicada exclusivamente al nodo maestro y las
otras cuatro a cada uno de los nodos esclavos utilizando su propia memoria RAM y GPU du-
rante el proceso. De esta manera, al obtener esta informacién podemos determinar de mejor

manera cudl serd la mejor configuracion de hardware en funcion del costo/beneficio.

6.2. Aportaciones

Una de las aportaciones principales de este proyecto fue el desarrollo e implementacion de
mas de una configuracion de hardware, permitiendo al usuario tener un panorama mas amplio
del comportamiento de distintos conjuntos de datos en un entorno de ambiente distribuido.
Por otro lado, se puede destaca que el sistema de AutoML fue capaz de ser ejecutados en
distintos entornos fisicos, los cuales van de configuraciones especializadas a equipos de uso
general. Puntualizando que la distribucion de procesos permite que la aplicaciéon de estos
sistemas sea mas accesible a todo tipo de organizaciones y publico en general. Ademas, otra
de los aportes fue el determinar que personas con poco conocimiento sobre el manejo de
machine learning, es capaz de ejecutar sistema de AutoML, para proporcionar soluciones a
las distintas problematicas que aborde de machine learning. También durante el andlisis de
los resultados obtenidos mediante la aplicacion de distintas configuraciones se logré obtener
un panorama mas amplio sobre el disefio de hardware y como este ayuda a plantear mejores
ambientes distribuidos, los cuales junto a la utilizacion del AutoML presentan un mayor
costo/beneficio y una reduccién del tiempo con respecto a los sistemas cldsicos los cuales se

basan en métodos centralizados como los mostrados en la literatura.
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6.3. Trabajo futuro

El presente trabajo estd realizado de manera que se puedan realizar cambio de mane-
ra sencilla. Una de las mejoras, es el aumento de multiples configuraciones, teniendo de
esta manera un mayor rango de opciones en la implementacion del hardware, asi como la
aplicacion del AutoML en servicios de la nube para tener un andlisis mas amplio sobre los
resultados, como también una comparacion entre un entorno fisico y la nube.

Para la parte de comunicacion se podrian explorar la implementacién de otros tipos de
sistemas distribuidos tales como clustering y/o peer-to-peer. Ademas, como parte importante
de mejorar a la comunicacion, se podria crear una un punto de datos especifico, con cada
uno de los conjuntos de datos que se van a utilizar, con la capacidad de ir ampliando para asi
tener un mejor control sobre los datos que se estén utilizando, minimizando errores entre los
nodos.

También se puede explorar distintos disefios de hardware, en los cuales se contemple la
implementacion de miltiples GPU en de manera que trabajen en paralelo o de manera serial,
observando el resultado que estos pueden ofrecer con respecto al funcionamiento normal que

se les dan en una computadora.
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