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MÉXICO Instituto Tecnológico de

Hermosillo

SISTEMA DE DETECCIÓN Y RECONOCIMIENTO
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Resumen

El consumo de sustancias psicoactivas presenta un gran reto a
nivel mundial, estudios indican que año con año se ha presentado un
incremento en el uso de estas. En México el consumo de alcohol ha
tenido un incremento considerable con el pasó del tiempo, mientras
que Sonora se encuentra entre los 10 estados con mayor consumo de
esta sustancia.

Como parte de uno de los programas implementados en el estado
de Sonora se encuentra el Sistema de Vigilancia Epidemiológica de las
Adicciones (SISVEA), el cual realiza evaluación, tratamiento y segui-
miento de las personas con este tipo de problema, si bien, este tipo
de programas están conducidos por expertos en el tema, no cuentan
con herramientas tecnológicas que apoyen la carga al realizar el pro-
ceso de evaluación. Es por ello, que surge la necesidad de implementar
herramientas informáticas como soporte para este proceso.

En esta investigación se presenta la propuesta, diseño, implemen-
tación y pruebas realizadas de un algoritmo de inteligencia artificial
para el reconocimiento de patrones en bases de datos de adicciones.

Para alcanzar el objetivo del sistema, se utilizó el algoritmo de
inteligencia artificial llamado máquina de soporte vectorial (SVM), el
cual fue comparado con diferentes algoritmo, y obtuvo un resultado
sobresalientes ante los demás, arrojando un 76 % de precisión.
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Índice de figuras
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Caṕıtulo 1

Introducción

La adicción, a una o más sustancias, es uno de los principales
problemas que enfrentan los servicios de salud a nivel mundial, de
acuerdo con la Oficina de Naciones Unidas contra las Drogas y el De-
lito (UNODC), se calcula que alrededor de 271 millones de personas
entre 15 y 64 años, consumieron algún tipo de droga en 2017; esta
estimación revela un incremento en un 30 % en el uso de sustancias de
este tipo con respecto al año 2009 [3]. Por otra parte, según la orga-
nización mundial de la salud (OMS), el consumo total de alcohol per
cápita en la población mundial mayor de 15 años, subió de 5.5 litros de
alcohol puro en 2005 a 6.4 litros en 2010, manteniéndose este nivel de
6.4 litros en 2016. Debido al consumo desmedido de esta sustancia, se
estima que en 2016 provocó aproximadamente 3 millones de muertes,
lo cual equivale al 5.3 % de las defunciones totales [4].

En algunos páıses incluyendo México, se ha incremento el uso si-
multaneo o sucesivo de combinaciones de sustancias, lo que agrava
los efectos tóxicos que éstas puedan causar; de manera proporcional,
también se suele modificar la v́ıa de administración, esto con el fin de
acentuar el efecto que éstas provocan [5].

De acuerdo a la Comisión Nacional contra las Adicciones (CONA-
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2 CAPÍTULO 1. INTRODUCCIÓN

DIC) en su reporte 2016-2017, en México el porcentaje de consumo de
drogas aún es bajo en comparación con otros páıses [6]; sin embargo,
este porcentaje ha tenido un incremento año tras año; mientras que
el consumo de alcohol ha tenido un incremento considerable, especial-
mente en el patrón de consumo excesivo, y es en las mujeres donde
este porcentaje ha tenido un mayor incremento. El tabaco no repre-
senta una gran diferencia en comparación con el consumo de alcohol,
si bien el número de consumidores es menor que el del alcohol, el ta-
baco ha tenido un importante crecimiento. Estos números muestran
que el 17.6 % de la población de 12 a 65 años fuma tabaco actualmen-
te, lo cual corresponde a 14.9 millones de fumadores mexicanos, entre
los cuales el 6.4 % fuma diariamente (5.5millones) y el 11.1 fuma de
manera ocasional (9.4millones) [7].

Espećıficamente en el estado de Sonora, el porcentaje de uso de
algún tipo de droga se ha duplicado en un lapso de 8 años (2008-
2016); sin embargo, Sonora se encuentra entre los 10 estados que más
alcohol consumen [8]; en cuanto a tabaco, también se encuentra den-
tro de la media nacional con un 17 %, donde un 59 % intentó dejar de
fumar sin éxito [7].

La existencia de una adicción no sólo se presenta en personas adul-
tas, este problema suele iniciar en el rango de edades cada vez más
tempranas, esto sucede especialmente en el consumo de alcohol y can-
nabis [9][10]. Gracias a la gran aceptación social que éstos tienen, cada
vez se vuelve más común el ver jóvenes en estado de ebriedad e inclu-
so esto llega a fomentarse en el núcleo familiar. En algunos casos, al
percibirse a temprana edad, se le considera normal y su percepción de
riesgo es baja, sin embargo, ésta es solo una de las variables sociales,
familiares, personales y cognitivas [11].

Alrededor del mundo se busca mejorar los servicios de salud, por
lo cual se están implementando algoritmos computacionales, que per-
mitan mejorar la eficiencia y administración de los servicios de salud.
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En base a esto, en esta investigación se desarrollará un sistema para
el reconocimiento de patrones y/o la predicción del patrón de consu-
mo, utilizando la inteligencia artificial, lo que permitirá una atención
temprana en los casos detectados.

1.1. Antecedentes

Las drogas han acompañado al hombre en su evolución, es de supo-
ner que la primera droga que el hombre utilizó, fuese el resultado de la
fermentación de algún fruto, por lo que es evidente que para que esto
ocurriera, fue necesario la invención de algún tipo de recipiente, lo cual
ayuda a aproximar la fecha de su creación. Las primeras suposiciones
sobre la existencia de alcohol se cifran en el quinto milenio AC. Se
sabe con una alta probabilidad, que el aguamiel fue el primer alcohol
que el humano produjo y consumió. Fue por los efectos psicotrópicos
que éstas causaron, que se reservó su uso con fines religiosos [12].

La curiosidad del hombre lo llevó a experimentar con un gran
número de especies vegetales, hasta que esa curiosidad lo llevó al des-
cubrimiento del tabaco, no se sabe con exactitud si ésta fue la segunda
droga descubierta por el hombre, pero śı se sabe que fue ésta la que
tuvo una gran propagación a lo largo de mundo, a pesar de las prohi-
biciones que teńıan un gran número de páıses; esto nos da a una idea
de lo intenso de la dependencia que éste produce [13].

En su proceso por descubrir nuevas sustancias que provocaran efec-
tos psicotrópicos, el hombre se percató de que ciertas hierbas pod́ıan
apaciguar dolores, con lo cual se descubren los analgésicos, ésta es la
primer referencia que se tiene del uso de opio; es en base a esto, que
el hombre pudo catalogar el uso de estas sustancias como médicas o
religiosas, dependiendo del uso que se le daba [14].
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Si bien la existencia de las drogas nos ha acompañado en toda nues-
tra evolución, e incluso éstas han ayudado al hombre en su desarrollo,
es necesario delimitar el uso que se le da a éstas. Para ello es nece-
sario saber la diferencia entre uso y abuso de drogas, donde el uso se
refiere a la utilización esporádica de la sustancia sin algún fin médico,
mientras que el abuso se define como un consumo de manera prolon-
gada, el cual incluso puede producir cambios en el funcionamiento del
cerebro y llevarlo a un desorden permanente del comportamiento. Si
bien el uso y abuso de drogas se puede evitar, existe un tercer ámbito,
la drogodependencia o farmacodependencia, éste es el caso donde se
consume de manera crónica, con el fin de experimentar sus efectos
pśıquicos y en ocasiones, para evitar el malestar producido por la pri-
vación de la sustancia [15].

Sin embargo, la explicación a el consumo de manera abusiva de
las drogas se encuentra en lo que se ha denominado ((Teoŕıa de la es-
piral de desregulación del sistema de recompensas cerebrales)), según
la cual, la adicción se inicia desde el primer contacto con la droga e
implica el inicio de un proceso adaptativo que el organismo desarrolla
para contrarrestar los efectos que ésta tiene, en especial a nivel del
sistema nervioso, debido a que el organismo siempre intenta mantener
un equilibrio homeostático en todos sus sistemas, incluyendo el siste-
ma de recompensa cerebral. El uso de una droga de manera abusiva y
la aparición de sus efectos, desequilibra dicha homeostasis, lo que des-
encadena el desarrollo de una respuesta adaptativa, donde el cuerpo
intenta combatir el efecto inicial de la droga. Debido a esta reacción
adaptativa, los circuitos cerebrales implicados en el refuerzo no vuel-
ven al nivel fisiológico que manteńıan antes de la exposición a la droga
[16]. Actualmente, la integración de sistemas inteligentes al sector sa-
lud ha ayudado en gran medida al diagnóstico médico, esto gracias
a sus posibilidades para involucrarse en situaciones que requieren un
gran acervo de conocimientos médicos, rapidez en el procesamiento de
datos y la toma efectiva de decisiones, que estos sistemas poseen.
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Los sistemas inteligentes pretenden emular la capacidad natural
del hombre para la toma de decisiones, imitando desde la manera en
que éste aprende, hasta la forma de reaccionar, dependiendo de la si-
tuación que se le presente. [17], es por ello que podemos decir que la
IA busca entender la manera en que el humano percibe, comprende y
soluciona problemas, con el fin de replicar este comportamiento me-
diante una máquina [18].

La inteligencia artificial (IA) en relación al tema de adicciones no
ha tenido una gran participación, esto se debe a la alta complejidad
que este problema presenta; sin embargo, se han presentado aplica-
ciones las cuales, mediante el procesamiento del lenguaje natural y la
aplicación de Machine Learning, logran detectar pacientes que reinci-
dieron en este problema o que están en etapa de descubrimiento de la
droga en cuestión [19].

1.2. Planteamiento del Problema

Actualmente, las adicciones a cualquier tipo de droga legal o ile-
gal es un problema de salud complicado, este problema implica varias
categoŕıas y niveles, desde su elaboración y distribución, hasta sus
efectos después del consumo [20]; dicho problema es ćıclico, puesto
que el mismo consumo crea una necesidad, sin mencionar que en la
mayoŕıa de los casos, el efecto que éstas causan, deja de ser suficiente
para la persona y se tiende a incrementar la dosis o incluso escalar a
una sustancia con mayor concentración y riesgo [21].

Como parte de la complejidad de este problema, cabe mencionar
la interrelación que existe entre las adicciones y la violencia, puesto
que es común que una persona adicta, con el fin de conseguir el dinero
necesario para adquirir la sustancia o sustancias, a la que la persona
reacciona actualmente, esté dispuesta a realizar actos iĺıcitos poniendo
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en riego su seguridad, la seguridad de alguien más o los bienes mate-
riales [10].

Otra relación a mencionar en el uso desmedido de las sustancias
legales o ilegales, es el deterioro de la salud; en el caso de las mujeres,
éstas pueden estar dispuestas a consumir algún tipo de sustancia aún
en condiciones de embarazo, provocando problemas en el desarrollo
del feto; aśı también, las personas que se inyectan cualquier tipo de
sustancia, sin utilizar una jeringa esterilizada, se exponen a contraer
una enfermedad como el VIH, ayudando aśı a la propagación de éste.
Según la OMS, a nivel mundial hay alrededor de 16 millones de per-
sonas que se inyectan drogas, y de ellas, aproximadamente 3 millones
están infectadas por el VIH. En promedio, una de cada diez infeccio-
nes nuevas por VIH es causada por el consumo de drogas inyectables
[22].

Actualmente, se gastan alrededor de 29 mil millones de pesos en
salud por enfermedades asociadas sólo al tabaquismo. La tolerancia
social frente al consumo de tabaco, tanto en hombres como en muje-
res, favorece la adicción a esta sustancia [23].

Como resultado de lo anterior, el presente trabajo plantea las si-
guientes preguntas de investigación:

¿Qué es una adicción y sus tipos?

¿Cuales bases de datos tienen información sobre adicciones?

¿Es necesario integrar la información disponible?

¿Qué algoritmos de IA pueden aplicarse para el reconocimiento de
patrones en las adicciones?

¿Qué tipo de predicciones se puede realizar con la información dis-
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ponible?

Con esto surge la siguiente pregunta que gúıa esta investigación:
En relación con las Adicciones, ¿Cuáles funcionalidades debe tener
un sistema inteligente para prevenir y/o predecir tendencias en las
adicciones, que permita una detección oportuna y, en consecuencia,
una atención temprana en los casos detectados?

1.3. Objetivos

Para el desarrollo de la presente investigación, se identificaron los
siguientes objetivos.

1.3.1. Objetivo general

Implementar un sistema inteligente para la detección y reconoci-
miento de patrones, que identifique comportamientos conductuales en
pacientes que presentan dependencia a una o varias drogas, lo que
permitirá prevenir y/o predecir tendencias hacia alguna adicción.

1.3.2. Objetivos espećıficos

Conocer la información existente en las bases de datos de adic-
ciones.

Integrar y pre-procesar los datos requeridos.

Analizar y seleccionar los algoritmos de IA a utilizar.

Implementar el sistema inteligente de reconocimiento de patro-
nes y/o análisis predictivo.

Analizar y validar los resultados obtenidos.
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1.4. Justificación

Las adicciones son un problema de salud pública, que perjudican
no sólo a la persona que la padece, sino también a la sociedad en ge-
neral, ayudando a dispersar este consumo y causando un incremento
de personas con este problema o con la posibilidad de ser un riesgo
para la sociedad. Por lo anterior, se tiene interés en aplicar tecnoloǵıas
de inteligencia artificial, que permitan mejorar y eficientar los recur-
sos que disponen los servicios de salud del estado de Sonora. Aplicar
la IA en los modelos de salud, sienta las bases para la creación de
herramientas que posteriormente ayudarán a los pacientes a detener
su desarrollo en las adicciones, previniendo un deterioro mayor en su
salud.

1.5. Alcances y delimitaciones

El sistema utilizará los datos contenidos en los tamizajes referente
a las personas con alguna adicción, atendidas en los centros de salud
del estado de Sonora. El desarrollo del sistema, se llevará a cabo en el
laboratorio de sistemas inteligentes de la Maestŕıa en Ciencias de la
Computación, perteneciente a la División de Estudios de Posgrado e
Investigación del Instituto Tecnológico de Hermosillo.

1.6. Metodoloǵıa

La metodoloǵıa a implementar en el desarrollo del proyecto se com-
pone de 3 fases: La primera se refiere a los fundamentos teóricos del
tema, la segunda se enfoca en el manejo de datos y el diseño del mo-
delo y una última fase donde se evalúan los resultados obtenidos.

La fase uno se enfoca en la recopilación de la literatura sobre adic-
ciones, que puedan proveer información relevante al tema, aśı como el
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estado actual de los algoritmos de IA, para seleccionar los más ade-
cuados a utilizar con respecto a la información disponible.

La fase dos se compone de la recolección e integración de los datos
disponibles, para generar una propuesta de solución adecuada, ésta
también contempla la creación de diagramas del análisis y diseño, el
modelo de datos y la esquematización de la arquitectura de software
propuesta del sistema. Los cuales definirán la funcionalidad y la ope-
ración del proyecto final.

Finalmente, la fase tres se compone de la implementación del siste-
ma inteligente, de la interpretación de los resultados de los algoritmos
aplicados y del análisis y validación de los mismos.

1.7. Organización de la tesis

El caṕıtulo 2 presenta el estado del arte, realizando un análisis de
los temas principales utilizados para fundamentar esta investigación.
Entre los cuales se encuentran la categorización de las drogas legales e
ilegales, algoritmos de inteligencia artificial y los trabajos relacionados
con nuestra propuesta.

El caṕıtulo 3 describe el análisis y diseño del sistema. Se esquema-
tizan los procesos del sistema y se presentan los diferentes diagramas
detectados.

El caṕıtulo 4 describe a detalle la integración de los datos utiliza-
dos en cada experimentación.

El Caṕıtulo 5 presenta los resultados obtenidos y se analiza cada
una de las experimentaciones realizadas.
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Finalmente, el caṕıtulo 6 presenta las conclusiones obtenidas por
el presente trabajo de investigación y las recomendaciones a seguir
para trabajos futuros.



Caṕıtulo 2

Marco teórico

2.1. Introducción

El marco teórico de la presente investigación, proporcionará al lec-
tor una idea más clara acerca del tema. Los tópicos centrales que
enmarcan este trabajo son: Adicciones, Big Data y la Inteligencia Ar-
tificial.

2.2. Adicciones

La Organización Mundial de la Salud (OMS) define adicción como
una “enfermedad f́ısica y psico-emocional, que crea una dependen-
cia o necesidad hacia una sustancia, actividad o relación”. También
se define como un conjunto de signos y śıntoma en los que intervie-
nen factores psicológicos y sociales. Es una enfermedad progresiva y
puede ser fatal si no se trata a tiempo, se caracteriza principalmente
por episodios continuos de descontrol, distorsiones del pensamiento y
negación ante la enfermedad; dicho comportamiento suele estar acom-
pañado por muestras de decisión a obtener las sustancias psicoactivas
por cualquier medio [24][25].

11
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2.2.1. ¿Cómo se clasifican las adicciones?

Actualmente, las adicciones se clasifican en las siguientes cate-
goŕıas [26]:

Eufóricas: Opio y sus derivados, aśı como cocáına.

Fantásticas: Mezcalina, marihuana y beleño, entre otras.

Embriagantes: Alcohol, éter, cloroformo y bencina.

Hipnóticas: Barbitúricos y otros somńıferos.

Excitantes: Caféına y tabaco, entre otras.

Además de esta clasificación, también existen “nuevas drogas o
drogas de diseño”, creadas con fines recreativos. Se supone que las
personas que presentan por lo menos 3 de los siguientes puntos, pueden
ser catalogados como adictos [27]:

Fuerte deseo o necesidad de consumir la sustancia.

Dificultades para controlar su consumo.

Malestares al interrumpir o reducir el consumo.

Continuar su consumo a pesar de percibir de forma clara sus
efectos perjudiciales.

2.2.2. ¿Cuáles son las etapas de las adicciones?

Las adicciones cuentan con 4 etapas [28]:

Experimentación:
Es el caso donde la persona aprende de los efectos que causan
estas sustancias, es aqúı donde la droga sólo proporciona pla-
cer sin presentar los efectos adversos que ésta puede provocar,
posteriormente, el consumo puede continuar o interrumpirse.
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Uso:
El compromiso con la droga es bajo, se buscan los efectos de ésta
ocasionalmente, pero con episodios de cierto sentido de culpa,
se inicia el consumo individual pero no existe deterioro labo-
ral, social o familiar, y no presenta episodios de intoxicación.
Sin embargo, toda droga genera dependencia f́ısica o pśıquica
progresivamente y es fácil caer en el abuso.

Abuso:
Se llega a tener una obsesión por la sustancia y su consumo es
repetido por semana, con tendencia a un aumento en la dosis,
además, se presenta deterioro en la relación de familia y amigos.

Adicción:
Se presentan dificultades académicas y laborales. La búsqueda
de la droga se realiza de forma compulsiva, la cual obliga a
seguir con el consumo para cortar el malestar que se presenta por
su privación, debido a que ya existe un compromiso orgánico e
incluso hay conductas de riesgo, como uso de drogas intravenosas
o combinación de varias drogas.

Los śıntomas f́ısicos que normalmente se presentan por la absti-
nencia, es decir, por la falta de uso de la sustancia que se consumı́a
frecuentemente, vaŕıan según la droga que se deje de utilizar. General-
mente, causan el efecto contrario a su uso, por ejemplo, en el caso del
opio, el cual tiene la capacidad de anestesiar el cuerpo, al dejar de con-
sumirlo éste genera dolor como principal consecuencia de la privación
de su uso. Mientras que de manera psicológica, el śındrome se refle-
ja como angustia, irritabilidad o sensación de vaćıo, estos śıntomas
suelen variar por individuo. La duración del śındrome de abstinencia
también vaŕıa en base a la sustancia que es utilizada [29].
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2.3. Drogas

El término droga se utiliza para toda aquella sustancia psicoactiva,
que al ser ingerida, afecta los procesos mentales como la cognición o
la afectividad y cuya distribución está prohibida por la ley o bien
restringida a su uso médico y/o farmacéutico[25].

2.3.1. Clasificación de las Drogas

En la actualidad no se tiene una definición que logre satisfacer la
gran cantidad de drogas existentes, sin embargo, existe una clasifica-
ción que por su utilidad práctica es utilizada en gran medida, ésta es la
clasificación realizada por el NIDA(“National Institute on Drug
Abuse”), el cual clasifica a las drogas por su efecto estimulante o
depresor [15] [30] [31].

2.3.1.1. Drogas Depresoras

Las drogas en esta categoŕıa, son aquellas que están relacionadas
directamente con las funciones del sistema nervioso, creando interfe-
rencias entre las sinapsis e incluso disminuyendo el número de cone-
xiones entre éstas. Estos efectos dependen de la sustancia utilizada,
las drogas que comúnmente se consumen son [31]:

Alcohol:
Esta droga es la que mayor consumo tiene a nivel mundial, esto
se debe a que incluso los gobiernos permiten su consumo de ma-
nera recreativa. Esta droga se puede obtener de 2 maneras, ya
sea mediante la fermentación de algún fruto o por destilación,
el cual es un método artificial para aumentar el grado de al-
cohol de una bebida. Al poco tiempo de ser ingerido, éste puede
causar desorientación, deshidratación, vértigo, náuseas, descoor-
dinación motora, entre otros [32].
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Morfina:
Es conocida como el fármaco que con mayor eficacia puede erra-
dicar el dolor intenso, causado prácticamente por cualquier en-
fermedad, éste es generalmente usado para contrarrestar el dolor
postoperatorio, tratamiento de infarto, entre otros. Es por ello
que comúnmente es utilizada con fines médicos. Si bien su uso
en la rama médica no está asociada a la generación de una adic-
ción, se han presentado casos donde se desarrolla una tolerancia
a ésta. Esta sustancia es un derivado del opio [33] [34].

Heróına:
Es una droga semi-sintética y se deriva del opio, esta droga es
aproximadamente 5 veces más fuerte que la morfina y su forma
de consumo puede variar entre ser inhalada, fumada o de manera
intravenosa. Los efectos que ésta provoca aparecen en un corto
lapso de tiempo, estos efectos incluyen aumento en la enerǵıa,
efectos analgésicos y supresión del hambre, también es posible
que aparezcan efectos de somnolencia entre otros [35].

Figura 2.1: Imagen de Heróına en sus diferentes presentaciones [1].
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2.3.1.2. Drogas Estimulantes

Las drogas que pertenecen a la familia de estimulantes, tienen
la peculiaridad de aumentar los niveles de alerta y de atención del
consumidor, éstas afectan tanto la motricidad como la cognitividad y
sus principales efectos son la desinhibición, irritabilidad, agresividad,
disminución de fatiga o sueño, un menor control emocional, etc. Al
igual como sucede con el resto de las drogas, sus efectos dependen de
la cantidad ingerida, las drogas de mayor consumo en esta categoŕıa
son [36]:

Tabaco:
El tabaco es una planta que contiene nicotina y diversos car-
cinógenos, estas sustancias tóxicas se ven potencializadas en el
proceso de fabricación y adecuación para la venta, normalmente
en forma de cigarrillos, dichas toxinas son potentes y fácilmente
absorbidas por el cuerpo. Si bien la nicotina es el agente adicti-
vo, el coctel tóxico que lo acompaña optimiza los efectos de ésta
[37].

Cocáına:
Es un alcaloide que se obtiene de las hojas de la planta llamada
coca, esta droga es un potente estimulante del sistema nervioso,
que produce euforia o insomnio; los efectos de ésta tardan de 1
a 3 minutos en aparecer, y su duración puede variar entre 20 y
40 minutos, esta droga puede ser ingerida v́ıa oral y frecuente-
mente su ingesta es combinada con alcohol. Los consumidores
de esta droga tienden a utilizar otros medios para su consumo,
como inyección intravenosa o ingerida, mediante la inhalación
de los vapores emitidos al ser calentado a través de una pipa,
el procedimiento anterior aumenta la potencia de este alcaloide
[25].

Crack:
Es el resultado de calentar las sales de la cocáına con bicarbo-
nato, al ser ingerido, éste tarda de 3 a 6 segundos en manifestar
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sus efectos, los cuales se presentan como una sensación inme-
diata de euforia o la desaparición de la ansiedad, una alteración
del juicio, etc. Los efectos placenteros duran aproximadamente
6 minutos, tras los cuales, el consumidor se siente obligado a
repetir la dosis para recuperar el estado de excitación y euforia
[25].

Anfetaminas:
Su componente base se encuentra en algunas especies de plan-
tas como la ephedra y catha, los extractos de estas plantas son
usados como psicoestimulantes. El uso de esta sustancia afecta
el sistema central nervioso provocando un incremento en la con-
centración de cortisol y adrenalina, esto a su vez crea euforia,
pupilas dilatadas, hipertensión en algunos casos, excitación, pa-
ranoia, etc. Estos śıntomas si bien son causados de forma natu-
ral, suelen incrementarse al ser tratados con diferentes qúımicos,
agravando también la adicción a ésta [38].

2.3.1.3. Drogas Alucinógenas/Psicodélicas

La caracteŕıstica principal de este tipo de drogas es que pueden
causar alucinaciones, ya sea con una percepción de un objeto inexis-
tente o la ausencia de dicho objeto aún estando presente, hipersensibi-
lidad sensorial, deformación de la percepción corporal propia o ajena,
etc. Alguna de las drogas más utilizadas que encajan en esta categoŕıa
son [36]:

Marihuana:
Su origen proviene de una planta, la cual tiene como componente
principal el Tetrahidrocannabinol (THC), este elemento es el que
genera el efecto psicoactivo, el cual, como otras drogas, puede
causar intoxicación, euforia, ansiedad, dependencia, śındrome de
abstinencia, etc. Ésta es la droga ilegal de mayor consumo [39].

LSD:
Es un producto semi-sintético de un derivado natural del hongo
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rye, el cual tiene una extraordinaria potencia, pues sus efectos
se hacen sentir con dosis muy pequeñas. Esta sustancia se sin-
tetiza generalmente de manera ilegal, esto debido a que puede
eliminarse fácilmente del organismo sin dejar rastro de su uso,
esta sustancia tiene una peculiaridad, pues a pesar de que afec-
ta el sistema central nervioso y que puede causar alucinaciones,
pérdida de la razón, crisis de ansiedad, etc, no suele producir
conductas de dependencia al usar cantidades pequeñas o mode-
radas [40] [41].

Éxtasis:
Es una droga sintética tóxica para el sistema nervioso central, el
uso de esta sustancia puede provocar incremento en la frecuencia
card́ıaca, náuseas, sudoración, insomnio, aumento en el estado
de alerta, facilita la comunicación, hipersensibilidad, paranoia,
ataques de pánico, etc. Tras su ingesta, sus efectos se manifiestan
entre 60 y 90 minutos y se mantienen durante 3 a 5 horas, No
se tiene evidencia de que origine un problema de dependencia,
incluso bajo una ingesta constante; los efectos placenteros pre-
sentan una disminución mientras que los efectos desagradables
presentan un incremento [42].

2.4. Violencia

El consumo de drogas ha incluido algunos tipos de violencia como
variables a considerar, suele asociarse con la violencia delictiva y las
muertes por accidentes; estas categoŕıas incluyen [43]:

Intrafamiliar:
Este tipo de violencia es aquella que sucede dentro de la vivien-
da, independientemente si el agresor reside o ha residido en este
hogar. Actualmente, las mujeres son más propensas a sufrir este
tipo de violencia, sin embargo, los hijos se ven afectados en gran
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medida, incluso sin ser ellos la v́ıctima f́ısica, pues al ser testi-
gos del conflicto que existe en su hogar, su salud mental puede
verse directamente afectada, con consecuencias como desarrollar
un autoestima baja, inseguridad y en algunos casos, desarrollar
rasgos violentos como parte de su personalidad [44] [45].

Auto infligida:
Consiste en la alteración o destrucción deliberada de alguna par-
te del cuerpo, sin una intención suicida consciente, se dice que
ésta es una forma de auto ayuda, ya que alivia temporalmente
śıntomas de la ansiedad abrumadora, la depresión y la desper-
sonalización [46].

Interpersonal:
Es la alteración que realiza un individuo hacia otro, la cual puede
resultar en lesiones y/o daños emocionales [47].

Colectiva:
Comportamiento desarrollado por un conjunto de individuos en
relación a una persona e incluso otro grupo, y que generan re-
sultados como lesiones y/o daños emocionales [47].

La OMS define a la violencia como “el uso deliberado de la fuerza
f́ısica o el poder, ya sea en grado de amenaza o efectivo, contra uno
mismo, otra persona o un grupo o comunidad, que cause o tenga
muchas probabilidad de causar lesiones, muerte, daños psicológicos,
trastornos del desarrollo o privaciones” [48].

2.5. Big Data

Big Data permite a las organizaciones almacenar, administrar y
manipular grandes cantidades de datos a la velocidad correcta y en
el momento adecuado para obtener los conocimientos adecuados [49],
aunque el concepto de Big Data es relativamente nuevo, se podŕıa
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decir que existe desde hace tiempo, pues la acción de recopilar y al-
macenar grandes volúmenes de datos, para su posterior análisis, se
realiza desde hace años.

El Big Data no funciona de manera independiente, sino que utiliza
otros campos de la ciencia tal como se muestra en la figura 2.2.

Figura 2.2: Era actual de la inteligencia artificial [2].
.

Éste trabaja en conjunto con otras disciplinas, como lo son la in-
teligencia artificial y el “Data Science”, esto con el fin de cumplir
con el objetivo de las 5vs que lo conforman.

¿Que son las 5Vs del Big Data?
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El Big Data se puede definir en base a las siguientes caracteŕısticas:
Volumen: Esta caracteŕıstica se enfoca en la forma en que se recolec-
tan los datos de manera masiva y el crecimiento exponencial de los
mismos. El proceso de Extracción-Integración de los datos, a partir
de las bases de datos operativas de la empresa, presenta el reto de op-
timizar tanto el almacenamiento de los datos como el procesamiento
de los mismos [50].

Variedad: Se refiere al origen de los datos, los cuales pueden variar
desde los estructurados como las bases de datos y las hojas de cálculo
csv; los semiestructurados como los documentos xml o páginas web;
y los no estructurados como documentos de texto, audio o imágenes.

Veracidad: Debido a la amplia variedad de datos y que éstos pro-
vienen de diferentes fuentes, mantener la veracidad de los datos se
vuelve un reto; es decir, se puede tener una gran cantidad de datos,
pero no todos pueden ser verdaderos. Para minimizar problemas en
la veracidad es necesario asegurar la confianza, autenticidad, origen y
confiabilidad de los datos.

Velocidad: Una de las caracteŕısticas principales del Big Data es
reflejar un manejo y procesamiento de los datos en tiempo casi real.

Valor: Extracción de información oculta y relevante a partir del
análisis de los grandes volúmenes de datos previamente adquiridos, y
la capacidad de transformar el conocimiento adquirido en una mejora
a la toma de decisiones [50].

Un ejemplo de aplicación de Big Data es en el campo de la me-
dicina, puesto que podŕıa determinar la causa de una enfermedad y
brindar orientación a un médico sobre las opciones de tratamiento.
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2.6. Inteligencia Artificial

‘‘La Inteligencia Artificial (IA) es un campo de la ciencia y la in-
genieŕıa que se encarga de la comprensión, desde el punto de vista
informático, de lo que se denomina comúnmente comportamiento in-
teligente” [51]; es decir, la IA tiene como objetivo el entender de qué
manera el humano comprende, percibe y soluciona problemas con el
fin de replicar dicho comportamiento mediante una computadora [18];
sin embargo, aún no se tiene una definición exacta de lo que es la
inteligencia artificial.

Para definir si una máquina es inteligente o no, se utiliza una prue-
ba llamada “Turing Test”, la cual fue planteada en 1950 y aún se
utiliza en la actualidad, en esta prueba se lleva a cabo una conversa-
ción entre un humano y una máquina, si después de esta conversación
la persona no logra determinar si la otra parte es una máquina, enton-
ces, en caso de ser una máquina, se le puede considerar inteligente [52].

Una máquina que sea capaz de pasar el Test de Turing debe contar
con las siguientes caracteŕısticas [52]:

Reconocimiento del lenguaje natural:
Es una rama de la IA que, esencialmente, pretende extraer infor-
mación de manera subjetiva y lograr la comprensión del mensaje
que se intenta expresar, esta información puede presentarse en
diferentes formas como texto o audio, a la cual se le aplican
algoritmos para su interpretación [53].

Razonamiento:
Éste es la vinculación entre juicios para obtener nueva informa-
ción, es decir, extraer conclusiones y aprender en base a estos
resultados [54].

Aprendizaje:
Baldwin Hergenhahn define el aprendizaje como “un cambio re-
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lativamente permanente en la conducta o en su potencialidad
que se produce a partir de la experiencia y que no puede ser
atribuido a un estado temporal inducido por enfermedad, fatiga
o drogas”[55].

Representación de conocimiento:
Esta caracteŕıstica manifiesta la comunicación del conocimiento
de una manera que facilite su entendimiento como si se expre-
sara en lenguaje natural, para que a su vez ésta contribuya a la
creación de nuevo conocimiento. [56].

Con el paso del tiempo, se han considerado 2 caracteŕısticas más
para esta prueba, las cuales son [57]:

Visión artificial:
Esta caracteŕıstica utiliza una cámara con la cual se harán cap-
turas, posteriormente se procesarán dichas imágenes, donde el
procesamiento descompone la imagen, con el fin de estimar di-
ferencias entre ṕıxeles, para determinar la presencia de alguna
caracteŕıstica en particular [57] [58].

Robótica:
Esto con el fin de poder manipular objetos y que dicha máquina
inteligente, tenga movilidad propia [57].

Al considerar estas caracteŕısticas, el “Turing Test” es llamado
“Total Turing Test” [57], sin embargo, no es estricta la aplica-
ción de estas nuevas caracteŕısticas para considerar a una máquina
inteligente.

2.6.1. Algoritmos Predictivos

Los algoritmos predictivos, comprenden una variedad de técnicas
que predicen resultados futuros, basados en datos históricos y actuales.
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En la práctica, se puede aplicar a casi todas las disciplinas, éstos bus-
can descubrir patrones y capturar relaciones en los datos [59]. Dicho
de otra manera, un algoritmo predictivo es un conjunto de heuŕısticas
y cálculos, que se utilizan para crear un modelo a partir de datos; pa-
ra esto, el algoritmo realiza la extracción de los patrones previamente
especificados, estos parámetros son aplicados a todo el conjunto de da-
tos en repetidas ocasiones, para determinar resultados óptimos [60].
Hay que considerar que los resultados de la predicción, pueden verse
afectados por factores como la cantidad de datos históricos disponi-
bles o la calidad de éstos; puede parecer que el análisis predictivo es
igual a hacer un pronóstico, pero existe una gran diferencia, mientras
que un pronóstico puede predecir cuántas ventas se tendrá en el si-
guiente mes, el análisis predictivo puede indicar qué cliente es el que
tiene mayor probabilidad de consumir en el siguiente mes, este resul-
tado puede representar un punto de inflexión, si se utiliza de manera
adecuada [61].

La interacción entre los diferentes marcadores o variables a con-
siderar, representa un cálculo muy complejo para la mente humana,
que si bien, puede realizar dicho cálculo, es poco factible. Es gracias
a la aplicación de este tipo de algoritmo que se puede combinar in-
formación de manera sistemática y producir resultados confiables [62].

Para realizar una aplicación adecuada de este tipo de algoritmo es
necesario cumplir con varias fases, que son [62]:

Adquisición de datos:
Como primer medida es necesario la adquisición de datos prove-
nientes del mundo real, es decir, que estos datos no provengan
de una fuente ficticia o incorrecta. Si esta fuente no contiene
información relevante, el análisis final no tendrá veracidad.

Preprocesamiento:
Es necesario realizar una revisión a la fuente de información
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antes de ser sometida al algoritmo, pues ésta puede contener
valores at́ıpicos que deben ser eliminados.

Extracción de caracteŕısticas relevantes:
Ésta es una de las fases más importantes, en este punto se deben
considerar todas las caracteŕısticas relevantes que el algoritmo
aplicará.

Selección de modelo/Entrenamiento:
Es aqúı donde se selecciona el algoritmo o algoritmos a utilizar,
por otra parte, el algoritmo seleccionado debe ser entrenado con
el conjunto de datos.

Evaluación:
Es el último componente, en este punto es necesario realizar
una validación externa de los resultados, es decir, comprobar la
capacidad de predicción del algoritmo utilizando un nuevo dato
de entrada, esto es extremadamente importante para garantizar
que el algoritmo funcione para todos los datos de entrada y no
sólo para los usados en el entrenamiento.

Actualmente, existen varios tipos de algoritmos para el reconoci-
miento de patrones y la predicción de datos o eventos, como lo son
las redes neuronales, las máquinas de soporte vectorial, algoritmos de
regresión lineal, redes bayesianas, entre otros.

Redes Neuronales

Una red neuronal es un procesador distribuido con capacidad de
almacenar conocimiento en base a sus experiencias. Las redes neu-
ronales se basan en la bioloǵıa del cerebro humano, éstas imitan en
cierto modo los procesos de aprendizaje de un cerebro humano prin-
cipalmente en dos aspectos, el conocimiento es adquirido por la red
a través de un proceso de aprendizaje, y las conexiones neuronales
conocidas como ponderaciones sinápticas se utilizan para almacenar



26 CAPÍTULO 2. MARCO TEÓRICO

el conocimiento [63].

La red consiste en una capa de entrada, una capa de procesamiento
y una capa de salida, como se muestra en la figura 2.3.

Figura 2.3: Arquitectura de una red neuronal.

Cada neurona está conectada a otras neuronas de una capa an-
terior, a través de conexiones sinápticas adaptables; las redes pueden
ser utilizadas como método alternativo en el análisis y predicción de
datos, sin embargo, si se solicitan resultados a una red que no a si-
do entrenada, los resultados son aleatorios y no tienen significado [63].

Según Eleyan & Demirel definen a las redes neuronales como “He-
rramientas poderosas que pueden ser entrenadas para realizar una
compleja y diversas funciones en aplicaciones de visión artificial, ta-
les como pre procesamiento (extracción de ĺımites, restauración de
imágenes, filtrado de imágenes), extracción de caracteŕısticas (extrac-
ción de caracteŕısticas de dominio transformadas), memoria asociativa
(almacenamiento y recuperación de información), y reconocimiento de
patrones”[64].

Máquina de soporte vectorial
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Este algoritmo se basa en el aprendizaje en muestras para la reali-
zación de clasificadores y regresores, fundamentalmente, este algorit-
mo fue desarrollado para la resolución de problemas de clasificación
binaria, sin embargo, actualmente es utilizado para resolver otro tipo
de problemas como regresión, agrupamiento, y multi clasificación; de-
bido a los sólidos fundamentos que integran este algoritmo. Mientras la
mayoŕıa de los algoritmos de aprendizaje se centran en obtener el me-
nor porcentaje de error, este algoritmo se centra en la disminución del
riesgo estructural, el aprendizaje estad́ıstico también es incorporado
y en conjunto con el clásico hiperplano óptimo de separación, confie-
re a la máquina de soporte una capacidad de generación superior a
otros métodos de aprendizaje [65] [66]. Para el correcto aprendizaje se
suele separar en dos grupos de datos, donde el primer grupo prestará
la función de entrenamiento, y el segundo grupo de dayos funcionará
para realizar las pruebas para corroborar el patrón generado.

En la figura 2.4 se muestra la estructura de una máquina de soporte
vectorial, donde se muestra el hiperplano de separación, el márgen
existente entre el hiperplano y el denominado vector de soporte, puede
considerarse como el dato más cercano al hiperplano.

Éste algoritmo tiene una ventaja sobre la mayoŕıa de los algoritmos
de aprendizaje, pues presenta un bajo costo computacional, puede
trabajar con un gran número de variables, sin importar el tipo de éstas,
y la interpretación de sus resultados suele ser fácil de comprender [67].

Regresión Lineal

El modelo analiza la relación que existe entre la variable de res-
puesta y el conjunto de variables predictoras, su principal objetivo es
la selección de parámetros que presenten de manera conjunta el menor
porcentaje de error; gran parte del trabajo que realiza este algoritmo
se centra en la minimización del error, aśı como asegurarse que las va-
riables de predicción mantengan relación con la variable de respuesta
[61].
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Figura 2.4: Datos linealmente separables.

La aplicación de este algoritmo tiene como principal objetivo [68]:

Identificar:
Variables que puedan representar un papel de predictoras en
relación con la variable de respuesta.

Describir:
La relación que presentan las variables predictoras en relación
con la variable de respuesta.

Predecir:
La variable que se presentará como respuesta en base a las va-
riables predictoras.

Redes Bayesianas

Las redes bayesianas utilizan métodos probabiĺısticos que permi-
ten realizar predicciones, basado en los datos previamente recopilados,
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e inferir la predicción a una variable desconocida o también conocido
como un nuevo dato de entrada, entre las caracteŕısticas que posee
este algoritmo se puede destacar el conocimiento que logran adquirir
sobre relaciones de dependencia y causalidad, esto les permite utilizar
bases de datos incompletas.

Este algoritmo puede realizar trabajos de clasificación; bajo ciertos
parámetros puede realizar predicciones, siempre y cuando la predic-
ción sólo sea para una variable, mientras que el resto de variables son
los datos propios de clasificación.

El proceso de aprendizaje de las redes bayesianas contempla dos
etapas [69]:

Aprendizaje estructurado:
consiste en obtener la estructura, es decir las relaciones de de-
pendencia e independencia entre las variables.

Aprendizaje paramétrico:
tiene como finalidad obtener las probabilidades y condicionales
requeridas.

Reconocimiento de Patrones

Se define como reconocimiento de patrones a la clasificación de
señales particulares de objetos f́ısicos o abstractos. Para el reconoci-
miento de patrones se sigue un proceso de reconocimiento, de extrac-
ción de caracteŕısticas y clasificación [70], se estima que el 80 % del
trabajo que realiza una red neuronal se basa en el reconocimiento de
patrones[71].

Para que el reconocimiento de patrones se considere efectivo, al
menos debe cumplir con 3 requisitos:
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Una alta tasa de comprensión.

Buena capacidad discriminatoria.

Robustez frente a la interferencia.

El manejar los datos de una manera adecuada, facilita el proceso
de toma de decisión y mejora la tasa de generalización. Sin embargo,
se requiere tener un dominio profundo de la naturaleza del problema,
lo cual suele presentar dificultades [71].

2.7. Trabajos Relacionados

Finalmente, esta sección describirá brevemente algunas de las apli-
caciones que han utilizado algoritmos de IA en el ámbito de las adic-
ciones.

2.7.1. AutoOPU

Según el Instituto Nacional sobre el Abuso de Drogas, en 2014,
18893 estadounidenses murieron a causa de analgésicos opioides y
10574 personas murieron por sobredosis de heróına, lo cual refleja
un aumento significativo desde 2001. Esta es una enfermedad crónica
que requiere tratamiento, el cual tiene un alto porcentaje de recáıda
y abandono ??.

La herramienta AutoOPU se centra en detectar automáticamente
a los usuarios de opioides que utilizan la red social de Twitter, basado
en el algoritmo de IA llamado “multi-kernel learning”, en el cual cada
uno de sus núcleos, está ponderado automáticamente por el algoritmo
de aprendizaje para hacer predicciones ??.
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2.7.2. Aprendizaje automático como un comple-
mento de la toma de decisiones cĺınicas en
el tratamiento de dependencia del alcohol

Esta prueba se realizó con el fin de validar el uso de la IA como
complemento en el ámbito médico, con el fin de ayudar a combatir el
alcoholismo.

Dicha prueba presenta la evaluación de 73 sujetos dependientes al
alcohol, los cuales durante 12 semanas participaron en un programa
de terapia cognoscitiva (CBT), la cual ayuda a individuos a modifi-
car su comportamiento del pensamiento de una manera que les ayude
para llevar una vida que sea tan normal como sea posible, por otra
parte, 66 sujetos más aplicaron un programa idéntico, sin embargo, a
estos últimos no se les brindó el agente preventivo de recáıdas Acam-
prosate, éste agente es un fármaco que está indicado en la terapia de
mantenimiento de abstinencia en pacientes dependientes del alcohol
previamente desintoxicados.

Aplicando 2 algoritmos de inteligencia artificial, como lo son los
clasificadores bayesianos y los árboles de decisión, y utilizando como
base los atributos de zona demográfica, uso del alcohol, nivel de depen-
dencia, nivel de ansia y calidad de vida, estos algoritmos obtuvieron
resultados que muestran un 73 % de acierto en la predicción de ambos
algoritmos aplicados a la muestra que utilizó el agente Acamprosate,
mientras que en el conjunto que no utilizó el agente se presentaron
resultados del 77 % en referencia a los árboles de decisión y un 69 %
en el conjunto bayesiano [72].

2.7.3. NeuCube

Esta metodoloǵıa propuesta en 2015, presentó su prueba de funcio-
nalidad en diferentes grupos de sujetos, entre los cuales se encontraban
sujetos con adicción a los opiáceos; paciente que reciben tratamiento
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de mantenimiento con metadona y un grupo de usuarios con drogas
o control saludable, a los cuales se les realizó un electroencefalogra-
ma(EEG), esto con el fin de analizar los cambios funcionales en la
actividad cerebral.

El método propuesto clasificó con mayor precisión los datos del
EEG que los métodos tradicionales de IA y estad́ıstica, este método
se puede usar para predecir la respuesta al tratamiento y el efecto del
fármaco relacionado con la dosis. Pero lo que es más importante, el
método puede ser utilizado para comparar las actividades cerebrales
funcionales de diferentes sujetos y los cambios de estas actividades
como resultado del tratamiento [73].

2.7.4. Triggr Health

Esta herramienta surge en base a las necesidades que muchas per-
sonas dependientes del alcohol y los opiáceos presentan, como lo es el
no contar con alguien disponible en todo momento para expresarse.
Este rol, normalmente es presentado por amigos y en ocasiones fami-
liares, sin embargo, este método presenta fallas, pues es complicado
brindar ayuda remota a una persona que ya se encuentra ansiosa por
el uso de alguna sustancia; al utilizar esta aplicación como una he-
rramienta de ayuda, se puede tener, en base al comportamiento, una
predicción con d́ıas de anticipación con más del 92 % de precisión [74].

2.7.5. Predicción del uso de sustancias en los me-
dios sociales

Actualmente, las personas gastan una cantidad significativa de
tiempo en las redes sociales como facebook, interactuando con amigos
y familiares, compartiendo un gran número de momentos o reaccio-
nando a contenido de interés, es por ello que se utilizó esta fuente de
información para realizar este estudio, y demostrar cómo las técnicas
de aprendizaje automático y la técnica de mineŕıa de texto, pueden
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ser utilizadas para construir sistemas efectivos de detección de sustan-
cias, enfocados en medios sociales.

Utilizando métodos de reconocimiento de patrones en una gran
cantidad de información no supervisada, en combinación con métodos
basado en redes neuronales para el aprendizaje autodidacta, se logró
obtener un 86 % en la predicción del uso de tabaco, 81 % en el uso de
alcohol y 84 % en el uso de drogas [75].
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Caṕıtulo 3

Análisis y diseño del sistema

3.1. Introducción

Para la realización del sistema propuesto en la presente tesis, se
utiliza como metodoloǵıa el Proceso Unificado de Desarrollo de Soft-
ware(PUDS), en el cual se emplea un modelo de arquitectura 4+1
vistas [76].

3.2. Análisis del sistema

3.2.1. Diagramas de contexto: Nivel 0

La figura 3.1 muestra el diagrama de contexto de nivel 0 que se
busca modelar.

En este diagrama se presentan las interacciones que realiza un sis-
tema con su entorno, los cuales pueden ser otros sistemas, internos
o externos al mismo. El diagrama de contexto 0 tiene un alto nivel
dentro de los diagramas de flujo de datos y debe de presentar úni-
camente un proceso. El proceso en el cual está enfocado el diagrama
se representa mediante un rectángulo con las esquinas redondeadas, a
este proceso se le asigna el número cero, mientras que las entidades
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Figura 3.1: Diagrama de contexto: nivel 0.

externas son representadas por rectángulos; el flujo de datos se repre-
senta mediante flechas que señalan la dirección en la que fluyen los
datos.

En la figura 3.1 se muestra el diagrama de contexto del sistema de
detección y reconocimiento de patrones en bases de datos de adiccio-
nes. En este diagrama, el proceso principal es la aplicación del algo-
ritmo, mientras que las entidades externas son las entradas de datos
y la salida de estos datos para su posterior análisis.

3.2.2. Diagrama de contexto: Nivel 1

El diagrama de contexto de nivel 1, tienen la función de ampliar
el panorama que el diagrama anterior presenta.

En la figura 3.2 se muestra el diagrama de nivel 1, el cual se basa
en el diagrama analizado con anterioridad, este diagrama conserva
las entidades externas, pero añade los procesos de lectura, selección
y resultados, de igual manera se considera la base de datos. El flujo
de datos inicia al ingresar un nuevo tamizaje, una vez cargado, se
almacena la información en base de datos, a continuación se realiza la
integración de datos, y a éstos se les aplica el vector de caracteŕısticas.
En el siguiente proceso se aplica el algoritmo predictivo, al terminar
este proceso se realizan dos actividades, almacenar la información en
la base de datos y generar resultados para su análisis e interpretación.
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Figura 3.2: Diagrama de contexto: nivel 1.

3.2.3. Casos de uso

El lenguaje unificado de modelado (UML) brinda la oportunidad
de modelar el sistema utilizando casos de uso, en los que se muestran
las diferentes vistas del sistema, desde la perspectiva de los diferentes
usuarios. En estos diagramas se describen las acciones que realiza un
sistema, sin mencionar de qué manera lo hace.

En la figura 3.3 se presenta el diagrama de casos de uso que sa-
tisface los requerimientos del sistema a desarrollar como parte de la
presente investigación. Se especifican un total de seis casos de uso
principales (Login, Tamizajes, Catálogos, Preprocesamiento, Imple-
mentación de algoritmo predictivo y Análisis de resultados) con sus
respectivos casos de uso secundarios.
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Figura 3.3: Diagrama de casos de uso del sistema.

A continuación se desarrollan los seis casos de uso previamente
presentados: Login, Tamizajes, Catálogos, Preprocesamiento, Imple-
mentación de algoritmo y Análisis de resultados. Estos casos de uso
se representarán en forma de diagramas de secuencia, en los cuales se
describe el cómo y en qué orden, un grupo de objetos funcionan en
conjunto.
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Figura 3.4: Diagrama de secuencia de caso de uso Login.

En la figura 3.4 se describe el flujo para accesar al sistema de acuer-
do al perfil de usuario. En este diagrama participan dos de los usuarios
mencionados con anterioridad, el usuario del centro y el usuario ad-
ministrador.
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Figura 3.5: Diagrama de secuencia de caso de uso Tamizaje.

En la figura 3.5 se presenta el flujo que se seguirá al capturar un
tamizaje. La participación de usuario se limita sólo al usuario admi-
nistrador.
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Figura 3.6: Diagrama de secuencia de caso de uso Catálogos.

La figura 3.6 muestra los procesos para trabajar con los catálogos.
Particularmente, este caso de uso cuenta con procesos internos que
se describen en las figuras 3.7 y 3.8. Estas figuras representan el alta
de un nuevo dato en los catálogos y la actualización de alguno de
sus registros. La participación de usuario se limita solo al usuario
administrador.
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Figura 3.7: Diagrama de secuencia de caso de uso Catálogo extendido
agregar.

Figura 3.8: Diagrama de secuencia de caso de uso Catálogo extendido
editar y/o eliminar.
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Figura 3.9: Diagrama de secuencia de caso de uso Preprocesamiento.

Figura 3.10: Diagrama de secuencia de caso de uso Implementación
de algoritmo.
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Secuencia Análisis de resultados:

Figura 3.11: Diagrama de secuencia de caso de uso Análisis de resul-
tados.

En la figura 3.11 se muestra el flujo que los datos siguen para
presentar los resultados obtenidos. Los actores en este caso de uso son
el usuario del centro y el usuario administrador.

3.3. Diseño del Sistema

3.3.1. Diagrama de Actividades

En el siguiente apartado se presentan los diagramas de actividades,
que explican el flujo de trabajo realizado por el usuario, estos flujos de
trabajo pueden ser secuenciales, concurrentes o de ambos tipos y son
representados por una flecha dirigida. Este tipo de diagrama utiliza
distintos śımbolos para representar las fases de las actividades. El ini-
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cio y fin de una actividad están representados por un ćırculo de color
verde y rojo respectivamente. Una actividad se representa mediante un
rectángulo redondeado, este rectángulo contiene una descripción ge-
neral de la actividad. El flujo entre actividades es controlado mediante
decisiones, las cuales están representadas por un rombo y flechas, que
indican las decisiones a seguir. También se utilizan carriles, éstos son
utilizados para definir actividades en las que interactúan más de un
subsistema o tipo de usuario [77].

Este diagrama representa cada caso de uso principal indicados en
la figura 3.3

Figura 3.12: Diagrama de actividad para Caso de uso Login.
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Figura 3.13: Diagrama de actividad para Caso de uso Tamizaje.

La figura 3.13 muestra el flujo que realiza el sistema, el flujo inicia
al seleccionar la opción de captura de tamizaje, de manera seguida
se valida la información capturada, si esta información es incorrecta,
el usuario es reenviado a la pantalla de captura, en caso contrario,
si la información es correcta se procede al guardado y aplicación del
algoritmo, y finalmente, se despliega el resultado en pantalla.
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Figura 3.14: Diagrama de actividad para Caso de uso Catálogos.
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Figura 3.15: Diagrama de actividad para Caso de uso Análisis de re-
sultados

3.3.2. Diagrama de Clases

Los diagramas de clases se utilizan para representar las carac-
teŕısticas de un sistema, éstos tienen una gran utilidad, ya que trazan
claramente la estructura de un sistema. Este tipo de diagrama se en-
foca en presentar de manera clara las clases, métodos, atributos y la
relación existente entre ellos. En este diagrama las clases están repre-
sentadas por un rectángulo que se divide en tres filas. La fila superior
contiene el nombre de la clase, la fila que se encuentra en el centro
contiene todos los atributos de la clase, en éstos se puede especificar
qué tipo de dato es y finalmente, la fila inferior contiene todos los
métodos de la clase. En el diagrama de clases también se especifica el
tipo de visibilidad que tendrán tanto los atributos como los métodos,
representados por un śımbolo de + para los públicos, un - para los
privados y un # para los protegidos [78].
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Figura 3.16: Diagrama de Clases

3.3.3. Diagrama de Componentes y Despliegue

El diagrama de componentes y despliegue es un diagrama que se
utiliza para modelar el hardware utilizado en las implementaciones
del sistema y la relación existente entre sus componentes. Además,
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también es posible representar componentes f́ısicos, bases de datos o
módulos del sistema. El principal śımbolo utilizado en este diagrama es
el Nodo. Un nodo esta representado por una caja o cubo y simboliza un
recurso f́ısico que contendrá al software. El software está representado
dentro de un nodo mediante un cuadrado con el nombre del archivo y
su extensión, ya sean una libreŕıa (ddl), un archivo ejecutable (exe),
entre otros [78].

Figura 3.17: Diagrama de Componentes y despliegue.

3.4. Diagrama de base de datos

En esta sección se presenta el diagrama de base de datos que se
utilizará para el guardado de los datos que genere el sistema. En este
apartado se presentará el diagrama perteneciente a la base de datos.
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Figura 3.18: Diagrama de la Base de Datos.

En la figura 3.18 se muestra el diagrama de base de datos que el
sistema utiliza, el cual contiene seis tablas; la tabla de Paciente guar-
da la mayor parte de la información referente al paciente, la tabla
Historial consumo guarda la información de todo el consumo que el
paciente ha descrito en el tamizaje, la tabla de Detalles Paciente guar-
da los registro de un área especifica del tamizaje, la tabla de Usuarios
almacena a todos los usuarios que interactuarán con el sistema, la
tabla Centros contendrá información de los diferentes centros en el
estado que brindan atención, la tabla Drogas almacenará las diferen-
tes drogas que son requeridas por el sistema y finalmente la tabla de
Análisis resultados mantendrá el registro de todos los tamizajes todos
los tamizajes procesados por el algoritmo inteligente.
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3.5. Arquitectura propuesta del sistema

A continuación se muestra la arquitectura propuesta para el siste-
ma que describe los procesos que componen el sistema. La arquitec-
tura presentada considera tres módulos: Módulo de lectura, Módulo
de procesamiento y finalmente, Módulo de resultados.

Figura 3.19: Diagrama de Arquitectura propuesta del sistema.

Módulo de lectura: Este módulo muestra la alimentación de infor-
mación al sistema por parte del usuario, éste tendrá la posibilidad de
interactuar con los subprocesos de catálogos y tamizajes.

Módulo de procesamiento: Este módulo realiza tareas diversas co-
mo son:, preprocesamiento de los datos, la aplicación de el algoritmo
de inteligencia artificial y la conexión y manejo de la base de datos.

Módulo de resultados: Este módulo se encarga de mostrar los re-
sultados en pantalla, aśı como la retro-alimentación al Módulo de pro-
cesamiento.



Caṕıtulo 4

Implementación

En este caṕıtulo se presenta la implementación de las distintas eta-
pas y pruebas realizadas para el desarrollo y validación del algoritmo
propuesto, el cual está enfocado en la detección y reconocimiento de
patrones en bases de datos de adicciones.

Se describe a detalle la recolección e integración de los datos, la
selección de las caracteŕısticas a utilizar, los diferentes “datasets”
creados para las pruebas realizadas y hasta las distintas validaciones
de los resultados obtenidos.

El entorno donde fueron realizadas las pruebas considera una compu-
tadora “desktop” con un procesador I7-4770, 16 gigabits de memoria
ram ddr3 y una unidad de disco duro de estado sólido, en la cual se
utilizó el entorno de anaconda con “Python” versión 3.

4.1. Recolección de los datos

En cuanto al conjunto de datos disponibles para la experimenta-
ción y validación, se tienen cinco formatos con extensión CSV (comma-
separated values), que contienen la información recaudada en los años
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2014, 2015, 2016, 2017, 2018 y 2019, por los diferentes centros de sa-
lud y manejada por el Ing. Aarón Rigoberto León Ruiz, aśı también se
obtuvo la información referente al catálogo de sustancias psicoactivas.

Dichos formatos cuentan con la información referente al paciente, a
sus antecedentes con respecto a las sustancias consumidas y el estado
actual en el que se encuentra; esto con el fin de ayudar a conocer el
tipo de tratamiento o seguimiento que se le dará al paciente. Estos
tamizajes suelen ser individuales y bajo entrevistas cĺınicas [79].

Los tamizajes utilizados en la recolección de los datos, están di-
vididos en dos formatos, el primero es considerado como un formato
antiguo, ya es aquel que fue utilizado en los años 2014 a 2016; el segun-
do cuenta con el formato actual o actualizado, utilizado en los años
2017 a 2019.

A continuación se muestran los diferentes formatos previamente
mencionados.

En la figura 4.1 se muestra la cara frontal del formato de tamizaje
antiguo el cual corresponde a los años 2014 a 2016.

En la figura 4.2 se muestra la cara trasera la cual también es parte
del tamizaje de los años 2014-2016.

En la figura 4.3 se contempla la cara principal del segundo formato
de tamizaje referente a los años 2017-2019 el cual sustituyo al formato
anterior.

En la figura 4.4 se muestra el complemento del formato de tami-
zaje actual, si bien estos formatos mantienen caracteŕısticas similares,
en su forma actualizada se presentan 42 nuevos atributos, gracias a
esta adición, el nuevo formato de tamizaje cuenta con 80 atributos,
mientras que en su formato anterior solo contaba con 48 de éstos.
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Ambos tamizajes cuentan con una estructura similar, sin embargo,
se presentan alguna diferencias, como se muestra en la figura 4.1; en el
primer apartado se solicitan datos de identificación, en este apartado
se captura si el paciente ha buscado con anterioridad ayuda en algún
centro, en caso de que la respuesta sea positiva, también se le pre-
gunta en cuántas ocasiones, mientras que en el formato actual que se
presenta en la figura 4.3, se solicitan además, datos socio demográfi-
cos, espećıficamente, su ocupación actual, nivel de escolaridad y su
estado civil, mientras que en el formato 2014-2016 el apartado socio
demográfico se presenta como el segundo. Como tercer apartado, am-
bos formatos comparten el patrón de consumo, en este apartado se
recolecta la información referente a las drogas consumidas, desde la
droga de inicio hasta la décima droga consumida, en caso de existir el
consumo de varias de éstas, también se captura la droga de impacto,
una droga de impacto es la detonante en la solicitud de ayuda. Como
complemento de esta información, también se captura la droga del
listado consumida en el último año, la edad de uso por primera vez,
la forma de administración, el consumo actual y cuántas veces se ha
consumido.

El siguiente apartado se conoce como conductas de riesgo, este
apartado está enfocado en conocer si el usuario tiene la posibilidad de
estar infectado con una enfermedad de transmisión hemática, espećıfi-
camente si se a compartido alguna jeringa al momento de administrar
alguna sustancia. De igual manera se realizan preguntan sobre la dis-
ponibilidad de la sustancia o droga, en este apartado se realizan un
par de preguntas con la finalidad de conocer el lugar en el cual el pa-
ciente suele consumir la sustancia psicoactiva y sobre el lugar donde
la consigue.

El formato actualizado, presenta un apartado nuevo en compa-
ración con el formato 2014-2016, en éste se presenta el apartado de
dependencia a la droga de impacto, este apartado tiene la finalidad
de conocer el patrón de dificultades que se ha presentado con respecto
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a la droga de impacto, la tolerancia que se ha desarrollado, el tipo
de consumo hacia ésta, los śıntomas de la abstinencia al disminuir o
interrumpir su consumo y, finalmente, el uso persistente de ésta.

Si bien en ambos formatos se incluye información que podŕıa ser
considerada como sensible, ésta no es solicitada al paciente para man-
tener la confidencialidad de sus datos.

4.2. Análisis de atributos

Con el objetivo de encontrar las caracteŕısticas con mejor efectivi-
dad para el procesamiento, se realizó un estudio de ambos tamizajes,
para conocer el dominio de las caracteŕısticas presentadas en cada uno
de sus formatos, lo cual permite reducir la cantidad de información
que será procesada y analizada.

Se analizaron y compararon los dos formatos de tamizajes existen-
tes, como se muestra en la figura 4.2:

En el análisis de los atributos realizado, se tomaron en cuenta los
atributos que se presentaban en ambos formatos, como se muestra en
la figura 4.5, esto con la intención de generar “datasets” con una
mayor cantidad de datos. Como parte de el análisis se tomaron como
base los atributos que los expertos en el tema quienes pertenecen a
los centros de salud recomendaron, y que son: edad, sexo, estado civil
y ocupación principia.

Posteriormente se detectaron otros atributos en común como lo son
el nivel de estudios, el centro, la droga de inicio, el lugar de consumo
y finalmente, el lugar de compra.

De igual manera, como parte del análisis de los atributos se con-
sideraron la segunda, tercera, cuarta, quinta, sexta, séptima, octava,
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novena y décima droga, pero estos fueron descartados ya que la gran
mayoŕıa de los datos presentaban un gran número de nulos, vaćıos
y valores indefinidos. Otros atributos que fueron descartados son los
que se encuentran en el apartado de conductas de riesgo, ya que éstos,
si bien proporcionan información relevante para conocer si el pacien-
te presenta problemas referentes a alguna enfermedad hepática, no
proporcionan un gran valor para nuestro vector de caracteŕısticas.

Una vez que se analizaron los atributos de ambos tamizajes, se
realizó el cargado de los archivos previamente mencionados en el ma-
nejador de base de datos “SQL Server”, mediante el asistente de
lectura de archivos, se crearon las tablas correspondientes a cada ar-
chivo y sus atributos, una vez cargados en el manejador de la base
de datos, se procedió al procesamiento de éstos, con el fin de agrupar
todos los datos en una misma tupla y se mantuviera la estructura y
tipo de los atributos.

Finalmente, se crearon los diferentes “datasets”, donde se realizó
la validación de los atributos para que no contaran con datos que
pudieran crear anomaĺıas.
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4.3. Experimentación

Al haber realizado un análisis a profundidad de los formatos de
tamizajes y la información recolectada, se procedió a realizar experi-
mentaciones con diferentes atributos.

El procedimiento utilizado para la lectura y extracción de la infor-
mación de los “datasets” creados se muestra en la figura 4.6

Figura 4.6: Algoritmo de lectura de “dataset”

El algoritmo que se muestra en la figura 4.6 describe la lectura de
el archivo especificado, el cual cuenta con una extensión .CSV, este
formato contiene la información concentrada de los tamizajes, se le
asigna el nombre a cada una de las columnas generadas y finalmente,
se realiza una asignación de esta información a una variable.

En la tabla 4.1 se muestran los datos obtenidos en la lectura rea-
lizada.
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Cuadro 4.1: Distribución, agrupado por clases.
Droga Valor Casos
Cerveza 10101 1061
Destilados 10103 167
Pulque 10104 2
Vino 10105 11
Alcohol Puro 10106 23
Otros 10107 2
Marihuana 20101 1213
Pegamentos 30101 6
Pegamento 30103 21
Adhesivo 30106 14
Cola 30109 1
Resina 30111 1
Sprays 30201 1
Tinner 30403 26
Afrinex Infantil 40101 1
Antiflu-des 40102 5
Atarax 40104 1
Cheracol 40107 1
Loratadina 40108 1
Cortafin 40114 1
LSD 40201 6
DMT 40401 1
Polvo de Angel 40701 34

Droga Valor Casos
Psilocibina 40901 1

Diacetilmorfina 50101 2016
Opio 60101 24

Morfina 60201 1
Metadona 60204 13

MST 60301 1
Durogesic 60305 9
Fentanest 60306 2
Cocáına 70101 643

Loracepam 80101 3
Rivotril 80118 209

Tafil 80120 16
Ritalin 100101 23

Dexedrina 100102 1
Asenlix 100203 3

Redotex N F 100226 1
Belladona 110101 2

Tabaco 120101 44
Cocáına 150101 71

Metanfetamina 160101 14981
Rohypnol 170101 2
Cocáına 180101 232

— — —

La tabla 4.1 muestra los resultados obtenidos al ejecutar el algorit-
mo. Cabe señalar que debido a la legibilidad de la tabla fue separada
en dos columnas, donde se muestra el listado de las drogas agrupado
y contabilizado por clase.

El algoritmo utiliza solo las columnas de valor y casos, sin embar-
go, se agregó la columna droga, con la intención de dar a conocer cual
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es la descripción del valor. Como parte de los resultados obtenidos, en
la primer columna se muestra la droga Cerveza, con el código iden-
tificador 10101 y presenta 1061 casos de los 20898, también se puede
observar una alza en casos como la Metanfetamina que presenta 14981
casos, la Diacetilmorfina con 2016 casos y la Marihuna con 1213 ca-
sos, esto por mencionar las drogas que, en la lectura de los archivos
realizada, han orillado a más pacientes a solicitar ayuda.

La figura 4.7 muestra la configuración de las métricas para el fun-
cionamiento del algoritmo, dicho funcionamiento se explica a conti-
nuación.

Figura 4.7: Algoritmo de configuración de métricas.

Como parte del proceso realizado por el algoritmo, se configuran
las métricas del conjuntos de entrenamiento y validación, como se
muestra en la figura 4.7, se definen los atributos a considerar para
el entrenamiento como X y el atributo que se definirá como salida
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es definido como Y, aśı también se define el tamaño del conjunto de
validación, es decir, qué porcentaje del conjunto de datos será utiliza-
do para realizar las validaciones del funcionamiento, una vez definido
este conjunto, se define de manera automática el conjunto de entre-
namiento.

Figura 4.8: Algoritmo de asignación y de ejecución.

Con el fin de utilizar la mejor opción con respecto a la problemática
presentada, se realizaron pruebas a diferentes algoritmos de IA. En
la figura 4.8 se presenta el algoritmo de ejecución, donde también se
muestran los diferentes algoritmos de IA que se compararon, entre ellos
se encuentran, regresión loǵıstica (LR), vecino más cercano (KNN),
árboles de decisión (CART), redes bayesianas (NB) y máquina de
soporte vectorial (SVM).

Como parte del algoritmo de ejecución que se describe en esta
figura, también se encuentra la evaluación que se realiza para cada uno
de los algoritmos, a continuación se muestran los resultados obtenidos
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de una de las ejecuciones realizadas.

Figura 4.9: Gráfica de resultados en comparativa de los algoritmos.

La figura 4.9 muestra el valor máximo obtenido (ĺınea superior de
la caja) y mı́nimo (ĺınea inferior), la media la cual se muestra con
una ĺınea naranja al interior del rectángulo, y finalmente el rango de
valores en los cuales se mantuvo el entrenamiento.
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Cuadro 4.2: Resultados de comparativo de los algoritmos.
Algoritmo % Precisión

Regresión loǵıstica 0.7109
Vecino más cercano 0.6790

Árboles de decisión 0.5639
Redes bayesianas 0.6387
Máquina de soporte 0.7201

El cuadro 4.2 muestra los resultados de los algoritmos, donde la
regresión lineal y la máquina de soporte vectorial presentaron los me-
jores resultados con un 71 y 72 % respectivamente, mientras que los
árboles de decisión arrojaron el porcentaje más bajo con 56 %.

Sin embargo antes de obtener estos resultados se realizaron va-
rias pruebas o corridas del los diferentes “datasets”, las cuales se
describen a continuación.

4.3.1. Primera experimentación con datos de 2017

En esta experimentación se utilizó un “dataset” el cual contie-
ne 6330 registros del año 2017. En esta primera experimentación se
utilizaron sólo los atributos de edad, sexo, estado civil y ocupación,
que fueron recomendados por los expertos. El algoritmo utilizado en
cada una de las experimentaciones es similar, sin embargo, es necesa-
rio realizar modificaciones en las métricas que definen las columnas de
entrada y la columna de salida, aśı como el archivo a utilizar, dicho
cambio se presenta en la siguiente figura.

La figura 4.10 muestra el código utilizado para realizar las experi-
mentaciones de esta investigación, desde la lectura del archivo hasta
obtener los resultados, este código es descrito por las figuras 4.6, 4.7
y 4.8.

Como parte de las ĺıneas espećıficas utilizadas en la primera expe-
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rimentación, ĺınea 3, se especifica el nombre del archivo a leer, en la
figura 4.10 se muestra el archivo con nombre dataset(5) 17 con exten-
sion csv, el cual hace referencia a un “dataset” con cinco atributos
y los datos del año 2017. Otra ĺınea que se requiere es la número 4,
en esta ĺınea se especifican los nombre de las columnas. Finalmente,
las ĺıneas 11 y 12 espećıfica el número de columnas que se utilizarán
como atributos de entrada y el atributo de salida, respectivamente.

El resultado obtenido al ejecutar la corrida con el “dataset” pre-
viamente mencionado arrojó un 64 % de precisión.

4.3.2. Segunda experimentación con datos de 2017-
2018

La segunda experimentación se realizó con un “dataset”, que
contiene 13696 registros de los años 2017 y 2018 y un “dataset” con
36638, el cual contiene los datos de los años de 2014 a 2018, éstos
cuentan con los atributos recomendados por los expertos.

Para esta experimentación fue necesario modificar la ĺınea número
4 que se presenta en la figura 4.10, esto para cambiar el “dataset” a
leer, el resto de las lineas se mantiene ya que se tuvo un incremento
de datos y no de caracteŕısticas.

Al realizar la corrida de estos “datasets”, se obtuvieron 69 % y
64 % respectivamente, cabe resaltar que con el “dataset” con los da-
tos de los años 2014 a 2018, el cual contaba con más de 30,000 registros
no presentó un incremento en el porcentaje obtenido en comparación
con la primera experimentación.
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4.3.3. Tercera experimentación con datos de 2014-
2018

En esta experimentación se tomó como base los “datasets” pre-
viamente mencionados, es decir, cuenta con las 4 caracteŕısticas reco-
mendadas por los expertos, pero fue agregado el atributo de Estudio.
Estos “datasets” contaban con 13696 registros en sus años 2017 y
2018, y 36513 en los años 2014 a 2018.

La ejecución de esta experimentación requirió modificaciones en
las ĺıneas de lectura del archivo, espećıficamente en el nombre de las
columnas, las columnas donde se definen las columnas de entrada y la
columna de salida, es decir, se modificaron las lineas 4,5,10 y 11 como
se muestra en la siguiente figura.

Figura 4.11: Ĺıneas de código actualizadas.

La figura 4.11 muestra los cambios requeridos para la ejecución
de esta experimentación, en ella se muestran las ĺıneas mencionadas
con anterioridad, como lo son, la ĺınea número 3, la cual indica que se
utilizó un archivo con nombre dataset(6) all 19 con extensión csv, este
nombre indica que este archivo contiene todos los datos recolectados
desde el año 2014 al año 2018 y cuenta con 5 atributos. Otra de las
lineas que fue necesario actualizar, es la ĺınea número 4, en donde se
agregó la columna Estudios. Finalmente, se encuentran las lineas 10 y
11, en donde se define la cantidad de columnas a utilizar como datos
de entrada y de salida respectivamente.

Los resultados obtenidos al realizar esta experimentación fueron
de 70 % con el “dataset” de los años 2017 y 2018, mientras que el
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“dataset” referente a los cinco años no presentó un incremento y se
mantuvo en un 64 %.

4.3.4. Cuarta experimentación con datos de 2014-
2018

En la cuarta experimentación se tomó el Centro como un nuevo
atributo para ambos “dataset”, sin embargo, como se mencionó con
anterioridad, fue necesaria la edición de las lineas 3, 4, 10 y 11 para la
lectura y ejecución del algoritmo de manera similar a como se muestra
en la figura 4.11, en este caso, el archivo utilizado lleva el nombre de
dataset(7) 17 18 y dataset(7) all, estos archivos hacen referencia a la
información de los años 2017 y 2018, mientras que el segundo contiene
la información de los años 2014 a 2018.

Al realizar la corrida de este algoritmo con los “datasets” corres-
pondientes, se obtuvieron 71 % y 66 %, lo cual presentó un incremento
de 1 % y 2 % respectivamente, con respecto a la tercera experimenta-
ción.

4.3.5. Quinta experimentación con datos de 2014-
2018

En esta experimentación se utilizó la caracteŕıstica de droga de
inicio o droga inicial para robustecer los “datasets” creados para las
pruebas, estos conteńıan un total de siete atributos, que son: edad,
sexo, estado civil, ocupación principal, estudios, centro y finalmente,
la droga de inicio, estos contaban con 13689 y 36650 registros respec-
tivamente.

La preparación requerida para realizar la corrida de esta experi-
mentación utilizó las lineas 3, 4, 10 y 11 como se muestra en la figura
4.11, estas ĺıneas fueron adaptadas a las necesidades presentadas por
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esta experimentación, las cuales contemplaron, la agregación del nuevo
atributo, el cambio del archivo de lectura y finalmente la configuración
de los atributos de entrada y salida.

Los resultados arrojados por esta experimentación no presentaron
cambios con respecto a la experimentación número cuatro, es decir,
los resultados obtenidos por esta experimentación fueron de 71 % y
66 %, respectivamente.

4.3.6. Sexta experimentación con datos de 2014-
2018

Para la sexta experimentación se realizaron tres escenarios, uno
donde los “datasets” contemplan el lugar de compra como nuevo
atributo, estos “datasets” contienen los siete atributos utilizados
en la experimentación anterior y el agregado recientemente, es decir,
cada uno de éstos contienen ocho atributos y sus archivos contienen
13671 registros para los años 2017 a 2018 y 36611 para los datos
del 2014 a 2018. El segundo escenario, sustituye el atributo de droga
de inicio agregado en la experimentación anterior por el atributo de
lugar de compra, es por ello que los “datasets” utilizados en este
escenario contienen ocho atributos y los archivos presentan 13689 y
36651 registros de los años 2017 a 2018 y del 2014 a 2018.

Finalmente el tercer escenario contempla los atributos de edad,
sexo, estado civil, ocupación, estudios, droga de inicio y lugar de com-
pra, en esta experimentación fue sustituido el atributo de centro por
código de centro y al igual que el primer escenario contiene 13671
registros para los años 2017 a 2018 y 36611 para aquel del 2014 a
2018.

Todos los escenarios requirieron su configuración única para reali-
zar la corrida del algoritmo, sin embargo, la configuración requerida es
similar a la ya presentada en las experimentaciones anteriores, donde
se especifican las métricas de lectura del archivo, el los nombres del
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vector y las variables de entrada y salida.

Los resultados arrojados por los tres escenarios fueron del 71 %
para los años 2017 a 2018 y 66 % al contemplar los 5 años.

4.3.7. Séptima experimentación con datos de 2014-
2018

La séptima experimentación contempla dos escenarios, el primero
contempla los atributos de edad, sexo, estado civil, ocupación, estu-
dios, lugar de compra y lugar de consumo mientras que el segundo
contempla edad, sexo, estado civil, ocupación, estudios y lugar de
consumo, Los “datasets” utilizados en el primer escenario contienen
13601 registros para los años 2017 a 2018 y 36514 para los años 2014
a 2018.

Los resultados para esta experimentación en ambos escenarios, tu-
vieron los mismos valores, es decir, 71 % y 66 % respectivamente.

4.3.8. Octava experimentación con datos de 2014-
2019

Para esta experimentación se obtuvo un año más de datos, los
cuales representan al año 2019, este año adiciona 7103 nuevos datos.
Para la realización de estos “datasets” se consideraron solo los cua-
tro atributos recomendados por los expertos, de manera similar a la
experimentación número dos, pero enriquecidos con la información re-
ferente al año 2019, estos “datasets” contaban con 21003 registros
para los años 2017 a 2019 y 41103 para aquel que contiene los años
2014 a 2019.

La configuración de las métricas fue similar a la de la segunda
experimentación.
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Los resultados en esta experimentación arrojaron 71 % para los
tres últimos años y 65 % para aquel que conteńıa los seis años.

4.3.9. Novena experimentación con datos de 2014-
2019

De manera similar a la experimentación número tres, en esta ex-
perimentación se utilizaron los cuatro atributos recomendados por los
expertos y se sumó el atributo de centro, para continuar las pruebas
discriminatorias. Esta experimentación al igual que la anterior cuenta
con la adición de los 7103 datos del año 2019. Estos cuentan con 21003
registros en los años 2017 a 2019 y 41103 para los años 2014 a 2019.

Los resultados arrojados por estas experimentaciones fueron de
72 % y 66 %.

4.3.10. Validación del algoritmo utilizado

Debido a los resultados obtenidos, se optó por corroborar el co-
rrecto funcionamiento del algoritmo, para esto se realizaron pruebas
utilizando un “dataset” de Iris setosa, éste es un “dataset” clásico
en el ámbito de la inteligencia artificial.

Este “dataset” cuenta con 150 muestras y 5 atributos, los atri-
butos que se contemplan son el largo y ancho del sépalo, el largo y
ancho de los pétalos, estas medidas son presentadas en cent́ımetros;
finalmente, como último atributo se presenta la especie a la que per-
tenece la flor, la figura 4.12 presenta gráficamente las 3 especies y de
qué manera se obtuvieron el resto de los atributos.
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Figura 4.12: Iris Setosa.

El resultado obtenido en esta prueba para validar el correcto fun-
cionamiento del algoritmo utilizado fue de 99 %, el cual fue el resultado
esperado, ya que las diversas publicaciones presentan un valor similar.
Con esto se demuestra la correcta aplicación del algoritmo. Sin em-
bargo; como parte de las validaciones, se realizaron experimentaciones
en diferentes software enfocados a IA como lo son Orange y WEKA.

En éstos se utilizaron diferentes “dataset” para las pruebas, en
el software de Orange se utilizó el mismo “dataset” que se presentó
en la cuarta experimentación, es decir, el archivo utilizado contaba
con las caracteŕısticas de edad, sexo, estado civil, ocupación, estudio y
centro, mientras que en el software de WEKA, se utilizó un “dataset”
las caracteŕısticas previamente mencionadas, y fueron añadidas las
caracteŕısticas de droga de inicio, lugar de consumo y lugar de compra.
Esto último, debido a que WEKA cuenta con una función que detecta
cuáles son los atributos que mayor aportación tienen en cuanto al
resultado y realiza su propia recomendación.
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Figura 4.13: Experimentación con Orange y WEKA.

La figura 4.13 muestra los resultados obtenidos por ambos progra-
mas. El programa Orange arrojó resultados con un 5 % de decremento
en ambos resultados, sin embargo, fue consistente en el resto de la
pruebas decrementando el mismo valor. Los resultado del programa
WEKA reflejan un resultado similar a las experimentaciones realiza-
das en el algoritmo desarrollado para la aplicación, como parte de los
atributos seleccionados por el programa WEKA, se presentaron Se-
xo, Estado civil, Estudios, Centro y Droga de inicio, sin embargo, los
resultados no reflejaron cambios al utilizar estos atributos.

Como parte de las pruebas realizadas se incluyen escenarios con los
diferentes kernels que ofrece el algoritmo de SVM, los cuales son: Li-
near, Polynomial, RBF , Sigmoid y finalmente auto, los cuales ajustan
la ĺınea de soporte para una mejor la separación de clases, aśı también,
se utilizó una validación cruzada para la obtención del resultado.
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Figura 4.14: Código de ejecución de la validación cruzada.

La figura 4.14 muestra el algoritmo del código utilizado para la
ejecución de la validación cruzada, en ésta, se muestra la inicialización
de una variable para calcular el tiempo de ejecución que toma cada
una de las corridas del algoritmo, de manera seguida se define el tipo
de kernel a utilizar y se cargan los datos de entrenamiento, enseguida
se ejecuta la validación cruzada, finalmente, se realiza el cálculo entre
el tiempo de inicio de la operación y el tiempo final, para obtener el
tiempo de ejecución.
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4.4. Capturas del Sistema

En cuanto al sistema desarrollado como parte de la presente inves-
tigación, se contemplaron los módulos y funcionalidades previamente
mencionados en el capitulo tres, a continuación se muestran capturan
algunas capturas de pantalla.

En la figura 4.15 se muestra la pantalla que se utiliza para la auten-
ticación de usuarios, la cual tiene la función de validar las credenciales
del usuarios que intenta acceder al sistema.

Figura 4.15: Captura de la pantalla de login.

Como muestra la figura 4.15 es necesario rellenar los campos de
usuario y administrador, en caso de que el usuario no presente creden-
ciales validas, es arrojado un mensaje de alerta donde se da el aviso de
la denegación de acceso, por otra parte, si la información es correcta,
el usuario es direccionado a la pantalla principal del sistema 4.16.
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Figura 4.16: Captura de la pantalla principal.

La figura 4.16 muestra tres recuadros de diferentes colores, el pri-
mero cuadro con color azul muestra de manera general la información
de los pacientes que se encuentran registrados en el sistema, estos son
separados en base a su sexo. El siguiente recuadro con coloración ver-
de muestra el TOP tres de las drogas de impacto presentadas en los
tamizajes guardados en el sistema; finalmente se muestra de color café
la cantidad de registros procesados por el algoritmo, es decir, aquellos
a los que el sistema ya arrojó un reconocimiento.

Al realizar el procesamiento del tamizaje (formato excel), se pro-
cede a guardar la información en la base de datos, validando que el
número de folio no se encuentre previamente registrado, al terminar
este guardado, se inicia el algoritmo de IA el cual arroja los resultados
por Folio y Predicción, a su vez, este guarda los resultados obtenidos.

Los módulos de centros y usuarios funcionan de manera similar,
sin embargo la pantalla de centro tiene una mayor funcionalidad, es
por ello que es utilizada para la descripción.
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Figura 4.17: Captura del módulo de centro.

La figura 4.17 muestra el listado de todos los centros que actual-
mente se encuentran registrados la base de datos del sistema, los cuales
pueden ser filtrados por el número de registros a mostrar en pantalla,
esta funcionalidad es remarcada con un cuadro azul, ya que los datos
se encuentran paginados y se limita a mostrar diez registros por “de-
fault”, sin embargo, este valor puede ser modificado a veinticinco,
cincuenta o cien, los datos pueden ser recorridos también por páginas
utilizado la funcionalidad que se muestra con el recuadro amarillo,
otra de las funcionalidad que presenta este tipo de módulos es el bus-
cador, el cual busca por las coincidencias escritas en el, este se muestra
en el recuadro naranja; finalmente se muestran los recuadros verdes
y rojos, estos tienen la funcionalidad de agregar un nuevo centro o
mostrar los datos para su edición respectivamente

Al utilizar la funcionalidad de agregado o edición, se despliega un
modal en pantalla para agregar un nuevo centro o editar la información
del centro seleccionado para su edición.
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Figura 4.18: Captura de la pantalla para agregar un centro.

En la figura 4.18 se muestra el recuadro con los campos solicitados
para agregar un nuevo centro, como parte de la funcionalidad de este
modal, también es posible agregar o editar un municipio, esto sin ne-
cesidad de interrumpir el proceso de dado de alta o edición del centro,
al agregar el nuevo municipio se recargada de manera automática el
campo de selección de municipio, esto para que se despliegue en esta
lista el nuevo registro.
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Figura 4.1: Cara frontal del formato de tamizaje de los años 2014-2016.
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Figura 4.2: Cara trasera de formato del tamizaje de los años 2014-
2016.
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Figura 4.3: Cara frontal del formato de tamizaje de los años 2017-2019.
[79]
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Figura 4.4: Cara trasera del formato de tamizaje de los años 2017-
2019.

[79]
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A) 2014 a 2016 B) 2017 a 2019

Figura 4.5: Formatos del tamizaje de los años A) 2014-2016 y B) 2017-
2018.
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Figura 4.10: Código de ejecución de las experimentaciones.



Caṕıtulo 5

Análisis de resultados

En el presente caṕıtulo se muestran los resultados obtenidos por
las diferentes pruebas mencionadas con anterioridad, aśı como la de
las validaciones, esto con el fin de conocer y comparar los incrementos
y decrementos presentados en las diferentes pruebas.

5.1. Primeros Resultados

Los resultados obtenidos en las primeras experimentaciones mos-
traron un incremento al agregar nuevas caracteŕısticas y al incremen-
tar el volumen del “dataset”, sin embargo, a partir de la cuarta ex-
perimentación el porcentaje deja de mostrar mejoŕıa, a pesar de que
se continuó realizando pruebas agregando más caracteŕısticas. Otro
de los detalles encontrados al realizar las experimentaciones, fue que
se determinó que la información referente a los años 2014 a 2016 pre-
senta anomaĺıas, pues al utilizar esta información y a pesar de tener
un incremento de mas del 50 % en los datos, no solo no se obtuvo un
incremento, sino que todos los resultados presentaron un decremento,
en comparación con las experimentaciones en las que sólo se utilizaron
los años del 2017 a 2019. La tabla 5.1 presenta los resultados de las
experimentaciones.
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84 CAPÍTULO 5. ANÁLISIS DE RESULTADOS

Cuadro 5.1: Resultados de las distintas experimentaciones con años
2014-2019

Experimentación Años Registros % Precisión

Primera 17 6330 0.64
Segunda 17-18 13696 0.69
Segunda 14-18 36638 0.64
Tercera 17-18 13696 0.70
Tercera 14-18 36513 0.64
Cuarta 14-18 13696 0.71
Cuarta 14-18 36638 0.66
Quinta 17-18 13689 0.71
Quinta 14-18 36650 0.66
Sexta E1 17-18 13671 0.71
Sexta E1 14-18 36638 0.66
Sexta E2 17-18 13689 0.71
Sexta E2 14-18 36651 0.66
Sexta E3 17-18 13671 0.71
Sexta E3 14-18 36611 0.66
Séptima E1 17-18 13601 0.71
Séptima E1 14-18 36514 0.66
Séptima E2 17-18 13696 0.71
Séptima E2 14-18 36638 0.66
Octava 17-19 21003 0.71
Octava 14-19 41103 0.65
Novena 17-19 21003 0.72
Novena 14-19 41103 0.66
Iris NA 150 0.99
Orange 17-18 13696 0.66
Orange 14-18 36638 0.61
WEKA 17-18 13696 0.71
WEKA 14-18 36638 0.66
WEKA2 17-18 13696 0.71
WEKA3 17-18 13696 0.71
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La tabla 5.1 muestra los resultados obtenidos en todas las experi-
mentaciones realizadas, tanto con el algoritmo desarrollado como las
realizadas en software externos. La tabla incluye la experimentación,
los años con los que se realizó el “dataset”, la cantidad de registros
contenidos por el “dataset” y, finalmente, el porcentaje obtenido.

Los resultados reflejan el incremento previamente mencionado, de
la misma manera, se presenta el resultado del software WEKA, el cual
arrojó resultados similares a las experimentaciones con el algoritmo
desarrollado; en cuanto al software de Orange presentó un decremento
lineal en todas sus corridas, finalmente, se muestra el resultado de
la validación, donde se utilizó la corrida clásica de la flor de Iris,
obteniendo el porcentaje esperado, de 99 %.

5.2. Resultados utilizando validación cru-

zada

Como parte de las experimentaciones se realizaron cambios en el
tipo de validación y el tipo de kernel utilizado en el algoritmo de SVM,
la tabla 5.2 muestra los resultados obtenidos en este tipo de experi-
mentacion, en ella se presentan los años utilizados para la creación
del “dataset”, también muestra cuatro columnas donde se describe
cada uno de los porcentajes obtenidos, utilizando los diferentes tipos
de kernel, el resultado se muestra tanto en el tiempo de procesamiento
que requirió el algoritmo, como el porcentaje de precisión obtenido.
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Cuadro 5.2: Tabla de resultados en Tiempo y Resultados validación
cruzada.

Año Linear RBF Sigmoid Auto
2017 6s/51 % 8s/53 % 2s/51 % 9s/53 %
2018 40s/60 % 66s/64 % 13s/60 % 68s/64 %
2019 90s/60 % 140s/64 % 30s/61 % 132s/64 %
2014 a 2018 208s/46 % 373s/47 % 81s/46 % 377s/47 %
2017 a 2018
(centro)

16200s/NA NA NA 145s/76 %

2018 a 2019 (ciu-
dad)

38s/72 % 60s/75 % 12s/72 % 60s/75 %

2017 a 2019 (ciu-
dad)

85s/71 % 132s/74 % 29s/71 % 132s/74 %

2017 a 2019
(centro)

NA NA NA 333s/77 %

Iris 1.6s/97 % 0.4s/99 % 0.06s/34 % 0.8s/99 %

La tabla 5.2 muestra los resultados obtenidos con los diferentes ti-
pos de kernel, en ella podemos observar que al utilizar el tipo de kernel
de Sigmoid se obtiene un procesamiento mas rápido en comparación
al resto, sin embargo, no presentó los mejores resultados en cuanto
al porcentaje; en cambio, al utilizar el tipo RBF presentó mejores re-
sultados, a pesar de que requirió más tiempo de procesamiento; en
cuanto al tipo Auto, maneja resultados similares al tipo RBF, a pesar
de tomar un poco más tiempo, no obtente, existen experimentaciones
en las que el tipo RBF no logró concretar dicho procesamiento a pe-
sar de utilizar d́ıas, mientras que al utilizar Auto se logró obtener un
resultado.

En las experimentaciones realizadas con este tipo de validación se
utilizaron principalmente datos de los años relacionados con el nuevo
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formato de tamizaje, ya que estos presentaron un mejor resultados en
las primeras experimentaciones, sin embargo, se optó por realizar por
lo menos una experimentación con los 5 años, esto se realizó con la
intención de descartar la posibilidad de obtener un mejor resultado
utilizando espećıficamente un tipo de kernel; sin embargo, presentó
restados aún más bajos y un elevado tiempo de procesamiento. Asi-
mismo, se realizó una corrida con el “dataset” de la flor de Iris, para
validar los resultados obtenidos con las diferentes fuentes de informa-
ción, al obtener los resultados esperados, se concluyó que el utilizar
este tipo de validación es viable.

El tipo auto fue el que presentó mejores resultados con respecto
a los demás tipos de kernel, este logró incrementar su porcentaje de
53 a 77 %, como se puede observar en la tabla 5.2, este incrementó su
resultado al utilizar los datos del año 2018, el cual obtuvo un 11 % más
en comparación con el año 2017, sin embargo, mantuvo su resultado
de 64 % al utilizar el año de 2019. Al realizar corridas con los años 2017
y 2018, este presentó un resultado de 76 %, finalmente, al utilizar los
años de 2017,2018 y 2019, se obtuvo el resultado con mayor porcentaje
de precisión, ya que este arrojó un 77 %.

Las pruebas realizadas donde se contempla el tiempo de procesa-
miento, se realizaron en un entorno controlado, es decir, se conside-
raron las condiciones del equipo para normalizar la carga de procesos
externos al de entrenamiento.
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Caṕıtulo 6

Conclusiones y trabajo
futuro

El presente caṕıtulo presenta las conclusiones sobre el trabajo rea-
lizado, aśı como los resultados obtenidos. También se incluye la pro-
puesta para trabajo futuro, ofreciendo un punto de partida para con-
tinuar robusteciendo y mejorando los resultados obtenidos.

6.1. Conclusiones

Al realizar un estudio profundo de la literatura y contar con el
sustento de expertos en el tema, proporcionados por el Sistema de
Vigilancia Epidemiológica de las Adicciones (SISVEA), se consiguió
determinar las caracteŕısticas que permitieron presentar los resultados
obtenidos.

De igual manera, las pruebas realizadas con diferentes algoritmos
de inteligencia artificial, permitió determinar el algoritmo de máquina
de soporte vectorial como la mejor opción para el problema planteado
en la presente investigación, obteniendo un 77 % de precisión.
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Como parte de las pruebas realizadas, se demostró que al incre-
mentar el número de registro aplicados al entrenamiento y validación,
se obtuvo un incremento de los resultados, con lo cual se espera que
al pasar los años e incrementar el número previamente mencionado,
el algoritmo obtendrá un incremento en los resultados.

Los resultados obtenidos muestran que es posible diseñar e imple-
mentar un algoritmo para la detección y reconocimiento de patrones
que presentan los pacientes que acuden a los centros de salud, los
cuales pueden evolucionar a una sustancia con mayor riesgo.

Si bien el resultado obtenido al finalizar esta investigación, no es
del todo satisfactorio, se encontró que la información recaudada no
cumple con las 5Vs de big data, ya que ésta se ve comprometida,
debido principalmente a que los pacientes son los que contestan la
encuesta del tamizaje, por lo que las respuestas que ellos proporcionan,
no reflejan necesariamente la realidad. Esto compromete la veracidad
de esta información, la cual, es posible esté afectando los patrones
reconocidos por el algoritmo, y que afecte directamente al resultado
obtenido.

6.2. Trabajo futuro

Dentro de las perspectivas de trabajo futuro se incluye la imple-
mentación del algoritmo de detección y reconocimiento de patrones.

Este permitirá realizar un monitorio de los pacientes ingresados al
sistema, y ayudará a los profesionales de la salud a tomar acciones
pertinentes para la atención de éstos.

Como parte de los trabajos futuros es factible la realización de
pruebas con un mayor número de datos, esto también incluye el con-
siderar nuevos atributos que puedan surgir en las actualizaciones de
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los formatos de tamizajes. Una actualización que mejoraŕıa en gran
medida la implementación, es el poder identificar al paciente a lo largo
de su trayectoria por los centros de salud, esto con el fin de realizar per-
files de los pacientes y obtener una mayor precisión en los resultados,
este tipo de implementación mejoraŕıa en gran medida la veracidad de
la información, sin embargo, esto no elimina del todo la inexactitud
de la información.
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Sistémica y Cĺınica Comportamental. PONTIFICIA UNIVER-
SIDAD JAVERIANA. Facultad de Psicoloǵıa, Noviembre 2015.
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cisco Soler-Flores. Gestión de la sostenibilidad portuaria basada
en un modelo de redes bayesianas. aplicación al sistema portuario
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Mart́ınez, and Jesús J Garćıa Molina. El lenguaje unificado de
modelado, volume 1. Addison wesley Madrid, 1999.
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