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Resumen 
 

 El presente proyecto de tesis, consistió en una investigación acerca del algoritmo de 

Mayfly el cual fue Inspirado en el comportamiento de vuelo y el proceso de apareamiento de 

efímeras, el algoritmo de Mayfly combina las principales ventajas de la inteligencia de 

enjambre y los algoritmos evolutivos, dando como resultado un mejor rendimiento del 

algoritmo PSO, por lo que analizaremos los parámetros con funciones benchmark con el fin 

de encontrar un rango adecuado en el que se puedan aplicar algunas reglas difusas, con el fin 

de mejorar la velocidad de convergencia del algoritmo y luego ser aplicado a problemas de 

optimización de redes neuronales debido a que los algoritmos para encontrar soluciones 

como PSO, DE , GA y FA han demostrado ser eficientes en términos de convergencia para 

este tipo de problemas, obtuvimos como resultado que los parámetros a1 y a2 afectan más el 

rendimiento del algoritmo ,variando el parámetro a1 se observó que el parámetro alcanza su 

mejor desempeño en valores cercanos a 1 y el parámetro a2 en valores entre 3 y 5, finalmente 

el adaptador difuso mejoro el desempeño del algoritmo de Mayfly al utilizar 9 reglas difusas 

y funciones de membresía trapezoidales, este adaptador difuso tendrá como entrada la 

iteración y la diversidad ,  y como salida los parámetros a1 y a2. 
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Abstract 
 

 The present thesis project consisted of an investigation about the Mayfly algorithm 

which was Inspired by the flight behavior and the mating process of mayflies, the Mayfly 

algorithm combines the main advantages of swarm intelligence and evolutionary algorithms, 

resulting in a better performance of the PSO algorithm, so we will analyze the parameters 

with reference functions in order to find a suitable range in which some fuzzy rules can be 

applied, in order to improve the convergence speed of the algorithm and then be applied to 

neural network optimization problems because the algorithms to find solutions such as PSO, 

DE, GA and FA have proven to be efficient in terms of convergence for these types of 

problems, we obtained as a result that the parameters a1 and a2 el performance of the 

algorithm, by varying the parameter a1 it will be executed that the parameter reaches its best 

performance in ce values rcanas to 1 and the parameter a2 in values between 3 and 5, finally 

the fuzzy adapter improved the performance of the Mayfly algorithm by using 9 fuzzy rules 

and trapezoidal membership functions, this fuzzy adapter will have iteration and diversity as 

input, and as output parameters a1 and a2. 
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Introducción 

1. Introducción    
 

 La optimización es un proceso para encontrar la mejor solución de una función (ya 

sea su valor mínimo o máximo). Una gran cantidad de problemas del mundo real se 

representan como problemas de optimización, para la minimización de un solo objetivo. 

 Inspirado en el comportamiento de vuelo y el proceso de apareamiento de efímeras, 

el algoritmo propuesto combina las principales ventajas de la inteligencia de enjambre y 

algoritmos evolutivos. Para evaluar el desempeño del algoritmo se emplearon 10 funciones 

de benchmark [1]. 

 Efímera es una especie de insectos del cual sus crías vivirían en el agua durante varios 

años y cuando estos maduren se descortezarán y volarán por el aire. Sin embargo, estos 

insectos maduros solo tienen el fin de reproducirse ya que su periodo de vida es corto [2]. 

 De hecho, ofrece una potente estructura algorítmica híbrida, basada en el 

comportamiento de efímeras, para investigadores que intentan mejorar el rendimiento del 

algoritmo PSO utilizando técnicas tales como crossover y búsqueda local ya que se ha 

demostrado que PSO necesita algunas modificaciones [1]. 

 La lógica difusa o lógica multivaluada se basa en la teoría de conjuntos difusos que 

nos ayuda a modelar el conocimiento mediante el uso de reglas difusas si-entonces la cuales 

proporcionan un cálculo sistemático para tratar la información lingüística y mejora el cálculo 

numérico mediante el uso de etiquetas lingüísticas estipuladas por funciones de pertenencia 

[17].

 Los algoritmos de búsqueda de soluciones tales como PSO, DE, GA y FA han 

demostrado ser eficientes en términos de velocidad de convergencia para este tipo de 

problemas, por lo que esperamos que el algoritmo de Mayfly al ser una mejora del algoritmo 

PSO funcione de manera eficiente aplicado a problemas de optimización de redes neuronales. 

 Una vez analizamos los parámetros beta, a1 y a2 con funciones benchmark, 

diseñaremos un adaptador difuso con los parámetros que resulten afectar más en el 

desempeño del algoritmo de Mayfly, para así mejorar su rendimiento y optimizar la 

arquitectura de una red neuronal. 
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La estructura de este trabajo es de la siguiente manera, en la Sección 2 tenemos el marco 

teórico, donde hablaremos de los antecedentes del algoritmo de Mayfly así como de las 

variantes que han surgió del mismo hasta el momento, luego tenemos la Sección 3, en esta 

Sección se mostrara el planteamiento del problema así como la hipótesis, en la Sección 4 

hablaremos acerca del desarrollo de esta tesis, empezando con el estudio de impacto de 

parámetros en el rendimiento del algoritmo de Mayfly, el diseño del adaptador difuso, 

pruebas estadísticas y la optimización de la red neuronal para la serie Mackey Glass, a 

continuación se encuentra la Sección y finalmente la Sección de conclusiones donde 

podemos saber con exactitud si el algoritmo de Mayfly con adaptación difusa resulto mejorar 

el rendimiento en comparación con su versión original y que tan eficiente resulto aplicado a 

la optimización de arquitecturas de red para series de tiempo
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2. Marco teórico 

 Primeramente, comenzaremos mencionando que los algoritmos genéticos son 

principalmente utilizados para resolver problemas en los cuales los algoritmos clásicos 

supondrían un gran costo computacional, dichos algoritmos se basan en la evolución genética 

de la teoría de Darwin por lo tanto iniciamos con un conjunto de cromosomas donde cada 

uno representa una posible solución al problema dado, este cromosoma se genera 

aleatoriamente con las dimensiones que consideremos adecuadas para el problema específico 

que busquemos resolver, así como el número de población que tendremos. 

2.1 Representación de un algoritmo genético 

  A continuación, se mostrará paso a paso como se representa un algoritmo genético y 

cómo evoluciona para encontrar la solución en un conjunto llamado población, que se 

compone de cromosomas y este a su vez de genes. 

 

Figura 2.1 Representación de un algoritmo genético 

 En la Figura 2.1 podemos apreciar la representación general de un algoritmo genético, 

donde tenemos un cromosoma y un conjunto de ellos para formar una población de 

soluciones, dicho cromosoma se compone de genes los cuales irán cambiando con el objetivo 

de irnos acercando a la solución, esto será así conforme hagamos la reproducción de los 

mismos también llamada cruce y la mutación. 
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2.1.2 Calculo del fitness 
 

 El fitness es de vital importancia en los algoritmos genéticos ya que es la manera en 

que estos determinan si una solución es buena, es decir evalúan cada uno de los cromosomas 

de la población para determinar quiénes son los mejores individuos y a partir de aquí tomar 

a los mejores para ir creando descendencia con ellos, el fitness siempre será diferente para 

cada problema que se busque resolver. 

 

Figura 2.2 Determinación de aptitud de cada individuo 

 En la Figura 2.2 se puede apreciar el cálculo del fitness para diferentes individuos de 

la población, en este ejemplo observamos que el individuo número 6 y el 7 tienen el menor 

fitness lo que significa que son los peores individuos, en cambio el 3 y el 4 son los mejores 

por lo cual serán usados para crear descendencia y el resto de las soluciones serán eliminadas. 

 

2.1.3 Métodos de cruce. 
 

 Comenzaremos explicando que un cruce de cromosoma consiste en seleccionar a 2 

cromosomas dentro de la población generalmente a los que tienen un mejor fitness y estos se 

denominan padres, de estos cromosomas se seleccionan genes de ambos para formar un 

cromosoma nuevo, los genes que se seleccionaran depende del método de cruce que se haya 

elegido y esto dependerá del algoritmo genético en cuestión. 
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2.1.3.1 Método de cruce de un punto. 
 

 Una vez seleccionados los dos cromosomas padres estos se cortan por un punto. Se 

copia la información genética de uno de los padres desde el inicio hasta el punto de cruce y 

el resto se copia del otro progenitor, a continuación, se mostrará un ejemplo de cómo se 

realiza este tipo de cruce. 

 

Figura 2.3 Cruce de un punto 

 En la Figura 2.3 tenemos 2 padres llamados A y B los cuales se combinarán para crear 

una nueva descendencia y usaran el método de cruce de un solo punto, el cual nos dice que 

seleccionaremos hasta qué punto tomaremos los genes del primer progenitor para 

posteriormente tomar el resto de genes del 2do. 

 

Figura 2.4 Cruce de un punto codificación 

  

  En la Figura 2.4 podemos apreciar gráficamente el método de cruce de un solo 

punto ya que es así como normalmente se representa un cromosoma, aquí apreciamos que 
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los genes señalados en ‘x’ e ‘y’ se combinan para formar al nuevo individuo o solución al 

problema específico para el cual este siendo aplicado el algoritmo genético. 

2.1.3.2 Método de cruce de dos puntos. 
 

 Este método de cruce es muy parecido al método anterior, sin embargo, en este caso 

como su nombre lo indica sus padres se cortan por dos puntos. Se copiará al descendiente los 

genes de un cromosoma progenitor desde el principio hasta el primer punto de cruce, los 

genes del otro progenitor desde el primer punto de cruce hasta el segundo y del segundo 

punto de cruce hasta el final se copiará del otro progenitor. 

 

Figura 2.5 Método de cruce de 2 puntos 

 En la Figura 2.5 ilustramos el método de cruce de 2 puntos en el cual apreciamos de 

manera muy gráfica la combinación de ambos progenitores de tal manera que se hagan 4 

combinaciones y puedan crear descendencia más diversificada. 

2.1.3.3 Método de cruce uniforme. 
  

 Cada gen del descendiente se obtiene de cualquiera de los padres de forma aleatoria. 

Una opción es generar un número aleatorio. Si este número supera un cierto umbral se elegirá 

un padre determinado y si no lo supera se elige al otro. 

 

Figura 2.6 Método de cruce uniforme 
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 En la Figura 2.6 ilustramos la combinación de 2 cromosomas por medio del cruce 

uniforme en el cual dicha combinación será siempre diferente y manejado con un umbral 

personalizado por el programador, ya que la posibilidad de tomar genes de un padre o de otro 

es aleatoria. 

2.1.4 Métodos de selección 

 Como su nombre lo indica un método de selección se encargará de elegir de alguna 

manera a los individuos con mejor fitness, ya que después estos serán usados en la 

reproducción o apareamiento con el fin de transmitir las mejores características a la nueva 

generación y logrando así acercarnos a la mejor solución del problema, para este fin contamos 

con diferentes métodos de selección sin embargo aquí analizaremos solo algunos de ellos. 

2.1.4.1 Selección por ruleta 
 

 Este método consiste en que cada cromosoma contendrá una probabilidad de ser 

seleccionado para el apareamiento sin embargo esta probabilidad es directamente 

proporcional al fitness que contenga cada uno de estos, sin embargo tendremos problemas 

utilizando este tipo de selección si hay un cromosoma con un nivel muy superior de fitness 

ya que esto significaría que habrá una reducción de diversidad genética considerable y por lo 

tanto no exploraremos lo suficiente para encontrar una solución aceptable al problema. 

 

 

Figura 2.7 Selección por ruleta 

 En la Figura 2.7 tenemos un total de 6 individuos con sus respectivos fitness, como 

podemos ver el individuo numero 3 contiene un fitness mayor por lo que su probabilidad de 

ser seleccionado en la ruleta incrementa con respecto a los demás, esto porque crear una 

descendencia con este individuo podría traer mejores generaciones y acercarnos más a la 
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solución óptima del problema, sin embargo siempre es importante tener en cuenta a los que 

tienen un fitness menor aunque con una probabilidad más baja para así favorecer la 

exploración del algoritmo y no solo la explotación , caso que se nos presentaría si solo 

tomáramos en cuenta los de fitness mayor. 

2.1.4.2 Selección elitista 
 

 Este método consiste básicamente en conservar siempre uno o 2 cromosomas de 

mayor fitness de una generación a otra sin alterar sus genes ya sea con mutación o con el 

cruce, ya que estos se copian tal cual generación tras generación, esto se hace porque en 

algunas ocasiones podría ocurrir que perdamos al mejor cromosoma o solución de nuestro 

problema y gracias a este tipo de selección podemos prevenir ese problema. 

 

2.1.4.3 Selección por torneo 
 

 Este método como su nombre lo indica realiza torneos entre los diferentes 

cromosomas, es decir, selecciona individuos aleatoriamente y compara sus fitness, el que 

tenga mayor aptitud será el ganador, aquí es importante mencionar que entre más individuos 

entren al torneo la probabilidad de que un cromosoma con fitness bajo sea seleccionado 

disminuirá, por lo que es importante realizar este tipo de selección con una variedad 

importante de cromosomas para tener mejores resultados. 

 

2.1.4.4 Selección escalada 
 

 Este método no es recomendable de usarse al comenzar un algoritmo genético debido 

a que la discriminación selectiva es más alta y eso quiere decir que se hace una mayor 

discriminación de individuos lo cual puede llevar a que el algoritmo tenga poca exploración, 

por lo tanto, es comúnmente usado cuando todos los individuos tengan ya una aptitud 

elevada, para trabajar la explotación de las soluciones dentro del algoritmo. 
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2.1.4.4 Selección jerárquica 
  

 Este tipo de selección es muy peculiar ya que atraviesa diferentes tipos de etapas, en 

las primeras generaciones suele ser menos discriminativas y conforme estas van 

incrementándose se hace más rigurosa, este tipo de selección tiene la ventaja de ocupar un 

costo computacional menor ya que en las primeras etapas descarta las opciones menos viables 

y enfoca los recursos en los individuos con mayor aptitud.  

2.1.5 Mutación 

 Una vez elegido el tipo de cruce es de vital importancia establecer el porcentaje de 

mutación que tendrá la descendencia esto se hace con el principal objetivo de sacar el 

algoritmo de mínimos locales en caso de que estos se presenten, sin embargo debemos tener 

cuidado con el factor de mutación que decidamos elegir ya que esto podría afectar 

enormemente los resultados esperados y siempre será mejor mantener un factor bajo de 

mutación debido a que si lo exageramos tendremos como resultado simplemente un 

algoritmo de búsqueda de soluciones aleatorias lo cual rompe el paradigma para lo que fueron 

diseñados los algoritmos genéticos y dejaría de considerarse como tal, el porcentaje más 

usado comúnmente es de 0.1 pero este suele variar a valores muy cercanos a cero en algunos 

problemas, ya que habrá algunos en los cuales podría ser contraproducente, ahora que 

conocemos la importancia de la mutación mencionaremos en que consiste, la mutación es la 

probabilidad de que algún gen cambie a la inversa es decir de 0 a 1 o de 1 a 0 dichos genes 

serán la combinación de los padres en el proceso de apareamiento o también denominado 

cruce, entonces se elige un gen al azar y se aplica la mutación pudiendo así generar mejores 

soluciones en la mayoría de los casos. 

 

Figura 2.8 Cromosoma mutado 
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 En la Figura 2.8 ejemplificamos como afecta la mutación a un cromosoma aleatorio, 

aquí podemos ver que el gen 2 de derecha a izquierda ha sido mutado ya que originalmente 

se encontraba con un valor de 0 y en el nuevo individuo este valor cambiara a 1, sin embargo 

esto no significa que solo un gen pueda mutar, es decir, pueden ser varios genes al mismo 

tiempo pero no es recomendable ya que podríamos caer en exceso de mutación y la respuesta 

que buscamos sería difícil de encontrar debido al efecto de aleatoriedad excesiva que 

tendríamos en el algoritmo. 

2.2 Método de Mayfly 

 Mayfly es una especie de insectos del cual sus crías vivirían en el agua durante varios 

años y cuando maduren se descortezarán y volarán por el aire. Sin embargo, estos insectos 

maduros solo tienen el fin de reproducirse ya que su periodo de vida es corto [1]. 

 Al observar a las efímeras machos y hembras corriendo en busca de pareja, se propuso 

el algoritmo MA. Desarrollado a partir del algoritmo PSO, las efímeras también actualizan 

sus posiciones. Sin embargo, convergen más rápido al óptimo por lo tanto el algoritmo de 

Mayfly es una mejora del algoritmo PSO [1]. 

 

2.2.1 Movimiento de efímeras machos 
 

 Asumiendo que x
i

t

 es la posición actual de Mayfly en el espacio de búsqueda en el 

paso de tiempo t, la posición se cambia agregando una velocidad v
i
 
t+1     

a la posición actual; 

Esto se puede formular como: 

x
i
 
t+1

 = x
t

i

 

+ v
i
 
t+1                             

 

 

(2.1) 

 Teniendo en cuenta que las efímeras machos están siempre a unos metros sobre el 

agua realizando la danza nupcial, suponemos que no pueden desarrollar grandes velocidades 

y que se mueven constantemente. Como resultado, la velocidad de una efímera macho se 

calcula como 
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𝑣𝑖𝑗
𝑡+1 = 𝑣𝑖𝑗

𝑡 + 𝑎1𝑒−𝛽𝑟𝑝
2
(𝑝𝑏𝑒𝑠𝑡𝑖𝑗 − 𝑥𝑖𝑗

𝑡 ) + 𝑎2𝑒−𝛽𝑟𝑔
2
(𝑔𝑏𝑒𝑠𝑡𝑗 − 𝑥𝑖𝑗

𝑡 ) (2. 2) 

 

 Donde vt
ij es la velocidad de efímera i

 
en la dimensión j=1-n al paso de tiempo t, xt

ij 

es la posición de la efímera i en la dimensión j al paso de tiempo t, a
1 

y a
2
 son constantes de 

atracción positiva que se utilizan para escalar la contribución del componente cognitivo y 

social, respectivamente, pbest la mejor posición local, gbest la mejor posición global y 𝛽 es 

un coeficiente de visibilidad fijo [21]. 

2.2.2 Movimiento de efímeras hembras 
 

 Asumiendo que yi
t es la posición actual de Mayfly hembra i en el espacio de búsqueda 

en el paso de tiempo t, la posición se cambia agregando una velocidad v
i
 

t+1

a la posición 

actual; Esto se puede formular como: 

 El proceso de atracción puede ser manejado aleatoriamente sin embargo en este 

algoritmo se empleó una secuencia determinista en la cual la mejor hembrea debe ser atraída 

por el mejor macho, la segunda mejor hembra por el segundo mejor macho y así 

sucesivamente, sus velocidades pueden calcularse con la siguiente formula:  

𝑣𝑖𝑗
𝑡+1 =

𝑣𝑖𝑗
𝑡 + 𝑎2𝑒−𝛽𝑟𝑚𝑓

2

(𝑥𝑖𝑗
𝑡 − 𝑦𝑖𝑗

𝑡 ),   𝑖𝑓 (𝑓(𝑦𝑖) > 𝑓(𝑥𝑖))

𝑣𝑖𝑗
𝑡 + 𝑓𝑙𝑟,          𝑖𝑓 (𝑓(𝑦𝑖) ≤ 𝑓(𝑥𝑖) )

 
 

(2.4) 

 Donde Vt
ij es la velocidad de las efímeras hembras i en la dimensión j = 1-n al paso 

de tiempo t, yt
ij es la posición de la efímera hembra i en la dimensión j al paso de tiempo t, a2 

es una constante de atracción positiva, β es un coeficiente de visibilidad fijo, 𝑚f es la 

distancia cartesiana entre efímeras machos y hembras, fl es un coeficiente de caminata 

aleatorio, utilizado cuando una hembra no es atraída por un macho, por lo que vuela 

aleatoriamente y r es un valor aleatorio entre (-1,1) [21]. 

 

 

 

 

yi
t+1 = yi

t+ vi
t+1 (2.3) 
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2.3 Algoritmo OBL-MO 

 Las investigaciones demostraron que no solo los mejores candidatos o las mejores 

trayectorias históricas funcionarían bien para guiar a las personas en enjambres para 

encontrar la mejor solución, sino que las peores y peores trayectorias históricas también 

funcionarían bien al hacerlo. Tales situaciones podrían tratarse directamente como pares de 

oposiciones y satisfacer la antigua filosofía china Yin-Yang la cual nos muestra que habría 

una fuerte relación entre los lados Yin y Yang, o bien y mal, negativo y positivo, fuego y 

agua, seco y húmedo, entonces, se propuso la regla de aprendizaje basado en la oposición 

(OBL) [4]. 

 Este algoritmo es una variante del algoritmo de Mayfly en el cual al igual que su 

predecesor se dividirá en dos tipos, la efímera macho y la efímera hembra, ambos 

actualizaran sus posiciones con sus velocidades vi(t) [4]. 

 

 

vi
t+1= 

 gvi
t + a1e−βrp

2
 [xi

t − yi
t]     f(yi

t) >  f(xi
t) 

gvi
t + flr1                           f(yi

t) ≤  f(xi
t) 

 

(2.5) 

 Donde 𝑓(x) es la función de aptitud, 𝑔 y 𝑓𝑙 son ponderaciones que se reducirían de su 

valor máximo al mínimo. 𝑎1 y 𝛽 son constantes. 𝑟1 es el número aleatorio en distribución 

uniforme con el intervalo de -1 y 1. 𝑟m representa la distancia cartesiana entre la pareja 

femenina y masculina [4]. 

 Teniendo en cuenta la filosofía Yin-Yang, podríamos encontrar que, si la posición 

actual estuviera muy lejos del mejor, entonces, la posición opuesta se acercaría al mejor en 

un dominio de definición dado. Por tanto, podemos calcular lo contrario a la posición actual 

[4]. 

2.4 Algoritmo de Mayfly modificado 

 En este algoritmo, los individuos en enjambres se identificarían específicamente 

como efímeras machos y hembras. Y ambos realizan diferentes comportamientos de 

actualización. Sin embargo, en la versión original del algoritmo de Mayfly, si las posiciones 
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actuales estuvieran lejos del mejor candidato o de las mejores trayectorias históricas, los 

individuos correrían hacia la mejor posición con menor velocidad. Por el contrario, si las 

posiciones actuales están cerca del mejor candidato global o de las mejores trayectorias 

históricas, entonces los individuos actuarían con velocidades más rápidas [3]. 

 El algoritmo de Mayfly se dividirá en dos tipos, el macho de corta vida para el i-ésimo 

individuo en la iteración actual t, y la hembra de corta duración. Ambos tipos actualizarán 

sus posiciones con sus velocidades en la iteración actual.  

 

vi
t+1 = gvi

t + a1e−βrp
2

 [xhi − xi
t] + a2e−βrg

2
 [xg − xi

t]     (2. 6)  

  

Donde, 𝑔 es una variable disminuida linealmente desde el valor máximo a uno más 

pequeño. 𝑎1, 𝑎2 y 𝛽 son dos constantes para equilibrar los valores. 𝑟p y 𝑟g son dos variables 

que se utilizan para determinar la distancia cartesiana entre los individuos y su mejor posición 

histórica, la mejor posición global en enjambres [3]. 

Las efímeras machos siempre serían fuertes y, en consecuencia, funcionarían mejor 

en la optimización, al igual que los individuos en enjambres del algoritmo PSO, los 

individuos en el algoritmo de Mayfly actualizarían las posiciones de acuerdo con sus 

posiciones actuales 𝑝i(𝑡) y velocidad 𝑣i(𝑡) en la iteración actual. 

 

pi(t+1)=pi(t)+vi(t+1) ( 2.7) 

 

2.5 Algoritmo NMO 

 Es un algoritmo de optimización de efímeros negativos. En el cual los machos de las 

efímeras actualizarían sus velocidades de acuerdo con los peores candidatos junto con sus 

peores trayectorias.  A diferencia de la interpretación positiva normal, en el algoritmo NMO, 

las efímeras machos huirían de sus peores trayectorias y los peores candidatos globales, las 

efímeras hembras tienen el deber de reproducirse, por lo tanto, todas tienen prisa por 

aparearse. Sus velocidades se actualizarían de acuerdo con sus compañeros. Es decir, la 

velocidad de la i-ésima efímera hembra se guiaría para actualizarse de acuerdo con su valor 
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de aptitud f [yi(t)] y su pareja f [xi(t)], dicha velocidad será actualizada por la siguiente 

ecuación [5]. 

 𝑔𝑣𝑖
𝑡 + 𝑎1𝑒−𝛽𝑟𝑚𝑓

2

 𝑥𝑖
𝑡 − 𝑦𝑖

𝑡     𝑓(𝑥𝑖
𝑡 − 𝑦𝑖

𝑡) >  𝑓(𝑥𝑖
𝑡)  

𝑔𝑣𝑖
𝑡 + 𝑓𝑙𝑟1                           𝑓(𝑦𝑖

𝑡) ≤  𝑓(𝑥𝑖
𝑡)   (2.8) 

 

Donde, 𝑔 y 𝑓𝑙 son pesos que se reducirían de su valor máximo al mínimo. 𝑎1 y 𝛽 son 

constantes. 𝑟1 es el número aleatorio en distribución uniforme con el intervalo de -1 y 1. 𝑟p 

representa la distancia cartesiana entre la pareja femenina y masculina [5]. 

Una vez que se actualizaron las velocidades y posiciones, todos los individuos se 

clasificarían nuevamente y la mitad superior mejor sería renombrada como efímeras machos 

y otra mitad como efímeras hembras, los experimentos de simulación mostraron que los 

algoritmos NMO y MO(Mayfly) funcionarían bien optimizando las funciones de referencia 

unimodal o multimodal, incluso para la no simétrica. Sin embargo, para las funciones de 

referencia unimodal, el algoritmo de Mayfly funcionaría mejor que el NMO [5]. 

2.6 El algoritmo de la mosca de mayo BMA 

 El algoritmo ha sido diseñado mediante la concepción explicada y el modelado de 

tres algoritmos, el algoritmo de optimización de enjambre de partículas (PSO), el algoritmo 

de optimización de luciérnagas (FOA) y el algoritmo genético (GA) que lo hicieron tan 

eficiente debido al uso de las tres populares ventajas de los métodos. Con la hibridación de 

los algoritmos, la explotación del algoritmo PSO se combina con las características de 

exploración de los otros algoritmos para lograr una mayor eficiencia en el modelado de las 

efímeras, especialmente el modelo de reproducción. Este modelo ayuda a las efímeras más 

aptas a sobrevivir después de la eclosión de los huevos sin tener en cuenta su vida útil. 

Primero buscamos el macho efímero con el menor valor de costo en la población, luego 

seleccionamos la cantidad de semillas, seguido de esto las hembras efímeras atraen a los 

machos élite para generar una nueva descendencia usando esto como radio de crecimiento, 

la actualización de su velocidad es dada por la siguiente ecuación [6]. 

𝑣𝑖
𝑡+1 =   
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vij
t+1 = vij

t + b1 exp(−βrp
2) (xl

ij
− xij

t ) + b2 ex p( − βrg
2)(xg

j
− xij

t )  (2. 9) 

 

Donde xt
ij y vt

ij describen la ubicación y la velocidad de i-esima mosca de mayo en la 

dimensión j, β describe un coeficiente definido para hacer que la efímera sea visible para 

otros, rp y rg representan la distancia cartesiana restringida en el rango, xi
l y xj

g describen el 

Mayfly con la posición optimiza para la efímera b1 y b2 describen las constantes de atracción 

positiva y factores, sociales respectivamente [6]. 

2.7 Redes neuronales 

Para entender una red neuronal artificial primero hay que saber que es una red 

neuronal biológica debido que está basada en los mismos principios, una red neuronal 

biológica es un conjunto de neuronas interconectadas entre sí que comparten algún tipo de 

información con el fin de proporcionar aprendizaje en conjunto esto lo hacen a través de la 

sinapsis, ahora bien la red neuronal artificial es una representación computacional de un 

conjunto de nodos conectados entre sí, que manejan pesos denotados por ‘wi’, los cuales se 

van modificando conforme la red va aprendiendo. 

2.7.1 Representación de una red neuronal 
 

 

Figura 2.9 Red neuronal 
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 En la Figura 2.9 tenemos un esquema general de lo que es una red neuronal, 

empezando con los patrones de entrada, estos contendrán los datos de entrenamiento, en este 

caso tenemos una red neuronal de 3 capas, en la primera recibiremos los datos de entrada, y 

estos a su vez serán pasados a las neuronas en la capa oculta para por ultimo llegar a las 

neuronas de la capa de salida donde obtendremos una interpretación final por parte de la red 

neuronal. 

2.8 Serie de tiempo Mackey Glass 

 Esta serie caótica es ampliamente usada para evaluar el desempeño de una red 

neuronal, fue inventada por los matemáticos Michael Mackey y León Glass, es también 

denominada una ecuación diferencial y utilizada con retardos sin embargo tiene un 

comportamiento caótico en tao=17 que será el principio utilizado para evaluar nuestra red 

neuronal y será calculada con la siguiente ecuación. 

dx(t)

dt
=

0.2X(−t − τ)

1 + X10(t − τ)
− 0.1x(t) 

 

( 2.10) 

 

2.9 Lógica difusa 

  Este tipo de lógica es utilizada cuando el proceso en cuestión es muy complicado o 

costoso computacionalmente, a diferencia de la lógica tradicional de decisión aquí no hay 

blanco y negro o si y no, esto se trata más bien de valores discretos entre 0 y 1, logrando con 

esto tener una perspectiva diferente para resolver problemas de control entre otros, este tipo 

de lógica se compone de varios elementos. 

 

2.9.1 Reglas difusas 
 

 Son aquellas que indican un resultado dependiendo de un conjunto de condiciones 

previamente especificadas, la primera condición de la oración contendrá las distintas entradas 

del sistema denominadas también como funciones de membrecía, la 2da parte contendrá la 

acción que debe llevar a cabo. 
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2.9.2 Funciones de membresía 

 Este tipo de funciones representa el grado de pertenencia de un elemento dado sin 

embargo hay una variedad de formas que pueden adquirir estas, entre las cuales se encuentran 

las funciones tipo triangulares, trapezoidales y gaussianas. 

2.10 Hipótesis 

 El desempeño del algoritmo de Mayfly puede verse favorecido al aplicar un adaptador 

difuso de parámetros en la optimización de una arquitectura de red. 

 

 

Figura 2.10 Esquema General de hipótesis

 Como podemos apreciar en la Figura 2.10 tenemos un panorama general del método 

propuesto para optimizar el algoritmo de Mayfly, debido a que la adaptación difusa ha 

demostrado mejorar la eficiencia de algunos otros algoritmos como PSO, esperamos que 

resulte benéfico al aplicarse en este caso al algoritmo de Mayfly.

3. Planteamiento del problema 
 

En el presente trabajo de tesis se ha planteado hacer una mejora del algoritmo de 

Mayfly aplicado a optimización de arquitectura de redes neuronales, dicha mejora se pretende 

lograr al aplicar una adaptación difusa de parámetros en base al impacto en el desempeño del 

algoritmo de Mayfly que estos representen.  

 



  Planteamiento del problema          30 

3.1 Definición de puntos en el problema. 

Evaluar el impacto de los parámetros principales, los cuales son a1, a2 y beta resulta 

tardado ya que debemos analizar las diferentes dimensiones y funciones benchmark y 

posterior a eso graficar resultados para apreciar los resultados, esto con el fin de utilizar los 

parámetros que tengan un impacto relevante en el desempeño del algoritmo. 

Para diseñar el adaptador difuso de parámetros debemos pasar por varias fases de 

prueba, esto significa que no podemos realizar un adaptador complejo desde el inicio debido 

a que podríamos hacer cálculos innecesarios o más complejos sin que mejoren nuestros 

resultados, por lo tanto, debemos empezar con un adaptador de 1 entrada y 1 salida, así como 

funciones de membresía triangulares. 

Otro inconveniente a la hora de hacer la adaptación difusa es que las funciones de 

membresía no se pueden optimizar completamente a prueba y error, debido al excesivo 

tiempo que llevaría probar todas, por su complejidad de variantes y el tiempo de ejecución 

de algoritmo. 

3.2 Resolución de la problemática principal. 

Una vez analizada la problemática se pretende lograr un mejor desempeño en el 

algoritmo de Mayfly por medio de la adaptación difusa de parámetros en los parámetros de 

mayor impacto. 

De tal manera que podamos aprovechar el uso de este nuevo algoritmo modificado 

para optimizar una arquitectura de red neuronal, enfocándonos en el número de neuronas 

óptimo para distintas aplicaciones, en nuestro caso será empleado en una aplicación para 

predecir el valor de la serie caótica de Mackey Glass. 
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Figura 3.1 Esquema general de planteamiento del problema 

 En la Figura 3.1 tenemos las etapas por las que atravesó el desarrollo del adaptador 

difuso de parámetros para el algoritmo de Mayfly 

4. Desarrollo y Resultados 
 

 El desarrollo de este trabajo de tesis fue llevado a cabo en diferentes etapas, cada una 

de estas contribuyendo en el avance de la investigación con el fin de mejorar el algoritmo de 

Mayfly mediante el uso de un adaptador difuso, primeramente, se realizó una prueba del 

impacto de parámetros, la cual tenía como objetivo encontrar el o los parámetros de mayor 

impacto en el rendimiento del algoritmo, así como el rango óptimo de valores para dichos 

parámetros. 

4.1 Estudio del impacto de parámetros 

Como se mencionó anteriormente el primer paso en el desarrollo de esta tesis 

consistió en el análisis del impacto de parámetros, para lo que fue necesario utilizar funciones 

benchmark y diferentes dimensiones, en este caso utilizamos 10,20 y 50 dimensiones con el 

fin de encontrar los parámetros a los cuales será relevante aplicarle una adaptación difusa. 

 

Tabla 4.1 Representación de las funciones benchmark 

Abreviación  Nombre de la función 

F1 Sphere 

F2 Rastrigin 

F3 Ackley 

F4 Dejong1 

F5 Griewank 

F6 Schwefel 
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F7 Styblinskitank 

F8 Wood 

F9 Hyper-ellipsoid 

F10 Powell 

Tabla 4.2 Evaluación de las funciones benchmark para 10 dimensiones variando el parametro beta 

Función  parámetro beta  para 10 dimensiones 

  1 3 10 

F1  1.231x10-238 1.042x10-244 2.146x10-249 

s 0 0 0 

F2  3.200x10-2 0 9.950x10-2 

s 1.817x10-1 0 3.036x10-1 

F3  2.980x100 2.980x100 2.980x100 

s 1.817x10-1 0 3.036x10-1 

F4  2.087x10-242 9.334x10-253 2.127x10-245 

S 1.355x10-15 1.355x10-15 1.355x10-15 

F5  4.400x10-3 2.100x10-3 1.700x10-3 

s 7.400x10-3 4.700x10-3 4.200x10-3 

F6  4.150x103 -3.864x102 4.150x103 

s 6.826x10-1 6.920x100 2.775x10-12 

F7  -3.817x102 -3.839x102 -3.856x102 

s 9.206x100 8.776x100 9.080x100 

F8  7.530x10-2 1.140x10-30 1.422x10-30 

s 4.125x10-1 2.374x10-30 5.363x10-30 

F9  9.632x10-258 4.645 x10-244 6.415x10-253 

s 0 0 0 

F10  2.0482x10-98 3.1343x10-103 7.2248x10-104 

s 1.1218x10-97 1.7167x10-102 3.9263x10-103 

 

Tabla 4.3 Evaluación de las funciones benchmark para 10 dimensiones variando el parámetro a1 

Función parámetro a1  para 10 dimensiones 

  1 3 10 

F1  5.5873x10-256 8.2493x10-214 7.9061x10-217 

s 0 0 0 

F2  3.3200x10-2 6.6300X10-2 3.3200x10-2 

s 1.8170x10-1 2.5240X10-1 1.8170x10-1 

F3  2.9805x100 2.9805x100 2.9805x100 

s 1.3550x10-15 1.3550x10-15 1.3550x10-15 

F4  6.7385x10-243 2.3152x10-221 1.5242x10-213 

S 0 0 0 

F5  3.3000X10-3 0.0001x10-3 2.0000x10-3 

s 5.2000x10-3 4.7000x10-3 3.7000x10-3 

F6  4.1504x103 6.8000x10-3 4.1503x103 

s 2.7751x10-12 8.7000x10-3 5.4460x10-1 

F7  -3.8233x102 -3.8459x102 -3.860x102 

s 1.1342x101 8.9023x100 8.7454x100 

F8  3.6016x10-31 3.2762x10-30 5.6805x10-30 

s 1.1646x10-30 6.1005x10-30 1.0670x10-29 

F9  9.5773x10-241 4.0063x10-223 5.8795x10-212 

s 0 0 0 
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F10  2.6545x10-17 1.7270x10-16 3.9018x10-16 

s 9.0270x10-17 2.7811x10-16 6.2289x10-15 

 

Tabla 4.4 Evaluación de las funciones benchmark para 10 dimensiones variando el parámetro a2 

Función parámetro a2 para  10 dimensiones 

  1 3 10 

F1  5.3682x10-139 2.1765x10-13 1.7390x10-1 

s 2.9375x10-138 1.1867x10-12 1.439x10-1 

F2  0 2.3220x10-1 9.9703x100 

s 0 5.6550x10-1 4.1971x100 

F3  2.9805x100 2.9805x100 3.2146x100 

s 1.3550x10-15 1.3550x10-15 1.0280x10-1 

F4  1.4992x10-140 3.4933x10-12 1.4790x10-1 

S 7.8799x10-140 1.9039x10-11 1.3640x10-1 

F5  5.5000X10-3 8.5000x10-2 1.6300x10-2 

s 7.4000x10-3 1.7500x10-1 1.4600x10-2 

F6  4.1504x103 4.1504x103 4.1504x103 

S 2.7751x10-12 2.7751x10-12 2.5400x10-2 

F7  -3.8555x102 -3.8553x102 -3.7200x102 

s 8.7980x100 8.0342x100 1.3761x101 

F8  2.4568x10-30 4.1500x10-2 1.1230x10-1 

s 8.3848x10-30 2.2740x10-1 1.0210x10-1 

F9  2.7140x10-136 4.1774x10-14 4.1250x10-1 

s 1.4145x10-135 1.9507x10-13 4.4690x10-1 

F10  1.0525x10-158 1.1838x10-8 2.0000x10-2 

s 5.7455x10-158 3.6954x10-8 3.2000x10-3 

 

Tabla 4.5 Evaluación de las funciones benchmark para 20 dimensiones variando el parámetro beta 

Función parámetro beta para 20 dimensiones 

  1 3 10 

F1  2.2389x10-85 1.4310x10-83 5.7410x10-85 

s 6.2447x10-85 6.4675x10-83 2.5457x10-84 

F2  2.1891x100 2.5936x100 2.1701x100 

s 3.6250x100 2.3445x100 1.2814x100 

F3  2.9826x100 2.9826x100 2.9856x100 

s 1.1600x10-2 1.1160x10-2 1.6600x10-2 

F4  1.4083x10-86 1.9740x10-83 5.3884x10-83 

S 5.32111x10-86 1.0654x10-82 2.9432x10-82 

F5  1.5000x10-3 1.1000x10-3 1.3000x10-3 

s 3.0000x10-3 2.8000x10-3 3.0000x10-3 

F6  8.3013x103 8.3010x103 8.3013x103 

S 1.2925x100 9.4850x10-1 1.2925x100 

F7  -7.4279x102 -7.4047x102 7.3714x102 

s 2.1879x101 2.3545x101 2.3164x01 

F8  3.7865x10-31 1.0871x10-30 1.0398x10-30 

s 7.2171x10-31 1.8127x10-30 1.8174x10-30 

F9  1.6499x10-84 1.4959x10-82 5.9297x10-80 

s 7.3705x10-84 7.8305x10-82 3.2474x10-79 
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F10  7.7396x10-108 9.4023x10-81 1.9654x10-104 

s 4.2390x10-107 5.1499x10-80 1.0765x10-103 

 

Tabla 4.6 Evaluación de las funciones benchmark para 20 dimensiones variando el parámetro a1 

Función Parámetro a1  para  20 dimensiones 

  1 3 10 

F1  3.7018x10-85 1.1700x10-18 1.3335X10-76 

s 1.7365x10-84 1.1056x10-77 6.1097X10-76 

F2  2.1226x100 2.5272x100 8.6230x10-1 

s 2.1345x100 2.8146x100 9.3240x10-1 

F3  2.9805x100 2.9805x100 2.9805X100 

s 1.3550x10-15 1.3550x10-15 1.3550X10-15 

F4  7.3290x10-82 5.7774x10-79 3.6134x10-79 

S 4.0143x10-81 3.1329x10-78 1.3513x10-78 

F5  1.1000x10-3 7.0250x10-80 4.93707x10-4 

s 2.8000x10-3 2.0452x10-79 1.9000x10-3 

F6  8.3013x103 8.3010x103 8.3011x103 

S 1.2925x100 9.4850x10-1 1.1407x100-7 

F7  -7.4383x102 7.4291x102 7.3192x102 

s 2.1831x101 1.9891x101 1.8750x101 

F8  5.6132x10-31 1.5920x10-1 2.4200x10-2 

s 1.9415x10-30 7.4650x10-1 1.3250x10-1 

F9  5.8224x10-83 9.8517x10-72 1.8958x10-74 

s 3.1608x10-82 5.3960x10-71 1.0383x10-73 

F10  3.4879x10-19 3.1166x10-16 1.9360x10-16 

s 1.1700x10-18 7.2152x10-16 2.5051x10-16 

 

Tabla 4.7 Evaluación de las funciones benchmark para 20 dimensiones variando el parámetro a2 

Función Parámetro a2 para  20 dimensiones 

  1 3 10 

F1  1.0091x10-30 4.4000x10-3 1.1916x100 

s 5.4293x10-30 9.6000x10-3 6.4280x10-1 

F2  2.1557x100 1.2795x101 5.5739x101 

s 1.3598x100 1.0197x101 2.2720x101 

F3  2.9847x100 3.0682x101 3.5516x100 

s 1.6100x10-2 9.1300x10-2 1.7040x10-1 

F4  2.7401x10-30 8.7000x10-3 1.3084x100 

S 1.4763x10-29 1.7800x10-2 8.1950x10-1 

F5  1.7000x10-3 1.6000x10-3 9.4200x10-2 

s 3.6000x10-3 4.1000x10-3 4.4400x10-2 

F6  8.3011x103 8.3016x103 8.3009x103 

S 1.1407x100 1.8843x100 1.1520x10-1 

F7  7.4192x102 7.3318x102 6.6449x102 

s 2.4846x101 2.3973x101 3.4779x101 

F8  2.53200x10-1 3.1840x10-1 1.7640x10-1 

s 9.7680x10-1 3.6610x10-1 2.4900x10-1 

F9  5.2077x10-32 4.9800x10-2 1.0782x101 

s 2.4898x10-31 8.8820x10-2 5.8278x100 
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F10  3.5991x10-156 4.0187x10-9 1.5000x10-3 

s 1.9711x10-155 3.8543x10-9 2.7000x10-3 

 

Tabla 4.8 Evaluación de las funciones benchmark para 50 dimensiones variando el parámetro beta 

Función Parámetro beta para 50 dimensiones 

  1 3 10 

F1  2.6622x10-18 8.6067x10-18 3.1524x10-18 

s 4.3049x10-18 2.1176x10-17 7.2702x10-18 

F2  2.0367x101 2.0235x101 2.0017x101 

s 7.5310x100 5.7713x100 3.9721x100 

F3  3.1119x100 3.1232x100 3.1250x100 

s 4.1982x10-2 3.9477x10-2 3.6415x10-2 

F4  1.0703x10-17 2.6249x10-9 5.3448x10-18 

S 2.2941x10-17 1.4377x10-8 1.0206x10-17 

F5  9.8667x10-4 5.7667x10-4 1.6000x10-3 

s 3.2129x10-3 2.2190x10-3 4.1000x10-3 

F6  2.0755x104 2.0754x104 2.0754x104 

S 2.6869x100 3.0072x100 2.7302x100 

F7  1.5629x103 1.5929x103 1.6262x103 

s 6.3748x102 6.4187x101 5.5695x101 

F8  1.2424x10-31 1.0058x10-31 7.0257x10-32 

s 2.9164x10-31 1.4505x10-31 1.1683x10-31 

F9  8.4588x101 9.2035x101 5.1836x101 

s 3.8959x101 4.8202x101 1.7352x101 

F10  4.6825x10-78 3.0523x10-97 1.9030x10-86 

s 8.5490x10-79 1.6583x10-96 1.0423x10-85 

 

Tabla 4.9 Evaluación de las funciones benchmark para 50 dimensiones variando el parámetro a1 

Función Parámetro a1  para 50 dimensiones 

  1 3 10 

F1  2.6622x10-18 8.6067x10-18 3.1524x10-18 

s 4.3049x10-18 2.1176x10-17 7.2702x10-18 

F2  2.0367x101 2.0235x101 2.0017x101 

s 7.5310x100 5.7713x100 3.9721x100 

F3  3.1119x100 3.1232x100 3.1250x100 

s 4.1982x10-2 3.9477x10-2 3.6415x10-2 

F4  1.0703x10-17 2.6249x10-9 5.3448x10-18 

S 2.2941x10-17 1.4377x10-8 1.0206x10-17 

F5  9.8667x10-4 5.7667x10-4 1.6000x10-3 

s 3.2129x10-3 5.7667x10-4 4.1000x10-3 

F6  2.0755x104 2.0754x104 2.0754x104 

S 2.6869x100 3.0072x100 2.7302x100 

F7  1.5629x103 1.5929x103 1.6262x103 

s 6.3748x102 6.4187x101 5.5695x101 

F8  1.2424x10-31 1.0058x10-31 7.0257x10-32 

s 2.9164x10-31 1.4505x10-31 1.1683x10-31 

F9  8.4588x101 9.2035x101 5.1836x101 

s 3.8959x101 4.8202x101 1.7352x101 
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F10  4.6825x10-78 3.0523x10-97 1.9030x10-86 

s 8.5490x10-79 1.6583x10-96 1.0423x10-85 

 

Tabla 4.10 Evaluación de las funciones benchmark para 50 dimensiones variando el parámetro a2 

Función Parámetro a2 para  50 dimensiones 

  1 3 10 

F1  7.7702x10-18 6.0070x10-1 1.1431x101 

s 1.4913x10-17 4.8350x10-1 3.7181x100 

F2  2.1481x101 1.0418x102 3.2912x102 

s 1.1336x101 6.5609x101 5.4157x101 

F3  2.1481x101 3.4216x100 4.2677x100 

s 1.1356x101 3.0420x101 3.3240x10-1 

F4  4.9914x10-18 3.2050x10-1 1.0555x101 

S 1.3840x10-17 3.5010x10-1 3.4654x100 

F5  9.0310x10-4 1.0000x10-2 3.2400x10-1 

s 3.5000x10-3 1.1500x10-2 8.2600x10-2 

F6  2.0754x104 2.0754x104 2.0756x104 

S 3.6931x100 3.7302x100 3.1330x100 

F7  1.7510x103 1.6892x103 1.4881x103 

s 5.0532x101 6.1035x101 7.7586x101 

F8  4.9107x10-30 4.0600x10-2 1.1170x10-1 

s 1.1347x10-29 2.2380x10-2 1.0650x10-1 

F9  3.4501x10-15 7.0498x100 2.4866x102 

s 3.1062x10-15 8.0035x100 8.5808x101 

F10  1.8524x10-155 1.1834x10-8 2.4866x102 

s 1.0416x10-154 2.7001x10-8 8.5808x101 

 

4.1.1 Graficas del estudio de parámetros. 
 

 A continuación, mostraremos las gráficas que representan el comportamiento de los 

parámetros variando sus parámetros a1, a2 y beta. 

 

Figura 4.1 Impacto de parámetros función benchmark de la esfera 
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 En la Figura 4.1 podemos observar cómo se comporta la función benchmark de la 

esfera, donde resalta el parámetro a2 en el impacto del rendimiento del algoritmo de Mayfly 

 

 

Figura 4.2 Impacto de parámetros función benchmark rastrigin 

 En la Figura 4.2 analizamos el impacto del algoritmo de Mayfly en la función de 

benchmark Rastrigin, aquí observamos que a1 representa un mayor impacto al variarlo. 

 

Figura 4.3 Impacto de parámetros función benchmark Griewank 

 En la Figura 4.3 analizamos el impacto del algoritmo de Mayfly en la función de 

benchmark Griewank, donde a1 y a2 representan un mayor impacto al variarlos. 
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Figura 4.4 Impacto de parámetros función benchmark dejong1 

 En la Figura 4.4 analizamos el impacto del algoritmo de Mayfly en la función 

benchmark dejong1, donde a2 representa claramente un mayor impacto al variarlo 

 

Figura 4.5 Impacto de parámetros función benchmark Wood 

 En la Figura 4.5 analizamos el impacto del algoritmo de Mayfly en la función de 

benchmark Wood, donde a2 representa un mayor impacto al variarlo. 
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4.2 Propuesta de adaptación difusa. 

 En el estudio de impacto de parámetros se determinó que el parámetro beta no 

representa una variación importante en el desempeño del algoritmo de Mayfly, por lo tanto, 

se ha descartado de la aplicación de adaptación difusa, sin embargo, los parámetros a1 y a2 si 

presentaron un cambio brusco en el desempeño del algoritmo Mayfly, por tal motivo serán 

elegidos para ser parte de un adaptador difuso que será incluido  

 

Figura 4.6 Diagrama de flujo del método original de Mayfly 

En la Figura 4.6 podemos mirar el diagrama de flujo donde se explica a grandes rasgos 

la secuencia del algoritmo de Mayfly, donde comenzamos con la función objetivo y 

terminamos con el remplazo de las peores soluciones por las mejores con el fin de acercarnos 

a la función objetivo en cada iteración. 
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 Una vez mostrado el algoritmo original de Mayfly, será necesario mostrarlo con el 

adaptador difuso para identificar en que parte del algoritmo será colocado. 

 
Figura 4.7 Diagrama de flujo del método modificado de Mayfly 

En la Figura 4.7 podemos observar el diagrama de flujo del algoritmo de Mayfly con 

el adaptador difuso, donde se muestra con más exactitud en que parte será colocado. 

 

4.3 Diseño del adaptador difuso 

 Primeramente, se realizó un adaptador difuso con el parámetro a2 debido a que fue el 

parámetro que resulto más relevante en el desempeño del algoritmo de Mayfly, aunque 

estuvo muy cercano el parámetro a1. 
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4.3.1 Adaptador difuso de 1 entrada y 1 salida. 
 

 En este adaptador difuso tendrá como funciones de membresía las funciones 

triangulares debido a su simplicidad, por lo que inicialmente probaremos estas con un total 

de 5 reglas difusas. 

 

Figura 4.8 Reglas difusas 

 Como podemos apreciar en la Figura 4.8 tenemos las reglas difusas iniciales en las 

cuales empezamos con a2 con valores altos en las primeras iteraciones y conforme están van 

avanzando a2 ira disminuyendo, en la primera regla difusa el algoritmo apenas va empezando, 

mientras que en la última regla este casi ha finalizado, eso hace que las reglas difusas ajusten 

el valor del parámetro a2 al transcurrir de las iteraciones, y se acerque así a sus valores 

óptimos para dicho parámetro. 

𝐟(𝐱; 𝐚, 𝐛, 𝐜) =   

𝟎, 𝐱 ≤ 𝐚
𝐱 − 𝐚

𝐛 − 𝐚
, 𝐚 ≤ 𝐱 ≤ 𝐛

𝐜 − 𝐱

𝐜 − 𝐛
𝟎,

,
𝐛 ≤ 𝐱 ≤ 𝐜

𝐜 ≤ 𝐱

 

  

 

 

                                             (4.1) 

 

 

 En la ecuación 4.1 tenemos las funciones de membresía triangulares en la que los 

valores a, b y c serán dados por las tablas a continuación. 
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Tabla 4.11 Funciones de membresía de entrada en el adaptador difuso inicial 

Función de membresía a b C 

IMP(Iteración muy pequeña) 0 0 0.25 

IP(Iteración pequeña) 0 0.25 0.5 

IM(Iteración media) 0.25 0.5 0.75 

IG(Iteración grande) 0.5 0.75 1 

IMG(Iteración muy grande) 0.75 1 1 

 

Tabla 4.12 Funciones de membresía de salida en el adaptador difuso inicial 

Función de membresía A b C 

A2MP(a2 muy pequeña) 0 0 0.25 

A2P(a2 pequeña) 0 0.25 0.5 

A2M(a2 media) 0.25 0.5 0.75 

A2G(a2 grande) 0.5 0.75 1 

A2MG(a2 Muy grande) 0.75 1 1 

 

 Una vez realizadas las pruebas con este adaptador difuso, continuamos aplicándolo al 

parámetro a1 el cual fue identificado como parte de los parámetros relevantes en el desempeño 

del algoritmo de Mayfly y ver cuál de los 2 representa una mayor mejoría en los resultados 

con las funciones benchmark, para lo cual se hicieron experimentos con 10 de las funciones 

principales y a si mismo se compararon con los resultados previos en la etapa de estudio del 

impacto de los parámetros. 
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Figura 4.9 Adaptador difuso inicial 

 En la Figura 4.9 tenemos el adaptador difuso inicial el cual consistió de una variable 

de entrada y una de salida, en la variable de entrada solo tomamos en cuenta las iteraciones. 

 

Figura 4.10 Funciones de membresía triangulares iniciales de entrada 

 En la Figura 4.10 tenemos las funciones de membresía utilizadas inicialmente para la 

entrada de nuestro adaptador difuso, en este caso usamos 3 funciones de membresía 

triangulares ya que al ser el primer adaptador comenzamos con lo más simple. 

 

 

Figura 4.11 Funciones de membresía triangulares iniciales de salida 

 En la Figura 4.11 podemos apreciar las funciones de membresía que fueron utilizadas 

en las pruebas iniciales para la salida de este primer adaptador difuso, al igual que en la 

entrada aquí se usaron 3 funciones de membresía. 
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Figura 4.12 Funciones de membresía triangular de entrada para el  adaptador difuso 1 

 En la Figura 4.12 tenemos las funciones de membresía de entrada que usamos 

finalmente para el adaptador difuso 1 el cual será comparado más adelante con el adaptador 

difuso final el cual empleamos para hacer la mejora del algoritmo de Mayfly, en este caso 

son 5 funciones de membresía haciendo más robusto el adaptador difuso. 

 

 

Figura 4.13 Funciones de membresía triangular de entrada para el  adaptador difuso 1 

 En la Figura 4.13 mostramos las funciones de membresía que fueron utilizadas para 

la salida del adaptador difuso, mismas que contaran con un total de 5 para de esta manera 

darle más diversidad a la salida del adaptador. 

 Para comprobar si el parámetro a1 o a2 afecta más en particular a nuestro algoritmo 

modificado realizamos una comparación con los resultados obtenido del adaptador difuso 

inicial aplicado para ambos parámetros por separado. A continuación, presentaremos una 

tabla con los resultados resumidos de los experimentos realizados con ambos adaptadores 

difusos iniciales. 
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Tabla 4.13 Comparación de resultados con adaptador difuso para a2 y a1  

Función benchmark Parámetro Beta /50 dimensiones 

Difuso para a2 Difuso para a1 

 S  S 

Esfera 2.1415x10-16 7.7240x10-17 8.3797x10-17 5.2048x10-17 

Rastrigin 2.2920X101 8.9131x100 2.2685x101 8.5655x100 

Ackley 3.0944x100 5.3400x10-2 3.1116x100 3.4500x10-2 

Dejong1 1.9221x10-18 2.9649x10-18 8.2611x10-17 4.5886x10-17 

Griewank 1.600x10-3 3.6000x10-3 1.700x10-3 3.600x10-3 

Schwefel 2.0755x104 4.0579x100 2.0754X104 2.8595x100 

Styblinskitank -1.7482x103 4.1381x101 -1.7465103 4.5256x101 

Wood 1.074x10-1 5.8840x10-1 4.6900x-2 1.7930x10-1 

HYPER-ELLIPSOID 6.5445x10-17 1.054010-16 2.5736X10-15 2.1093x10-15 

Powell 5.1923x10-16 1.2900x10-15 9.2123x10-17 5.1465x10-17 

 

 Como podemos apreciar en la tabla 4.13 se compararon los resultados de ambos 

adaptadores difusos iniciales, donde se puede apreciar que no hubo una diferencia 

considerable, sin embargo, se puede notar que usando el parámetro a2 se logran mejores 

resultados. 

4.3.2 Adaptador difuso de 2 entradas y 2 salidas. 
 

 Al notar que los resultados del difuso inicial no mejoraron significativamente el 

desempeño del algoritmo de Mayfly ni siquiera al aplicarle reglas difusas trapezoidales se 

optó por hacer un adaptador difuso de 2 entradas y 2 salidas, y a su vez se utilizaron los 

parámetros a1 y a2 en conjunto para mejorar la efectividad del mismo, ya que individualmente 

no se lograba diferencia entre un parámetro y otro. 
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 A continuación, se mostrará el diseño final de nuestro adaptador difuso el cual tendrá 

como variables de entrada la iteración y la diversidad. 

  

Figura 4.14 Adaptador difuso final 

En la Figura 4.14 se puede apreciar de manera general el diseño del adaptador difuso 

final donde contamos con 2 entradas y 2 salidas respectivamente para controlar los 

parámetros a1 y a2 

 

Figura 4.15 Adaptador difuso final 

 En la Figura 4.15 tenemos las reglas difusas las cuales fueron basadas en el trabajo 

[12] en estas reglas difusas, favorecemos la exploración al principio del algoritmo, sin 

embargo conforme vayan avanzando las iteraciones nos enfocaremos más en la explotación, 

cabe resaltar que se utilizaron tanto las iteraciones como la diversidad de tal manera, que 

cuando más avanzaran las iteraciones más se acercara al valor óptimo para cada parámetro 

sin embargo al combinarlo con la diversidad podemos salir de mínimos locales de una mejor 

manera y estas reglas fueron aplicadas a los parámetros a1 y a2 con el objetivo de mejorar el 

desempeño ya que con la ayuda del cálculo de la diversidad podremos salir de mínimos 

locales. 



Desarrollo y resultados           47 

 En este adaptador difuso probamos inicialmente con las funciones triangulares, 

posteriormente las trapezoidales y al notar una mejoría, optamos por utilizar estas funciones 

de membresía

 

 

𝐟(𝐱; 𝐚, 𝐛, 𝐜, 𝐝) =     

0,              𝑠𝑖(𝑥 < 𝑎) 𝑜 (𝑥 > 𝑑)
𝒙 − 𝒂

𝒃 − 𝒂
, 𝑠𝑖 𝑎 ≤ 𝑥 ≤ 𝑏

1,
𝒅 − 𝒙

𝒅 − 𝒄

,
𝑠𝑖 𝑏 ≤ 𝑥 ≤ 𝑐
𝑠𝑖 𝑐 ≤ 𝑥 ≤ 𝑑

 

 

 (4.2) 

 

 En la ecuación 4.2 se muestran las funciones de membresía trapezoidales, en las que 

los valores a, b y c d serán dados por las tablas a continuación. 

Tabla 4.14 Funciones de membresía de entrada en el adaptador difuso de 2 entradas y 2 salidas  

Función de membresía a B C d 

IB (Iteración baja) 0 0 0.1 0.33 

IM (Iteración media) 0.25 0.42 0.58 0.75 

IA (Iteración alta) 0.67 0.9 1 1 

DB (Diversidad baja) 0 0 0.1 0.33 

DM (Diversidad media) 0.25 0.42 0.58 0.75 

DA (Diversidad alta) 0.67 0.9 1 1 

 

Tabla 4.15 Funciones de membresía de salida en el adaptador difuso de 2 entradas y 2 salidas. 

Función de membresía a b c d 

A1B(a1 baja) 1.094 1.241 1.78 1.427 

A1MB(a1 media baja) 1.278 1.399 1.485 1.611 

A1M(a1 media) 1.475 1.578 1.659 1.779 

A1MA(a1 media alta) 1.648 1.763 1.844 1.982 

A1A(a1 alta) 1.833 1.982 2.018 2.167 

A2B(a2 baja) 0.42 0.58 0.62 0.7803 

A2MB(a2 media baja) 0.62 0.7803 0.8203 0.9797 

A2M(a2 media) 0.85 0.9797 1.02 1.15 

A2MA(a2 media alta) 1.02 1.18 1.22 1.38 

A2A(a2 alta) 1.22 1.38 1.42 1.58 
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Figura 4.16 Adaptador difuso final 2 variables de entrada y 2 de salida 

 En la Figura 4.16 tenemos el modelo general del adaptador difuso final, este se 

compone por 2 variables de entrada y 2 de salida, al principio se utilizaron funciones de 

membrecía triangulares sin embargo resultaron dar mejores resultados las trapezoidales, 

podemos apreciar que contamos con 3 funciones de membrecía como entrada en ambos 

parámetros, la diversidad fue calculada a través de la siguiente formula: 

𝑑 =
1

ns
∑ √∑(xij(t) − Xj(t))2

ns

j=1

ns

i=1

 

 

(4. 3) 

 

 Como podemos apreciar en la ecuación 4.3 haremos el cálculo de la diversidad la cual 

nos servirá para salir de mínimos locales en caso de que estos se presenten, para conocer a 

detalle cómo se desarrolla la diversidad (véase anexo 3). 

 

Figura 4.17 Funciones de membresía de salida para el adaptador difuso final 

 En la Figura 4.17 tenemos las salidas del adaptador difuso final, en este caso usamos 

5 funciones de membresía al igual que en la entrada y con el fin de conseguir un mejor 

desempeño establecimos los valores de salida para los parámetros a1 y a2 en el rango 

encontrado en el estudio del impacto de los parámetros. 
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Tabla 4.16 Resultados de los adaptadores difusos  

Función 

benchmark 

50 dimensiones Resultados autor 

Adaptador difuso Inicial Adaptador difuso final  

trapezoidales 

 
 

 
 S  s  S 

Esfera 2.1415x10-16 7.7240x10-

17 

8.3455x10-17    5.1033x10-17    1.1777x10-7 4.5203x10-7 

Rastrigin 1.7254x101 5.5900x100 1.1270x101 3.7928x100 1.1900x101 3.8200x100 

Ackley 3.1267x100 3.0100x10-

2 

3.1224x100 2.9100x10-2 0.0000x100 0.0000x100 

Griewank 1.1000x10-3 4.0000x10-

3 

9.0247x10-4 3.8000x10-3 4.1400x10-3 1.2900x10-2 

Schwefel 2.0754x104 3.3438x100 2.0755x104 2.9589x100 3.8800x100 8.8300x10-1 

Powell 1.8052x10-15 5.7657x10-

15 

3.9987x10-127 2.1902x10-122 5.2800x10-49 1.6500x10-48 

Rosenbrock 5.6907x101 2.5495x101 5.52105x101 2.3000x101 6.7703x101 3.9877x101 

Alpine 3.6000x10-3 3.0000x10-

3 

7.9186x10-4 2.1000x10-3 3.3465x10-8 1.6242x10-7 

zakharov 5.9987x101 1.0816x102 6.8769x101 1.3059x102 1.7130x10-1 8.3733x10-2 

Sum Squares 2.7503x10-10 3.8725x10-

10 

3.6940x10-15    5.6091x10-15 7.3923x10-6 2.5797x10-5 

 

4.4 Prueba estadística 

 En esta sección se realizaron pruebas estadísticas a los resultados obtenidos por el 

difuso final, con el fin de saber si tenemos evidencia significativa para poder afirmar que la 

modificación hecha al algoritmo de Mayfly hace que su rendimiento sea superior, la prueba 

estadística usada fue la prueba de hipótesis con 2 muestras para las cuales se utilizó un 90% 

de confianza y la siguiente ecuación. 

z =
( 1 − 2)

√
s1

2

n1
+ √

s2
2

n2

 
 (4.4) 

 Como podremos apreciar en la ecuación 10 tenemos que conocer las medias y 

desviaciones estándar, así como el tamaño de la muestra para poder realizar el cálculo, 

también es importante recordar la condición de n>30. 
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4.4.1 Prueba de hipótesis función de la esfera. 
 

 Se realiza la prueba estadística para la función esfera con el fin de descubrir si hay 

evidencia significativa con los resultados obtenidos del Mayfly con adaptación difusa 

comparado con el Mayfly original. 

h0: m1 >= m2 y ha: m1 < m2 (afirmación). 

 

1=8.3455x10-17 

2=1.1777x10-7 

s1=5.1033x10-17 

s2= 4.5203x10-17 

z =
(7.7240x10−7 − 1.1777x10−7)

√(5.1033x10−17)2

30 + √(4.5203x10−7)2

30

 

 

 

z =
-1.1777x10−7

√(5.1033x10−17)2

30 + √(4.5203x10−7)2

30

 

 

 

z=-1.4270 
 

 

Figura 4.18 Prueba cola izquierda para función benchmark de la esfera 

 Como se puede apreciar en la Figura 4.18 hemos realizado una prueba estadística de 

cola izquierda en la cual la región de rechazo se encuentra en Z<-1.28, en este caso la z 

calculada resulto -1.4270 por lo que se rechaza la ho (hipótesis nula) y entonces concluimos 

que tenemos suficiente evidencia para apoyar la afirmación(ha) la cual nos dice que m1 < 

m2. 
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4.4.2 Prueba de hipótesis función de rastrigin. 
 

 Se realiza la prueba estadística para la función rastrigin con el fin de descubrir si hay 

evidencia significativa con los resultados obtenidos del Mayfly con adaptación difusa 

comparado con el Mayfly original. 

h0: m1 >= m2 y ha: m1 < m2 (afirmación). 

 

1=1.1270x101 

2=1.1900x101 

s1=3.7928x100 

s2= 3.8200x100 
 

z =
(1.1270𝑥101 − 1.1900𝑥101)

√(3.7928𝑥100)2

30 + √(3.8200𝑥100)2

30

 
 

z =
-0.6300

√0.4795 + √0.4864
 

 

z =
-0.6300

0.9828
 

 

z=-0.6410 
 

 

Figura 4.19 Prueba cola izquierda para función benchmark de rastrigin 

 Como se puede apreciar en la Figura 4.19 hemos realizado una prueba estadística de 

cola izquierda en la cual la región de rechazo se encuentra en Z<-1.28, en este caso la z 

calculada resulto -0.6410 por lo que fallamos rechazar la ho (hipótesis nula) y entonces 

concluimos que no tenemos suficiente evidencia para apoyar la afirmación(ha) la cual nos 

dice que m1 < m2. 
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4.4.3 Prueba de hipótesis función de Griewank. 
 

 Se realiza la prueba estadística para la función Griewank con el fin de descubrir si 

hay evidencia significativa con los resultados obtenidos del Mayfly con adaptación difusa 

comparado con el Mayfly original. 

h0: m1 >= m2 y ha: m1 < m2 (afirmación). 

 

1=9.0247x10-4 

2=4.1400x10-3 

s1=3.8000x10-3 

s2= 1.2900x10-2 
 

z =
(9.0247x10−4 − 4.1400x10−3)

√(3.8000x10−3)2

30 + √(1.2900x10−2)2

30

 
 

z =
(-0.0032)

√4.8133x10−7 + √5.5470x10−6
 

 

z =
-0.0032

0.0025
 

 

z=-1.3186 
 

 

Figura 4.20 Prueba cola izquierda para función benchmark de Griewank 

 Como se puede apreciar en la Figura 4.20 hemos realizado una prueba estadística de 

cola izquierda en la cual la región de rechazo se encuentra en Z<-1.28, en este caso la z 

calculada resulto -1.3186 por lo que rechazamos la ho (hipótesis nula) y entonces concluimos 

que tenemos suficiente evidencia para apoyar la afirmación(ha) la cual nos dice que m1 < 

m2. 
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4.4.4 Prueba de hipótesis función de Powell. 
 

 Se realiza la prueba estadística para la función Powell con el fin de descubrir si hay 

evidencia significativa con los resultados obtenidos del Mayfly con adaptación difusa 

comparado con el Mayfly original. 

h0: m1 >= m2 y ha: m1 < m2 (afirmación). 

 

1=3.9987x10-127 

2=5.2800x10-49 

s1=2.1902x10-122 

s2= 1.6500x10-48 
 

z =
(3.9987𝑥10−127 − 5.2800𝑥10−49)

√(2.1902𝑥10−122)2

30 + √(1.6500𝑥10−48)2

30

 
 

z =
(5.2800𝑥10−49)

√1.5990𝑥10−245 + √9.0750𝑥10−98
 

 

z =
5.2800x10−49

3.0125x10−49
 

 

z=-1.7527 
 

 

Figura 4.21 Prueba cola izquierda para función benchmark de Powell 

 Como se puede apreciar en la Figura 4.21 hemos realizado una prueba estadística de 

cola izquierda en la cual la región de rechazo se encuentra en Z<-1.28, en este caso la z 

calculada resulto -1.7527 por lo que rechazamos la ho (hipótesis nula) y entonces concluimos 

que tenemos suficiente evidencia para apoyar la afirmación(ha) la cual nos dice que m1 < m2 
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4.4.5 Prueba de hipótesis función de Sum Squares. 
 

 Se realiza la prueba estadística para la función sum squares con el fin de descubrir si 

hay evidencia significativa con los resultados obtenidos del Mayfly con adaptación difusa 

comparado con el Mayfly original. 

h0: m1 >= m2 y ha: m1 < m2 (afirmación). 

 

1=3.6940x10-15 

2=7.3923x10-6 

s1=5.6091x10-15 

s2= 2.5797x10-5 
 

z =
(3.6940x10−15 − 7.3923x10−6)

√(5.6091x10−15)2

30
+ √(2.5797x10−5)2

30

 
 

z =
(-7.3923x10−6)

√1.0487x10−30 + √2.2183x10−11
 

 

z =
-7.3923𝑥10−6

4.7099𝑥10−6
 

 

z=-1.5695 
 

 

Figura 4.22 Prueba cola izquierda para función benchmark de Sum Squares 

 Como se puede apreciar en la Figura 4.22 hemos realizado una prueba estadística de 

cola izquierda en la cual la región de rechazo se encuentra en Z<-1.28, en este caso la z 

calculada resulto -1.5695 por lo que rechazamos la ho (hipótesis nula) y entonces concluimos 

que tenemos suficiente evidencia para apoyar la afirmación(ha) la cual nos dice que m1 < 

m2. 
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4.4.6 Prueba de hipótesis resultados. 

 A continuación, se mostrará una tabla que contendrá un concentrado de los resultados 

de las pruebas de hipótesis aplicadas a las diferentes funciones benchmark a un nivel de 

confianza del 90%. Con una Zc=-1.28 

 

Tabla 4.17 Resultados prueba de hipótesis  

Función 

benchmark 

50 dimensiones Resultados prueba estadística 

Adaptador difuso final Método original Mayfly 
 

 s  S Z S 

Esfera 8.3455x10-

17    

5.1033x10-17    1.1777x10-7 4.5203x10-7 -1.4270 Pasa la prueba 

Rastrigin 1.1270x101 3.7928x100 1.1900x101 3.8200x100 -0.6410 No pasa la prueba 

Ackley 3.1224x100 2.9100x10-2 0.0000x100 0.0000x100 0 No pasa la prueba 

Griewank 9.0247x10-4 3.8000x10-3 4.1400x10-3 1.2900x10-2 -1.3186 Pasa la prueba 

Schwefel 2.0755x104 2.9589x100 3.8800x100 8.8300x10-1 0 No pasa la prueba 

Powell 3.9987x10-

127 

2.1902x10-122 5.2800x10-49 1.6500x10-48 -1.7527 Pasa la prueba 

Rosenbrock 5.52105x101 2.3000x101 6.7703x101 3.9877x101 -1.4764 Pasa la prueba 

Alpine 7.9186x10-4 2.1000x10-3 3.3465x10-8 1.6242x10-7 2.0652 No pasa la prueba 

Zakharov 6.8769x101 1.3059x102 1.7130x10-1 8.3733x10-2 2.8771 No pasa la prueba 

Sum 

Squares 

3.6940x10-

15    

5.6091x10-15 7.3923x10-6 2.5797x10-5 -1.5696 Pasa la prueba 

 Como podemos observar en la tabla 4.4.6.1 tenemos los resultados de las pruebas 

estadísticas aplicadas en comparación con el autor de Mayfly para 50 dimensiones e 

iteraciones máximas de 2000, como resultados obtuvimos 5 pruebas con evidencia 

significativa de que la inclusión del adaptador difuso mejora el rendimiento del algoritmo de 

Mayfly en las funciones benchmark comúnmente usadas para este tipo de pruebas, de estas 

pruebas la más destacable fue la que se realizó con la función Powell ya que es la única que 

pasa la prueba estadística con un 95% de confianza. 
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4.5 Diseño de la red neuronal de Mackey Glass 

 

 Para diseñar la red neuronal pasamos por diversos pasos, primeramente, obtuvimos 

los datos de entrenamiento para la serie caótica de Mackey Glass, esto con ayuda de un 

generador de datos previamente programado en Matlab, como parámetros de entrada se 

utilizaron tau=17, xo=1.2 y generamos una muestra de 0 a 1200. 

 

 
Figura 4.23 Serie de Mackey Glass 

 Como podemos ver en la Figura 4.23 tenemos la serie caótica de Mackey Glass con 

una muestra de 1200 datos de los cuales tomamos 800 para entrenar nuestra red neuronal, sin 

ningún retardo, por lo tanto, nuestra red solo será capaz de predecir algunos cuantos pasos 

delante de los datos no conocidos, sin embargo lo fundamental de esta red neuronal es extraer 

el error cuadrático medio para de esta manera determinar qué tan efectiva es y determinar 

cuántas neuronas requiere la capa oculta, dicha información será mandada al algoritmo de 

Mayfly original y al que hemos modificado con el adaptador difuso para verificar que tan 
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eficiente es el método y a su vez maximizar el rendimiento de la red neuronal previamente 

diseñada. 

 

 

 
Figura 4.24 Arquitectura inicial de la red neuronal 

 En la Figura 4.24 podemos ver la arquitectura inicial para nuestra red neuronal la cual 

consistió en 3 capas de las cuales solo tendremos una entrada y una salida, en la capa oculta 

diseñamos inicialmente la red neuronal con 20 neuronas para ver su comportamiento y error 

cuadrático medio generado.  

 

 

 

Figura 4.25 Configuración de la red neuronal 

 En la Figura 4.25 podemos apreciar la configuración utilizada para crear nuestra red 

neuronal, primeramente, configuramos las épocas con un máximo de 400, un factor 

aprendizaje de 0,1 el cual es usado normalmente por defecto al crear este tipo de redes 

neuronales, utilizamos el método de entrenamiento de Levenberg-Marquardt y un error 

máximo gradiente de 1e-29. 
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Figura 4.26 Arquitectura de red neuronal 

 Como se puede observar en la Figura 4.26 tenemos la arquitectura de la red neuronal, 

la cual consta de 3 capas, teniendo una capa de entrada, es decir, no generaremos retrasos en 

las entradas para nuestra serie de tiempo de Mackey Glass, posteriormente tendremos la capa 

oculta, la cual será la que optimizaremos para determinar cuál será el número ideal de 

neuronas y por ultimo contamos con la capa de salida la cual nos dará el resultado de la red 

neuronal. 

4.6 Optimización de la red neuronal. 

 Una vez diseñada nuestra red neuronal utilizamos el algoritmo de Mayfly el cual fue 

optimizado con adaptación difusa de parámetros para ser aplicado a la red neuronal que 

predecirá el comportamiento de la serie caótica de Mackey Glass, en este caso mejoraremos 

la arquitectura optimizando el número de neuronas de la capa oculta en nuestra red neuronal 

para así hacer una predicción más exacta. 
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Figura 4.27 Optimización de la arquitectura de red neuronal 

 En la Figura 4.27 podemos ver como realizamos la optimización de la arquitectura de 

red neuronal para la serie de tiempo de Mackey Glass, de tal manera que primero 

determinamos el mejor global mandándole los parámetros iniciales a la red neuronal y 

posteriormente entrando al ciclo del algoritmo de Mayfly en donde se ira optimizando el 

número de neuronas de la capa oculta. 
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Figura 4.28 Pronostico de la red sin optimizar 

 En la Figura 4.28 tenemos 2 graficas, la de color azul es la que contiene la serie caótica 

de Mackey Glass con muestras de 0 a 800 datos, este es el rango más común para este tipo 

de pruebas y la de color verde es nuestra red neuronal sin optimizar, para la cual elegimos 

como parámetro inicial 80 neuronas en la capa oculta y cómo podemos apreciar no hace un 

seguimiento muy preciso ya que esta contiene un error cuadrático medio de 0.0936, por lo 

tanto en la búsqueda de reducir el error cuadrático medio, se le aplico el algoritmo de Mayfly, 

ya que para optimizar las funciones matemáticas benchmark resulto muy eficiente en la 

convergencia al mínimo global. 
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Figura 4.29 Pronostico de la red optimizada 

 En la Figura 4.29 podemos apreciar una comparación entre la serie caótica de Mackey 

Glass y nuestra red neuronal ya optimizada anteriormente, en dicho resultado de optimización 

obtuvimos que el número adecuado de neuronas en la capa oculta es de 73, ya que con ello 

el error cuadrático medio es de   0.0365. 

 

Figura 4.30 Comparación resultados de redes neuronales 

 En la Figura 4.30 se puede apreciar cómo se comportan las 2 redes neuronales y 

apreciamos que la red optimizada se acerca más a la serie caótica de Mackey Glass. 
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5. Conclusiones 
 

 El parámetro 𝑎2 afecta principalmente al rendimiento del algoritmo mayfly, se pudo 

observar que su rendimiento aumenta en valores cercanos a 1, por lo que será uno de los 

parámetros a los que se aplicará la lógica difusa. El parámetro 𝑎1 aumenta el rendimiento del 

algoritmo en valores entre 3 y 5, por lo que será el otro parámetro a tener en cuenta a pie de 

la aplicación de la lógica difusa. 

 En cuanto al parámetro 𝛽 obtuvo un mejor resultado a un valor de 1, sin embargo su 

variación afecta muy poco al rendimiento del algoritmo, por lo que no se tiene en cuenta para 

la aplicación de lógica difusa. Los resultados mejoraron al aplicar un adaptador difuso con 2 

parámetros de entrada y 2 de salida. 

 Al aplicar la adaptación difusa a los parámetros a1 y a2 en conjunto mejoro 

significativamente el rendimiento en las funciones matemáticas comparándonos con el autor 

del método original de Mayfly. 

Se obtuvieron mejores resultados con las funciones trapezoidales en comparación con las 

triangulares.  

 Utilizar el algoritmo de Mayfly para optimizar la arquitectura de redes neuronales 

funciona bien, sin embargo, los resultados no mejoran mucho, por lo que podemos concluir 

que esta mete heurística no es recomendable para este tipo de optimización, debido a que el 

error cuadrático medio no pudo bajar de e-3 incluso usando el algoritmo de Mayfly 

modificado con el adaptador difuso. 

 Optimizar la arquitectura de una red neuronal es de un costo computacional elevado 

sin embargo el costo es menor que si lo hiciéramos con un método clásico de búsqueda, nos 

resulta complicado obtener un número adecuado de neuronas en la capa oculta ya que su 

complejidad es diferente a la optimización de funciones matemáticas que es en lo que se ha 

destacado principalmente este método. 

 Como trabajo futuro se puede optimizar el adaptador difuso por medio de un GA para 

maximizar el rendimiento del algoritmo de Mayfly al encontrar los valores óptimos de las 

funciones de membresía. 
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Anexo 1.- Pseudocodigo de Mayfly 
 

Función objetivo f(x), x= (𝑥1, …, 𝑥𝑑) 𝑇  

Inicializar la población de Mayfly machos y velocidades 𝑥𝑖 (𝑖 = 1, 2, …, 𝑁) 𝑣𝑚𝑖  

Inicializar la población de Mayfly hembras y velocidades 𝑦𝑖 (𝑖 = 1, 2, …, 𝑀) 𝑣𝑓𝑖  

Evaluar soluciones  

Encontrar el mejor global 

 Do While Criterio de parada  

 Actualizar velocidades y soluciones de machos y hembras 

 Evaluar soluciones 

 Clasificación de Mayflys 

 Pareja de Mayfly  

 Evaluar descendencia  

 Separar descendencia de machos y hembras aleatoriamente 

 Remplazas las peores soluciones con las mejores  

 Actualización y obtención del mejor local y el mejor global  

end while 
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Anexo 2.- Pseudocodigo de Mayfly con adaptador difuso de parámetros. 
 

Cargar el adaptador difuso 

Función objetivo f(x), x = (𝑥1, …, 𝑥𝑑) 𝑇  

Inicializar la población de Mayfly machos y velocidades 𝑥𝑖 (𝑖 = 1, 2..., 𝑁) 𝑣𝑚𝑖  

Inicializar la población de Mayfly hembras y velocidades 𝑦𝑖 (𝑖 = 1, 2…, 𝑀) 𝑣𝑓𝑖  

Evaluar soluciones  

Encontrar el mejor global 

 Do While Criterio de parada  

 Actualizar velocidades y soluciones de machos y hembras 

 Evaluar soluciones 

 Clasificación de Mayflys 

 Pareja de Mayfly  

 Evaluar descendencia  

 Calcular la diversidad 

 Separar descendencia de machos y hembras aleatoriamente 

 Remplazas las peores soluciones con las mejores  

 Actualización y obtención del mejor local y el mejor global  

             Adaptar los parámetros a1 y a2 

end while 
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Anexo 3.- Pseudocodigo del cálculo de la diversidad. 
 

Inicializar la posición i y j 

Inicializar el número de dimensiones 

Inicializar el número de individuos 

Do While número de individuos 

 Do While número de dimensiones 

  Restamos la posición actual del mejor global 

  Elevamos el resultado al cuadrado y lo acumulamos 

 end while 

end while 

Sacamos la raíz cuadrada de la diversidad 

Validamos diversidad >= 0 y <= 1  
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Anexo 4.- Generación de la red neuronal para Mackey Glass. 
 

Tomamos los valores de entrenamiento 

Inicializamos datos de entrada; 

Inicializamos el número de neurona 

Seleccionamos el número de épocas, en este caso 100 

Seleccionamos el factor de aprendizaje, por defecto en 0.1 

Elegimos el algoritmo de entrenamiento Levenberg-Marquardt 

Seleccionamos el porcentaje de entrenamiento 

Seleccionamos el porcentaje de validación 

Seleccionamos el porcentaje de testeo. 

Do While error mínimo o épocas 

 Actualización de pesos ‘w’ en la red 

End  

Calculamos el error cuadrático medio 
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Anexo 5 Datos utilizados para el entrenamiento de la red neuronal 
 

x t x t x t 

1 1.2 268 0.73067874 535 0.92803078 

2 1.085805 269 0.68205143 536 0.97707299 

3 0.98247708 270 0.63591552 537 1.02037963 

4 0.88898211 271 0.59241041 538 1.05803884 

5 0.80438435 272 0.55187641 539 1.09045138 

6 0.72783712 273 0.51500975 540 1.11804949 

7 0.65857432 274 0.48293372 541 1.14120505 

8 0.59590274 275 0.45724287 542 1.16026321 

9 0.53919515 276 0.44014243 543 1.17565406 

10 0.48788399 277 0.43462063 544 1.18805232 

11 0.44145573 278 0.4443293 545 1.1985572 

12 0.3994457 279 0.47264395 546 1.20881167 

13 0.36143345 280 0.52063485 547 1.22083403 

14 0.32703854 281 0.58502358 548 1.23622105 

15 0.29591673 282 0.65840842 549 1.25466073 

16 0.26775656 283 0.73219347 550 1.27255718 

17 0.24227617 284 0.79961371 551 1.28346665 

18 0.21922057 285 0.85680533 552 1.28117114 

19 0.26140582 286 0.9023133 553 1.26296725 

20 0.33826746 287 0.93618269 554 1.23012007 

21 0.43540483 288 0.95924662 555 1.18607257 

22 0.53147163 289 0.97272364 556 1.13465652 

23 0.61387325 290 0.97804756 557 1.07919292 

24 0.67890403 291 0.97682509 558 1.0222533 

25 0.72707625 292 0.97085797 559 0.96570519 

26 0.76029545 293 0.96221596 560 0.91082606 

27 0.78072946 294 0.95334837 561 0.85839836 

28 0.79042974 295 0.94716697 562 0.80876009 

29 0.79122711 296 0.94693813 563 0.76182458 

30 0.78471917 297 0.95577017 564 0.7171387 

31 0.77228607 298 0.97564087 565 0.67409557 

32 0.75511346 299 1.00621853 566 0.63233446 

33 0.73421564 300 1.04390934 567 0.59211519 

34 0.71045703 301 1.08206259 568 0.55437302 

35 0.6845713 302 1.11350328 569 0.52049869 

36 0.66917778 303 1.13402334 570 0.49219046 

37 0.66987664 304 1.14355103 571 0.4715591 
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38 0.68897764 305 1.14473322 572 0.46136277 

39 0.72438359 306 1.1410832 573 0.46505586 

40 0.77140367 307 1.13585586 574 0.48615394 

41 0.8245744 308 1.13157058 575 0.52650815 

42 0.879 309 1.12984015 576 0.58417731 

43 0.93128254 310 1.13130791 577 0.65303439 

44 0.97971939 311 1.13564124 578 0.72511012 

45 1.02384867 312 1.14158466 579 0.79357523 

46 1.06379604 313 1.14703613 580 0.85409301 

47 1.09976614 314 1.14906365 581 0.90456479 

48 1.13178027 315 1.14395069 582 0.94434302 

49 1.15962438 316 1.12787667 583 0.97360846 

50 1.18292676 317 1.09886391 584 0.99305793 

51 1.20128468 318 1.05864033 585 1.00377861 

52 1.21437845 319 1.01181866 586 1.00717607 

53 1.22392373 320 0.96330977 587 1.00492874 

54 1.23266807 321 0.91675311 588 0.99899792 

55 1.24340787 322 0.87430475 589 0.9917013 

56 1.25767555 323 0.83689649 590 0.98579842 

57 1.27461546 324 0.8045119 591 0.98444644 

58 1.29034564 325 0.7764361 592 0.99080795 

59 1.29872917 326 0.75153442 593 1.00719148 

60 1.2940404 327 0.72857609 594 1.03390473 

61 1.2736468 328 0.70656041 595 1.0681911 

62 1.2384465 329 0.68497661 596 1.10396384 

63 1.19148403 330 0.66396247 597 1.1336338 

64 1.13643259 331 0.6444061 598 1.15171629 

65 1.07670979 332 0.62808799 599 1.15703253 

66 1.0151402 333 0.61787826 600 1.15189434 

67 0.95390797 334 0.6177104 601 1.14006937 

68 0.89463124 335 0.63171839 602 1.12529852 

69 0.8384775 336 0.66223961 603 1.11063246 

70 0.78595307 337 0.70782687 604 1.09822298 

71 0.7369421 338 0.76340294 605 1.08925703 

72 0.69087854 339 0.82271676 606 1.08390331 

73 0.64709076 340 0.88073316 607 1.08126507 

74 0.6052051 341 0.93442098 608 1.07937929 

75 0.56541397 342 0.98237538 609 1.07530106 

76 0.52847823 343 1.02415154 610 1.06538698 

77 0.49557188 344 1.05974918 611 1.04613861 

78 0.46822807 345 1.08933231 612 1.01587422 
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79 0.44851467 346 1.11313845 613 0.97616147 

80 0.43934839 347 1.13150839 614 0.93115728 

81 0.44463219 348 1.14498185 615 0.88547312 

82 0.46855182 349 1.15443202 616 0.84275975 

83 0.513322 350 1.161225 617 0.805441 

84 0.57627828 351 1.1673424 618 0.77486706 

85 0.64961274 352 1.17528228 619 0.75145186 

86 0.72398539 353 1.18746802 620 0.73476568 

87 0.79233167 354 1.20505992 621 0.72368667 

88 0.85086266 355 1.22652575 622 0.71667969 

89 0.89820493 356 1.2469115 623 0.71218435 

90 0.93432189 357 1.25912488 624 0.70903715 

91 0.9598408 358 1.25727693 625 0.70685171 

92 0.9757542 359 1.23940645 626 0.70631867 

93 0.98331098 360 1.20734787 627 0.70941288 

94 0.98397217 361 1.1648342 628 0.71937746 

95 0.97940532 362 1.11582081 629 0.73999575 

96 0.9715381 363 1.06367183 630 0.77362221 

97 0.96268069 364 1.01095171 631 0.81894057 

98 0.95566866 365 0.95947167 632 0.87101331 

99 0.95385651 366 0.91038514 633 0.92397182 

100 0.9606592 367 0.86424169 634 0.97354093 

101 0.97847937 368 0.82098479 635 1.01769802 

102 1.00736961 369 0.7799637 636 1.05610601 

103 1.0440542 370 0.74011548 637 1.08931582 

104 1.08210122 371 0.70043757 638 1.11816828 

105 1.11420201 372 0.66059911 639 1.14345486 

106 1.13557721 373 0.62126514 640 1.16578508 

107 1.14551596 374 0.58389836 641 1.18559473 

108 1.14630823 375 0.5503474 642 1.20323965 

109 1.14141647 376 0.52266677 643 1.21913664 

110 1.13422643 377 0.50323764 644 1.23391689 

111 1.12747624 378 0.49494579 645 1.24850982 

112 1.1230482 379 0.50104562 646 1.26392908 

113 1.12188609 380 0.52430158 647 1.2803902 

114 1.12395015 381 0.5653782 648 1.29578841 

115 1.12820869 382 0.62150397 649 1.30495725 

116 1.13266795 383 0.68691844 650 1.30176062 

117 1.13440251 384 0.75501152 651 1.28287403 

118 1.12965352 385 0.82033496 652 1.24916591 

119 1.11449881 386 0.87929927 653 1.20402412 
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120 1.08670416 387 0.92986504 654 1.15128695 

121 1.04762424 388 0.97100297 655 1.09420431 

122 1.00163276 389 1.00236961 656 1.03521769 

123 0.9536505 390 1.02421965 657 0.97606869 

124 0.90747862 391 1.03737323 658 0.91796638 

125 0.86548654 392 1.04313275 659 0.86172145 

126 0.82882535 393 1.04319107 660 0.80783242 

127 0.79767252 394 1.03959744 661 0.75653378 

128 0.77144254 395 1.03478427 662 0.7078301 

129 0.74902578 396 1.03157812 663 0.66156415 

130 0.72909216 397 1.03304188 664 0.61758415 

131 0.7104352 398 1.04198272 665 0.5760046 

132 0.69229156 399 1.06010432 666 0.53740175 

133 0.67457841 400 1.08697168 667 0.50280744 

134 0.65805383 401 1.11907199 668 0.47363493 

135 0.64447211 402 1.14977409 669 0.45175465 

136 0.63675313 403 1.17148288 670 0.43972097 

137 0.63889478 404 1.17931594 671 0.44091592 

138 0.65500854 405 1.17299025 672 0.45914156 

139 0.68721666 406 1.1556248 673 0.4970819 

140 0.73371039 407 1.13151284 674 0.55385827 

141 0.78915767 408 1.10464389 675 0.62376681 

142 0.84734917 409 1.07813686 676 0.69820672 

143 0.90352955 410 1.05413016 677 0.76924208 

144 0.95502662 411 1.03377585 678 0.8316949 

145 1.00076946 412 1.01719858 679 0.88314348 

146 1.04058506 413 1.00342868 680 0.92302346 

147 1.07467484 414 0.99040732 681 0.95178679 

148 1.10333154 415 0.97520848 682 0.97040148 

149 1.12684654 416 0.95465457 683 0.98013156 

150 1.14554483 417 0.9264518 684 0.98245788 

151 1.15989753 418 0.89048844 685 0.97905812 

152 1.1706803 419 0.84918667 686 0.97183828 

153 1.17915193 420 0.80637163 687 0.963023 

154 1.18717607 421 0.76581658 688 0.95527335 

155 1.19707967 422 0.73058001 689 0.9517169 

156 1.21095487 423 0.70296756 690 0.95566919 

157 1.22932044 424 0.68457168 691 0.96985284 

158 1.24966673 425 0.67616612 692 0.99522837 

159 1.26617445 426 0.67754706 693 1.02984553 

160 1.27188549 427 0.68753878 694 1.06834573 
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161 1.2622814 428 0.70429679 695 1.1033316 

162 1.23702902 429 0.72583998 696 1.12877417 

163 1.19889312 430 0.75062197 697 1.14260588 

164 1.15175942 431 0.77797939 698 1.14638088 

165 1.09932091 432 0.80833608 699 1.14340365 

166 1.04457106 433 0.84296897 700 1.13719409 

167 0.98973913 434 0.8830414 701 1.1307206 

168 0.9363771 435 0.92803675 702 1.12611072 

169 0.88545513 436 0.97497068 703 1.12454989 

170 0.83741149 437 1.01968089 704 1.12624195 

171 0.79215967 438 1.05894295 705 1.13041501 

172 0.74912621 439 1.09144562 706 1.13537317 

173 0.70745855 440 1.11754348 707 1.13854448 

174 0.66647633 441 1.13860632 708 1.13650805 

175 0.62617029 442 1.15642448 709 1.12532807 

176 0.5873731 443 1.17275368 710 1.10193397 

177 0.55151877 444 1.18898992 711 1.06630387 

178 0.52035235 445 1.20597992 712 1.02199751 

179 0.49590563 446 1.22397287 713 0.97403901 

180 0.48069493 447 1.24268251 714 0.92672021 

181 0.47786657 448 1.26137147 715 0.88287746 

182 0.49087159 449 1.27880942 716 0.84401523 

183 0.52222683 450 1.29294308 717 0.81057501 

184 0.57156928 451 1.30036042 718 0.78216849 

185 0.63456272 452 1.29645554 719 0.75781735 

186 0.70418471 453 1.27755864 720 0.73624765 

187 0.77344351 454 1.24359221 721 0.71622757 

188 0.83723916 455 1.19792766 722 0.69688816 

189 0.89262529 456 1.14504564 723 0.67796411 

190 0.93822794 457 1.08874879 724 0.6599465 

191 0.97363477 458 1.03162258 725 0.6442163 

192 0.99906288 459 0.97515683 726 0.63322537 

193 1.01523755 460 0.92005448 727 0.63058762 

194 1.02332022 461 0.8665468 728 0.64055417 

195 1.02483064 462 0.81465804 729 0.66631385 

196 1.02160362 463 0.76439176 730 0.70771875 

197 1.0158133 464 0.71582835 731 0.76058595 

198 1.01003948 465 0.66915085 732 0.81869367 

199 1.00727091 466 0.62464249 733 0.87652182 

200 1.01065959 467 0.58270762 734 0.93055355 

201 1.02286331 468 0.54395087 735 0.97911461 
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202 1.04503308 469 0.50930512 736 1.02169131 

203 1.07570769 470 0.48016268 737 1.05832631 

204 1.11007134 471 0.45850643 738 1.0892531 

205 1.14071754 472 0.44705096 739 1.1147432 

206 1.16075685 473 0.44921581 740 1.13510109 

207 1.16711853 474 0.46850196 741 1.15074841 

208 1.16101107 475 0.50693032 742 1.1623596 

209 1.14604536 476 0.56309938 743 1.17102878 

210 1.12630607 477 0.631571 744 1.17842593 

211 1.10533069 478 0.70460916 745 1.18679596 

212 1.08576949 479 0.77492072 746 1.19852319 

213 1.06931316 480 0.83738423 747 1.21504921 

214 1.05665415 481 0.88928814 748 1.23537286 

215 1.04742136 482 0.92976568 749 1.25506303 

216 1.04012992 483 0.95910648 750 1.26722526 

217 1.03223132 484 0.97824103 751 1.26574726 

218 1.02038438 485 0.98844238 752 1.24826726 

219 1.00117473 486 0.99119953 753 1.21631344 

220 0.97248842 487 0.98820197 754 1.17347323 

221 0.93494549 488 0.98139162 755 1.12366479 

222 0.89186773 489 0.97305779 756 1.07026859 

223 0.84760359 490 0.96592758 757 1.01589007 

224 0.80598422 491 0.96312973 758 0.96239717 

225 0.76982932 492 0.96784941 759 0.91102139 

226 0.74100722 493 0.98257592 760 0.86242959 

227 0.72051522 494 1.00807365 761 0.81674216 

228 0.70846718 495 1.04232094 762 0.7735398 

229 0.70410678 496 1.07993537 763 0.73198379 

230 0.70598455 497 1.11343879 764 0.69118424 

231 0.71232932 498 1.13674842 765 0.65074847 

232 0.72153147 499 1.14791568 766 0.61115133 

233 0.73262505 500 1.14873031 767 0.57364345 

234 0.74568509 501 1.14270475 768 0.539902 

235 0.76206194 502 1.13348597 769 0.51184985 

236 0.78425723 503 1.12411182 770 0.49176692 

237 0.81499532 504 1.11675216 771 0.48249639 

238 0.85525488 505 1.11261642 772 0.48739153 

239 0.90261499 506 1.11190282 773 0.50954727 

240 0.95212445 507 1.11378649 774 0.55012741 

241 0.99901135 508 1.11646583 775 0.60669949 

242 1.04047927 509 1.11723967 776 0.67336466 
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243 1.07579201 510 1.11262158 777 0.74299153 

244 1.10556596 511 1.09881761 778 0.80959662 

245 1.13103368 512 1.07317355 779 0.86928897 

246 1.15351405 513 1.03614031 780 0.9199883 

247 1.17409981 514 0.99147996 781 0.96079543 

248 1.1935318 515 0.94413232 782 0.99155339 

249 1.2122195 516 0.89822048 783 1.01267263 

250 1.23035195 517 0.85646026 784 1.02506321 

251 1.2480278 518 0.82030342 785 1.03005668 

252 1.2653149 519 0.79017343 786 1.02933164 

253 1.2820927 520 0.76565548 787 1.02489605 

254 1.29744137 521 0.74570605 788 1.01913275 

255 1.30856741 522 0.72894173 789 1.01484221 

256 1.31045545 523 0.71399695 790 1.01513258 

257 1.29814604 524 0.69988392 791 1.02296788 

258 1.27014981 525 0.68628185 792 1.04031481 

259 1.22890236 526 0.67373558 793 1.06706405 

260 1.17851493 527 0.66381853 794 1.1000333 

261 1.12280657 528 0.65929419 795 1.13280923 

262 1.0645965 529 0.66404677 796 1.15774845 

263 1.00574423 530 0.68213461 797 1.16964959 

264 0.94741592 531 0.71560685 798 1.16781813 

265 0.8903422 532 0.76249113 799 1.15504392 

266 0.83499833 533 0.8173326 800 1.13543568 

267 0.78170562 534 0.87400652     
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Anexo 6.- Graficas de Mackey Glass 
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Anexo 7.- Adaptadores difusos 
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