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Resumen

La evaluación de experiencia de usuario tiene una naturaleza subjetiva y aunque diversos

enfoques han buscado complementar las técnicas tradicionales a partir de datos inherentes al

usuario, persisten algunas problemáticas y la mayoría se habían centrado en la interpretación de

emociones.

Por esta razón, en este documento se describe una investigación doctoral que resulta en

una metodología para complementar la evaluación de experiencia de usuario con base en el

reconocimiento del estado cognitivo de carga de trabajo a partir de datos fisiológicos del usuario.

La metodología consta de siete componentes que definen el constructo, las características

de los estímulos y el experimento, las herramientas para la adquisición de datos, las tareas de

preprocesamiento de datos y extracción de características, el entrenamiento de un modelo de

aprendizaje y la predicción de la carga de trabajo en cada segmento evaluado, por participante o

de manera general.

La metodología fue validada en un experimento de evaluación de experiencia de usuario de un

sotfware de edición de documentos, obteniendo, entre otros aspectos, una exactitud del 87 % en

la clasificación de carga de trabajo evaluando el modelo con un enfoque LOSO y correspondencia

entre la carga de trabajo predicha y la esperada para cada segmento.

Palabras clave: UX, datos fisiológicos, estados cognitivos, carga de trabajo.
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Abstract

User experience evaluation has a subjective nature, and although several approaches have

sought to complement traditional techniques based on user-inherent data, some problems persist,

and most focus on the interpretation of emotions.

For this reason, this thesis describes doctoral research that results in a methodology to

complement user experience assessment based on the recognition of the cognitive state of

“workload” from the physiological data of the users.

The methodology consists of seven components that define the construct, the stimulus and

experiment, the data acquisition tools, the data preprocessing and feature extraction tasks,

the training of a learning model, and the workload prediction in each evaluated segment, per

participant or overall.

It was validated in an experiment to evaluate the user experience of a document edition

software, obtaining, among other aspects, a model accuracy of 87 % in the workload classification

using a LOSO validation and coincidence between the predicted and expected workload for each

segment.

Keywords: UX, physiological data, cognitive states, workload.
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1 | Introducción

La experiencia de usuario o User Experience (UX), es tradicionalmente evaluada con técnicas

de naturaleza subjetiva que dependen de lo reportado por los usuarios y del análisis del evaluador,

influenciados por su percepción y criterio, entre otros factores [1]-[3]. Aunque varios enfoques

complementan la evaluación tradicional con la inferencia de estados mentales a partir de datos

inherentes al usuario (p. ej., [4] y [5]), estos enfoques se han centrado en el análisis de estados

emocionales del modelo de afecto presentado por Posner, Russell y Peterson [6].

La carga de trabajo es un estado cognitivo que puede expresarse como una experiencia

subjetiva y manifestarse de manera fisiológica y con variaciones en el rendimiento de la tarea

[7]. Este estado ha sido detectado a partir de tecnologías como electroencefalografía (EEG) y

seguimiento ocular (ET, del inglés Eye Tracking), debido a su relación con la actividad eléctrica

cerebral y con la variación en la dilatación de la pupila (p. ej., [8] y [9]), y se ha estudiado en

contextos como: juegos virtuales, conducción, control de tráfico aéreo, entre otros (p. ej., [10]-[12]).

Enmarcada en el contexto de UX, en este documento se describe una investigación docto-

ral en la que se desarrolló una metodología para complementar la evaluación con base en el

reconocimiento de carga de trabajo a partir de datos fisiológicos.

La metodología propuesta consta de siete componentes y define, entre otros, un experimento

inicial para capturar el comportamiento fisiológico de los usuarios en tareas cognitivas específicas,

un segundo experimento que corresponde a la sesión de interacción con el producto digital a

evaluar y un esquema para obtener la carga de trabajo en cada segmento, ya sea por participante

o de manera general a través de un mecanismo de votación.

El documento se organiza de la siguiente manera: el primer capítulo introduce la problemática

y demás aspectos que definieron la investigación, el capítulo 2 presenta el marco teórico y el

análisis de los trabajos relacionados del estado del arte, el capítulo 3 muestra las pruebas realizadas

con el dataset CogLoad y la construcción y experimentación con conjuntos de datos propios, el

capítulo 4 describe la metodología propuesta y la evaluación de su desempeño, por último, el

capítulo 5 expone las conclusiones, aportaciones y trabajos futuros a partir de esta investigación.
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1. INTRODUCCIÓN

1.1. Problemática

Los métodos de evaluación de UX pueden clasificarse utilizando cuadrantes divididos por

los ejes objetivo-subjetivo y cualitativo-cuantitativo, por ejemplo, los mostrados en la Figura 1.1.

De forma general, los métodos objetivos se basan en las respuestas de los usuarios durante la

interacción y los subjetivos en sus expresiones posterior a ella, los métodos cuantitativos se basan

en el análisis de los datos recogidos y los cualitativos en las interpretaciones por parte de los

evaluadores [2].

Figura 1.1: Clasificación de métodos de evaluación de UX

Fuente: Laar, Gürkök, Bos et al. [2]

Técnicas tradicionales como cuestionarios, entrevistas y pensar en voz alta (think-aloud) se

ubican en el lado subjetivo del plano, con problemas inherentes relacionados con la capacidad

de lenguaje, expresión y restricciones de memoria del usuario [13], así como la experiencia y

capacidad de interpretación del propio evaluador.

Las mediciones a partir de señales fisiológicas del usuario son métodos cuantitativos-objetivos

que proporcionan datos de manera continua, sin embargo, problemas identificados previamente

[2] persisten: la correlación que tienen estas mediciones con la UX o sus componentes aún no

está bien definida y algunos sensores todavía producen incomodidad al usuario, restringiendo

sus movimientos e influyendo en la propia experiencia.
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1. INTRODUCCIÓN

Adicionalmente, los datos fisiológicos son difíciles de contextualizar, interpretar y generalizar

[14]-[17]; por ejemplo, señales como las de electroencefalografía son sujetas a artefactos y

dependientes de la persona, seguimiento ocular a variaciones en la iluminación y electromiografía

a los movimientos de la persona; con variados tiempos de respuesta después de un estímulo,

como en el caso del retraso mayor de la respuesta galvánica en piel (GSR, del inglés Galvanic Skin

Response) en comparación con otras señales [14][18][19].

Por otro lado, las demandas de la industria exigen que las soluciones que se desarrollen sean

certeras, entreguen resultados en un tiempo adecuado y ayuden a generar recomendaciones

significativas; cumpliendo con los tiempos de los procesos de desarrollo ágil, utilizando métodos

efectivos para visualizar los resultados, con la mayor automatización y la menor intervención

humana [20].

Adicionalmente, hay un consenso de que enfoques multimodales son necesarios para entender

contextos relacionados con UX, sin embargo, resalta la escasez de más y mejores conjuntos de

datos y de mecanismos para hacerlos compatibles e integrarlos [21]; limitando la reutilización

de conjuntos de datos validados para experimentar el reconocimiento de carga cognitiva y otros

estados mentales y obtener resultados comparativos.

La hipótesis de investigación es la siguiente:

Hipótesis: Es posible complementar la evaluación de UX detectando la carga de trabajo de

los usuarios utilizando modelos de aprendizaje automático entrenados con datos fisiológicos.

1.2. Objetivos

El objetivo general es desarrollar una metodología para complementar la evaluación de UX

con base en el reconocimiento de carga de trabajo, modelos de aprendizaje automático y datos

fisiológicos de los usuarios.

Se definieron los siguientes objetivos específicos:

1. Identificar las características de las señales fisiológicas que se emplean en el reconocimiento

de carga de trabajo y analizar la relación entre el estado mental y la UX.

3



1. INTRODUCCIÓN

2. Construir un conjunto de datos con estímulos relacionados con UX, seleccionar un conjunto

similar del estado del arte y evaluar modelos tradicionales de aprendizaje automático en el

reconocimiento de carga de trabajo.

3. Definir y evaluar la metodología para complementar la evaluación de UX con base en el

reconocimiento de carga de trabajo.

1.3. Justificación

Tomando en consideración los atributos descritos por Charlton [22], se determinó factible

medir el estado mental de carga de trabajo debido a que:

Es posible detectar cambios en los estados cognitivos de carga de trabajo y otros, en

contextos similares a UX (p. ej., [9][23][24]).

Algunos de los dispositivos para recopilar datos fisiológicos, en particular los de electro-

encefalografía, pueden resultar molestos y requieren de un tiempo considerable para su

colocación y calibración, sin embargo, tienen una alta aplicabilidad en entornos controlados

[19] y no interfieren en el desarrollo de tareas que solo requieren el uso de ratón y teclado

(p. ej., [25]).

Se cuenta con equipo disponible para sensar datos EEG, GSR, fotopletismografía (PPG, del

inglés Photoplethysmography) y ET, además de la herramienta UXLab y otras de acceso

libre para gestionar la captura de las señales fisiológicas; contemplando a estudiantes del

TecNM/Cenidet u otras instituciones como participantes en las pruebas.

La evaluación de UX es un tópico en constante investigación y contribuye finalmente al

desarrollo de mejores aplicaciones de software. Además, el reconocimiento de estados

cognitivos puede extrapolarse a otros contextos.

El valor adicional de las mediciones fisiológicas en la evaluación de UX es proporcionar una

mayor objetividad, superando las limitaciones del usuario para expresar y recordar adecuadamente

su percepción. Hoy en día, todavía es necesario que estas mediciones complementen las técnicas

tradicionales, sin embargo, esta investigación contribuye al desarrollo de enfoques para obtener

resultados con una menor dependencia a datos subjetivos que auxilien a los evaluadores en la

interpretación de las pruebas y a generar recomendaciones significativas en un tiempo adecuado.
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2 | Marco teórico

Este capítulo presenta el marco conceptual, los trabajos que fungen como antecedente a esta

investigación y el análisis del estado del arte acorde a varios tópicos relacionados.

2.1. Marco conceptual

2.1.1. Experiencia de usuario

Definida en el estándar ISO 9241-210, la experiencia de usuario o User Experience (UX) se

refiere a las “percepciones y respuestas de un usuario que resultan del uso o uso anticipado de un

sistema, producto o servicio” [26]; involucra varias facetas (instrumental, emocional-afectiva y

experiencia) y es consecuencia del estado interno del usuario, las características del sistema o

aplicación y el contexto donde la interacción ocurre [27].

La Tabla 2.1 muestra un resumen de aspectos importantes que caracterizan la experiencia de

usuario como tópico teórico-práctico [28], desde su impulso y bases teóricas, hasta el enfoque de

investigación y la perspectiva de negocio que la motiva.

Tabla 2.1: Resumen de características de UX

Aspecto UX

Impulso Principalmente humano

Bases teóricas Fuertes y diversas, dado su enfoque inicial multidisciplinario

Enfoque principal Evaluar y entender la experiencia de usuario/el proceso de experimentar, recopilar información para

diseñar y crear productos y servicios que aporten más valor, experiencias placenteras y que permitan

el cumplimiento de las metas

Diseños de investigación Ambos (cuantitativo y cualitativo), con un fuerte énfasis en investigación cualitativa

Objetivos de investigación Entender, modelar

Enfoque de investigación Enfoque holístico

Perspectiva de negocio Poca atención directa a la dimensión monetaria

Fuente: Adaptada de Wechsung y De Moor [28]

La evaluación tradicional de UX comprende la aplicación de pruebas en donde se encarga a los

usuarios interactuar con un producto digital, con uno o más evaluadores obteniendo información –

con técnicas como: observación, entrevista, think-aloud, recorrido cognitivo (cognitive walkthrough),

cuestionarios estandarizados, entre otras (ver Figura 2.1)– y analizándola posteriormente para

identificar problemáticas y generar recomendaciones de mejora.

La experiencia de usuario está relacionada con otros conceptos como calidad de la experiencia

5



2. MARCO TEÓRICO

Figura 2.1: Entorno de evaluación tradicional de UX

Fuente: Portada del curso UX Evaluation: User Testing

(QoE, del inglés Quality of Experience) y calidad de la experiencia de usuario (QUX, del inglés

Quality of User Experience).

QoE busca obtener el grado de satisfacción o molestia del usuario y reflejarlo como una medida

de calidad [29], teniendo similitudes con UX
1

pero con diferencias en su definición y aplicación

que parten desde su origen: UX de grupos de investigación de Interacción Humano-Computadora

y usabilidad, QoE de grupos relacionados con telecomunicaciones y del concepto de calidad en el

servicio [28].

Por otro lado, QUX es presentado como un constructo para extender los modelos para QoE/UX

agregando la dimensión eudaimónica (bienestar, significado y propósito de uso), sin embargo,

solo se han identificado implicaciones y retos para guiar la agenda de investigación de manera

integral [30].

2.1.2. Estados mentales

Se define un estado mental como “una disposición a la acción, es decir, cada aspecto del

estado interno de un organismo que podría contribuir a su comportamiento u otras respuestas”

[31]; puede comprender un gran número de variables como todos los pensamientos, sentimientos,

creencias, intenciones, recuerdos activos, percepciones, etc., que están presentes en un momento

dado.

Salzman y Fusi [31] interpretan los ejes de valencia e intensidad que caracterizan una emoción

(ver Figura 2.2) como dos variables que componen el estado mental actual, de tal forma que tienen

1
Por ejemplo en su evaluación, en QoE se utiliza el cuestionario Mean Opinion Score (MOS) para obtener una

medida subjetiva de calidad, con semejanzas en su aplicación con los que se emplean en UX.

6
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2. MARCO TEÓRICO

el mismo estatus ontológico que las variables que describen procesos cognitivos; proponiendo

que las interacciones entre emoción y cognición pueden entenderse en el contexto de los estados

mentales que pueden ser cambiados o controlados por eventos internos o externos.

Figura 2.2: Representación gráfica del modelo de afecto

Fuente: Posner, Russell y Peterson [6]

La relación entre cognición y emoción ha sido tratada por otros autores; Robinson, Watkins

y Harmon-Jones [32] hacen una revisión general de enfoques propuestos en varias subdisciplinas

concluyendo que la cognición y la emoción interactúan de formas complejas que necesitan

apreciarse en términos matizados, requiriendo el análisis detallado del contexto.

En el contexto de evaluación de UX varios enfoques tratan con el reconocimiento de estados

emocionales (p. ej., [4], [15], [17], [25]), sin embargo, no consideran estados cognitivos que se han

estudiado en otros dominios (p. ej., [10]-[12]).

La cognición se refiere a procesos como la memoria, la atención, el lenguaje, la resolución de

problemas y la planificación [33]. A partir de estos procesos se identifican estados como carga

de trabajo, estrés mental, atención, entre otros. Los estados cognitivos pueden manifestarse de

diferentes formas, por ejemplo, los usuarios pueden exhibir carga de trabajo con variaciones en el

rendimiento en la tarea y con manifestaciones fisiológicas [7], o el estrés mental puede generar

respuestas físicas como agitación, ansiedad y sudoración [23].

7



2. MARCO TEÓRICO

2.1.3. Carga de trabajo

Vidulich y Tsang [7] presentan la carga de trabajo o carga cognitiva
1

como una función entre

la oferta y demanda de recursos de atención o procesamiento; identificando dos determinantes

principales: el suministro interno de los recursos (percepción, actualización de memoria, toma de

decisiones, etc.) y las demandas externas de la tarea (dificultad, prioridad, etc.; representadas por

el “mundo”, ver la Figura 2.3).

La conciencia de la situación o situation awareness representa el contenido de los recursos

cognitivos o de atención en un momento determinado y se caracteriza en tres fases: la percepción

de los elementos en el ambiente, la comprensión de la situación actual y la proyección del estado

futuro de eventos y elementos en el ambiente [22].

MENTAL WORKLOAD AND SITUATION AWARENESS 245

In the next section we review a framework for
understanding both mental workload and SA as parts of
human information processing. Then select approaches
for assessing mental workload and SA are reviewed.
Finally, the roles of mental workload and SA in
meeting the demands of future systems are considered.

2 THEORETICAL UNDERPINNINGS
OF MENTAL WORKLOAD AND SITUATION
AWARENESS

In 1994, Pew stated that situation awareness had
replaced workload as the buzzword of the 1990s.
But can the concept of situation awareness replace
that of mental workload? Hendy (1995) and Wickens
(1995) argued that the concepts of situation awareness
and mental workload are clearly distinct but are also
intricately related to each other. A decade later, there
now seems to be a consensus that one concept does
not replace, or encompass, the other, even though the
two concepts are affected by many of the same human
variables (such as limited processing capacity and the
severe limit of working memory) and system variables
(such as task demands and technological support).

Figure 1 provides a conceptual sketch of the
relationship between mental workload and situation
awareness and is not intended to be a complete
representation of all the processes that are involved.
There are two main components in this figure: the
attention and mental workload loop and the memory
and situation awareness loop. The ensuing portrayal
will make clear that mental workload and situation
awareness are intricately intertwined, as one affects
and is affected by the other. Although convention
would bias us in thinking that elements on top or on
the left in the figure might have temporal precedence
over those at the bottom or on the right, this is
not necessarily the case with the dynamic interplay

between workload and SA. For example, task demands
could be initiated by an external task (such as the
need to respond to an air traffic controller’s request)
as well as by an internal decision to engage in
solving a nagging problem. Despite the seemingly
discrete and linear depiction of the relations among
the elements in the figure, the elements are actually
thought of to be mutually interacting adaptively in
response to both exogenous demands and endogenous
states (e.g., Hockey, 1997).

2.1 Attention and Workload

Since the 1970s, much has been debated and written
about the concept of mental workload (e.g., Welford,
1978; Moray, 1979; O’Donnell and Eggemeier, 1986;
Adams et al., 1991; Huey and Wickens, 1993;
Gopher, 1994; Kramer et al., 1996; Tsang and Wil-
son, 1997). Gopher and Donchin (1986) offered the
following description of the role of mental workload:

The term workload is used to describe aspects of
the interaction between an operator and an assigned
task. Tasks are specified in terms of their struc-
tural properties; a set of stimuli and responses are
specified with a set of rules that map responses to
stimuli. There are, in addition, expectations regard-
ing the quality of the performance, which derive
from knowledge of the relation between the struc-
ture of the task and the nature of human capacities
and skills. . . . [W]orkload is invoked to account for
those aspects of the interaction between a person
and a task that cause task demands to exceed the
person’s capacity to deliver. . . . [M]ental workload
is clearly an attribute of the information processing
and control systems that mediate between stimuli,
rules, and responses. (p. 41–3)

Carga de trabajo mental

Atención

Memoria a
largo plazo

Experiencia

Memoria 
de trabajo

Percepción

Conciencia de la situación

Gestión
estratégica

Figure 1 Theoretical framework illustrating the relationship between mental workload and situation awareness.
Figura 2.3: Relación entre carga de trabajo mental y la conciencia de la situación

Fuente: Vidulich y Tsang [7]

Según Zhou, Yu, Chen et al. [38], la carga de trabajo puede incrementarse por varios factores

como: dificultad de la tarea, los materiales o herramientas utilizados, el contexto situacional, el

contexto social, la experiencia de la persona en el campo, entre otros.

Adicionalmente, los mismos autores identifican cuatro tipos de técnicas de medición para

determinar la carga de trabajo: subjetivas, de rendimiento, fisiológicas y de comportamiento;

teniendo al cuestionario NASA-TLX (del inglés NASA Task Load Index) como el principal instru-

mento subjetivo y describiendo relaciones entre el estado cognitivo y las señales fisiológicas de

actividad eléctrica del corazón y del cerebro, conductancia de la piel y actividad ocular.

1
Diversos autores identifican el mismo constructo como carga de trabajo, carga de trabajo mental, carga cognitiva

o incluso carga de trabajo cognitiva (p. ej., [34]-[37]).
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2.1.4. Tecnologías para captura de datos

En la estimación de estados emocionales y cognitivos se utilizan diversas tecnologías para

capturar datos inherentes al usuario. Estas tecnologías pueden agruparse en tres categorías [39]:

Basadas en percepción, capturan elementos de expresión humana y comportamiento, tales

como: expresiones faciales, entonación y modulación de voz, movimientos corporales,

información contextual (ejemplo: análisis de uso de dispositivos de entrada), etc.

Fisiológicas, centradas en las respuestas subconscientes del cuerpo humano, como: lati-

dos cardíacos, presión sanguínea, actividad cerebral, etc.; relacionadas con los sistemas

neuroendocrino y nerviosos central y autónomo.

Subjetivas, las conforman los instrumentos para obtener los autoreportes de los individuos

acerca de cómo perciben su estado, son menos dependientes a dispositivos electrónicos que

las dos anteriores.

A continuación se describen algunas de las tecnologías más utilizadas para datos fisiológicos.

La mayoría de los datos de seguimiento ocular (ET) son de comportamiento porque representan

hacia donde mira el usuario en un determinado momento, por cuanto tiempo y la ruta que sus

ojos siguen. Los movimientos son capturados a través de cámaras y métodos que iluminan el ojo,

identifican la reflexión en la cornea y en la pupila y establecen el punto de mirada relacionado

[40] (ver Figura 2.4); obteniendo características como fijaciones –pausas breves del movimiento

del ojo en un área específica– y sacadas –movimientos rápidos del ojo que suceden entre una

fijación y otra–.

Las mediciones de pupilometría pueden ser capturadas con dispositivos de ET generalmente de

alto costo. Los datos del diámetro de las pupilas se consideran fisiológicos por estar directamente

relacionados con el sistema nervioso autónomo [41].

La electroencefalografía (EEG) es una tecnología utilizada para capturar señales relacionadas

con la actividad eléctrica cerebral, se registra mediante electrodos fijados en el cuero cabelludo

distribuidos comúnmente bajo el estándar 10-20 [42]. Las ondas cerebrales se manifiestan como

voltajes eléctricos oscilantes de millonésimas de voltio [43]. La Tabla 2.2 muestra las características

de los principales cinco ritmos u ondas cerebrales reconocidos –con sus rangos de frecuencia

9
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4  Eye Tracking in User Experience Design

a reflection that is detected by a high-resolution camera. 
The image captured by the camera is then used to identify 
the reflection of the light source on the cornea and in the 
pupil, as shown in Figure 1.2. Advanced image processing 
algorithms are then used to establish the point of gaze 
related to the eye and the stimuli.

FIGURE 1.1  Participant using a computer equipped with an eye tracker. (Courtesy of 
Tobii Technology.)

Cornea 
Iris 

Pupila 

Luz infrarroja

FIGURE 1.2  A conceptual illustration of how eye-tracking technology works.
Figura 2.4: Figura conceptual del funcionamiento de la tecnología ET

Fuente: Schall y Romano Bergstrom [40]

específicos y estados relacionados– y la Figura 2.5 muestra ejemplos de las formas de onda de

cada uno de ellos.

Tabla 2.2: Características de las cinco ondas cerebrales básicas

Banda de frecuencias Frecuencia Estados cerebrales

Gamma (𝛾) >30 Hz Concentración

Beta (𝛽) 12-35 Hz Ansiedad dominante, activo, atención externa, relajación

Alfa (𝛼) 8-12 Hz Mucha relajación, atención pasiva

Theta (𝜃) 4-8 Hz Relajación profunda, centrado en sí mismo

Delta (𝛿) 0.5-4 Hz Sueño

Fuente: Abhang, Gawali y Mehrotra [43]

Un electrocardiograma (ECG) permite capturar la señal eléctrica generada por la actividad

muscular del corazón, se graba colocando un conjunto de electrodos en el tórax y ocasionalmente

en las extremidades, dependiendo de la aplicación [42]. Un latido tiene cinco diferentes ondas

(P, Q, R, S y T) que permiten determinar el ritmo y frecuencia cardíacas. La Figura 2.6 muestra

el desglose de un fragmento de señal ECG identificando las ondas y los principales intervalos,

puntos y segmentos.

La frecuencia cardíaca o tasa de latidos (HR, del inglés Heart Rate) es el número de veces

que el corazón late en un minuto; el ritmo cardíaco es el patrón que siguen los latidos y puede

ser descrito como regular/irregular o rápido/lento [45]. HR se mide calculando la distancia del

punto R al punto R (pico a pico, ver Figura 2.7); la secuencia de intervalos de tiempo entre latidos

determina la variabilidad de la frecuencia cardíaca (HRV, del inglés Heart Rate Variability) [46].

Tanto HR como HRV, pueden obtenerse a través de dispositivos de fotopletismografía (PPG).

10
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TABLE 2.1 Characteristics of the Five Basic Brain Waves

Frequency band Frequency Brain states

Gamma (g) >35 Hz Concentration

Beta (b) 12e35 Hz Anxiety dominant, active, external attention, relaxed

Alpha (a) 8e12 Hz Very relaxed, passive attention

Theta (q) 4e8 Hz Deeply relaxed, inward focused

Delta (d) 0.5e4 Hz Sleep

0.0 0.2 0.4 0.6 0.8 1.0

0.0 0.2 0.4 0.6 0.8 1.0

0.0 0.2 0.4 0.6 0.8 1.0

0.0 0.2 0.4 0.6 0.8 1.0

0.0 0.2 0.4 0.6 0.8 1.0

Gamma

Beta

Alfa

Theta

Delta

Resolución de problemas,
concentración

Mente ocupada y activa

Reflexivo, tranquilo

Somnolencia

Dormir, soñar

2.1 INTRODUCTION TO ELECTROENCEPHALOGRAPHY 21

Figura 2.5: Ejemplos de las formas de ondas de cada ritmo cerebral y estados relacionados

Fuente: Abhang, Gawali y Mehrotra [43]

9

intervalo RR (distancia entre ondas-R)

intervalo PP (distancia entre ondas-P)

segmento PR
segmento ST-T

segmento ST

intervalo PR
0.12 – 0.22 s

duración QRS
≤0.12 s 

duración QT
Duración QT corregida, hombres: ≤ 0.45 s 
Duración QT corregida, mujeres: ≤ 0.47 s

duración 
onda-P

R

P

Q
S

T

Punto J-60: medición de la depresión del 
segmento ST en la prueba de esfuerzo

Punto J: medición de la elevación del segmento ST y de 
la depresión del segmento ST en la mayoría de los casos

U

P

Q
S

R

intervalo TP

1.1  Basics for ECG Interpretation

Figura 2.6: Ondas ECG, intervalos básicos, puntos y segmentos

Fuente: Okutucu y Oto [44]

La tecnología PPG mide los cambios del volumen sanguíneo en la vasculatura dérmica utilizando

una fuente de luz para iluminar el tejido y un fotodetector para detectar las variaciones mínimas

en la intensidad de la luz reflejada o transmitida asociadas a los cambios en el volumen de sangre

[47]. Para la medición PPG el sensor puede ser colocado en dedos, muñecas o en los lóbulos de

las orejas, por lo que resulta menos invasivo que ECG (ver Figura 2.8).

11
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Multimodal Technologies and Interact. 2019, 3, 37 4 of 20

3. Measurement Methods

3.1. Electrocardiogram

The electrocardiogram (ECG) signal is a measure of electric potential recorded from the skin. The
rise and fall of the signal identify different polarization levels of the heart over each heartbeat. The
heart rate is measured by calculating the distance from R to R point (peak to peak) as shown in Figure 1.
The distance increases with a decrease in heart rate. One drawback of using ECG to find a heart rate is
that sometimes it becomes uncomfortable because electrodes are in direct contact with the skin [38].

Figure 1. An R-R interval time series example.

3.2. Photoplethysmography

Photoplethysmography (PPG) is a low-cost non-invasive optical device used to detect changes in
blood volume in the microvascular bed of tissue. The PPG signal comprises of two parts; pulsating
(AC) signal that measures the changes in blood volume and it is synchronous with cardiac activity,
slowly varying (DC) signal contains various low frequencies used to measure the respiration and
thermoregulation. These days, it is the most common way of measuring heart-rate, oxygen saturation,
and blood pressure [39]. PPG has been used in HCI and Human-robot interaction (HRI) for measuring
user experience in terms of emotion and stress [40].

3.3. Heart Rate and Heart Rate Variability

Heart rate and Heart Rate Variability (HRV) are among the widely used features in detecting
emotion states [41]. Autonomic Nervous System (ANS) activity can be effectively derived from the
heart rate because the sympathetic and parasympathetic nervous systems govern ANS activity. Stress
or activation can be related to ANS because, in a state of stress, the Sympathetic Nervous System (SNS)
accelerates the heart rate. In the case of relaxation or rest, the heart rate returns to normal because
of the Parasympathetic Nervous System (PNS) [41]. Heart rate is the number of heartbeats per min
(bpm). Whereas, HRV is the sequence of time intervals between heart beats.

SNS activity is directly related to heart rate; an increase in heart rate is due to an increase in
SNS activity. The opposite is the case with PNS; a decrease in heart rate triggers PNS activity which
corresponds to the rest or relaxation states. There are some other features that can be derived from the
acceleration and deceleration periods including the magnitude and slope of that period, the amount of
time taken by these periods, and the mean difference over the baseline [41].

On the other hand, HRV is also sometimes useful in calculating the affect. HRV can be used to
explain both time- and frequency-domain metrics. This metric can be simple, such as the standard
deviation of successive heartbeats, to some complicated metric, such as short-term power spectral
density [42].

A simple robust metric such as standard deviation is sometimes preferred with a short time
window because of the limited information [43]. Other metrics can be the maximum and minimum
difference between normal R-R wave time interval in a defined window, the successive normal R-R
interval difference percentage that is greater than 50 msec (pNN50) and root mean square difference
between consecutive R-R interval [44].

Figura 2.7: Ejemplo de una serie temporal con intervalos RR

Fuente: Baig y Kavakli [46]

Ubicaciones
ECG

Ubicaciones
PPG

Figura 2.8: Ubicaciones para sensores ECG y PPG

Fuente: Zeagler [48]

La respuesta galvánica de la piel (GSR), también conocida como actividad electrodermal (EDA,

del inglés Electrodermal Activity), proporciona una medición de la resistencia eléctrica de la piel al

colocar dos electrodos en las falanges distales de los dedos medio e índice, la cual puede aumentar

o disminuir acorde a la variación de la sudoración del cuerpo humano [49].

Relacionado con la captura de datos fisiológicos pero no propiamente con un tipo de dato

en específico, Lab Streaming Layer (LSL)
1

es un sistema para la adquisición y sincronización de

datos multimodales que consiste en una librería base y una serie de herramientas que incluyen el

programa de grabación LabRecorder, importadores de archivo y aplicaciones propietarias u open

source para trabajar con datos diversos (EEG, PPG, ET, GSR, etc.) y de varios fabricantes (Emotiv,

BrainVision, SMI, Tobii, iMotions, etc.).

Junto con LSL, se diseñó la especificación de archivo XDF (del inglés Extensible Data Format),

este formato es utilizado para almacenar en forma binaria los datos capturados y estructurar los

metadatos en un esquema XML.

1
Documentación disponible en https://labstreaminglayer.readthedocs.io/index.html
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2.1.5. NASA Task Load Index

NASA-TLX [50] es un cuestionario estandarizado que brinda una medición de carga de trabajo

considerando las ponderaciones de cada usuario a las subescalas de: demanda mental, demanda

física, demanda temporal, rendimiento, esfuerzo y frustración. Su aplicación se realiza después de

que el usuario termina cada tarea e incluye los siguientes pasos:

1. Valoración de subescalas: el usuario valora cada subescala marcando alguna de las 21 líneas

de gradación para cada una de ellas, las cuales representan desde el valor “muy bajo” hasta

el valor “muy alto” (salvo la subescala de rendimiento que va de “perfecto” a “fracaso”),

correspondientes a valores numéricos desde el 0 hasta el 100. La Figura 2.9 muestra la

versión moderna en inglés para la aplicación en papel de esta actividad.

2. Elección de origen de carga de trabajo: el usuario elige entre parejas de subescalas para

indicar la que considera es más preponderante para la carga de trabajo experimentada. Está

actividad puede realizarse para cada tarea o utilizar los mismos pesos para toda la sesión,

dependiendo de los estímulos utilizados y el criterio del investigador.

3. Cálculo de pesos de subescalas: el investigador utiliza las tarjetas de comparación de

subescalas y determina el peso de cada una acorde a su frecuencia de selección.

4. Cálculo de calificación ponderada de carga de trabajo: el investigador utiliza los pesos y

la valoración de las subescalas para obtener la calificación ajustada de cada subescala; la

calificación ponderada se obtiene de sumar las calificaciones ajustadas y dividir el resultado

entre quince, obteniendo un valor entre 0 y 100.

NASA-TLX maneja el término de “carga de trabajo” como un constructo hipotético relacionado

con el costo en el que incurre un humano para alcanzar un nivel específico de rendimiento en

una tarea, con diferente relevancia para diferentes individuos y resultado de una combinación

implícita de factores; utilizando las subescalas como punto de partida para luego obtener una

medida integrada, tomando en cuenta la dificultad de los participantes para cuantificar, recordar

y verbalizar sus impresiones a través de una sola escala general.

A pesar de que conceptualmente la “carga de trabajo mental” pudiera estar más relacionada

con la subescala de “demanda mental”, esta variable es difícil de cuantificar directamente y se

encontró que está altamente correlacionada con la carga de trabajo general y con otras variables (p.
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ej., frustración), por lo que su aporte de información se ve reducido por su falta de independencia

[50].

Figura 2.9: Ponderación de subescalas, NASA-TLX

Fuente: NASA TLX Paper and Pencil Version

2.1.6. Aprendizaje automático

El aprendizaje automático o machine learning se identifica como un área de investigación en

ciencias de la computación, específicamente en inteligencia artificial, y se relaciona con algoritmos

mediante los cuales una computadora puede aprender a través de un proceso de entrenamiento

con un conjunto de ejemplos de entrada. Los ejemplos son relevantes para una tarea, por lo que

el algoritmo transforma los datos de entrada en representaciones útiles que se aproximen a la

salida esperada, llegando eventualmente a descubrir reglas que permitan automatizarla [51].

Aunque es común tratar de manera indiscriminada los términos algoritmo y modelo de

aprendizaje automático, un modelo representa la salida o producto del entrenamiento de un

determinado algoritmo con datos e hiperparámetros específicos [52].
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Goodfellow, Bengio y Courville [53] describen el término “aprendizaje” retomando la definición

de Mitchell [54]: “se dice que un programa de cómputo aprende de la experiencia E con respecto

a alguna clase de tareas T y medida de rendimiento P, si su rendimiento en tareas T, medido por

P, mejora con la experiencia E”. La instanciación de las variables anteriores en el contexto de esta

tesis es:

Tarea T : Clasificación binaria de carga de trabajo.

Medida de rendimiento P : Exactitud.

Experiencia E : Conjunto de datos fisiológicos (aprendizaje supervisado).

La exactitud o accuracy (acc) es una métrica que representa la proporción de ejemplos co-

rrectamente clasificados entre el número total de ejemplos examinados [55], se determina por la

expresión

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
(2.1)

donde las variables corresponden a los valores en la matriz de confusión de: verdaderos

positivos 𝑇 𝑃 , falsos positivos 𝐹𝑃 , verdaderos negativos 𝑇𝑁 y falsos negativos 𝐹𝑁 .

2.2. Antecedentes

En el grupo de Sistemas Híbridos Inteligentes del TecNM/CENIDET se han desarrollado tesis

de doctorado y de maestría que se consideran como antecedente directo a esta investigación.

En la tesis doctoral de Alejandres Sánchez [56] se describen un par de experimentos utilizando

sistemas de recomendación sensibles al contexto, con y sin interfaces de realidad aumentada y

con diferentes esquemas de explicación, realizados con la finalidad de obtener una valoración

cuantitativa de aspectos subjetivos de la UX (efectividad, confianza y satisfacción) empleando

cuestionarios como instrumentos de evaluación.

González Franco [57] presentó en su tesis doctoral la metodología de evaluación de UX

denominada UXEeg, aplicable a tecnologías de asistencia o rehabilitación para personas con

discapacidad. Definió tres tipos de evaluación y seis escenarios para la selección de actividades

con la finalidad de desarrollar experimentos para identificar correlaciones entre estados mentales
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y componentes de la UX utilizando datos EEG y otros instrumentos de evaluación.

En su investigación de maestría, Fouilloux Quiroz [58] implementó un método para capturar

e integrar datos EEG, multimedia y de otros sensores en pruebas de evaluación de UX. Utilizando

los lenguajes de programación Python y C#, desarrolló una aplicación de grabación y otra de

reproducción, respectivamente, superando problemas de sincronización de datos de diversos

dispositivos y presentando la información a través de cuadros de video y gráficas con manipulación

a través de una línea de tiempo.

En sus estudios de maestría, García Pinzón [59] continuó los desarrollos previos, depurando

código, agregando módulos y nombrando formalmente la plataforma como UXLab, presentando

su primera versión. Además, realizó pruebas de clasificación emocional con los algoritmos de Naive

Bayes, máquinas de soporte vectorial (SVM, del inglés Support Vector Machine) y K-vecinos más

cercanos (kNN, del inglés k-Nearest Neighbor); con datos capturados utilizando la metodología de

Soriano Terrazas [60] para inducción emocional a través de realidad virtual inmersiva.

Finalmente, Lagunes Ramírez [61] y Morales Morante [62] complementaron la herramienta

UXLab con los resultados de sus investigaciones de maestría; el primero, permitiéndole estructurar

datos de ET, generar videos y analizar métricas oculares (mapas de calor, mapas de rutas, áreas

de interés, entre otras); el segundo, agregando código para el procesamiento de datos fisiológicos,

además de modelos para la predicción de emociones con base en las propiedades de valencia y

activación.

2.3. Estado del arte

La búsqueda y análisis del estado del arte se realizó bajo un protocolo de Revisión Sistemática

de Literatura (SLR, del inglés Systematic Literature Review)
1
, el objetivo fue identificar y analizar

investigaciones que contemplaran el reconocimiento de estados cognitivos en el contexto de UX,

en particular aquellas donde utilizaran algoritmos de aprendizaje automático y datos inherentes

al usuario.

A continuación se describen los artículos más relevantes y los principales hallazgos encontra-

dos, agrupados acorde a varios tópicos generales.

1
Para definir el protocolo se consideraron las recomendaciones de Kitchenham y Charters [63].
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2.3.1. Clasificación de estados cognitivos

En esta sección se describen los trabajos que tratan directamente con la clasificación de

estados cognitivos con modelos de aprendizaje automático.

Dos trabajos abordan la predicción de confusión con modelos RF (Random Forest). Lallé,

Conati y Carenini [64] identificaron las características relacionadas con el diámetro de las pupilas

como las más importantes en la predicción de este estado cognitivo. Salminen, Nagpal, Kwak

et al. [65] trabajaron con datos de ET (sin pupilometría), edad y género; empleando dos técnicas

para aumento de datos y encontrando a SMOTE [66] como la de mejor rendimiento y a la edad

como característica más influyente.

La investigación de Mathur, Lane y Kawsar [67] es la única del estado del arte que describe

un estudio de larga duración, tres meses, donde su objetivo fue el reconocimiento de compromiso

con las bitácoras de uso del teléfono celular y el contexto del usuario. Por otro lado, el trabajo de

Huang, Li, Ngai et al. [23] destaca porque utilizaron datos de una cámara web convencional y del

ratón, proponiendo un enfoque no intrusivo para inferir el nivel de estrés mental con base en el

patrón clic-mirada.

En cuanto a estudios relacionados con carga de trabajo. En [10] descubrieron que el rendimien-

to en una tarea era mejor cuando se utilizaba el teclado en comparación con una interfaz touch y

que además los usuarios informaban de un menor índice de carga de trabajo. Jimenez-Molina,

Retamal y Lira [9] probaron varios modelos para reconocer carga de trabajo mental al navegar

en un sitio web ficticio, agrupando y etiquetando los datos fisiológicos considerando la relación

entre diámetro de la pupila y la carga mental.

Gjoreski, Kolenik, Knez et al. [68] introdujeron el conjunto de datos CogLoad en un contexto de

clasificación entre tareas de descanso y tareas cognitivas que inducen carga de trabajo; realizaron

pruebas considerando enfoques de transformación de características por participante y resaltaron

la importancia de utilizar un esquema de validación LOSO (Leave One Subject Out) para evaluar

los modelos de aprendizaje. También presentaron Snake, un conjunto de datos construido usando

de estímulo el tradicional juego de víbora para dispositivos móviles.

La Tabla 2.3 resume las características de los estudios descritos previamente en esta sección,
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incluyendo el mejor modelo de clasificación acorde a la métrica reportada.

Tabla 2.3: Resumen de artículos con clasificación de estados cognitivos

Ref. Estados

cognitivos

Modelos con mejor rendimiento Participantes

(Femenino/-

Masculino)

Estímulo Datos

[64] Confusión RF, sensibilidad 0.61, especificidad

0.926

136 (75F/61M) Software de visualiza-

ción de datos

Autoreportes, ET (con pupilometría),

clicks

[65] Confusión RF, rango de exactitud 72.6-99.1 % 29 (14F/15M) Hojas de datos perso-

nales

ET, edad, género

[23] Estrés RF, nivel-clic usuario-dependiente

f1-score 0.66; clasificador logístico,

nivel-sesión usuario-independiente

f1-score 0.79

20 (7F/13M) Software de pregun-

tas aritméticas

ET (de video), clicks

[67] Compromiso SVM, f1-score 0.82 10 (3F/7M), 10

(3F/7M), 130

(34F/96M)

Uso de teléfono celu-

lar

Estudios 1 y 2: EEG y bitácoras de

uso; estudio 3: bitácoras, contexto y

datos demográficos

[10] Carga de

trabajo,

atención

LDA, exactitud: 92 % carga de trabajo

y 86 % atención

12 (3F/9M) Juego de laberinto vir-

tual

Autoreportes, EEG, comportamiento

de teclado y touch

[9] Carga de

trabajo

MLP, exactitud 93.7 % 61 (19F/42M) Navegación web EDA, PPG, temperatura, ECG, EEG,

ET (con pupilometría)

[68] Carga de

trabajo

(CogLoad)

Tipo bagging utilizando árboles de

decisión, exactitud 68.2 %

23 (4F/19M) Tareas cognitivas y n-

back

Autoreportes, GSR, PPG, temperatu-

ra, PPG y acelerómetro

[68] Carga de

trabajo

(Snake)

XGB, exactitud 82.3 % 23 (7F/16M) Juego Snake Autoreportes, GSR, PPG, temperatu-

ra, PPG y acelerómetro

Ninguno de los enfoques previos utilizó modelos de aprendizaje profundo en alguna parte

del proceso. En otros contextos se han observado buenos resultados con arquitecturas de tipo

autoencoder (p. ej., [69], [70]) y de tipo convolucional (p. ej., [71], [72]); sin embargo, su uso es

ineficiente si el número de participantes en los experimentos es reducido y se capturan pocos

datos, ya que los modelos de aprendizaje profundo requieren una cantidad significativa de datos

para aprovechar su potencial [73].

Las investigaciones [65] y [64] consideraron técnicas como SMOTE o ADASYN [74] para el

aumento de datos y el equilibrio de clases; no se encontró el uso de otras técnicas o modelos para

generar datos sintéticos, como los basados en redes tipo GAN [75], que están siendo estudiados y

evaluados en otros contextos (p. ej., [76], [77]).

Se analizaron trabajos relacionados con carga de trabajo en otros dominios para conocer las

características preponderantes que se utilizan de cada señal fisiológica, no se describen a detalle

por no estar vinculados con UX, sin embargo se consideran para mencionar algunos hallazgos.

Es común el uso de datos EEG para reconocer carga de trabajo, fundamentado en correlacio-

nes reportadas con ese estado (p. ej., [14]). De entre varias investigaciones ([8]-[10], [12], [71],
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[78]-[83]), en la mayoría identificaron los ritmos cerebrales calculando la densidad espectral de

poder (PSD, del inglés Power Spectral Density) utilizando FFT, agregando características estadísti-

cas como media, desviación estándar, etc. No se encontraron trabajos recientes que consideraran

potenciales relacionados con el evento, como se reportaba en revisiones previas (p. ej., [84]).

Considerando varios estudios ([9], [24], [68], [78], [82], [85]) se observa que para el recono-

cimiento de carga de trabajo es común utilizar datos ECG/PPG en conjunto con los de otras

señales; extrayendo características del dominio de la frecuencia (LF, HF, etc.), del dominio del

tiempo –basadas en intervalos RR– y otras como las basadas en la gráfica Poincaré, la cual

permite observar la variabilidad de la tasa de latidos contrarrestando los intervalos RR con los

subsecuentes.

Tomando en cuenta trabajos que capturan datos GSR ([9], [68], [78], [82]), prevalecen las

características estadísticas a partir de los valores obtenidos de conductancia, además, se observa

la combinación sugerida de combinar estas con las obtenidas a partir de datos ECG/PPG [86].

Analizando investigaciones que consideran datos ET ([9], [11], [87], [88]), se confirma que las

características de pupila son preponderantes para el reconocimiento de carga de trabajo, como se

concluía en revisiones previas (p. ej., [21], [39]). Sin embargo, las mediciones de pupilometría se

obtienen con precisión generalmente con dispositivos ET de alto costo, lo que limita su utilización.

En general, las investigaciones no informan del tiempo de preparación dedicado a cada

participante, lo cual puede estar limitado por el tipo y el número de dispositivos de medición

que deben configurarse. En los dispositivos de EEG no invasivos un mayor número de electrodos

puede implicar más tiempo de calibración. En los dispositivos de ET, el tiempo de calibración es

menor pero deben tomarse en cuenta las condiciones de iluminación del entorno.

En el caso del monitoreo de la actividad cardíaca, se obtiene una mayor información y precisión

con ECG, con el inconveniente de que los sensores son más intrusivos y su instalación requiere

de un protocolo más estricto en comparación con los basados en PPG. En el caso de GSR, los

sensores suelen colocarse en los dedos, limitando el movimiento pero dedicando poco tiempo a

su preparación.

Para seleccionar adecuadamente el tipo y cantidad de dispositivos de medición utilizados
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en las evaluaciones de UX, se pueden tener en cuenta las recomendaciones de Zeagler [48] para

dispositivos vestibles o wearables y las de Erins, Minejeva, Kivlenieks et al. [89] en el contexto de

la detección de fatiga, ya que la intrusividad e interferencia con la tarea debe ser mínima y para

ello es necesario considerar aspectos como la percepción del peso, el movimiento del usuario,

entre otros.

Antes de determinar los sensores a utilizar, es necesario evaluar la conveniencia de medir el

conjunto de estados cognitivos propuestos en una determinada aplicación, para ello pueden con-

siderarse los atributos aportados por Charlton [22] relativos a sensibilidad, intrusión, diagnóstico,

conveniencia de la medición, relevancia, transferibilidad y aceptación.

Es común que los experimentos informen la edad y el sexo de los participantes pero no

presenten conclusiones diferenciadas. Se ha observado que las diferencias individuales dadas por

diversos factores pueden influir en las señales fisiológicas [19]; sin embargo, pocos estudios tienen

en cuenta estos factores (como por ejemplo lo hacen en [90]). Además, se reafirma lo encontrado

en [46] en relación a que no se realizan experimentos estandarizados y la falta de uniformidad

dificulta establecer comparaciones entre los resultados.

En relación a los métodos para evaluar el rendimiento de los modelos de aprendizaje, LOSO

permite una mejor generalización porque se realiza el entrenamiento dejando los datos no

conocidos de un participante para su evaluación, lo que justifica su uso a pesar de que tiende a

generar métricas con valores más bajos en comparación con enfoques de validación cruzada de

n-folds [78][91]-[93].

La generalización de los modelos es un reto en UX y otros contextos, donde las diferencias

entre los estudios académicos y las pruebas en la vida real prevalecen. Por ejemplo, en los experi-

mentos académicos que han tratado con señales fisiológicas como complemento comúnmente

han reclutado tantos participantes como fue posible –una revisión encontró una media de 24

participantes en una muestra de 33 investigaciones [94]– y las pruebas en la vida real usan

principalmente mediciones cualitativas y con pocos participantes.

Incluso, según el análisis de algunos líderes de la industria [95], cinco participantes podrían

ser suficientes para evaluar la UX, pudiendo variar dependiendo de los recursos disponibles y

otras condiciones.
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2.3.2. Arquitecturas de evaluación

En esta sección se describen investigaciones que contemplan estados cognitivos pero que

hacen énfasis en arquitecturas de evaluación.

La plataforma Lean UX es presentada por Hussain, Khan, Hur et al. [17], su objetivo es apoyar

a los evaluadores en la interpretación de medidas observacionales, fisiológicas y tradicionales. Su

arquitectura se compone de varias capas e incluye módulos para el reconocimiento de emociones

y estrés mediante el análisis de datos de EEG y ET, así como para el reconocimiento de emociones

mediante el análisis de expresiones faciales, lenguaje corporal y voz a partir de vídeos y sonidos

capturados con una cámara web y un micrófono.

Un conjunto de trabajos relacionados describen un enfoque para evaluar la UX teniendo como

herramienta a los mapas de calor fisiológicos [25], los cuales amplían los mapas tradicionales de

calor de la mirada para representar el estado mental del usuario al interactuar con la interfaz.

Estos mapas fueron validados en un experimento con páginas web [96] y aunque se relacionaron

con la complejidad visual, se determinó que para maximizar su utilidad se deben integrar al

análisis tradicional (cuestionarios, entrevistas, etc.).

Complementando su investigación, Georges, Courtemanche, Sénécal et al. [16] evaluaron

con participantes expertos la aceptación y utilidad de informes de UX parcialmente completados

con imágenes de mapas de calor fisiológicos, encontrando que su uso es factible en la práctica,

recibiendo comentarios positivos y sugerencias de mejora.

Además, en [20] determinaron los requisitos que debe cumplir una herramienta de evaluación

de UX que considere datos fisiológicos y autoreportes, destacando la necesidad de automatizar

el procesamiento de datos y entregar resultados útiles en tiempo y forma para los equipos de

desarrollo de software que siguen metodologías ágiles.

Las arquitecturas de evaluación analizadas consideran varios tipos de sensores y la detección de

diversos estados mentales: Hussain et al. [17] hacen hincapié en las características y el rendimiento

independiente de los modelos utilizados en cada módulo de detección; Courtemanche et al. [16][20]

[25][96] destacan la importancia de las herramientas para representar los estados mentales de

los usuarios y su utilidad con respecto a los evaluadores que las interpretan, considerando los
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requisitos que exige la industria.

En general, las arquitecturas definen módulos o capas para la captura de datos y su procesa-

miento, para el análisis y cálculo de métricas y para la generación y presentación de resultados,

iniciando el proceso con el usuario realizando una tarea y terminando con un evaluador experto

interpretando los resultados y generando o complementando un informe final con los hallazgos

detectados en las pruebas.

2.3.3. Correlaciones con métricas UX o estados cognitivos

En esta sección se describen artículos donde se encontraron correlaciones entre las diferentes

señales fisiológicas con métricas de UX y/o estados cognitivos.

Chai, Ge, Liu et al. [97] investigaron la relación de la asimetría frontal alfa de EEG con la

experiencia y dificultad en la tarea al interactuar con un conjunto de aplicaciones móviles, no

encontrando correlaciones significativas.

Yao, Liu, Li et al. [98] analizaron la relación de las características de GSR con métricas de

rendimiento; identificando que las tareas con una menor tasa de completez tienen una tendencia

no significativa a causar valores GSR más altos y que en el caso de atracción, eficiencia, fiabilidad

y la novedad la correlación varia en rangos desde 0.46 hasta 0.58.

En [99], se encontraron aumentos significativos en la ondas cerebrales beta y gamma de EEG

durante eventos relevantes en un juego de plataforma en comparación con eventos normales

del juego y con otra tarea cognitiva. McMahan, Parberry y Parsons [100] también evaluaron el

compromiso con la tarea y la activación utilizando índices calculados a partir de las bandas de

potencia de EEG y establecieron umbrales y un conjunto de reglas para definir un modelo de

flujo o inmersión en el juego.

En una investigación se planteó la hipótesis de que el usuario experimenta menos carga

cognitiva cuando el método de clasificación de productos está en consonancia con el objetivo de

búsqueda; interpretando la carga cognitiva a partir de datos EEG [101].

En [102] se buscó la correlación entre datos de ET con autoeficacia, percepción de riesgo,

facilidad de uso percibida y utilidad percibida en tareas con un asistente de software; encontrando
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la correlación más fuerte entre la facilidad de uso percibida y el número de fijaciones que se

convierten en clics.

Juanéda, Sénécal y Léger [103] utilizaron fijaciones para medir la atención sobre un producto

focal y sobre distractores similares o disímiles en posiciones cercanas o lejanas. Entre otros

hallazgos, encontraron que los individuos prestan menos atención al producto focal cuando los

distractores están cerca, siendo más acentuado cuando los distractores no son similares.

Desrochers, Léger, Fredette et al. [104] evaluaron la actitud de los consumidores hacia un

sitio en-línea de compra considerando dos tipos de productos y tareas de diferente complejidad

aritmética. Obtuvieron la atención visual y la carga cognitiva a través del análisis de las fijaciones

y del diámetro pupilar, respectivamente, encontrando que la atención hacia las imágenes de los

productos influía de forma diferente en la actitud hacia el sitio en función de las características

de la tarea y de la carga cognitiva relacionada.

Por último, Federici, Mele, Bracalenti et al. [13] evaluaron la usabilidad de una aplicación web

buscando correlaciones entre cuestionarios subjetivos, EEG y emociones a través de expresiones

faciales; concluyeron que las mediciones EEG son necesarias ya que observaron que la disminución

en la motivación de uno de los grupos de prueba no se reflejó en los autoreportes pero si en el

incremento de actividad cerebral.

La Tabla 2.4 resume las características de las investigaciones descritas en esta sección.

Persiste la utilidad de los cuestionarios de autoreporte, habiendo un consenso de que enfoques

multimodales son necesarios para entender totalmente contextos relacionados con UX. Adicio-

nalmente, se mantiene tanto la escasez de más y mejores conjuntos de datos y de mecanismos

para hacerlos compatibles e integrarlos, como la necesidad de estandarizar las metodologías para

capturar e interpretar las mediciones fisiológicas [21].

2.3.4. Conjuntos de datos

Se analizaron conjuntos de datos que pudieran ser útiles para realizar experimentos de

clasificación de estados cognitivos (ver Tabla 2.5 para más detalle):

HciLab [105], incluye datos ECG, GSR y temperatura durante actividades de conducción
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Tabla 2.4: Resumen de artículos con correlaciones con métricas UX o estados cognitivos

Ref. Objetivo Participantes

(Femenino/-

Masculino)

Estímulo Datos

[97] Correlaciones entre asimetría frontal alfa, experien-

cia y dificultad en la tarea

20 (10F/10M) Tareas en aplicaciones

móviles

Autoreportes, EEG

[98] Correlaciones entre GSR y métricas de rendimiento

en la tarea

20 (10F/10M) Tareas en aplicaciones

móviles

Autoreportes, GSR, PPG, HR y respi-

ración

[99] Análisis de poder EEG durante tareas con diferen-

cias cognitivas

30 (20F/10M) Tarea cognitiva Dos-

Imágenes y videojue-

go

EEG y videos de pantalla y frontales

[100] Análisis de estado de flujo con base en compromiso

e índices de activación

30 (20F/10M) Videojuego EEG y videos de pantalla y frontales

[101] Análisis de carga de trabajo, ordenamiento de pro-

ductos y metas de los usuarios

21 (10F/11M) Tareas de compra en-

línea

EEG

[102] Correlaciones entre ET, aceptación y percepción 10 (7F/3M) Asistente de creación

de bases de datos

Autoreportes, ET (con pupilometría),

clicks y video de pantalla

[103] Atención visual y análisis de rendimiento en la tarea 38 (no indica-

do)

Tareas de compra en-

línea

ET

[104] Análisis de la actitud ante un sitio web consideran-

do atención visual, carga cognitiva, tipo de producto

y complejidad aritmética

38 (17F/21M) Tareas de compra en-

línea

Autoreportes, ET (con pupilometría)

[13] Evaluación de usabilidad 30 (15F/15M) Tareas en sitio web Autoreportes, videos de pantalla y

frontales, bitácoras de uso de ratón

y teclado, EEG

real con el objetivo de detectar carga de trabajo.

SWELL-KW [106], presentado en el contexto de investigación en estrés, incluye datos ECG,

GSR, bitácoras de computadora, expresiones faciales y posturas corporales de participantes

realizando actividades en un escenario realista de oficina y con interrupciones a través

de correos electrónicos; capturando autoreportes como NASA-TLX, escala Likert de estrés,

entre otros.

Conjunto de datos de INRIA [107], contiene grabaciones EEG, ECG, EMG, GSR, entre otras;

capturadas de participantes realizando actividades para inducir estrés a través de una

entrevista de trabajo falsa y para inducir carga cognitiva con tareas n-back; utiliza varios

cuestionarios estandarizados para el autoreporte subjetivo.

STEW, construido por Lim, Sourina y Wang [81] con datos EEG de participantes masculinos,

autoreporte con una escala de carga de trabajo mental y tareas del test psicológico SIMKAP.

AffectiveROAD [108], incluye datos GSR, PPG, temperatura y respiración en actividades de

conducción real y con etiquetado subjetivo de estrés.

EEGMat [109], contiene grabaciones EEG de participantes durante la realización de restas

mentales, agregando una métrica de rendimiento con base en la cantidad de restas correctas.

Cogload [68], contiene datos GSR, PPG, temperatura y acelerómetro de participantes
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durante actividades cognitivas para inducir carga de trabajo mental.

Snake [68], contiene datos GSR, PPG, temperatura y acelerómetro de participantes jugando

en el tradicional juego Snake para dispositivos móviles e inducir carga de trabajo mental.

Tabla 2.5: Conjuntos de datos relacionados con estados cognitivos

Conjunto de datos Estado cognitivo Participantes (Femeni-

no/Masculino), edad

promedio en años

Datos Estímulos Autoreportes

HciLab Carga de trabajo 10 (3F/7M), 35.6 ECG, GSR y temperatura Conducción Ninguno

SWELL-KW Estrés 25 (8F/17M), 25 ECG, GSR, bitácoras, expre-

siones faciales y posturas cor-

porales

Actividades en

escenario realista

de oficina

NASA-TLX, esca-

la de estrés y

otros

INRIA Estrés y carga de

trabajo

24 (12F/12M), 24.7 EEG, ECG, EMG, GSR y otros Entrevista falsa

de trabajo y

tareas n-back

STAI, SAM y RS-

ME

STEW Carga de trabajo 48 (0F/48M), no indica-

do

EEG Test psicológico

SIMKAP

Escala de carga

de trabajo

AffectiveROAD Estrés 10 (5F/5M), 29.9 GSR, PPG, temperatura y res-

piración

Conducción Escala de estrés

EEGMat Rendimiento en

la tarea

36 (27F/9H), 18.25 EEG Restas mentales Entrevista final

Snake Carga de trabajo 23 (7F/16M), 24.91 GSR, PPG, temperatura, HR,

intervalos RR y acelerómetro

Juego Snake NASA-TLX

CogLoad Carga de trabajo 23 (4F/19M), 29.51 GSR, PPG, temperatura, HR,

intervalos RR y acelerómetro

Tareas cognitivas

y n-back
Hexaco y NASA-

TLX

No se encontró un conjunto de datos que incluyera datos EEG, GSR, ECG y ET con estímulos

para inducir carga de trabajo en el contexto de UX. Sin embargo, CogLoad destaca por inducir

carga de trabajo, contar con autoreportes NASA-TLX y utilizar un estímulo de tareas cognitivas

de diferente dificultad.

A continuación se describen las investigaciones relacionadas con CogLoad.

Inicialmente, Gjoreski, Luštrek y Pejović [110] abordaron la predicción de tres clases, modelos

específicos a cada tarea, tres enfoques de etiquetado y validación LOSO. Trabajaron con carac-

terísticas estadísticas y otras relacionadas con el análisis SCR y HRV extraídas de segmentos

de datos de 90 segundos. Sus mejores exactitudes medias fueron del 47 % con un modelo RF y

etiquetado basado en NASA-TLX, de 51 % con Naive Bayes y etiquetado por nivel de dificultad y

del 46 % con un clasificador GC y etiquetas de opacidad.

En [68] introdujeron CogLoad en un contexto de clasificación de descanso frente a tarea,

extrayendo características similares a las del trabajo anterior pero con datos de los últimos 30

segundos de cada tarea. El artículo detalla experimentos con características brutas, normalizadas

por participante y estandarizadas por participante; con y sin selección de características utilizando
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un método basado en información mutua. La exactitud más alta fue del 68.2 % utilizando un

modelo de tipo bagging en combinación con características seleccionadas y normalizadas.

En [111], los autores presentaron los resultados de un reto de aprendizaje automático organiza-

do con CogLoad como conjunto de referencia. El enfoque de clasificación fue de “no carga” frente

a “carga cognitiva”, similar al estudio anterior. De los trece métodos presentados, las exactitudes

más altas fueron del 69.4 % con un modelo tipo ensemble y validación cruzada de 5-folds, detallado

en [112], y del 67.9 % con un modelo SVM en validación LOSO.

Jaiswal, Chatterjee, Gavas et al. [36] utilizaron ventanas de 30 segundos de datos normalizados

por participante y extrajeron características con un método de tres niveles, extrayendo 1568

características totales y seleccionando 50 utilizando dos algoritmos del estado del arte. Probaron

la clasificación de reposo frente a tareas a partir de CogLoad original y una versión aumentada

utilizando SMOTE. En una validación LOSO, su mayor exactitud fue del 69.5 % con los datos

originales, el conjunto de características recomendadas y un modelo basado en RF.

Tervonen, Pettersson y Mäntyjärvi [113] analizaron diferentes longitudes de ventana para

clasificar la carga cognitiva y el descanso. Comparan los resultados obtenidos con modelos XGB

–extrayendo características similares a [110] y [68]– pero en longitudes de ventana de 5s a 30s,

con pasos de 5s. Alcanzan una exactitud del 67.6 % con una ventana de 25s, concluyendo que las

ventanas más largas tienden a mejorar el rendimiento del modelo.

Finalmente, Salfinger [114] evaluó arquitecturas de aprendizaje profundo, normalización global

y por participante y métodos de aumento de datos por desplazamiento temporal y sobremuestreo.

El mejor rendimiento fue una exactitud media del 64 %, obtenida a partir de modelos ResNet

entrenados con datos normalizados globalmente y sin aumento, considerando ventanas de 30

segundos y conjuntos de entrenamiento-validación-prueba de 12-3-3 sujetos aleatorios.
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3 | Trabajo inicial

En este capítulo se describen las pruebas realizadas con un conjunto de datos del estado del

arte y dos experimentos de evaluación de experiencia de usuario a sitios web de índole educativo,

desde su formulación hasta la entrega de resultados.

Los hallazgos encontrados en esta sección permitieron estructurar la versión final de la

metodología que representa el principal producto de esta investigación.

3.1. Pruebas con conjunto de datos del estado del arte

Teniendo en cuenta la escasa disponibilidad de conjuntos de datos en el contexto de UX (ver

sección 2.3.4), se consideró CogLoad [68] para la experimentación inicial de clasificación binaria

de carga de trabajo. Se determinó utilizar CogLoad principalmente porque induce carga de trabajo

utilizando un estímulo que considera percepción visual y factores espaciales, aspectos que también

son experimentados por un usuario cuando interactúa con un producto digital [115]-[117].

El estímulo, implementado inicialmente por Haapalainen, Kim, Forlizzi et al. [118], consiste

de las siguientes seis tareas cognitivas (ver Figura 3.1):

1. Identificando la figura (GC: Gestalt completion), observar trazos incompletos de un dibujo y

tratar de identificarlo.

2. Encontrando el patrón oculto (HP: Hidden pattern), identificar el patrón de trazos de un

dibujo dentro de imágenes de comparación.

3. Encontrando las A’s (FA: Finding A’s), encontrar palabras que contienen la letra A.

4. Comparando números (NC: Number comparison), observar parejas de números y decidir si

son iguales o no.

5. Buscando los caminos (PT: Pursuit test), rastrear visualmente líneas que empiezan en un

lado e identificar su final en el otro.

6. Localizando las X’s dispersas (SX: Scattered X’s), encontrar letras X distribuidas en la pantalla

junto con otras letras aleatorias.

El conjunto contiene datos de temperatura, GSR, HR, RR y acelerómetro de 23 participantes,
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3. TRABAJO INICIAL

Figure 1. Experiment setup and sensor devices 

wear three sensor devices and execute all the tasks in front 
of two cameras for gaze tracking installed at the bottom of 
the screen (screen size: 47.2cm×29.5cm, resolution: 
1280×768) (see Figure 1). The participants used a mouse 
and a keyboard to answer the screen-based ECT questions.  

For each ECT, two sets of questions were shown to the 
participant in a random order. One of the sets contained 
questions of lower difficulty level (inducing a lesser degree 
of cognitive load) while the other was comprised of more 
difficult questions (inducing a greater degree of cognitive 
load). We piloted the two sets for each ECT with 10 
individuals not participating in the actual study, and 
collected subjective ratings of difficulty for each question 
from these participants, to validate that the two sets had 
distinguishable differences in difficulty.  

After each ECT question set, the participant was asked to 
give his/her subjective rating of the difficulty of the task, 
for a total of 12 ratings (6 ECT types × 2 question sets with 
low/high difficulty levels). As a final step, a questionnaire 
was given to collect each participant’s demographics, to 
verify that they did not partake in any activities prior to 
participating in the experiment that could impact their 
results (e.g., smoking, drinking coffee or other caffeinated 
drinks, performing any strenuous exercise), and to get a 
self-report on any impairments and their mental and 
physical wellbeing. After the questionnaire, subjects were 
compensated $15 US for their time. 

Testbed 

A Java-based application was implemented for presenting 
the six ECTs to subjects. We counterbalanced both the 
order of the ECT question types and the difficulty of the 
question sets for each type using a Balanced Latin Square 
design [5]. For each question set, the subject was given 3 
minutes to review the question slides and answer the 
questions. If this set time was exceeded, the subject was 
automatically directed to a task difficulty rating slide and 
the test continued with the next set of questions. Before 

Figure 2. Six elementary cognitive tasks (ECTs) 

each question set, the subject was asked to close his/her 
eyes for a brief period of mental relaxation. The application 
logs the subjects’ answers and ratings along with a time 
stamp and current question set information (type and 
difficulty level), so that the performance (task completion 
time and number of correct answers) can be analyzed. 

Six ECTs 

As stated earlier, we selected six ECTs that mapped onto 
the 3 contextual factors (speed of closure, flexibility of 
closure and perceptual speed) identified earlier. The ECT 
contents and scoring methods used, originated from 
conventional ECTs based in psychology and cognitive 
science [6, 7, 8, 40] and were adapted to allow 
manipulation for task difficulty. We now describe the ECTs 
we presented to our subjects. 

ECT1 - GC (Gestalt Completion) test 

This test measures the ‘speed of closure (CS)’ factor [51]. 
The subject was asked to look at an incomplete line 
drawing and try to identify it [6, 7] (see Figure 2, GC). For 
each level of difficulty, 5 unique images were presented, 
with the complexity of the images higher in the high level 
of difficulty than in the low level.  

ECT2 - HP (Hidden Pattern) test 

This test measures the ‘flexibility of closure (CF)’ factor. 
Each subject was shown a model image, in the form of a 
line drawing, and a row of comparison images [6, 7] (see 
Figure 2, HP). The task was to see whether the model 
image was hidden in the composition of other comparison 
images. Task difficulty is increased by adding more 
distractive branches to the images (i.e., making the images 
more complex). For each level of difficulty, five model 
images, each with eight comparison images, were presented. 

ECT3 - FA (Finding A's) test 

This test (along with the next three) measures the 
perceptual speed (PS) of a participant, in finding the letter 
‘a’ in presented words [6, adapted from Thurstone’s Letter 
A]. In this test, the participant was asked to find five words 
containing the letter ‘a’ on a page full of words (see Figure 
2, FA). The length of the words was used as the criterion of 
difficulty where the two sets of questions contained words 
of length 3-5 and 7-9 letters, respectively. For each level of 
difficulty, two questions with 40 words in each to review 
were presented.  
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FA HP NC GC

PT SX

Figura 3.1: Implementación original de las seis tareas cognitivas

Fuente: Haapalainen, Kim, Forlizzi et al. [118]

grabados con una pulsera Microsoft Band y remuestreados a 1 Hz. El experimento incluyó dos

tareas n-back (tareas secundarias), las tareas cognitivas en tres niveles de dificultad (tareas

primarias) y una tarea intermedia para liberar los recursos cognitivos de los participantes entre

cada tarea primaria. Además, los participantes respondieron un cuestionario de personalidad

Hexaco una vez y un cuestionario NASA-TLX para evaluar la carga de trabajo después de cada

tarea cognitiva.

Las columnas de las subescalas NASA-TLX contienen valores entre 0 y 5, excepto cuando los

usuarios rellenaban cuestionarios o estaban descansando, y la columna TLX_mean es su suma, lo

que indica un uso simplificado del instrumento. Además, cada participante sólo tuvo una sesión

y cada agrupamiento de columnas de usuario, tarea y nivel representa un segmento de tarea

individual con los mismos valores de autoreporte.

La Figura 3.2 presenta las correlaciones Spearman entre los valores de autoreporte y el nivel

de dificultad de la tarea, considerando sólo los segmentos de datos de dificultades bajas y altas.

Como era de esperar, muestra fuertes correlaciones entre la mayoría de las columnas de las

subescalas y correlaciones moderadas, un coeficiente superior a 0.4, entre el nivel y el esfuerzo, el

nivel y la demanda mental, y el nivel y el valor ponderado de la carga de trabajo (TLX_mean).

Los experimentos descritos en esta sección tienen un objetivo de clasificación de niveles de

carga de trabajo y difieren de la predicción de descanso vs. tarea de la mayoría de los trabajos

citados en la sección 2.3.4, sin embargo, se tomó la métrica de exactitud (accuracy) con valor del
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Figura 3.2: Correlaciones Spearman entre las subescalas NASA-TLX y el nivel de dificultad de la tarea

69.5 % como comparativo inicial ya que es el mejor resultado reportado con CogLoad.

Aunque distinguir niveles de carga de trabajo utilizando CogLoad es un reto [111], se buscó

un modelo y condiciones de experimentación que permitieran distinguir al menos los niveles de

carga de trabajo bajo y alto según los autoreportes de NASA-TLX.

3.1.1. Preprocesamiento de datos y extracción de características

Se codificó un flujo de trabajo de aprendizaje automático utilizando el lenguaje Python. Este

flujo descarta inicialmente las columnas del acelerómetro, la temperatura y las subescalas de

NASA-TLX, dejando sólo los valores fisiológicos de GSR, HR y RR, teniendo en cuenta el equipo

de laboratorio con el que se podrían capturar datos similares en futuros experimentos y realizar

comparativas.

Como siguiente paso, se eliminaron los datos de tareas no primarias y se etiquetaron los

segmentos de tareas primarias utilizando el valor medio TLX_mean del usuario o de la escala.

Para el primer enfoque, se asumió que si las tareas de baja y alta dificultad tienen una relación

con la carga cognitiva elicitada [118], sería posible tomar la media de los valores TLX_mean de

cada usuario como punto de corte para etiquetar sus datos, los valores superiores como clase alta
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y los valores inferiores como clase baja. En el segundo enfoque, se consideró el intervalo 0-30

de los valores TLX_mean y se utilizó el valor central, quince, como punto de corte en general.

Adicionalmente, se detectaron y removieron tareas con valores fisiológicos repetidos generados

probablemente por un problema en el proceso de captura.

De forma similar a los trabajos relacionados, se extrajeron características del dominio temporal:

media, desviación estándar, asimetría, curtosis, primer y tercer cuartil, desviación entre cuartiles,

coeficiente de variación, media de la primera derivada, media de la segunda derivada y diferencia

entre los valores mínimo y máximo; teniendo un total de 36 características, tres señales fisiológicas

en bruto y 33 de tipo estadístico. Para efectos de experimentación, la extracción de características

se realizó en ventanas de longitud fija y ventanas variables en función de la duración de cada

segmento.

3.1.2. Modelos y experimentación

Al igual que en el artículo original [68], se generaron diferentes versiones del conjunto de datos

variando el escalado de las características: sin escalado, con normalización min-max específica

para cada participante y con estandarización específica para cada participante. Además, se

experimentó con la eliminación de los primeros 20 segundos de cada segmento, dejándolos con

una duración mínima de 30 segundos, teniendo en cuenta el posible efecto del inicio de tarea

diferente en la carga de trabajo de los participantes.

Los modelos de aprendizaje automático utilizados fueron RF, XGB y SVM. Se comenzó con

parámetros predeterminados y luego se tomaron los resultados de búsquedas de hiperparámetros

aleatorias y de cuadrícula; usando principalmente los algoritmos implementados en la librería

scikit-learn [119]; en el caso de XGB se utilizó la implementación de Chen y Guestrin [120].

Para conocer su influencia en el rendimiento de los modelos, también se experimentó eliminan-

do las tareas de dificultad media y datos de participantes con valores de autoreporte NASA-TLX

inesperados según dificultades bajas y altas, es decir, con segmentos de baja dificultad etiquetados

con alta carga de trabajo o viceversa.

De igual forma, se realizaron pruebas con un modelo autoencoder convolucional para realizar

una reducción de dimensionalidad y evaluar el rendimiento de los modelos; así como pruebas de
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clasificación de tres niveles de carga de trabajo.

El enfoque de validación fue LOSO ya que se pretendía tratar el problema con un acercamiento

que solventara las diferencias individuales, entrenando con los datos de todos los participantes

menos uno y los datos del participante restante como conjunto de prueba. Se consideró la exactitud

media entre participantes, se eligió esta métrica para fines comparativos, por ser la más reportada

en los trabajos relacionados.

3.1.3. Resultados

La Figura 3.3 muestra el número de filas etiquetadas por usuario en el conjunto de datos

filtrado tras eliminar las tareas no primarias y primarias con valores repetidos, indicando las clases

altas y bajas en barras para cada enfoque de etiquetado. En el enfoque por media del usuario en

TLX_mean todo el conjunto de datos presenta un desequilibrio del 7.3 %, con un desequilibrio

medio del 16.4 % entre los subconjuntos de usuarios. Considerando el enfoque del valor central de

la escala, el desequilibrio del conjunto de datos completo es del 8.5 %; sin embargo, el desequilibrio

medio entre usuarios es del 49.5 %.
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Figura 3.3: Datos etiquetados por user_id usando los dos enfoques propuestos, por la media del usuario en

TLX_mean (user) y por el valor central de la escala (scale), indicando las clases baja y alta

Se utilizaron las expresiones 3.1 y 3.2 [121] para normalizar y estandarizar los datos por

participante.

𝑥𝑠𝑐𝑎𝑙𝑒𝑑 =
𝑥 − 𝑚𝑖𝑛(𝑥)

𝑚𝑎𝑥(𝑥) − 𝑚𝑖𝑛(𝑥)
(3.1)
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𝑧 =
𝑥 − 𝑚𝑒𝑎𝑛(𝑥)

𝑠𝑡𝑑(𝑥)
(3.2)

Con la primera expresión cada característica (x) fue escalada a valores entre 0 y 1 sustrayéndole

el valor mínimo (min) y dividiéndola entre la diferencia del valor máximo (max) y mínimo; con la

segunda, a cada característica se le restó la media (mean) y se dividió entre la desviación estándar

(std).

La Figura 3.4 muestra gráficos de dispersión entre las variables fisiológicas GSR y HR conside-

rando los esquemas de escalado de características utilizando el conjunto de datos filtrado y con

etiquetado por el valor central de la escala.

(a) Base (b) Normalizado (c) Estandarizado

Figura 3.4: Dispersión de datos entre las variables GSR y HR considerando los enfoques de escalado de

características, los valores 0 y 1 en gt representan carga baja y alta, respectivamente.

La Tabla 3.1 muestra las combinaciones de modelo y condiciones de experimentación con las

que se obtuvieron los mejores resultados.

La mejor exactitud promedio del 73 % se alcanzó con un modelo SVM
1
, utilizando el conjunto

etiquetado acorde a la media de TLX_mean por usuario, considerando solo los participantes

con etiquetado esperado –descartando a dos participantes–, omitiendo los segmentos de datos

de dificultad media, con estandarización por participante y extracción de características con

ventanas de tiempo variable acorde a la duración de cada segmento pero omitiendo los primeros

20s considerando una longitud mínima de 30s.

1
Principales parámetros: C=1, gamma=0.001 y kernel=rbf
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Tabla 3.1: Modelo y condiciones de experimentación con los mejores rendimientos

Modelo Etiquetado Participantes Con dificultad media Exactitud promedio

(acc)

1 SVM Media por usuario Solo con etiquetado esperado (21) No 73.0 %

2 SVM Centro de la escala Solo con etiquetado esperado (11) No 72.6 %

3 SVM Media por usuario Solo con etiquetado esperado (21) No 71.7 %

4 SVM Media por usuario Todos los participantes (23) No 71.3 %

5 SVM Centro de la escala Solo con etiquetado esperado (11) No 71.2 %

6 SVM Centro de la escala Solo con etiquetado esperado (11) No 70.8 %

7 SVM Media por usuario Solo con etiquetado esperado (21) No 70.4 %

8 SVM Media por usuario Todos los participantes (23) Si 68.6 %

9 XGB
1

Media por usuario Todos los participantes (23) Si 68.1 %

10 XGB
2

Centro de la escala Todos los participantes (23) Si 68.1 %

1
Extracción de características con ventanas variables de tiempo acorde a la longitud completa del segmento; todos los demás con

ventanas variables pero eliminando los primeros 20s considerando un mínimo de 30s

2
Sin escalado de características, todos los demás con estandarización

La combinación con rendimiento más alto se repite en las posiciones 1, 3 y 7; con diferencias

solamente en los parámetros del modelo. De los diez mejores resultados el 80 % corresponde a

modelos SVM y el resto a modelos XGB, el mejor modelo RF se localizó en la posición número

#22 con una exactitud del 66.4 %. De igual manera, no se obtuvieron resultados satisfactorios,

todos menores al 58 % acc, utilizando ventanas de tiempo de 10s, 18s y 25s para la extracción de

características.

En la Tabla 3.1 se resalta también que la mayoría de las mejores combinaciones consideran

solo a los participantes con etiquetado esperado, observando que al etiquetar bajo el enfoque

de media por usuario se descarta al 9 % de los participantes (2 personas) y con etiquetado por el

valor central de la escala se descarta al 52 % de los participantes (12 personas).

La experimentación de clasificación de tres niveles de trabajo se llevo a cabo con ground-truth

con base en los valores de TLX_mean, estableciendo un valor 0 (carga de trabajo baja) cuando

fuera menor a 13, de 1 (carga media) cuando estuviera entre 12 y 18 y de 2 (alta) cuando fuera

mayor a 17; sin embargo el mejor rendimiento alcanzado fue de 55.34 % acc con un modelo SVM.

En cuanto a pruebas de clasificación considerando la reducción previa de dimensionalidad o

número de características, se tomó la implementación en Python de un autoencoder convolucional

descrito en [122], el cual forma parte del toolkit pyEDA. Un aspecto relevante del modelo es que la

primera capa lineal reduce el tamaño de la entrada a la potencia de dos más cercana, haciéndolo

más flexible y escalable.

Aunque la dimensionalidad no es alta, 36 características, se configuró el modelo para reducirlas
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a ocho, utilizando el resto de los parámetros de forma predeterminada (100 épocas, tamaño 10

del batch). La tasa de aprendizaje predeterminada fue 0.001, con función MSE de pérdida y

optimizador Adam. Una vez entrenado el modelo de codificación, se probaron los mejores modelos

de clasificación encontrados previamente, sin embargo el mejor resultado fue del 53.37 % acc.

3.2. Estudio piloto

El objetivo principal del estudio piloto fue realizar un experimento para construir un conjunto

de datos propio y realizar pruebas iniciales para reconocer el estado cognitivo de carga de trabajo

en un contexto de evaluación de experiencia de usuario.

Lo anterior implicó definir y evaluar varios aspectos, como por ejemplo: el equipo disponible

para la captura de datos fisiológicos así como el protocolo para su instalación, calibración y

mantenimiento; el software para captura y sincronización de datos así como sus requerimientos

de instalación y funcionamiento; el protocolo de experimentación, incluyendo el tipo y orden

de las tareas, duración aproximada de las pruebas, condiciones de las instalaciones físicas y de

seguridad e higiene; entre otros.

Las siguientes secciones describen las características del experimento y los resultados obteni-

dos.

3.2.1. Participantes

Se capturaron datos de 22 participantes, 9 mujeres y 13 hombres, con una media de edad de

23.7 años. El 55 % fueron reclutados de la carrera de Ingeniería en Sistemas Computacionales del

TecNM Parral y el resto de círculos sociales y familiares. Del total de los participantes, 15 eran

estudiantes y el resto egresados de diversas carreras.

Todos los participantes llenaron previamente un formulario en-línea con sus datos personales y

escolares, condiciones de salud preexistentes, entre otros, que permitieron determinar su idoneidad

para el experimento y definir la agenda; una vez en el lugar de la prueba se les solicitó firmar un

consentimiento escrito.

La mayor parte del experimento fue realizado en la sala de juntas del Depto. de Sistemas y

Computación, ubicada dentro del edificio del Laboratorio de Cómputo del TecNM Parral, con
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previa autorización de la Dirección y atendiendo las recomendaciones del Comité de Higiene y

Seguridad de la institución. La Figura 3.5 muestra a dos de los participantes realizando una de las

tareas.

Figura 3.5: Participantes realizando una tarea en el experimento del estudio piloto.

3.2.2. Equipo y datos recolectados

Todos los datos fisiológicos fueron recolectados utilizando un mismo equipo de cómputo.

Para la captura se utilizaron tres diferentes dispositivos (ver Tabla 3.2), aunque finalmente EPOC

Flex fue descartado por problemas en la instalación del gorro y calibración con los primeros

participantes.

Tabla 3.2: Dispositivos para captura de datos fisiológicos

Shimmer3 GSR+ Gazepoint GP3 Emotiv EPOC Flex

Datos GSR y tasa de latidos a través de

PPG

Seguimiento ocular con pupilome-

tría

EEG

Tasa de muestreo 102 Hz 60 Hz 128 Hz

Ubicación de sensores Dos dedos de una mano y clip en

oreja

Frente al usuario, entre el teclado

y el monitor

Gorro de 32 canales colocado en

la cabeza

Conexión Bluetooth USB Bluetooth

Software que lo utiliza Consensys (configuración) y

ShimmerCapture (captura y

transmisión LSL)

Gazepoint Control (calibración,

captura y transmisión TCP/IP) y

Gazepoint GP3-LSL (transmisión

LSL)

EmotivPro (calibración, captura y

transmisión LSL)

3.2.3. Software

El proceso de captura de datos fisiológicos se fundamentó en el sistema LSL, para lo que se

utiliza software intermediario o middleware que interactúa con el equipo de sensado de señales

fisiológicas y emplea librerías LSL para propagar los flujos de datos por la red a través del
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protocolo TCP/IP. Una vez disponibles, el sistema administra la recolección, sincronización y

almacenamiento de los flujos de datos locales o remotos, lo cual puede realizarse con el programa

de grabación incluido, generando archivos de datos con un formato XDF.

A continuación se describen las herramientas de software y sus funciones principales.

PruebasCognitivas fue desarrollada para los fines de esta investigación; considera las tareas

cognitivas utilizadas en CogLoad para inducir carga de trabajo, añadiendo una barra de tiempo

límite como factor de estrés, como sugieren otros autores [23]. Adicionalmente, permite definir

tareas genéricas para interactuar con un sitio web o aplicación de escritorio, ya que despliega las

instrucciones en una ventana sobrepuesta para que el usuario pueda leer y dar seguimiento a

cada uno de los pasos.

Las funciones de PruebasCognitivas son: registrar los datos de los participantes y de las

plantillas de pruebas; aplicar las pruebas y almacenar resultados, marcadores de segmentos y

respuestas de autoreportes; enviar flujo de datos de marcadores hacia la herramienta de grabación

LSL; calcular valores de carga de trabajo acorde a NASA-TLX y exportar archivos de resultados

de las pruebas. La Figura 3.6 muestra algunas capturas de pantalla del software, los datos de los

participantes se desenfocaron para mantener su privacidad.

PruebasCognitivas permite calcular y exportar los resultados de carga de trabajo acorde a

la metodología de NASA-TLX, sin embargo, su configuración se basa en plantillas, por lo que

permite adicionalmente aplicar cualquier cuestionario estandarizado cuyas respuestas tengan un

formato tipo Likert
1
.

De igual forma, se desarrolló GazepointGP3-LSL como intermediario con Gazepoint Control

para recibir los datos del dispositivo de seguimiento ocular y enviarlos hacía la herramienta de

grabación. El software es una versión con interfaz gráfica de usuario del código publicado por

Moein Razavi
2

que consume la Open Gaze API. La Figura 3.7 muestra una captura de pantalla del

software.

Para la codificación de PruebasCognitivas y GazepointGP3-LSL se uso la plataforma .NET y

el lenguaje de programación C#, con tecnologías UWP (del inglés Universal Windows Platform) y

1
Con escala que contengan un valor menor, un valor mayor y valores con distribución equitativa entre ellos.

2
Disponible en https://github.com/moeinrazavi/Gazepoint-Eyetracking-GSR-HeartRate--LSL
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Figura 3.6: Capturas de pantalla de PruebasCognitivas

Windows Forms respectivamente.

Figura 3.7: Captura de pantalla de GazepointGP3-LSL

Gazepoint Control es la herramienta base para calibrar el dispositivo Gazepoint GP3, capturar

datos y publicarlos mediante conexiones de red bajo un formato propietario. La Figura 3.8 muestra
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el software en funcionamiento.

Figura 3.8: Captura de pantalla de Gazepoint Control

ShimmerCapture es una herramienta publicada por el fabricante Shimmer
1

con permiso para

redistribución y uso, por lo que se modificó para agregar la funcionalidad de retransmitir los

datos capturados utilizando el sistema LSL. Sus funciones son calibrar dispositivo Shimmer GSR+,

capturar datos y enviarlos hacia la herramienta de grabación (ver Figura 3.9). También de Shimmer,

el software ConsensysBASIC se utiliza para la configuración inicial del dispositivo, acción que se

realiza una sola vez previo a llevar a cabo el experimento.

Figura 3.9: Captura de pantalla de ShimmerCapture

El software EmotivPRO permite la calibración y captura de datos de electroencefalograma.

Además, incluye la opción para retransmitir los datos bajo el sistema LSL (ver Figura 3.10).

1
Disponible en https://github.com/ShimmerEngineering/Shimmer-C-API
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Figura 3.10: Capturas de pantalla de EmotivPRO

Finalmente, LabRecorder es la herramienta de grabación de flujos de datos mediante el

sistema LSL, siendo la parte medular dentro del proceso de captura. La Figura 3.11 muestra un

proceso de grabación activo, con los flujos de datos del dispositivo Shimmer, Gazepoint y de

PruebasCognitivas –aunque no representa un dispositivo físico, PruebasCognitivas transmite los

datos de inicio y fin de cada segmento con una tasa de muestreo irregular–.

ConsensysBASIC, Gazepoint Control, EmotivPRO y LabRecorder se utilizaron “tal cual” son

proporcionadas por sus desarrolladores.

3.2.4. Procedimiento y estímulos

El experimento consistió de dos sesiones de pruebas con tareas presentadas al usuario a través

de la herramienta de software PruebasCognitivas. El participante utilizaba un monitor externo al

cual se le compartía el escritorio en modo extendido y el experimentador supervisaba algunos

parámetros a través del monitor de la computadora portátil.
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Figura 3.11: Captura de pantalla de LabRecorder

En la primera sesión se despliegan a pantalla completa tres bloques con seis tareas cogniti-

vas cada uno y con una tarea de relajación entre cada bloque (ejercicio de respiración guiada,

ver Figura 3.12). Las actividades de cada bloque tienen una misma dificultad, intercalando los

bloques en dificultad baja, alta y media. Antes de cada tarea se muestran las instrucciones para

llevarla a cabo y después de cada tarea se solicita contestar el cuestionario de autoreporte NASA-

TLX/Estrés (ver Figura 3.13a). Previo a finalizar la prueba el participante responde el cuestionario

de comparaciones entre subescalas NASA-TLX para identificar las fuentes de carga de trabajo

(ver Figura 3.13b).

Figura 3.12: Tarea de relajación

Las tareas cognitivas se adaptaron de Haapalainen, Kim, Forlizzi et al. [118] (descritas inicial-
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(a) Autoreporte NASA-TLX/Estrés (b) Comparaciones NASA-TLX

Figura 3.13: Cuestionarios de autoreporte

mente en la sección 3.1) agregando una barra de tiempo límite; a continuación se describen las

tareas con mayor detalle:

1. Identificando la figura (ver Figura 3.14a): observar trazos incompletos de un dibujo y tratar

de identificarlo, niveles de dificultad variando la complejidad de las imágenes.

2. Encontrando el patrón oculto (ver Figura 3.14b): identificar los trazos de una imagen dentro

de otra, se utilizan ocho imágenes para comparación aumentando la complejidad en cada

nivel de dificultad.

3. Encontrando las A’s (ver Figura 3.14c): encontrar las palabras que incluyan la letra “a”,

variando la dificultad aumentando la longitud de las palabras.

4. Comparando números (ver Figura 3.14d): comparar dos números y decidir si son o no el

mismo, la dificultad es manipulada incrementando el número de dígitos y el número de

dígitos que tienen que comparar para identificar la primer diferencia.

5. Buscando los caminos (ver Figura 3.14e): seguir visualmente líneas e identificar su destino

en el lado opuesto –se oculta el cursor sobre la imagen–, dificultad añadida al agregar

puntos de cruce y longitud a las lineas.

6. Localizando las X’s dispersas (ver Figura 3.14f): encontrar “x” distribuidas junto con otras

letras en la pantalla, el criterio de dificultad considera el número de letras, la proximidad o

distribución de las mismas y la existencia de letras de forma similar o rotadas.

La segunda sesión de pruebas consiste de tres tareas guiadas dentro de sitios web. De manera

similar se muestran las instrucciones y el cuestionario de autoevaluación NASA-TLX/Estrés antes
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(a) Identificando la figura (b) Encontrando el patrón oculto

(c) Encontrando las A’s (d) Comparando números

(e) Buscando los caminos (f) Localizando las X’s dispersas

Figura 3.14: Tareas cognitivas

y después de cada tarea, con el ejercicio de relajación entre ellas. Las tareas se realizan en un

navegador web y la descripción de cada paso se muestra en una ventana –con configuración

“siempre al frente”– en la esquina superior derecha. En este caso no se aplica el cuestionario de

comparaciones NASA-TLX ya que los resultados se toman de las respuestas de la primera sesión.
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El objetivo de cada una de las tres tareas “tipo web” fue el siguiente:

1. Conociendo el sitio (ver Figura 3.15a): identificar la estructura de la página principal del

TecNM Cenidet y algunos otros elementos del sitio.

2. Conociendo el Chat bot (ver Figura 3.15b): interactuar con el asistente virtual chat bot del

sitio web del Sistema de Registro de Aspirantes del TecNM Cenidet y conocer algunos

detalles de los programas de estudio y requisitos.

3. Conociendo el Sistema de Registro (ver Figura 3.15c): recorrer las secciones principales del

sitio web del Sistema de Registro de Aspirantes del TecNM Cenidet.

Se contemplaba una evaluación UX más completa al Sistema de Registro, interactuando con

algunas otras funciones, sin embargo, el experimento tuvo que redefinirse porque coincidió con el

periodo oficial de admisión y no fue posible trabajar sobre una versión de prueba del sitio.

3.2.5. Preprocesamiento de datos y extracción de características

El preprocesamiento se llevó a cabo con un flujo de trabajo codificado en Jupyter notebooks y

un kernel Python, además de librerías auxiliares como: pandas y numpy para manejo de datos

en general; pyxdf para lectura y procesado de archivos XDF y scikit-learn para entrenamiento y

evaluación de modelos; entre otras.

Las tareas de preprocesamiento se dividen en dos partes. En la primera parte se agrupan

los datos de todos los participantes de las dos sesiones de prueba, tomando como entrada los

archivos de datos, generados por la herramienta de grabación, y de autoreporte, generados desde

PruebasCognitivas; incluyendo tareas para: leer los flujos de datos y agruparlos, sobremuestrando

los datos de ET; añadir marcadores de segmento e identificadores del participante y la sesión; y

etiquetar cada segmento acorde a los valores autoreportados y/o calculados de carga de trabajo,

estrés, rendimiento y duración.

Aunque cada uno de los flujos de datos contiene estampas de tiempo acorde a la configuración

de los dispositivos de captura, la tarea de sincronización se delega a pyxdf porque utiliza la

estampa de tiempo de alta resolución generada por el sistema LSL y que tiene como base el reloj

local de la computadora, en este caso con mayor precisión debido a que provienen del mismo
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(a) Conociendo el sitio

(b) Conociendo el Chat bot

(c) Conociendo el Sistema de Registro

Figura 3.15: Capturas de pantalla de las tareas web

equipo
1
.

1
Mas información en https://labstreaminglayer.readthedocs.io/info/time_synchronization.

html
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En la segunda parte se toma como entrada el conjunto de datos generado previamente y se

realizan algunos ajustes. Primero, se eliminan columnas no necesarias entregadas por Shimmer

GSR+ y de seguimiento ocular no relacionados con pupilometría. Luego, se validan los datos de

pupila para cada ojo considerando la métrica reportada por el dispositivo y se eliminan registros

sin autoreporte. El objetivo de los experimentos es clasificar niveles de carga de trabajo, por lo que

se descartaron datos de segmentos de relajación o de llenado de cuestionarios que no eran útiles.

Finalmente, se ajustó el valor de verdad a dos niveles de carga de trabajo considerando el

enfoque de etiquetado por valor central de la escala descrito en la sección 3.1.1, pero en este caso

con un rango de 0 a 100, por lo que los valores entre 0 y 50 fueron remplazados por 0 (carga baja)

y los valores mayores de 50 por 1 (carga alta).

Se agruparon los registros que determinan cada segmento –por usuario y tarea– y se extrajeron

características estadísticas de los datos fisiológicos de respuesta galvánica de la piel, tasa de latidos

y diámetros de pupila izquierda y derecha –GSR, HR, PUPILL y PUPILR, respectivamente–, estas

fueron: media, desviación estándar, asimetría, curtosis, primer cuartil, tercer cuartil, desviación

de cuartiles, diferencia entre valores máximos y mínimos, coeficiente de variación, valor medio de

la primera derivada y valor medio de la segunda derivada.

La extracción de características se llevó a cabo considerando ventanas variables acorde a

la duración de cada segmento de datos, descartando previamente los datos no válidos de las

columnas de tasa de latidos y de dilatación de pupilas. Posteriormente se eliminaron las columnas

relacionadas con el nivel, la tarea y las señales con valores no válidos; quedando 48 características

totales.

3.2.6. Modelos y experimentación

El estudio piloto tenía la principal finalidad de desarrollar y probar las herramientas de soft-

ware, verificar el equipamiento y los protocolos de instalación y calibración con los participantes,

así como implementar las tareas relacionadas con el preprocesamiento de los datos fisiológicos.

Por lo anterior, las pruebas de clasificación con modelos de aprendizaje se limitaron a obtener

y comparar los resultados entre el enfoque de validación con separación aleatoria 70/30 y el

enfoque LOSO, ambos con el conjunto sin escalado de características y un modelo RF con 100
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árboles y parámetros predeterminados usando la implementación de la librería scikit-learn.

3.2.7. Resultados

Posterior al preprocesamiento y previo a la extracción de características, se obtuvo un conjunto

de datos con un total de 5,384,224 registros y nueve columnas (ver Figura 3.16); las primeras

columnas corresponden a los valores fisiológicos, continuando con el marcador de segmento, el

identificador del participante y el rendimiento en la tarea, finalizando con el ground-truth para

carga de trabajo y estrés.

Figura 3.16: Descripción del conjunto de datos posterior al preprocesamiento

Se encontró un marcado desequilibro entre clases con una proporción tres a uno –4,057,686

registros para carga baja (75 %) y 1,326,538 registros para clase alta (25 %) –, esto debido a que los

segmentos de dificultad media tuvieron una tendencia de ser autoreportados como de carga de

trabajo baja, probablemente como consecuencia del orden en que se presentaron los bloques de

tareas: de dificultad baja, alta y luego media.

En la Figura 3.17 se presenta el análisis de correlaciones entre las señales fisiológicas, el

rendimiento en la tarea y los niveles de carga y estrés; como se esperaba, se observan correlaciones

altas entre los diámetros de pupila así como entre los niveles de carga de trabajo y estrés.

En cuanto a los resultados de la clasificación binaria de carga de trabajo. En el enfoque de

validación con separación aleatoria 70/30, para los conjuntos de entrenamiento y prueba, se

obtuvo una exactitud del 100 %, con características más importantes a la media y al coeficiente

de variación de HR (ver Figura 3.18), observando un sobreaprendizaje en el modelo.
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Figura 3.17: Correlaciones entre datos fisiológicos, rendimiento y niveles de carga de trabajo y estrés

Figura 3.18: Importancias de características, separación 70/30

Bajo el enfoque de validación LOSO se obtuvo una exactitud promedio del 75.57 %. Sin embargo,

el modelo es inservible, ya que al observar a detalle los resultados por participante, ver Tabla 3.3,

se tiene que hay una nula recuperación para la clase alta de carga de trabajo –todas las métricas

con valores cero– como consecuencia del desbalance del etiquetado de clases en el conjunto de
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datos, donde incluso en algunos modelos solo se tuvieron datos de prueba etiquetados con clase

baja (participantes 3, 7, 11, 15 y 21).

Tabla 3.3: Resultados de varias métricas por participante y por clase

Participante Clase Precisión Recall F1-score Soporte Exactitud

1
0 0.94 1 0.97 236440

0.94
1 0 0 0 15128

2
0 0.92 1 0.96 169013

0.92
1 0 0 0 14238

3 0 1 1 1 265083 1

4
0 0.32 1 0.49 110433

0.32
1 0 0 0 230890

5
0 0.62 1 0.77 162640

0.62
1 0 0 0 98474

6
0 0.86 1 0.92 210494

0.86
1 0 0 0 34806

7 0 1 1 1 242078 1

8
0 0.28 1 0.44 67606

0.28
1 0 0 0 175149

9
0 0.94 1 0.97 212598

0.94
1 0 0 0 12993

10
0 0.86 1 0.93 217201

0.86
1 0 0 0 34296

11 0 1 0.86 0.92 227596 0.85

12
0 0.72 1 0.83 193484

0.72
1 0 0 0 76774

13
0 0.88 1 0.93 187001

0.88
1 0 0 0 26328

14
0 0.66 1 0.8 148223

0.66
1 0 0 0 76366

15 0 1 0.98 0.99 215158 0.98

16
0 0.52 1 0.69 111669

0.52
1 0 0 0 102687

17
0 0.93 0.82 0.87 198156

0.77
1 0 0 0 11876

18
0 0.9 1 0.95 247219

0.9
1 0 0 0 26717

19
0 0.58 1 0.73 165530

0.58
1 0 0 0 122185

20
0 0.61 1 0.76 180471

0.61
1 0 0 0 114895

21 0 1 0.98 0.99 191629 0.98

22
0 0.43 1 0.6 97964

0.43
1 0 0 0 131487
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3.3. Experimento de evaluación UX de sitio web académico

Producto de los hallazgos observados en el estudio piloto se realizaron ajustes en la estructura

de las tareas cognitivas, se consideraron nuevas técnicas para el preprocesamiento de datos y se

evaluaron nuevos modelos de clasificación, entre otros aspectos. Aspectos que fueron puestos a

prueba en un escenario de evaluación UX de un sitio web académico con la finalidad de analizar

su idoneidad para la definición formal de la metodología de evaluación de experiencia de usuario.

Las siguientes secciones describen las características del experimento y los resultados ob-

tenidos. Debido a que se utilizaron los mismos dispositivos de captura y se recolectaron los

mismos tipos de datos que en el estudio piloto (ver sección 3.2.2), y que se usaron las mismas

herramientas de software que auxilian en el proceso de aplicación de las tareas y la captura de

los datos fisiológicos (ver sección 3.2.3), no se describen a detalle esos elementos y se simplifican

otras descripciones que tienen similitud con el estudio piloto.

3.3.1. Participantes

Se capturaron datos de 19 participantes, 7 mujeres y 12 hombres, con una media de edad de

28.4 años; 84 % estudiantes del TecNM Cenidet y el resto de otras instituciones. El experimento se

realizó en un cubículo dentro del edificio de Computación atendiendo las recomendaciones de

higiene y seguridad. La Figura 4.7 muestra una participante realizando una tarea.

Figura 3.19: Participante realizando una tarea en el experimento de evaluación UX
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3.3.2. Procedimiento y estímulos

El experimento consistió de dos sesiones de prueba: sesión de tareas cognitivas y sesión de

evaluación UX.

En la primera sesión se aplicaron dos bloques con las seis tareas cognitivas cada uno y con una

tarea de relajación previa a cada bloque (tareas descritas en sección 3.2.4). Las actividades de cada

bloque con una misma dificultad, iniciando con baja y luego alta. Antes de cada tarea se muestran

las instrucciones y después el cuestionario NASA-TLX. Al finalizar se aplica el cuestionario de

comparaciones NASA-TLX para identificar las fuentes de carga de trabajo.

En el estudio piloto se esperaba una correlación entre la carga de trabajo y la dificultad de las

tareas cognitivas, como se había observado en otros estudios (p. ej., [35], [78], [109]). Sin embargo,

analizando la proporción de carga de trabajo autoreportada (ver Tabla 3.4), esto solo se cumplió

para el conjunto de tareas de dificultad baja, por lo que se hipotetizó que las tareas de dificultad

alta deberían ser más difíciles y que pasar de dificultad alta a media provocaba una percepción

de mayor facilidad en estas últimas.

Tabla 3.4: Carga de trabajo autoreportada por dificultad del bloque en el estudio piloto

Carga de trabajo

Dificultad % Baja % Alta

Baja 82 18

Alta 55 45

Media 77 23

Adicionalmente, en el estudio piloto la duración total de ambas sesiones de prueba –fueron

realizadas una tras otra solo con un breve descanso intermedio– fue en promedio de 65 minutos

(duración mínima de 50 min. y máxima de 87 min.), sin contar la instalación y calibración inicial

de sensores, observando cansancio en los participantes durante la última etapa.

Debido a lo anterior, se realizaron ajustes a las tareas cognitivas, aumentando la dificultad del

bloque alto y descartando las tareas de dificultad media.

En la segunda sesión, sesión de evaluación UX, se definieron cinco tareas para realizar en

la aplicación web del Departamento de Ciencias Computacionales del TecNM Cenidet (ver

Figura 3.20): 1) modificando datos personales, 2) agregando teléfonos, 3) agregando otros datos, 4)

agregando una publicación y 5) eliminando datos. Se muestran las instrucciones y el cuestionario
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NASA-TLX antes y después de cada tarea, respectivamente, con un segmento de relajación al

inicio de la prueba.

Figura 3.20: Captura de pantalla de tarea en sesión de evaluación UX

3.3.3. Preprocesamiento de datos y extracción de características

En este experimento se incluyeron datos de electroencefalografía, por lo que de entre varios

métodos del estado del arte para realizar preprocesamiento EEG (Autoreject [123], ADJUST [124],

DETECT [125], entre otros), se eligió realizarlo con PREP [126] por las siguientes razones:

Parte de la premisa de realizar solo el “suficiente” preprocesamiento para uniformar el

comportamiento estadístico de los datos entre diferentes dispositivos y paradigmas ex-

perimentales. Esto permite incluso aplicar alguno de los otros métodos posterior a PREP.

Además, en esta investigación se utilizó el dispositivo Emotiv Epoc Flex, sin embargo era

importante elegir un esquema que tuviera más flexibilidad y uniformidad ante el uso de un

dispositivo diferente.

Considera varios métodos para buscar canales malos: por valores nulos (NaN); por canales

flat, que tienen valores constantes o muy pequeños por un periodo de tiempo significativo;

por desviación estándar, para detectar amplitudes extremas; por ruido de alta frecuencia;

por correlación entre canales; por la relación ruido-señal (SNR); y RANSAC, el cual toma

una muestra aleatoria de datos de un canal bueno para evaluar el comportamiento de otros

canales. Esta variedad de métodos permite identificar las razones por las que se etiqueta

un canal como malo y analizar las problemáticas en la calidad de los datos.
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Incluye un mecanismo (heredado del framework EEGLAB para Matlab) para interpolar los

canales malos dentro de un proceso iterativo, introduciendo un algoritmo para obtener y

remover previamente una señal de referencia calculada entre los sensores.

Tiene varias implementaciones, principalmente en Python, R y Matlab, que facilitan su

utilización.

Además del uso del método PREP, se probó la remoción de artefactos oculares en EEG a través

de análisis de componentes independientes (ICA) utilizando la librería mne
1
.

Cuando se trabaja en clasificación con modelos de aprendizaje utilizando datos de electroen-

cefalograma es común que las características de densidad espectral de poder relacionadas con los

ritmos cerebrales se extraigan utilizando el método de Welch [127] a partir de la transformada

rápida de Fourier (p. ej., [8], [46], [57], [71]), sin embargo, en esta investigación se decidió utilizar

el método multitaper [128] ya que se ha encontrado que como estimador mejora los métodos

estándar de análisis espectral y permite generar espectrogramas que incluso pueden ser mejor

interpretados visualmente [129][130], esta última característica era relevante para la investigación

debido a que originalmente se planteaba realizar experimentos con modelos de redes neuronales

convolucionales y se anticipaba entrenarlos con una mejor representación.

Las tareas de procesamiento se implementaron en el método preprocess de una clase

Python denominada PprocFile. Este método se ejecuta para cada uno de los datos de prueba

por participante en ambas sesiones –el pseudocódigo 3.1 muestra las tareas que gestiona–. Recibe

como parámetros un archivo de datos fisiológicos de un participante en una sesión, el tipo de

prueba (cognitiva o web), el archivo de exportación de PruebasCognitivas con la información de

etiquetado y el tamaño de la ventana de tiempo para la extracción de características.

El método preprocess genera como salida cinco archivos en formato de serialización de

Python (tipo pickle) conteniendo: 1) datos preprocesados, 2) metadatos, 3) datos raw después de

la limpieza de artefactos oculares, 4) datos preprocesados normalizados y 5) datos preprocesados

estandarizados.

La descripción de cada tarea es la siguiente:

1
Sitio web de MNE: https://mne.tools/stable/index.html
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Algoritmo 3.1 Método preprocess

datos ← cargarDatos()

datosEtiquetados ← etiquetarDatos(datos)

datosPREP, canalesValidos ← realizarPREP(datosEtiquetados)

if canalesValidos >= 9 then
if |canalesValidos ∩ [Fp1, Fp2, F7, F8])| > 0 then

datosFiltrados ← filtrarDatos(datosPREP)

datosProcesados ← removerArtefactosOculares(datosFiltrados)

datosProcesados ← extraerCaracteristicasPSD(datosProcesados)

datosProcesados ← validarPupilas(datosProcesados)

datosProcesados ← eliminarColumnasInnecesarias(datosProcesados)

datosProcesados ← eliminarCanalesEEGNoValidos(datosProcesados)

datosProcesados ← extraerCaracteristicasEstadisticasNoEEG(datosProcesados)

datosProcesados ← eliminarColumnasDatosNoValidos(datosProcesados)

datosProcesados ← eliminarSegmentosDescartados(datosProcesados)

datosProcesados ← eliminarDatosNulos(datosProcesados)

datosProcesados ← extraerCaracteristicasEstadisticasEEG(datosProcesados)

datosProcesados ← ajustarGroundTruth(datosProcesados)

datosProcesados ← normalizar(datosProcesados)

datosProcesados ← estandarizar(datosProcesados)

generarSalida()

return “Preprocesamiento y extracción de características terminados”

else
return “Insuficientes canales de referencia para realizar ICA”

end if
else

return “Insuficientes canales EEG válidos”

end if

1. Cargar datos: Obtener los flujos de datos separados y agruparlos sobremuestreando acorde

a la tasa más alta), adicionar los marcadores de segmento y agregar los datos de participante

y sesión.

2. Etiquetar datos: Obtener la información de etiquetado del participante y etiquetar cada

segmento.

3. Realizar análisis PREP : Gestionar el análisis PREP de los datos EEG.

4. Filtrar datos: Aplicar un filtro paso banda de 0.1-40 Hz.

5. Remover artefactos oculares: Crear una copia de los datos filtrados y aplicar un filtro paso

alto de 1 Hz [131]; realizar el análisis ICA tomando como referencia los canales Fp1, Fp2,

F7, F8; remover los componentes oculares en los datos filtrados originales.

6. Extraer características PSD: Seccionar los datos acorde a la ventana de tiempo, calcular y

agregar la densidad espectral de poder (PSD) absoluta y relativa de cada segmento, en las

bandas de las ondas cerebrales.
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7. Validar pupilas: Actualizar los datos de diámetro de pupila izquierda y derecha acorde a la

validez reportada por el sensor.

8. Eliminar columnas no necesarias: Eliminar columnas que no se utilizan pero que son entre-

gadas por los sensores.

9. Eliminar canales EEG no válidos: Eliminar las columnas de los canales EEG no válidos.

10. Extraer características estadísticas: Acorde a la ventana de tiempo, calcular y agregar carac-

terísticas estadísticas (media, desviación estándar, valor máximo, valor mínimo, entre otras)

de los datos GSR, HR, EEG (por canal válido) y pupilas.

11. Eliminar columnas con datos no válidos: Eliminar las columnas de datos fisiológicos que

poseen fragmentos de datos no válidos (HR y pupilas).

12. Eliminar segmentos descartados: Eliminar segmentos de respiración y cuestionarios de

autoevaluación.

13. Eliminar datos nulos: Eliminar registros con algún dato nulo (NaN).

14. Extraer características estadísticas EEG: De cada registro, agrupar los datos EEG de canales

válidos y calcular y agregar características estadísticas; por ejemplo, la desviación estándar

representa al valor GFP [132].

15. Ajustar valores de verdad : Ajustar el ground-truth de carga de trabajo a solo dos niveles

(menor a 50: baja; 50 hacia arriba: alta).

16. Normalizar : Normalizar los datos con enfoque min-max por participante.

17. Estandarizar : Estandarizar los datos con enfoque por participante.

18. Generar salida: Generar los archivos pickle.

Se definieron otros métodos en la clase PprocFile para conjuntar los datos de cada sesión

considerando solo los usuarios con suficientes canales EEG válidos, generando los conjuntos para

cada enfoque de escalado de características que se utilizaron en la clasificación con modelos de

aprendizaje.

Se generó también un conjunto de datos (con sus versiones normalizadas y estandarizadas)

sin considerar el análisis de canales válidos EEG, el filtrado, la eliminación de artefactos y la

extracción de otras características EEG que se describieron anteriormente. En resumen, este

conjunto contiene la información de etiquetado, los datos de los canales EEG en bruto y las
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características estadísticas de cada canal EEG, de GSR, de HR y de pupilas.

3.3.4. Modelos y experimentación

Fueron considerados dos enfoques para el entrenamiento y prueba con los modelos de apren-

dizaje automático.

En el primer enfoque, entrenamiento y prueba con sesión cognitiva, el objetivo fue encontrar

modelos y ajustes con un buen desempeño en la clasificación considerando validación LOSO y

solo los datos de la sesión cognitiva. Se utilizaron modelos RF y XGB, descartando SVM dado que

inicialmente el tiempo de entrenamiento era considerablemente mayor.

Se realizaron pruebas con el conjunto de datos con procesamiento EEG completo y con los

siguientes ajustes:

statEEG: Utilizar solo las características estadísticas de los canales válidos EEG.

gtMedia: Ajustar el ground-truth considerando la media por usuario en la sesión cognitiva,

si está por debajo de la media se etiqueta como carga baja y por arriba como carga alta.

Combinación de los dos ajustes previos.

Para fines comparativos, se realizaron también varias pruebas de clasificación con el conjunto

de datos sin preprocesamiento EEG.

En el segundo enfoque, entrenamiento con sesión cognitiva y pruebas con sesión web o de

evaluación UX, se utilizó el conjunto de datos con preprocesamiento EEG y los datos de la sesión

cognitiva para el entrenamiento y los datos de la sesión web para la validación con un enfoque

LOSO. Agregando los siguientes ajustes:

sin20s: Descartar los primeros 20s de cada segmento considerando una duración mínima de

30s.

segP : Considerar para el entrenamiento solo los tres segmentos altos con mayor carga

autoreportada y los tres segmentos bajos con la menor carga autoreportada.

sinEEG: Descartar todos los datos EEG.

Combinación de ajustes previos.

Para completar el proceso de evaluación de experiencia de usuario, se definió un mecanismo
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por votación, en donde se utiliza el modelo de aprendizaje con mejor rendimiento, obtenido

en el segundo enfoque, para obtener la carga de trabajo de cada segmento de evaluación UX

considerando las predicciones mayoritarias de cada participante; los segmentos con carga de

trabajo alta se relacionan con un detrimento en la experiencia del usuario debido a la demanda

de recursos requerida.

3.3.5. Resultados

Analizando la proporción de carga de trabajo autoreportada (ver Tabla 3.5) se observó una

mejor distribución de clases, acorde a lo esperado por la dificultad de los segmentos, concluyendo

que el ajuste en la presentación de los bloques de tareas cognitivas y el aumento de complejidad

de las tareas de dificultad alta brindó resultados satisfactorios.

Tabla 3.5: Carga de trabajo autoreportada por dificultad del bloque en el experimento de evaluación UX

Carga de trabajo

Dificultad % Baja % Alta

Baja 83 17

Alta 23 77

De igual forma, la duración total del experimento fue en promedio de 53 minutos (duración

mínima de 40 min. y máxima de 67 min.), reduciendo en 19 %, 20 % y 23 %, el promedio, mínimo y

máximo, respectivamente, en comparación con el estudio piloto. En particular, la sesión cognitiva

tuvo una duración promedio de 29 min. (mínimo de 22 min. y máximo de 35 min.), variando

debido al desempeño de cada participante, ya que la aplicación PruebasCognitivas avanza en

automático una vez que se termina una tarea exitosamente.

El flujo de preprocesamiento PREP para datos EEG permitió limpiar las señales y descartar

canales que fueron afectados por diversas condiciones y que fueron irrecuperables. La Figura 3.21a

muestra los primeros 5s de los datos EEG del participante 01 de la sesión cognitiva. La Figura 3.21b

muestra el mismo fragmento de datos después del flujo PREP, marcando en tono gris los canales

detectados como malos (P3, CP2 y Pz).

La Tabla 3.6 muestra la validez de los canales EEG de ambas sesiones considerando solo los

participantes con suficientes canales válidos. Se observa un gran número de datos EEG no útiles

debido a la cantidad de ruido y artefactos en las señales. Durante la prueba se les pedía a los
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(a) Datos EEG originales

(b) Datos EEG posteriores a PREP

Figura 3.21: Primeros 5s de datos EGG del participante 01, sesión cognitiva

participantes limitar sus movimientos corporales a lo necesario, sin embargo, se tuvieron algunas

observaciones en cuanto a la calidad del gorro utilizado ya que presentaba un notable desgaste y

en ocasiones la sujeción no era la ideal, marcando un buen contacto según los parámetros del

software EmotivPro pero con intermitencias en la calidad reportada de la señal.

El análisis ICA permitió remover artefactos oculares considerando los canales de referencia.

La Figura 3.22 muestra los componentes detectados en el participante 01 de la sesión cognitiva,

denotados por el nombre con tonalidad gris. La Figura 3.23 muestra un fragmento de la señal

marcando con rojo los componentes oculares y la Figura 3.24 muestra los primeros 5s de la señal

tras su remoción.
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Tabla 3.6: Validez de canales EEG por participante en sesiones cognitiva y de evaluación UX

Participantes en sesión cognitiva Participantes en sesión de evaluación UX

Canales p01 p02 p05 p07 p08 p14 p18 p19 p01 p02 p04 p05 p07 p08 p14 p19 Conteo

F3
1,2,3

X X X X X X X X X X X X X X X X 16

P7
1,2,3

X X X X X X X X X X X X X X X X 16

FC1
1,2,3

X X X X X X X X X X X X X X X X 16

Fz
1,2,3

X X X X X X X X X X X X X X X X 16

FC2
1,2,3

X X X X X X X X X X X X X X X X 16

Fp1
1

X X X X X X X X X X - X X X X X 15

Fp2
1

X X X X X X X X X X - X X X X X 15

F7
1

X X X X X X X X X X X X X - X X 15

Oz
2

X - X X X X X X X X X X X X X X 15

P4
2

X X X X X - X X X X X X X X X X 15

F8
1

X X X X X X X X X X - X X X X X 15

TP10
2

X X X - X - X X X X X X X X X X 14

T7 X X X X - X X X X X - X X X X X 14

FT9
2

X - X X - X X X X X X X X X X X 14

P8
2

X - X X X - X X X X X X X X X X 14

T8 X X X X X - X X X X - X X X X X 14

O2
2

X - X X X X - X X X X X X X X X 14

TP9 X - X X - X X X X X - X X X X X 13

C4 X X X X - - X X X X X X X - X X 13

F4 X X X - X - X X X X X X X X - X 13

CP6 X X X X - - X X X X X X X - X X 13

O1 X X - X X X X X X - X X X - X X 13

Cz X X X X - - - X X X X X X - X X 12

FC5 X - X - - X - X X X X X X - X X 11

FT10 X - X - - X X X X X - X X - X X 11

FC6 X X X - - - X X X X - X X - X X 11

CP5 X X X - X - - X X - X X X X - - 10

C3 X X X - - - - - X X X X X - - X 9

P3 - X X - X - - X X - X X X - - X 9

CP2 - - X - - - X X X X - X X - X X 9

CP1 X - X - - - - X X - X X X - - X 8

Pz - - X - - - X - - X X X - - X X 7

Conteo 29 22 31 21 19 17 25 30 31 28 23 32 31 19 27 31

Solo se muestran los participantes con suficientes canales EEG válidos por sesión; X canal válido, - canal no válido

1
Canales válidos compartidos entre participantes de sesión cognitiva: Fz, Fp2, P7, Fp1, F7, F3, FC1, F8, FC2

2
Canales válidos compartidos entre participantes de sesión evaluación: Fz, P4, P7, F3, FC1, FT9, O2, TP10, FC2, Oz, P8

3
Canales válidos compartidos entre participantes en ambas sesiones: Fz, P7, F3, FC1, FC2

Como ejemplo de los métodos para obtener la densidad espectral, la Figura 3.25 muestra el

resultado de la primera ventana de tiempo calculada utilizando los métodos de Welch y multitaper

sobre el canal Fp1 del participante 01, con una ventana de 4s y considerando la banda del ritmo

cerebral delta.

En cuanto a las pruebas de clasificación binaria de carga de trabajo. La Tabla 3.7 muestra

un resumen de los resultados considerando el enfoque de entrenamiento y prueba con datos de

la sesión cognitiva, obteniendo la mejor exactitud de 65.4 % con un modelo RF de 135 árboles,

conjunto normalizado y ajuste gtMedia. Utilizando el conjunto de datos sin preprocesamiento EEG

la mejor exactitud fue del 57.03 % con un modelo RF de 100 árboles y el conjunto estandarizado.

El resto de resultados descritos se relacionan con el enfoque de entrenamiento con datos de la
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Figura 3.22: Componentes ICA detectados en la señal EEG del participante 01, sesión cognitiva

Figura 3.23: Fragmento de la señal con componentes oculares ICA identificados, participante 01, sesión

cognitiva

sesión cognitiva y prueba con datos de la sesión web o de evaluación UX.

Dado que el conjunto de datos se construyó descartando los usuarios que no contaran con

suficientes canales EEG válidos, los usuarios por sesión fueron los siguientes:

Sesión cognitiva (sesión 01): 1, 2, 5, 7, 8, 14, 18 y 19.

Sesión web (sesión 02): 1, 2, 4, 5, 7, 8, 14 y 19.

Considerando las diferencias y la cantidad de registros entre los participantes de cada sesión

(ver Tabla 3.8), se realizaron pruebas con algunos filtros por usuario:
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Figura 3.24: Primeros 5s de datos después de remover componentes oculares ICA, participante 01, sesión

cognitiva

Figura 3.25: Densidad espectral de poder calculada con los métodos de Welch y multitaper

sin p04s02: Sin los datos del participante 04 de la sesión 02, debido a que no se encuentra

en la sesión 01 y a que por problemas en los sensores se obtuvo una cantidad de registros

menor al promedio.

sin p19s01: Sin los datos del participante 19 de la sesión 01, debido a que por problemas en

los sensores se obtuvo una cantidad de registros menor al promedio.

mismos usuarios: Sin los datos de los participantes 18 y 19 de la sesión 01 y de los participantes

04 y 19 de la sesión 02, para realizar pruebas con los mismos participantes en ambas sesiones.

La Tabla 3.9 muestra un resumen de las pruebas realizadas y los resultados, obteniendo la

mejor exactitud de 82 % con un modelo XGB
1
, conjunto normalizado, considerando los mismos

usuarios para entrenamiento y validación así como ajustes statEEG, gtMedia y segP.

1
Parámetros básicos: objective binary:logistic, n_estimators 150, max_depth 10, colsample_bytree 0.7 y sca-

le_pos_weight 0.86
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Tabla 3.7: Resultados de pruebas con sesión cognitiva

Modelo Conjunto Ajustes ID Parámetros % Acc

XGB Base - 0 39.3

XGB Base - 1 38.5

XGB Normalizado - 0 52.1

XGB Normalizado statEEG 0 58.2

XGB Normalizado statEEG 1 59.3

XGB Normalizado gtMedia 0 63.4

XGB Normalizado gtMedia 1 62.6

XGB Normalizado statEEG, gtMedia 0 65.2

XGB Normalizado statEEG, gtMedia 1 64.8

XGB Estandarizado - 0 63.6

XGB Estandarizado - 1 64.0

RF Base - 0 33.9

RF Base - 1 38.0

RF Base - 2 41.8

RF Base - 3 31.0

RF Normalizado - 0 64.3

RF Normalizado gtMedia 0 64.3

RF Normalizado gtMedia 1 62.4

RF Normalizado gtMedia 2 60.5

RF Normalizado gtMedia 3 65.4
1

RF Normalizado statEEG, gtMedia 0 64.4

RF Normalizado statEEG, gtMedia 1 63.0

RF Normalizado statEEG, gtMedia 2 60.6

RF Normalizado statEEG, gtMedia 3 64.5

RF Estandarizado - 0 62.4

RF Estandarizado - 1 64.0

RF Estandarizado - 2 62.2

RF Estandarizado - 3 59.7

1
Exactitud más alta

Tabla 3.8: Cantidad de registros por participante

Participante Registros Duración aprox.

(segundos)

Sesión cognitiva

p1 137953 1078

p2 154347 1206

p5 128472 1004

p7 158071 1235

p8 142203 1111

p14 143118 1118

p18 128216 1002

p19 28839 225

Sesión de evaluación UX

p1 67418 527

p2 77531 606

p4 9382 73

p5 53271 416

p7 79733 623

p8 91021 711

p14 54913 429

p19 88413 691

Con el mejor modelo encontrado y solo con los participantes con datos válidos para las

dos sesiones, se obtiene la carga de trabajo de cada segmento de evaluación UX a partir de las

predicciones mayoritarias de cada participante. La Figura 3.26 presenta los resultados para cada

una de las tareas de interacción con el sitio web, denotando que en la mayoría se encontró una
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Tabla 3.9: Resultados de las pruebas entrenando con sesión cognitiva y validando con sesión web

Modelo Conjunto Ajustes Fitro usuario ID Parámetros % Acc

XGB Normalizado - sin p04s02 0 66.1

XGB Normalizado - sin p19s01, sin p04s02 0 60.0

XGB Normalizado - mismos usuarios 0 64.8

XGB Normalizado statEEG, gtMedia mismos usuarios 0 79.8

XGB Normalizado statEEG, gtMedia, sin20s mismos usuarios 0 78.1

XGB Normalizado statEEG, gtMedia, segP mismos usuarios 0 80.8

XGB Normalizado statEEG, gtMedia, segP mismos usuarios 1 82.0
1

XGB Normalizado sinEEG, gtMedia, segP mismos usuarios 0 79.9

XGB Normalizado sinEEG, gtMedia, segP mismos usuarios 1 79.3

RF Normalizado - - 0 69.4

RF Normalizado - sin p04s02 0 69.2

RF Normalizado - sin p19s01, sin p04s02 0 65.2

RF Normalizado mismos usuarios 0 66.0

RF Normalizado - mismos usuarios 1 65.5

RF Normalizado - mismos usuarios 2 66.5

RF Normalizado - mismos usuarios 3 46.4

RF Normalizado statEEG, gtMedia mismos usuarios 0 78.8

RF Normalizado statEEG, gtMedia mismos usuarios 1 78.9

RF Normalizado statEEG, gtMedia mismos usuarios 2 73.4

RF Normalizado statEEG, gtMedia mismos usuarios 3 70.6

RF Normalizado statEEG, gtMedia, sin20s mismos usuarios 0 80.0

RF Normalizado statEEG, gtMedia, sin20s mismos usuarios 1 81.0

RF Normalizado statEEG, gtMedia, sin20s mismos usuarios 2 75.0

RF Normalizado statEEG, gtMedia, sin20s mismos usuarios 3 70.5

RF Normalizado statEEG, gtMedia, segP mismos usuarios 0 79.7

RF Normalizado statEEG, gtMedia, segP mismos usuarios 1 79.6

RF Normalizado statEEG, gtMedia, segP mismos usuarios 2 73.6

RF Normalizado statEEG, gtMedia, segP mismos usuarios 3 72.1

RF Normalizado sinEEG, gtMedia, segP mismos usuarios 0 80.6

RF Normalizado sinEEG, gtMedia, segP mismos usuarios 1 80.0

RF Normalizado sinEEG, gtMedia, segP mismos usuarios 2 75.1

RF Normalizado sinEEG, gtMedia, segP mismos usuarios 3 77.2

1
Exactitud más alta.

carga de trabajo baja y solo equilibrada en el caso de la tarea de modificación de datos personales.

En resumen, se utilizaron los datos de la sesión cognitiva y se realizaron pruebas de clasificación

binaria de carga de trabajo (clases baja y alta) con variación en algunos ajustes, posteriormente,

utilizando el mejor modelo evaluado con la métrica de exactitud (enfoque LOSO), se predijo la

carga de trabajo en los segmentos de evaluación UX utilizando un criterio de mayoría entre los

participantes, obteniendo cuatro segmentos con mayoría de carga de trabajo baja y un segmento

con carga de trabajo equilibrada (tres participantes con mayoría baja y tres con mayoría alta).
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Figura 3.26: Resultados de la carga de trabajo detectada en cada tarea de evaluación UX

63



4 | Metodología propuesta

La metodología para complementar la evaluación de UX interpretando la carga de trabajo a

partir de datos fisiológicos de los usuarios, se diseñó con base en un flujo de trabajo o pipeline

tradicional de aprendizaje automático [133], con adaptaciones acorde a los hallazgos encontrados

a lo largo de la investigación y los objetivos planteados.

En este capítulo se presenta su estructura, la descripción de los componentes y el experimento

para evaluar su desempeño.

4.1. Estructura y descripción de los componentes

La Figura 4.1 muestra la estructura del diagrama de bloques, visualmente se identifica: un com-

ponente inicial de “Constructo”, componentes de “Estímulo” y “Adquisición” que se relacionan con

el experimento para adquisición de datos, una separación conceptual entre el “Preprocesamiento”

y la “Extracción de características”, y componentes finales de “Entrenamiento” y “Predicción”

para la obtención de resultados. Las siguientes secciones describen con mayor detalle cada uno

de ellos.

-​Estado cognitivo.
-​Señales fisiológicas.
-​Cuestionario de autoevaluación subjetiva.

Constructo

-​Estructura estática de tareas cognitivas.
-​Tareas de evaluación UX dependientes al 
producto.
-​Características de las sesiones y participantes.

Estímulo

-​Solo datos de la sesión de evaluación UX.
-​Predicción por mayoría entre participantes.
-​Predicción por mayoría de datos.

Predicción

-​Equipamiento e instalaciones.
-​Configuración y aplicación de pruebas.
-​Captura y sincronización de datos.

Adquisición

-​Carga, remuestro y etiquetado de datos.
-​Validación de datos EEG.
-​Filtrado y remoción de artefactos oculares EEG.
-​Eliminación de datos no utilizados.
-​Validación de datos de pupilometría.
-​Normalización de datos.
-​Ajuste de ground-​truth.
-​Selección de datos de segmentos cognitivos.
-​Selección de datos de segmentos de evaluación 
UX.

Preprocesamiento

-​Características PSD de EEG.
-​Características estadísticas de todas las 
señales.

Extracción de características

-​Solo datos de la sesión cognitiva.
-​Enfoque de validación leave-​one-​subject-​out.
-​Modelo predefinido.

Entrenamiento

Figura 4.1: Diagrama de bloques de la metodología
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4.1.1. Constructo

Esta etapa representa un componente conceptual dentro de la metodología, implica la elección

del estado cognitivo de carga de trabajo (ver sección 2.1.3) como complemento a las evaluaciones

de experiencia de usuario (ver sección 1.3), a NASA-TLX como el cuestionario estandarizado

para su valoración subjetiva (ver sección 2.1.5) y a las señales fisiológicas de EEG, GSR, PPG y

pupilometría como los datos inherentes al usuario para poder reconocerlo (ver sección 2.1.4).

Cada uno de los elementos mencionados ya han sido presentados con anterioridad, por lo

que se omite su descripción.

4.1.2. Estímulo

En esta etapa se describe el estímulo cognitivo para inducir carga de trabajo así como la

estructura y características de las dos sesiones de prueba y de los participantes.

El estímulo cognitivo se conforma de las seis tareas cognitivas con una barra de tiempo límite

descritas en el estudio piloto (ver sección 3.2.4).

El experimento se divide en dos sesiones de pruebas:

Sesión cognitiva (primera sesión). Presenta dos bloques con las seis tareas cognitivas cada

uno y una tarea de relajación intermedia (respiración guiada). Las actividades de cada

bloque tienen una misma dificultad, iniciando con dificultad baja y luego alta. Antes de

cada tarea se muestran las instrucciones para llevarla a cabo y después de cada tarea se

solicita contestar el cuestionario de autoevaluación NASA-TLX. Previo a finalizar la prueba

se solicita contestar también el cuestionario de comparaciones entre subescalas NASA-TLX

para identificar las fuentes de carga de trabajo La Figura 4.2 muestra la estructura de forma

gráfica.

Sesión de evaluación UX (segunda sesión). Consiste de tareas guiadas en el producto digital

a evaluar (p. ej., sitio web). Se muestran las instrucciones antes de cada tarea, con un

ejercicio de relajación entre ellas. Las tareas se realizan en un navegador web o aplicación

de escritorio (dependiendo del producto) y la descripción de cada paso se muestra en una

ventana con configuración “siempre al frente” posicionada en la esquina superior derecha.
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1

Comparaciones NASA

…
Tarea 1 Autoevaluación Tarea 2 Autoevaluación Tarea 6 AutoevaluaciónRelajación

Bloque de
dificultad baja:

…
Tarea 1 Autoevaluación Tarea 2 Autoevaluación Tarea 6 AutoevaluaciónRelajación

Bloque de
dificultad alta:

Relajación

Figura 4.2: Estructura de la sesión cognitiva

La sesión cognitiva tiene una duración aproximada de 30 min. considerando que el software

utilizado para su aplicación avanza en automático una vez que se termina exitosamente una tarea

cognitiva o se alcanza el tiempo límite. Se ha observado una duración máxima de 35 min. en

participantes que ocupan un mayor tiempo al realizar los autoreportes o leer las instrucciones.

Se recomienda que la sesión de evaluación UX se planee con una duración similar de aproxi-

madamente 30 min., esto para evitar el cansancio de los participantes y otras situaciones, como

por ejemplo la degradación del gel electroconductivo, contemplando además que se requiere

tiempo extra para preparar el software e instalar, calibrar y/o revisar los dispositivos de captura

de datos.

En cuanto al número de participantes, en la literatura se encontraron estudios relacionados

con estados cognitivos que presentan experimentos con un número de participantes muy diverso,

contrario al contexto práctico de evaluación de experiencia de usuario, donde algunos análisis

indican que cinco participantes podría ser suficiente (ver sección 2.3.1).

En acuerdo con estas observaciones, se requieren al menos cinco participantes con datos

validados en la etapa de preprocesamiento, considerando que es posible descartar participantes

debido a corrupción de datos, interrupción de pruebas por fallos eléctricos o de los dispositivos,

pérdida de contacto de electrodos, entre otros problemas.
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4.1.3. Adquisición

Para la captura de datos fisiológicos se utilizan los dispositivos comerciales Shimmer3 GSR+,

Gazepoint GP3 y Emotiv EPOC Flex (ver Figura 4.3); los cuales fueron descritos en la sección 3.2.2.

Figura 4.3: Dispositivos para captura de datos fisiológicos

El proceso de captura de datos se fundamenta en el sistema LSL y se utilizan varias herra-

mientas de software (descritas a detalla en la sección 3.2.3): PruebasCognitivas, ShimmerCapture,

ConsensysBASIC, Gazepoint Control, GazepointGP3-LSL, EmotivPro y LabRecorder.

Consensys, Gazepoint Control, EmotivPro
1

y LabRecorder se utilizan tal cual son proporcio-

nadas por sus desarrolladores. PruebasCognitivas y GazepointGP3-LSL se desarrollaron para esta

investigación y ShimmerCapture fue modificada para transmitir los datos capturados utilizando

el sistema LSL.

Todos los datos son transmitidos y recolectados dentro de una misma computadora con

modo de pantalla extendida. El participante utiliza un monitor, teclado y ratón independientes

para realizar las tareas. El investigador utiliza otra combinación de pantalla, teclado y ratón

para configurar, iniciar las sesiones de grabación y supervisar algunos parámetros durante su

desarrollo. La Figura 4.4 muestra la vista del experimentador, un participante en acción y una

representación de los datos capturados.

Para minimizar la presencia de ruido en las señales se recomienda que durante la prueba

se solicite a los participantes limitar sus movimientos corporales a lo necesario. En el caso de

EEG, otros factores como la calidad y desgaste del gorro así como su incorrecta sujeción, pueden

generar intermitencias en la calidad de la señal, lo cual puede verificarse en tiempo real con el

software EmotivPro.

1
Esta versión tiene un costo de suscripción mensual.
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EEG

HR

GSR

Pupila

NASA-TLX

Figura 4.4: Vista del experimentador y representación de los datos capturados

4.1.4. Preprocesamiento y extracción de características

Conceptualmente los componentes de preprocesamiento y extracción de características se

presentan por separado, como se observa en el diagrama de la figura 4.1, sin embargo, en la

práctica se desarrollan en un único flujo de trabajo
1

que inicia con la lectura de los archivos de

datos de cada participante y finaliza con la generación del conjunto de datos empleado para el

entrenamiento y predicción.

Este flujo de trabajo recibe como parámetros de entrada las rutas de las carpetas de sesión,

donde se encuentran los archivos XDF de datos de cada participante
2
, y las rutas de los archivos

CSV de etiquetado, exportados desde la herramienta PruebasCognitivas. Presenta como salida

archivos tipo pickle (formato de serialización de Python) con los datos procesados por participante,

por sesión y por ambas sesiones, todos en sus versiones base y normalizada. La Figura 4.5 muestra

el flujo de las tareas
3

que se realizan, añadiendo otras del procesamiento final y almacenamiento

de resultados. Estas tareas fueron definidas a partir de la experimentación previa, por lo que la

descripción y justificación de los métodos elegidos puede consultarse en la sección 3.3.3.

Algunos aspectos a destacar son los siguientes:

Se ajusta el ground-truth por usuario en ambas sesiones, tomando como referencia la media

1
Implementado en Jupyter notebooks con un kernel Python.

2
Los archivos tiene un nombre con formato específico, p. ej., p01s01.xdf, participante 01 en la sesión 01.

3
Por simplificación no se muestran las entradas y salidas de cada tarea.
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4

3

Cargar datos

Remuestrear datos

Agregar marcadores de 
segmento

Agregar identificadores 
de participante y 

sesión

Etiquetar segmentos

Analizar EEG con PREP

Filtrar EEG con paso 
banda

Remover artefactos 
oculares de EEG con 

ICA

Extraer características 
PSD de EEG por 

ventana de tiempo

Validar pupilas

Inicio

Eliminar columnas no 
utilizadas

Remover canales EEG 
no recuperables

Remover participantes 
con EEG no válido

Extraer características 
estadísticas de todas 

las señales por ventana 
de tiempo

Extraer características 
estadísticas EEG por 
instante de tiempo

Eliminar columnas 
fisiológicas con datos 

no válidos

Remover segmentos no 
utilizados

Normalizar

Ajustar ground-​truth

Guardar archivos 
procesados por 

participante

Guardar archivos 
procesados por sesión

Guardar archivo 
procesado del conjunto 

de datos final

1

2

Fin

1

2

3

4

Carga y preprocesamiento inicial

Preprocesamiento EEG

Extracción de características

Procesamiento final y
almacenamiento de resultados

Descartar segundos 
iniciales en segmentos 

de segunda sesión

Remover participantes 
con autoreporte 

polarizado

Descartar 
características EEG no 

estadísticas

Figura 4.5: Flujo de tareas desde la carga de datos hasta el guardado del conjunto final procesado.

de la carga reportada por el usuario en la sesión cognitiva; esto debido a que se asume que los

segmentos de dificultad más alta generan una carga alta y viceversa, independientemente

del autoreporte.

Se descartan los segmentos de datos de relajación, instrucciones y llenado de cuestionarios.

Se descartan los datos de los participantes con la totalidad de su autoreporte polarizado

69



4. METODOLOGÍA PROPUESTA

hacia carga baja o carga alta.

Se normalizan los datos, por participante, por sesión.

De la sesión cognitiva finalmente solo se consideran los tres segmentos
1

con mejor relación

carga de trabajo esperada/reportada para cada nivel.

De la sesión de evaluación UX se descartan los primeros 20s de datos de cada segmento,

considerando mantengan un tamaño mínimo de datos de 30s.

4.1.5. Entrenamiento

Se definen las características del modelo de aprendizaje automático acorde a la configuración

de mejor rendimiento encontrada en la experimentación previa. Esto corresponde a un clasificador

XGB cuyos valores de principales parámetros se pueden observar en la Tabla 4.1.

Tabla 4.1: Parámetros del clasificador XGB

Parámetro Valor Parámetro Valor

objective binary:logistic max_depth 10

base_score 0.5 max_leaves 0

booster gbtree min_child_weight 1

colsample_bylevel 1 num_parallel_tree 1

colsample_bynode 1 predictor auto

colsample_bytree 0.7 random_state 11

eval_metric None reg_alpha 0

gamma 0 reg_lambda 1

gpu_id -1 n_estimators 150

grow_policy depthwise scale_pos_weight 0.86

learning_rate 0.300000012 max_bin 256

max_cat_to_onehot 4 max_delta_step 0

El modelo fue validado con un enfoque leave-one-subject-out (LOSO) con los datos de la sesión

cognitiva, obteniendo un rendimiento del 82 % de exactitud en el experimento de evaluación

(sección 3.3.5). Se utiliza un enfoque LOSO porque representa una validación independiente del

participante, lo que es más adecuado para proyectos que pretendan una aplicación práctica [91]

debido a que se evalúa la generalización del modelo con datos completamente desconocidos.

El entrenamiento se realiza con el modelo descrito y los datos de la sesión cognitiva del

conjunto resultante de la etapa previa, que en resumen:

Contiene los valores capturados y características estadísticas de GSR, HR y diámetro de

pupilas.

1
Estos son: XsDispersas_baja, gestalt_baja, encontrandoAs_baja, gestalt_alta, encontrandoAs_alta y patron_alta.
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Incluye las características estadísticas de los valores EEG y PSD absolutos y relativos de los

canales válidos por instante de tiempo.

Contiene solo los segmentos con mejor autoreporte esperado de los participantes con EEG

válido y autoreporte no totalmente polarizado.

Tiene el ground-truth ajustado por usuario y está normalizado por usuario.

4.1.6. Predicción

Se utiliza el modelo entrenado en la etapa previa para predecir la carga de trabajo de cada

segmento o tarea
1

de la sesión de evaluación UX (segunda sesión). Se determina la carga pre-

ponderante por participante y la carga final del segmento a través de un criterio de mayoría; los

segmentos con carga de trabajo alta se relacionan con un detrimento en la experiencia del usuario

debido a la demanda de recursos requerida.

La Figura 4.6 muestra un ejemplo conceptual del cálculo de la carga mayoritaría que genera una

tarea de evaluación UX. La carga mayoritaria resultante puede ser “Alta”, “Baja” o “Equilibrada”
2
.

Baja
Baja
Alta

Predicción
 individual 
(por dato)

Baja

Carga
preponderante 

(por participante)

Alta
Baja
Alta

Alta

Baja
Baja
Baja

Baja

Baja

Carga
mayoritaria

Figura 4.6: Cálculo de carga de trabajo que genera una tarea de evaluación UX

1
Se descartan los primeros 20s de cada tarea considerando el impacto inicial en los niveles de carga de trabajo.

2
Posible solo en el caso de un número par de participantes.

71



4. METODOLOGÍA PROPUESTA

4.2. Evaluación

Para evaluar la metodología se realizó un nuevo experimento donde el producto digital a

analizar fue el editor de texto en línea denominado Documentos de Google
1
.

Las siguientes secciones describen las características del experimento y los resultados obteni-

dos. Se omiten algunos aspectos, por ejemplo el estímulo cognitivo, por ya estar definidos por la

propia metodología.

4.2.1. Participantes

Se capturaron datos de 11 participantes, 5 mujeres y 6 hombres, con una media de edad

de 30.7 años; todos estudiantes del TecNM Cenidet. Fueron descartados los datos de uno de

los participantes debido a que se presentó un “apagón” eléctrico cuando estaba por iniciar la

última tarea de la segunda sesión. El experimento se realizó en un cubículo dentro del edificio de

Computación atendiendo las recomendaciones de higiene y seguridad. La Figura 4.7 muestra a

un participante realizando una tarea cognitiva.

Figura 4.7: Participante realizando una tarea cognitiva

Una de la personas ya había participado en el experimento de evaluación UX previo, por lo que

se reutilizaron sus datos de la sesión cognitiva y solo realizó la sesión de evaluación del producto

digital. Uno de los objetivos de este experimento era evaluar el desempeño de la metodología

bajo esta perspectiva de reutilización de datos previos, sin embargo, no hubo respuesta favorable

a la solicitud realizada a otros cinco participantes.

1
Disponible en: https://docs.google.com/
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4.2.2. Procedimiento y estímulos

A continuación se describen las tareas correspondientes a la sesión de evaluación UX:

1. Edición de documento de texto (complejidad baja). Ingresar a Google Docs y realizar tareas

de edición de texto en la copia de un documento específico, tales como: cambiar fuente,

formato y colores de letra; insertar imágenes y cambiar tamaño; configurar interlineado de

párrafos; entre otras.

2. Colaboración y versiones (complejidad alta). Continuar desde la tarea previa y trabajar con

opciones de colaboración y versiones como: agregar comentarios y asignar tareas, cam-

biar configuración de notificaciones, intercambiar entre modos de trabajo del documento,

rechazar sugerencias, asignar nombres a diferentes versiones del documento, entre otras.

3. Compartir y descargar documento (complejidad media). Continuar desde la tarea previa y

publicar el documento en la Web, enviar el archivo por correo electrónico a los colaboradores

y descargar el documento en un formato específico.

Cada tarea se diseñó con diferente complejidad considerando el análisis heurístico propio y los

publicados por Pranjal Jain [134] y Mayank Khandelwal [135], posteriormente esta complejidad

fue confirmada para las tareas de complejidad baja y alta en la entrevista post-prueba realizada

a cada participante. La complejidad alta se percibe por la poca familiaridad que se tiene con

esas opciones –corroborada también con una encuesta previa–; caso opuesto con la tarea de

complejidad baja, donde las opciones de edición básica son similares en ubicación y simbología a

las del editor Microsoft Word.

4.2.3. Resultados

La sesión cognitiva tuvo una duración aproximada de 32 min., con un máximo de 36 min. y

un mínimo de 24 min., similar a los tiempos del experimento previo (promedio 29 min., máximo

de 35 min. y mínimo de 22 min.). La Tabla 4.2 muestra las estampas de tiempo y duración de la

sesión de cada participante.

Se descartaron los datos de cuatro participantes por no contar con suficientes canales EEG

válidos en ambas sesiones, resultado del análisis PREP. La Tabla 4.3 muestra los canales válidos por

participante en ambas sesiones. Se observa que al considerar los datos de todos los participantes se

73



4. METODOLOGÍA PROPUESTA

Tabla 4.2: Duración de las sesiones cognitivas

Participante Inicio Fin Duración

2 12:34:42 p. m. 01:10:07 p. m. 00:35:25

3 02:49:55 p. m. 03:21:40 p. m. 00:31:45

4 08:19:01 a. m. 08:54:55 a. m. 00:35:54

5 10:43:27 a. m. 11:07:33 a. m. 00:24:06

7 12:11:30 p. m. 12:40:14 p. m. 00:28:44

8 10:14:51 a. m. 10:50:23 a. m. 00:35:32

9 12:45:46 p. m. 01:21:07 p. m. 00:35:21

10 04:19:14 p. m. 04:51:22 p. m. 00:32:08

11 09:22:41 a. m. 09:54:01 a. m. 00:31:20

12 12:49:51 p. m. 01:20:49 p. m. 00:30:58

encontraron siete canales “buenos” compartidos en sesión cognitiva, cinco en sesión de evaluación

UX y tres compartidos en ambas sesiones.

Tabla 4.3: Validez de canales EEG por participante en sesiones cognitiva y de evaluación UX

Participantes en sesión cognitiva Participantes en sesión de evaluación UX

Canales p01 p04 p05 p08 p11 p12 p01 p04 p05 p08 p11 p12 Conteo

O1
1,2,3

X X X X X X X X X X X X 12

FT9
1,2,3

X X X X X X X X X X X X 12

F7
1,2,3

X X X X X X X X X X X X 12

TP9
1

X X X X X X X X X X X - 11

Fp2
2

X - X X X X X X X X X X 11

P7
1

X X X X X X - X X X X X 11

F3
2

X X X X X - X X X X X X 11

FC2
1

X X X X X X X X X X X - 11

FC1 X X X X X - X X X X X - 10

Fp1
1

X X X X X X - X X X - X 10

Oz X X - X X X X X - X X X 10

O2 X X - X X X X X - X X X 10

F8 X - X X X X - X X X X X 10

FT10 X X X X - X - X X X - X 9

F4 X X X X X - X X X X - - 9

Fz X X X - X - X X X X X - 9

FC5 X - - X X - X X - X X X 8

P8 X X - X X X - X - - X X 8

Cz X X - X X - X X - X X - 8

TP10 X X - X - X - X X - X - 7

T7 X - - X X - X X - X - X 7

T8 X X X - - - - X X - - X 6

FC6 X - X X - - - X - - - X 5

CP5 X - - X - - X X - - - X 5

C3 X - - X X - - - - - X - 4

CP6 X - - X - X - X - - - - 4

CP2 - X - X - - - X - X - - 4

C4 X - - X - - - X - - - - 3

CP1 X - - X - - - X - - - - 3

P4 X - - X - - - X - - - - 3

P3 - X - X - - - X - - - - 3

Pz - X - - - - - X - - - - 2

Conteo 29 21 16 29 20 15 16 31 16 20 18 17

Solo los participantes con suficientes canales EEG válidos por sesión; X canal válido, - canal no válido

1
Canales válidos compartidos entre participantes de sesión cognitiva: Fp1, F7, O1, FT9, P7, TP9, FC2

2
Canales válidos compartidos entre participantes de sesión evaluación: Fp2, F7, O1, FT9, F3

3
Canales válidos compartidos entre participantes en ambas sesiones: F7, O1, FT9

Como se observa en la Tabla 4.4, la sesión cognitiva mantiene un autoreporte de carga de
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trabajo acorde a lo esperado dada su dificultad; los porcentajes representan la proporción en

cuanto a la totalidad de datos por dificultad y por cada segmento.

Tabla 4.4: Proporción de autoreporte de carga de trabajo en segmentos cognitivos

Segmento
Proporción

Carga baja Carga alta

Segmentos de dificultad baja 86 % 14 %

XsDispersas_baja 100 % 0 %

busqueda_baja 100 % 0 %

gestalt_baja 100 % 0 %

patron_baja 79 % 21 %

encontrandoAs_baja 76 % 24 %

comparacion_baja 73 % 27 %

Segmentos de dificultad alta 24 % 76 %

encontrandoAs_alta 11 % 89 %

gestalt_alta 11 % 89 %

patron_alta 15 % 85 %

busqueda_alta 23 % 77 %

comparacion_alta 25 % 75 %

XsDispersas_alta 45 % 55 %

Se encontraron variaciones en el orden de los segmentos con mejor proporción de autoreporte

esperado de carga de trabajo baja, en comparación con el experimento previo:

Experimento previo: XsDispersas, gestalt, encontrandoAs, comparacion, busqueda, patron.

Nuevo experimento: XsDispersas, busqueda, gestalt, patron, encontrandoAs, comparacion.

No hubo variaciones significativas en cuanto al orden de los segmentos con mejor proporción

de autoreporte esperado de carga de trabajo alta:

Experimento previo: gestalt, encontrandoAs, patron, busqueda, comparacion, XsDispersas.

Nuevo experimento: encontrandoAs, gestalt, patron, busqueda, comparacion, XsDispersas.

En cuanto al desempeño del modelo de aprendizaje automático, se obtuvo una exactitud

promedio del 89 % en el enfoque de validación LOSO (ver Tabla 4.5), conservando una exactitud

alta aún con nuevos participantes y diferentes condiciones de datos EEG.

Tabla 4.5: Resultado de la validación LOSO del clasificador XGB

Usuario de prueba acc train acc test
precision recall f1-score

Carga baja Carga alta Carga baja Carga alta Carga baja Carga alta

4 1.0 0.97 0.97 0.98 0.96 0.98 0.97 0.98

5 1.0 0.98 1.0 0.96 0.94 1.0 0.97 0.98

8 1.0 0.76 0.78 0.75 0.52 0.91 0.63 0.82

11 1.0 1.0 1.0 1.0 1.0 1.0 1.0 1.0

12 1.0 0.65 0.43 0.83 0.68 0.63 0.53 0.72

1 1.0 0.99 1.0 0.98 0.97 1.0 0.98 0.99

Promedio: 1.0 0.89 0.86 0.92 0.85 0.92 0.85 0.92
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En cuanto a la predicción de la carga de trabajo en los segmentos de evaluación UX, se puede

observar en la Figura 4.8 que para el segmento de complejidad baja (web_edicionBasica) se obtiene

una predicción esperada, para el segmento de complejidad alta (web_permisosVersiones) una

predicción equilibrada cuando se esperaría ser alta y para el segmento de complejidad media

(web_compartirDescargar) una predicción alta.

Para fines de evaluar la metodología se consideraron los segmentos de complejidad alta y baja

y se esperaría una carga de trabajo similar predicha por el modelo. Del segmento de complejidad

media solo se observa su comportamiento pero no se considera debido a que los segmentos

cognitivos provocan una carga de trabajo polarizada.
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Figura 4.8: Predicción de carga de trabajo en segmentos de evaluación UX

Debido a lo anterior, se analizó el autoreporte de cada uno de los participantes (ver Tabla 4.6),

observando que el participante 05 reportó una carga de trabajo baja en todos los segmentos

cognitivos, contrario a lo esperado en los segmentos de dificultad alta. El participante 05 terminó

las sesiones cognitivas en el menor tiempo (ver Tabla 4.2) y con el mejor desempeño, además, en

la entrevista manifestó ser un jugador exhaustivo de videojuegos y haberse tomado las tareas

como un reto de esa índole.

En la Tabla 4.6 se observa también que el participante 01 presenta un mayor autoreporte de

carga baja en los segmentos de mayor dificultad, pero no para todos los datos como en el caso

del participante 05.

Considerando estos aspectos, se descartaron los datos del participante 05 y se realizó de nuevo

el entrenamiento y la predicción de carga de trabajo para analizar los cambios entre un resultado y

otro, obteniendo una exactitud promedio menor, de 86.8 % con la misma configuración de modelo
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Tabla 4.6: Autoreporte de carga de trabajo por participante

Participante
Segmentos de dificultad baja Segmentos de dificultad alta

Carga baja Carga alta Carga baja Carga alta

p1 100 % 0 % 57 % 43 %

p4 75 % 25 % 0 % 100 %

p5 100 % 0 % 100 % 0 %

p8 59 % 41 % 0 % 100 %

p11 100 % 0 % 0 % 100 %

p12 100 % 0 % 17 % 83 %

de aprendizaje automático, pero una predicción más acertada en cuanto a lo esperado dada la

complejidad por diseño (ver Figura 4.9).

El comportamiento de autoreporte del participante 05 no se presentó en los participantes de

experimentos previos, dado a que es una anomalía de lo que se pretende inducir se determinó

ajustar la metodología para contemplar esta situación, este ajuste se refleja en la descripción

presentada en la sección 4.1.4 en el bloque denominado “Remover participantes con autoreporte

polarizado”.
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Figura 4.9: Predicción de carga de trabajo en segmentos de evaluación UX, sin considerar participante 05.
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5.1. Conclusiones

El trabajo de tesis cumplió los objetivos de la investigación: 1) identificando las caracterís-

ticas de las señales fisiológicas que se emplean en el reconocimiento de carga de trabajo y las

correlaciones con métricas de UX (ver sección 2.3), 2) construyendo varios conjuntos de datos

con estímulos relacionados con UX y seleccionando el dataset CogLoad, evaluando modelos de

aprendizaje automático (ver capítulo tres) y 3) definiendo y evaluando la metodología propuesta

(ver capítulo cuatro).

Se comprobó la hipótesis, ya que al aplicar la metodología se complementa la evaluación

tradicional de UX dentro del plano cuantitativo-objetivo, detectando la carga de trabajo de los

usuarios utilizando un modelo entrenado con datos fisiológicos de actividad cerebral, ritmo

cardíaco, conductancia de la piel y seguimiento ocular. Sin embargo, persiste un componente

subjetivo, a través del cuestionario estandarizado NASA-TLX, que es base para el etiquetado de la

sesión cognitiva.

La experimentación reafirma que gestionar las diferencias individuales de los participantes y

obtener un buen rendimiento en la clasificación de carga de trabajo con un enfoque LOSO continúa

siendo un reto en el estado del arte. Por esta razón, la metodología define el entrenamiento con

un subconjunto de datos donde el estímulo cognitivo induce una carga de trabajo polarizada, para

luego realizar predicciones en datos desconocidos de las tareas con el producto digital, obteniendo

el resultado para cada segmento a partir de la predicción mayoritaria entre participantes.

Este enfoque brinda a su vez la posibilidad de reutilizar los datos validados de usuarios que

realizaron la sesión cognitiva en otros procesos de evaluación UX, utilizándolos en la mejora del

modelo de aprendizaje o incluso convocando de nuevo a estos usuarios pero solo para realizar

las tareas de interacción con otro producto digital a evaluar. Esta flexibilidad es consecuencia de

la estructura modular de la metodología, la cual le brinda una mayor adaptabilidad y permite

efectuar ajustes posteriores en su diseño y aplicación.
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Los experimentos fueron realizados con participantes dentro del perfil de usuario potencial de

cada software, condición básica en un proceso de investigación en UX, por lo que la metodología

ha sido construida y verificada a partir de los datos de 40 y 11 usuarios, respectivamente, cuyas

edades van desde los 20 a los 47 años, con una media de 26.9 años, la mayoría estudiantes de

licenciatura o posgrado.

Finalmente, aunque la metodología no define detalles de las condiciones físicas de las instala-

ciones y del equipo para desarrollar los experimentos –se obvia–, esto es prioritario para capturar

datos con mejor calidad.

5.2. Aportaciones

La contribución más relevante de esta tesis se da en la definición de la metodología para

complementar la evaluación de UX con base en el reconocimiento de carga de trabajo, modelos de

aprendizaje y datos fisiológicos; estableciendo: características de los estímulos; condiciones y reco-

mendaciones para la experimentación; flujo de trabajo de procesamiento de datos; configuración

y elección de modelos de clasificación y obtención y presentación de resultados.

A continuación se enlistan otros productos de la investigación.

Publicación en revista JCR
1
:

E. Bañuelos-Lozoya, G. González-Serna, N. González-Franco et al., “A Systematic Review

for Cognitive State-Based QoE/UX Evaluation,” Sensors, vol. 21, n.
o

10, 2021. doi: 10.3390/

s21103439

Publicaciones en congresos nacionales:

E. O. Bañuelos Lozoya, J. G. González Serna, N. González Franco et al., Metodología para

complementar la evaluación de UX interpretando la carga de trabajo a partir de datos fisiológicos

del usuario, Cuernavaca, Morelos, México, 2023. X JCyTA. Artículo corto y póster.

E. O. Bañuelos Lozoya, J. G. González Serna y N. González Franco, Experimento para capturar

datos fisiológicos e interpretar estados cognitivos en evaluaciones UX, Cuernavaca, Morelos,

México, 2022. V JCyTA.

1
Se redactaron otros artículos de este tipo, no se enlistan por no estar publicados a la fecha de la última revisión

del documento.
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E. O. Bañuelos Lozoya, J. G. González Serna y N. González Franco, Evaluación de conjuntos

de datos para reconocimiento de carga cognitiva y estrés, Cuernavaca, Morelos, México, 2021.

IV JCyTA.

Software desarrollados/adaptado:

PruebasCognitivas, con registro ante INDAUTOR
1
.

GazepointGP3-LSL.

ShimmerCapture, solo adaptación LSL.

5.3. Trabajos futuros

La metodología facilita su mejora continua en varios aspectos, siendo el rendimiento en la

clasificación de la carga de trabajo uno de los primordiales, por lo que se recomienda realizar

pruebas con los datos de las sesiones cognitivas experimentando con modelos de aprendizaje mas

robustos, como los de tipo profundo, ajustando los componentes necesarios acorde a los hallazgos

encontrados.

El aplicar la metodología con participantes recurrentes y reutilizar sus datos cognitivos en

varias pruebas de evaluación UX permite, por lo menos, tiempos más bajos en la experimentación,

procesamiento de los datos y entrega de resultados, sin embargo, dada la poca disponibilidad de

participantes no fue posible evaluar este enfoque a detalle.

El software PruebasCognitivas permite aplicar cuestionarios estandarizados con preguntas

tipo Likert usando una configuración basada en plantillas, no obstante solo procesa las respuestas

del cuestionario NASA-TLX acorde a la metodología del instrumento, entregando el resto de las

respuestas “tal cual”, por lo que es necesario implementar las funciones necesarias para procesar

otros cuestionarios que así lo requieran.

1
Número de registro: 03-2023-041315011100-01
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Siglario

ADASYN Adaptive Synthetic
ECG Electrocardiograma

EDA Electrodermal Activity
EEG Electroencefalografía

ET Eye Tracking
FFT Fast Fourier transformation
GAN Generative Adversarial Networks
GC Gradient Boosting
GFP Global Field Power
GSR Galvanic Skin Response
HR Heart Rate
HRV Heart Rate Variability
ICA Independent Component Analysis
kNN k-Nearest Neighbor

LDA Linear Discriminant Analysis
LOSO Leave One Subject Out
LSL Lab Streaming Layer
MLP Multilayer Perceptron
NASA-TLX NASA Task Load Index
PPG Photoplethysmography
PSD Power Spectral Density
RF Random Forest
SCR Skin Conductance Response
SLR Systematic Literature Review
SVM Support Vector Machine
UX User Experience
XDF Extensible Data Format
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