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Resumen 
 

En esta tesis se detalla el diseño e implementación de una red neuronal en un sistema 

embebido de gama media para la clasificación de nutrientes de suelo agrícola, se rediseñó un 

espectrofotómetro para la determinación de la respuesta espectral de muestras de suelo 

agrícola. La caracterización del sensor se realizó mediante la herramienta webplotdigitizer 

de acuerdo con la información obtenida de la hoja de datos del fabricante, determinando la 

gráfica que relaciona la longitud de onda con la salida normalizada del sensor. Se construyó 

un dataset con la información de la respuesta espectral ingresándola en la plataforma Edge 

Impulse® con la cual se realizó el entrenamiento de una red neuronal con 600 épocas y una 

tasa de aprendizaje del 0.001 obteniendo un porcentaje de precisión de 83.3%, y una función 

de pérdida de 0.38 validando la identificación y clasificación de los diferentes tipos de suelo 

analizados. 

Palabras clave: aprendizaje automático, espectrografía, muestras de suelo, red 

neuronal, sistemas embebidos.  
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Abstract 
 

This thesis details the design and implementation of a neural network in a mid-range 

embedded system for the classification of agricultural soil nutrients. A spectrophotometer 

was redesigned for the determination of the spectral response of agricultural soil samples. 

The characterization of the sensor was performed using the webplotdigitizer tool according 

to the information obtained from the manufacturer's datasheet, determining the relationship 

between the spectral wavelength and the normalized output of the sensor. A dataset was built 

with the information of the spectral response and entered to the Edge Impulse® platform for 

the training of a neural network with 600 epochs and a learning rate of 0.001, obtaining an 

accuracy percentage of 83.3%, and a loss function of 0.38, validating the identification and 

classification of the different types of soil analyzed. 

Keywords: embedded systems, machine learning, neural network, soil sampling, 

spectrography. 
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Capítulo 1 Introducción 
 

El estado de Durango tiene una superficie territorial de 123,364 𝐾𝑚2, lo que hace que 

sea el cuarto estado por tamaño en el país (INEGI, 2020). Es un estado que cuenta con una 

población de 1,832,650 personas (INEGI, 2020), esto hace que ocupe el lugar 25 por el 

número de habitantes. Una de las actividades primarias del estado de Durango es la 

agroindustrial (Hernández Chavarria, 2022). 

La producción agrícola de Durango está conformada por maíz forrajero, avena 

forrajera, maíz grano, frijol, alfalfa verde, tomate, cebada, pimiento morrón, nogal, espárrago, 

chile y cebolla (Castillo, 2020). 

En el desarrollo de un cultivo los nutrientes del suelo se pierden ya que los absorbe el 

cultivo recién cosechado, varios de estos nutrientes no se regeneran por si solos por lo que es 

importante usar fertilizantes los cuales sirven para recuperar los nutrientes perdidos (IFA, 

2002). Según (Sierra, 2021) la cantidad de fertilizante a aplicar debe estar basada en el 

requerimiento de nutrientes del cultivo (RNC) y en el análisis de suelo. 

Según (De La Cruz Moreno, 2019) la identificación de los macronutrientes que la 

planta requiere en importantes cantidades para su desarrollo normal son nitrógeno (N), 

fósforo (P), potasio (K), azufre (S), calcio (Ca), magnesio (Mg) y sodio (Na). Existen 

nutrientes que se suministran en cantidades menores y estos no dejan de ser importantes para 

las plantas. En (Ibujés, 2020) detalla que los micronutrientes presentes en el suelo son hierro 

(Fe), manganeso (Mn), zinc (Zn), cobre (Cu), molibdeno (Mo), cloro (Cl) y boro (B).  
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Para lograr una mayor satisfacción de los requerimientos de las plantas, se requiere 

tener un óptimo abastecimiento de nutrientes y agua. En esta perspectiva (Gaona, 2020) 

expone que se debe tomar en la estimación las dosis y la frecuencia de aplicación, estas deben 

estar balanceadas para impedir pérdidas por lixiviación evitando la contaminación del suelo 

y/o de los mantos acuíferos.  

El avance en las tecnologías electrónica, óptica y de la inteligencia artificial, permiten 

sensar los micro y macronutrientes que conforman el suelo del invernadero, optimizando la 

producción y la calidad en los cultivos. 

La luz blanca descompuesta en sus diferentes intensidades de luz al pasar por una 

sustancia produce un espectro interrumpido por diferentes líneas oscuras, denominadas líneas 

de absorción (Fonseca, 2020). 
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1.1 Planteamiento del problema 

Debido al crecimiento poblacional de la actualidad, se requiere mejorar la producción de 

cultivos para alimentar a la población. En el sector de cultivos protegidos bajo invernadero, 

es indispensable conocer la cantidad de nutrientes que conforman el suelo, por lo cual 

suministrar los nutrientes necesarios mediante la aplicación de fertilizantes, con la finalidad 

de obtener una mejora en la calidad y cantidad de la producción. Mediante la aplicación de 

las tecnologías electrónica y óptica se aborda la identificación de los micro y macronutrientes 

que están presentes en el suelo del invernadero. 

1.2 Objetivos 

 

1.2.1 Objetivo general 

Clasificar la presencia de macronutrientes de muestras del suelo de un invernadero 

mediante el análisis espectral a través de una red neuronal. 

 

1.2.2 Objetivos específicos 

 Rediseñar e implementar un espectrógrafo en impresora 3D, esto permitirá obtener la 

respuesta espectral de la muestra a analizar en región UVA. 

 Recolectar, preparar y analizar las muestras del suelo, el análisis de la muestra del 

suelo permite obtener la longitud de onda vs la respuesta de absorbancia.  

 Caracterizar el sensor VEML6075, con la finalidad de encontrar la función de 

transferencia del sensor para incorporarla en el programa del microcontrolador.  
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 Diseñar una red neuronal para la detección de los macronutrientes, para encontrar el 

tipo de suelo al que pertenece la muestra analizada 

 Implementar en un sistema embebido la red neuronal. 

 Clasificar la cantidad de nutrientes mediante la red neuronal. 

 Exhibir los datos para la toma de decisiones. 

1.3 Hipótesis 

Mediante la aplicación de la tecnología electrónica, óptica e inteligencia artificial, es 

posible determinar los elementos químicos que componen el sustrato de un cultivo protegido 

dentro de un invernadero, recopilando la información necesaria para una óptima toma de 

decisiones del uso de los fertilizantes. 

1.4 Justificación 

Debido al crecimiento poblacional mundial y más en específico del país México y 

más en concreto del estado de Durango, donde la población aumento del 2010 (SEDESOL, 

2010) al 2020 en 200,000 personas, y se tiene que obtener alimento para dicha población se 

requiere una mayor y mejor producción del sector agropecuario. 

La presente investigación se enfoca en el sector agrícola, donde se tendrá un 

instrumento de mejora en la producción de cultivos de hortalizas dentro de un invernadero, 

detectando los nutrientes que tiene el suelo, esto con el fin de que se determine qué macro y 

micronutrientes son necesarios añadir en forma de fertilizante para mejorar el crecimiento de 

las plantas.  
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La mayor problemática que se aborda en la presente investigación es la aplicación 

adecuada de fertilizantes, ya que al no tener conocimiento con exactitud en tiempo real de 

los nutrientes que son necesarios en el suelo, se puede suministrar de forma errónea la 

cantidad requerida, por lo cual impedirá que el cultivo se desarrolle en las mejores 

condiciones; conociendo los nutrientes que faltan en el suelo se proporcionara la cantidad 

óptima para la mejora en la cantidad y calidad del cultivo. 

1.5 Delimitación del problema 

La presente investigación está limitada a la región UV del espectro electromagnético 

debido a que los nutrientes a analizar están ubicados en esta región. Dichos nutrientes son 

Magnesio (Mg), Fosforo (P) y Nitrógeno (N). 

El presente trabajo de investigación también tiene la limitación de suelos analizados 

ya que el costo de analizar cada uno en el laboratorio es elevado y solo se analizaron 10 

suelos distintos. 

El diseño del prototipo del espectrógrafo será de material PLA debido a que el costo 

es menor, se pierde resistencia, pero no es tan importante esta ventaja en el trabajo realizado. 
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1.6 Estado del arte 

1.6.1 Antecedentes 

En (Gómara, 2016), se muestra la combinación de la tecnología optoelectrónica con el 

aprendizaje automático a través de una red neuronal para medir y caracterizar la absorbancia de 

muestras de productos bioquímicos en función de las longitudes de onda. El desarrollo del sistema 

embebido está basado en el microcontrolador PIC 16F877A, obteniendo un tiempo de ejecución 

del código del algoritmo de clasificación de pocos segundos. 

En (Saha, 2022), se explora la posibilidad de implantar los algoritmos de aprendizaje 

automático en los dispositivos de baja capacidad computacional como los microcontroladores. El 

desafío radica en que la implementación convencional de machine learning requiere una gran 

capacidad computacional, lo que dificulta su uso directo en microcontroladores con recursos 

limitados. Se resaltan los requisitos específicos para habilitar el aprendizaje automático en 

dispositivos tipo microcontrolador.  

En (Beningo, 2022) se destaca la creciente importancia de la implementación de algoritmos 

de aprendizaje automático en microcontroladores, dado que estos dispositivos deben ser altamente 

eficientes en cuanto al consumo de energía, los desarrolladores requieren aprender a implementar 

modelos de aprendizaje automático en sistemas basados en microcontroladores. Se presenta una 

introducción de cómo los desarrolladores de sistemas embebidos pueden aprovechar el machine 

learning en microcontroladores, utilizando ejemplos concretos y herramientas específicas de 

STMicroelectronics para facilitar el proceso. 

En (Giménez, 2022) se abordan los avances recientes en el campo del aprendizaje 

automático que permiten la inferencia con modelos en microcontroladores económicos y de tamaño 
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reducido. Se propone un enfoque innovador al entrenar directamente los modelos de aprendizaje 

automático en microcontroladores y ampliar el proceso de entrenamiento mediante el aprendizaje 

federado. Los resultados indican que cuando se entrena localmente con menos datos, aumentar la 

frecuencia de las rondas de aprendizaje federado reduce la pérdida de entrenamiento de manera 

más rápida, pero esto conlleva un mayor uso de ancho de banda y un tiempo de entrenamiento 

prolongado. En función de la aplicación específica, se destaca la importancia de encontrar un 

equilibrio entre los requisitos y el uso de recursos del sistema. 

En (Svoboda, 2022) se enfocan en la implementación de modelos de redes neuronales 

profundas (DNN) en microcontroladores, que son atractivos debido a su bajo costo, consumo 

moderado y disponibilidad generalizada en el mercado. Así mismo, se profundiza en los requisitos 

y desafíos asociados con la inferencia rápida de DNN en microcontroladores, se discuten varios 

aspectos, como la influencia de la jerarquía de memoria en la arquitectura del modelo, los costos 

subestimados de técnicas de compresión y cuantificación, y las cuestiones críticas que surgen al 

desplegar modelos en microcontroladores en comparación con dispositivos móviles. 
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Capítulo 2 Marco teórico 

En esta sección se presentarán algunos conceptos básicos de espectrografía, así como la 

absorbancia y transmitancia de los materiales, ley de Beer-Lambert, el espectro electromagnético. 

 

 2.1 Espectrofotómetro 

 

El espectrofotómetro es un instrumento que permite proyectar un haz de luz a través de una 

muestra y medir la absorbancia (la cantidad de luz absorbida por la muestra) o la transmitancia (la 

cantidad de luz que pasa a través de la muestra, es decir, el recíproco matemático de la absorbancia). 

La cantidad de luz absorbida o transmitida a una determinada longitud de onda es proporcional a 

la concentración del material. Si el material no absorbe luz por sí mismo, se puede mezclar con 

otros reactivos para obtener, mediante una reacción química específica, una solución que si absorba 

luz. Los espectrofotómetros actuales pueden medir sobre prácticamente cualquier material 

(líquidos, plásticos, papel, metal, telas, etc.), de allí su versatilidad y uso en diferentes disciplinas. 

Las principales aplicaciones de los espectrómetros son determinación de la cantidad en una 

solución de un compuesto en específico (p.e., concentración de hierro en la sangre, de cobre en un 

tejido, etc.), identificación de unidades estructurales específicas, (ya que estas tienen distintos tipos 

de absorbancia), detección de niveles de contaminación en aire y agua, determinación de impurezas 

en alimentos y reactivos, determinación de constantes de disociación de indicadores ácido base, y 

estandarización de colores de diversos materiales.  
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2.2 Espectroscopia ultravioleta-visible 

 

La espectroscopia ultravioleta-visible es un subconjunto de la espectroscopia de absorción 

en la que se utilizan diferentes longitudes de onda de radiación electromagnética en el rango 

ultravioleta (UV) y visible (VIS) para iluminar una muestra. Los rayos UV o de luz visible son 

parcialmente absorbidos por la muestra, dependiendo de la sustancia. Un detector adecuado registra 

en función de la longitud de onda la luz transmitida, que constituye la luz restante. La salida 

posterior del detector es el espectro UV-VIS distintivo de la muestra, también conocido como 

"espectro de absorción". 

 

2.3 Absorbancia y transmitancia en materiales 

 

Debido a que la longitud de onda de la luz absorbida corresponde a una excitación 

electrónica en el objeto, es común que un objeto absorba luz cuando este incide sobre la misma. El 

resto de la luz se transmite, otras palabras, la luz suministrada atraviesa la muestra a analizar.   

Al dividir el espectro de intensidad de la luz transmitida a través de una muestra (𝐼0) por el 

espectro de intensidad de la luz transmitida a través del objetivo (I), un espectrofotómetro puede 

calcular la razón de la luz transmitida respecto a la luz incidente, bajo condiciones geométricas 

específicas “transmitancia” 

La absorbancia (A), también conocida como “densidad óptica” (DO), es la cantidad de luz 

absorbida por el objeto y puede expresarse de la siguiente manera: 

Α = − log(𝑇) 
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Transmitancia (𝑇): 

𝑇 =
𝐼
𝐼0

 

2.4 Ley de Beer-Lambert 

El principio de la ley de Beer-Lambert establece que la cantidad de luz absorbida por una solución 

es directamente proporcional tanto a la concentración de la solución como a la medida en que la 

luz se transmite a través de ella. De manera concisa, una mayor concentración equivale a una mayor 

absorción de luz. 

La ley de Beer-Lambert estimula que: 

𝐴 =∈∗ 𝑑 ∗ 𝑐 

Donde:  

∈= 𝑎𝑏𝑠𝑜𝑟𝑡𝑖𝑣𝑖𝑑𝑎𝑑 𝑚𝑜𝑙𝑎𝑟 

𝑑 = 𝑃𝑎𝑠𝑜 𝑑𝑒 𝑙𝑢𝑧 

𝑐= Concentración 

Figura 1 Absortividad molar 
      Fuente: (Toledo, 2023) 

La absorbancia molar es una constante física única de una muestra relacionada con su capacidad 

para absorber luz de una longitud de onda específica. 

La unidad de ∈ se expresa como 𝐿 ∗ 𝑚𝑜𝑙−1 ∗ 𝑐𝑚−1 
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Un espectrofotómetro UV-VIS es un instrumento que mide la absorbancia en la región UV-VIS 

utilizando la ley de Beer-Lambert. Mide la intensidad de la luz que pasa a través de la solución de 

muestra en la cubeta y la compara con la intensidad de la luz antes de que pase a través de la 

muestra. 

La diferencia entre los espectrógrafos de barrido y de red de diodos es que los de barrido 

convencionales se basan en el principio de mediciones continuas de transmitancia en cada longitud 

de onda determinada. utilizando una rejilla de difracción para dividir la luz en diferentes longitudes 

de onda. La celda con la muestra se coloca entre la rejilla de difracción y el detector. Tal como se 

muestra en la figura 2.  

 

Figura 2 Espectrofotómetros de barrido convencionales 
      Fuente: (Toledo, 2023) 

Por otro lado, un espectrofotómetro de red de diodos, La muestra se irradia junta, es decir. se 

ilumina simultáneamente con todos los componentes espectrales de la luz de modo que absorbe 
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simultáneamente luz de diferentes longitudes de onda. La rejilla reflectante dispersa entonces la 

luz transmitida. Este instrumento ayuda a obtener espectros UV-VIS más rápido que los 

espectrofotómetros de barrido tradicionales, como se muestra en la figura 3. 

 

Figura 3 Espectrofotómetro de red de diodos. 

Fuente: (Toledo, 2023) 

En conclusión, la principal diferencia entre estos dos tipos de espectrofotómetros es que el 

espectrofotómetro de red de diodos no tiene piezas móviles en comparación de un 

espectrofotómetro de barrido. 
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2.5 Espectro electromagnético  

 

Figura 4 Espectro electromagnético 
Fuente: (Toledo, 2023) 

En la Tabla 1 se indican los rangos aproximados de frecuencias (Hz ó ciclos/seg) y longitudes de 

onda (metros) y energías promedio (eV) de las diferentes regiones del espectro electromagnético. 

Tabla 1 Espectro electromagnético (Rangos aproximados) 

Fuente: (Ruíz Echeverri, 2018) 
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Los niveles naturales de radiación ultravioleta (UV; 280–400 nm), los rayos UVB (280–315 nm) 

y UVA (315–400 nm). 

Los colores añaden interés a nuestro mundo. Los fotorreceptores de la retina capturan la luz 

reflejada cuando miramos un objeto. Las personas perciben los colores de manera diferente debido 

a variaciones en la sensibilidad de los fotorreceptores.   

Se requiere un valor numérico específico para la aceptación universal de la precisión de un color 

específico. Los equipos de medición, como espectrofotómetros y colorímetros, proporcionan 

resultados de color numéricos para mediciones de color precisas y repetibles.   

Un espectrofotómetro cuantifica los datos de color recopilando y filtrando las longitudes de onda 

que pasan a través de la muestra. 

La Comisión Internacional de Iluminación (CIE), define mediante tres parámetros: tono, croma y 

luminosidad las características de un color. 

 

 El tono: es el color dominante de un objeto. La combinación de los colores primarios y 

secundarios conforma el tono. (“Espectroscopia ultravioleta-visible: conceptos básicos”) 

 El croma o también conocido como “saturación”: describe lo intenso o apagado que es un 

color. 

 La luminosidad:  es la intensidad luminosa del color (si es oscuro o claro). 
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Capítulo 3 Materiales y métodos 

Este estudio se enfoca en el diseño e implementación de un sistema embebido de bajo costo para 

la clasificación de muestras de suelo agrícola. Este dispositivo debe ser pequeño, portátil y 

económico, además de tener un bajo consumo de energía. Para llevar a cabo este proyecto, se 

mencionan cuatro etapas clave: construcción del espectrofotómetro, caracterización y calibración 

del medidor, diseño del sistema de aprendizaje y programación del sistema embebido. 

3.1 Construcción del espectrofotómetro 

La espectroscopia UV-Vis es una técnica analítica que se utiliza para estudiar la interacción de la 

radiación electromagnética en el rango de la luz ultravioleta (UV) y la luz visible (Vis) con la 

materia, permite realizar análisis cuantitativos y cualitativos de muestras de compuestos orgánicos 

e inorgánicos. 

En la espectroscopia UV-Vis, la muestra interactúa con la radiación electromagnética en el rango 

ultravioleta y visible, y como resultado, absorbe ciertas longitudes de onda de luz. El detector 

registra la intensidad de la luz transmitida a través de la muestra en función de la longitud de onda. 

Este registro de intensidad se representa como un espectro de absorción, que muestra los puntos en 

los que la muestra ha absorbido la luz de manera más efectiva, lo que a menudo se manifiesta como 

picos en el espectro. 

Para medir la absorbancia de una sustancia en la región de la luz ultravioleta-visible (UV-VIS), se 

utiliza un espectrofotómetro UV-VIS, su funcionamiento se basa en la Ley de Beer-Lambert, que 

relaciona la absorbancia de una sustancia en una solución con la concentración de la sustancia y la 

longitud de onda de la muestra. 
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Existen dos tipos de espectrofotómetros, los de barrido convencionales que se basan en la técnica 

de medir la transmitancia en cada longitud de onda definida de manera consecutiva. Esto se logra 

utilizando una red de difracción o un prisma para separar la luz en sus componentes de diferentes 

longitudes de onda y el espectrofotómetro de red de diodos, el cual utiliza una técnica que permite 

iluminar la muestra con todos los componentes espectrales de la luz simultáneamente en lugar de 

realizar mediciones secuenciales, como en un espectrofotómetro de barrido tradicional. Esto se 

logra mediante el uso de una red de difracción en reflexión. 

El diseño del espectrofotómetro se realizó con un prototipo propuesto por (B-winters, 2018) 

rediseñándolo para adecuarlo a la fuente de luz y al sensor UVA y UVB. El rediseño se realizó en 

SolidWorks, el cual es un programa que permite hacer modelados mecánicos de las piezas que se 

necesiten desarrollar. Para realizar la impresión en 3D se utilizó el programa CURA, que le indica 

a la impresora 3D el código que requiere para lograr la impresión. 
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Figura 5 Prototipo de espectrofotómetro 
Fuente: Elaboración propia 

A continuación, se describe detalladamente cada una de las secciones que lo conforman; en la 

sección A se inserta la fuente de luz ultravioleta con un espectro de longitud de onda 395 nm, en 

la sección B se introduce la celda de vidrio con la muestra de suelo analizado la cual es aislada de 

la luz externa mediante una tapa que se inserta en la parte superior de la celda de vidrio, en la 

sección C se adapta una rejilla de difracción de 1000 𝑚𝑚 𝑙í𝑛𝑒𝑎⁄  teniendo un rango de operación 

de 300 a 700 nanómetros dividiendo el haz de luz, proporcionando la respuesta del suelo analizado, 

en la sección D se ubica el sensor VEML6075 que permite detectar las diferentes amplitudes de la 

respuesta filtrada por la celda y la rejilla de difracción. 

Sección B 

Sección D 

Sección A 

Sección C 
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3.2 Selección de muestras 

Los elementos nutricionales a los que se les aplico el análisis del suelo fueron nitrógeno y 

fósforo, estos elementos forman parte de los macroelementos primarios ya que son los que necesita 

la planta en cantidades elevadas y el suelo no los tiene en las cantidades requeridas para cubrir esas 

necesidades de nutrición, otro elemento analizado es el magnesio que forma parte de los 

macroelementos secundarios la diferencia con los primarios es que estos están más presentes en el 

suelo. 

Los suelos son heterogéneos, es decir, sus propiedades varían ya sea en menor proporción 

como el valor del pH o en mayor proporción como los contenidos de nutrientes. En la figura 6 se 

indica cómo se realiza la correcta toma de muestras para obtener un muestreo representativo del 

suelo de la superficie analizada (López Galán & Miñano Fernández, 1988). 

 

Figura 6 Esquema para la recolección de submuestras 

Fuente: (López Galán & Miñano Fernández, 1988) 
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El número de submuestras depende del tamaño de la parcela o invernadero que se muestrea y este 

varia de 15 a 40 submuestras. 

Las muestras obtenidas se guardaron en un recipiente plástico con una ficha de identificación que 

tenga los siguientes datos número de invernadero, profundidad de muestreo, fecha, entre otros 

datos. 

Las muestras se tomaron de una profundidad aproximada de 30 centímetros, se tomó con una 

barrena la cual permitió la realización de la excavación del suelo y así mismo guardar ese suelo 

para su análisis. 

Para hacer el análisis de suelo que involucra al nitrógeno, se realizan mínimo dos tomas de muestra, 

una antes del sembrado y otra a la mitad del desarrollo completo del cultivo, para así en ambas 

poder agregar el nitrógeno que necesite. 

 

3.3 Preparación de muestras 

 

Antes de realizar el análisis, las muestras se secan y se tamizan con un cedazo de 2 mm de agujero 

de malla. 

Las muestras que se ingresaron al espectrógrafo requirieron ser mezclas homogéneas por lo cual 

no debieron contener partículas de mayor tamaño al de una solución, debido a que estas resultan 

en absorbancias altas que no corresponden a la absorción por excitación de la muestra, sino por 
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obstrucción del paso de luz, si la muestra contiene este tipo de partículas pasa por un tratamiento 

de filtración (Castellanos Cuéllar, 2018). 

Para estudiar las muestras se realizó el siguiente método: 

1.- Antes de agregar la solución a la celda de vidrio, se limpió perfectamente. 

2.- En la primera celda se añadió un solvente, el cual es agua destilada con él cual se lavó la celda 

de vidrio y posteriormente se llenó la celda con el blanco evitando burbujas al interior de la 

solución. 

3.- La celda de vidrio se tapa y se limpia con un papel fino para evitar rayones. 

4.- La colocación de la fuente de luz es directa a la parte clara de la celda de vidrio lo que permite 

el correcto paso del haz por la celda con la solución a analizar. Se cierra el espectrógrafo para 

obtener el valor del espectro de absorción de la muestra. 

5.- Se repitió el proceso cambiando el blanco por cada una de las muestras. 

 

3.4 Experimento angular del sensor 

 

Se realizo un experimento en una cámara isométrica de aislamiento lumínico en donde se instaló 

el Arduino mega y el sensor VEML6075 junto con un transportador para saber el ángulo de 

incidencia de la lampara de UV. 
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Se realizaron 19 mediciones por cada ángulo con el que se trabajó, estos aumentaban de 10 en 10 

grados empezando en 0 hasta llegar a 180. Se saco un promedio de cada una de las mediciones. 

Se obtuvieron los resultados que se muestran en la Tabla 2 

Ángulo UVA Promedio     Ángulo % 
0 34.300  0 3.267 

10 46.436  10 4.422 
20 101.840  20 9.699 
30 169.420  30 16.140 
40 319.700  40 30.450 
50 463.940  50 44.180 
60 537.860  60 51.220 
70 589.940  70 56.180 
80 844.060  80 80.390 
90 1050  90 100 

100 934.324  100 88.980 
110 566.102  110 53.910 
120 477.160  120 45.440 
130 399.022  130 38 
140 302.222  140 28.780 
150 282.200  150 26.880 
160 213.872  160 20.370 
170 82.022  170 7.812 
180 11  180 1.048 

 
Tabla 2 Resultado experimento ángulo sensor 

Fuente: Elaboración propia 

A partir de los datos, se obtuvo una gráfica en donde se puede ver la tendencia del valor UVA con 

respecto al ángulo, donde se logra observar que el ángulo donde existe mayor incidencia de UVA 

es el ángulo de 90 grados, es decir de manera perpendicular al sensor. 



 

23 
 

 

Figura 7 Gráfica Ángulo vs Valor de salida UVA 
Fuente: Elaboración propia 

 

Figura 8 Gráfica Ángulo vs Valor normalizado (%) 
Fuente: Elaboración propia 

 

La curva que se obtiene nos indica que entre más cercano el ángulo entre la lampara UV y el sensor 

a la perpendicular el valor de UVA es más alto, con esto obtenemos una gráfica que se puede 
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considerar simétrica ya que los valores a la derecha del punto más alto se pueden considerar iguales 

a los valores de la parte izquierda. 

 

3.5 Caracterización del medidor 

 

La medición de la radiación UV se basa en el efecto fotoeléctrico interno en fotodiodos con uniones 

P-N sensibles a la luz, estas uniones funcionan en polarización inversa y evitan el flujo de corriente 

a menos que la radiación genere pares electrón-hueco al incidir en los fotones. La radiación UV 

provoca una corriente eléctrica proporcional a la radiación incidente. La elección del material para 

el fotodiodo determina su sensibilidad a ciertos rangos de longitud de onda. Para el UV, se usa 

comúnmente silicio, que es sensible entre 190 y 1100 nm. La sensibilidad puede variar dentro de 

este rango y depende de la respuesta espectral específica de cada sensor. 

El sensor VEML6075 está diseñado para detectar la radiación ultravioleta (UV) en las gamas UVA 

y UVB. Este sensor integra fotodiodos, amplificadores y circuitos analógicos y digitales en un solo 

chip utilizando un proceso CMOS. Cuando se expone el sensor UV, a la radiación UV este puede 

medir la intensidad de los rayos UVA y UVB para proporcionar una medida de la intensidad de la 

señal. 

La caracterización del sensor VEML6075 permite evaluar el rendimiento del sensor en diversas 

aplicaciones y comprender su sensibilidad a diferentes rangos de longitud de onda UV, para lo 

anterior se determinó la función de transferencia del sensor la cual representa la relación entre la 

amplitud normalizada de la salida del sensor y la longitud de onda en nanómetros (nm). La 
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digitalización de la gráfica de la función de transferencia con pasos de 0.5 entre puntos proporciono 

una serie de 190 puntos, tabla 3. 

Longitud de onda Respuesta normalizada  
330 13.151 

330.5 13.558 
331 13.722 

331.5 13.927 
332 14.321 

332.5 14.741 
333 15.080 

333.5 15.517 
334 16.208 

334.5 16.919 
335 17.342 

335.5 17.580 
336 19.929 

336.5 18.523 
337 19.365 

337.5 20.400 
338 21.507 

338.5 22.580 
339 23.541 

339.5 24.357 
340 25.109 

 
Tabla 3 Función de transferencia digitalizada 

Fuente: Elaboración propia 
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A partir de los datos de la tabla 3, se obtiene la gráfica aproximada de la curva original, figura 9.  

 

 

Figura 9 Gráfica longitud de onda vs salida normalizada 

Fuente: Elaboración propia 

Mediante una estimación lineal polinómica se obtuvieron los coeficientes de aproximación de las 

ocho ecuaciones que representan a la curva de la figura 10, vea ecuación 1. 

 

                                   Fig. 10.a Intervalo 1                                   Fig. 10.b Intervalo 2 
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                                   Fig. 10.c Intervalo 3                                   Fig. 10.d Intervalo 4 

 

 

                                    Fig. 10.e Intervalo 5                                     Fig. 10.f Intervalo 6 

 

                                     Fig. 10.g Intervalo 7                                   Fig. 10.h Intervalo 8 

Figura 10 Representación por tramos de la curva función de transferencia 

Fuente: Elaboración propia 
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𝑦 =  𝑓(𝑥) =

{
  
 
 

  
 
 0.0246𝑥2 − 14.97𝑥 + 2275.4, 306 < 𝑥 ≤ 319
0.5419𝑥 − 166.9,                                 319 < 𝑥 ≤ 333
0.1173𝑥2 − 77.671𝑥 + 12870, 333 < 𝑥 ≤ 347 
4.3144𝑥 − 1450.7,                                347 < 𝑥 ≤ 360 
1.0435𝑥 − 278.27,                               360 < 𝑥 ≤ 362
−0.02057𝑥2 + 146.75𝑥 − 26072,   362 < 𝑥 ≤ 375
0.2009𝑥2 − 156.16 + 30352,          375 < 𝑥 ≤ 389
0.0245𝑥2 − 19.5𝑥 + 3885.8, 389 < 𝑥 ≤ 400

 

Ecuación 1 Respuesta del sensor VEML6075 
 

3.6 Diseño del sistema de aprendizaje 

La toma de muestras de suelo agrícola se efectuó, dividiendo el área de cultivo en cinco segmentos 

eliminando los lados externos del área de cultivo.  Mediante una barrena metálica se tomaron las 

muestras a una profundidad de 30 cm., estas muestras se deshidrataron y posteriormente se 

pulverizaron, tomando 1 gr de la muestra de suelo siendo diluida en 100 ml de agua destilada, 

Figura 11. 

.  

Figura 11 Báscula 
Fuente: Elaboración propia 
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La disolución resultante se mezcló mediante un agitador magnético durante 30 min, Figura 12, 

obteniendo una solución con los minerales suspendidos contenidos en la muestra de suelo, 

filtrándose mediante una unidad por gravedad al vacío, Figura 13. El procesamiento de las muestras 

de suelo se desarrolló en un espectrofotómetro Genesys 8000, el cual proporcionó la respuesta 

espectral de cada una de las muestras de suelo, Figura 14.  

 

Figura 12 Agitador magnético 
Fuente: Elaboración propia 
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Figura 13 Proceso de filtrado 
Fuente: Elaboración propia 

 

Figura 14 Espectrofotómetro  
Fuente: Elaboración propia 
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La respuesta espectral del espectrofotómetro permite construir la base de datos que alimentan una 

red neuronal implementada en Edge Impulse, Figura 15, el dataset se construye con la información 

proporcionada por el espectrofotómetro, la cual consiste en la respuesta espectral normalizada, la 

longitud de onda y el valor al cuadrado de los datos anteriores, Figura 16. El análisis que realizara 

la red neuronal es de tipo supervisado, por lo que se requiere una etiqueta de cada clase, Figura 17. 

 

Figura 15 Proyecto nuevo en Edge Impulse 
Fuente: Elaboración propia mediante la plataforma Edge Impulse 
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Figura 16 Wizard asistente para la adquisición de datos 
Fuente: Elaboración propia mediante la plataforma Edge Impulse 

 

 

Figura 17 Etiquetado de muestras 
Fuente: Elaboración propia mediante la plataforma Edge Impulse 
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Figura 18 Entrenamiento y prueba 

Fuente: Elaboración propia mediante la plataforma Edge Impulse 
 

La plataforma Edge Impulse automáticamente divide el dataset ingresado en entrenamiento y 

prueba, validando el modelo entrenado, Figura 18. En el bloque de procesamiento se selecciona el 

tipo de preprocesamiento con el que trabaja la red neuronal, Figura 19. 
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Figura 19 Bloque de procesamiento  
Fuente: Elaboración propia mediante la plataforma Edge Impulse 

 

En el bloque de aprendizaje se selecciona la función de clasificación que realiza la red neuronal 

una vez ya entrenada, Figura 20. Una vez que la plataforma Edge Impulse se configura, se crea el 

impulso que permite generar la red neuronal, Figura 21, en la configuración de la red neuronal se 

crean las características de las capas ocultas, así mismo, se determina el número de épocas y la tasa 

de aprendizaje, Figura 22. 
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Figura 20 Bloque de aprendizaje 
Fuente: Elaboración propia mediante la plataforma Edge Impulse 
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Figura 21 Creación del impulso 
Fuente: Elaboración propia mediante la plataforma Edge Impulse 

 

Figura 22 Capas de la red neuronal 
Fuente: Elaboración propia mediante la plataforma Edge Impulse 
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La matriz de confusión de la red neuronal entrenada, indica la probabilidad de clasificación del 

valor real contra el valor pronosticado, el modelo de red neuronal seleccionado proporciona una 

precisión de 83.3% y una función de pérdida del 0.38, Figura 23. 

 

Figura 23 Matriz de confusión 
Fuente: Elaboración propia mediante la plataforma Edge Impulse 

 



 

38 
 

3.7 Programación de sistema embebido 

La plataforma Edge Impulse permite generar el modelo de la red neuronal entrenada, el programa 

en lenguaje C que representa a la red neuronal se transfiere mediante el IDE de Arduino 

(deployment) al microcontrolador ESP32, seleccionando el tipo de librería en la que se programara 

el código ejecutado por el sistema embebido seleccionado, Figura 24.  

 

Figura 24 Deployment 
Fuente: Elaboración propia mediante la plataforma Edge Impulse 
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En la Figura 25 y Figura 26, se muestra parte del código en C con el que se programa el 

microcontrolador ESP32 LilyGo TTGOV1.4 

 

Figura 25 Código de la red neuronal 
Fuente: Elaboración propia 
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Figura 26 Código de la red neuronal 
Fuente: Elaboración propia 
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Capítulo 4 Resultados y discusión 

En la figura 27 se muestra el resultado de ingresar en una celda de vidrio al espectrofotómetro agua 

destilada. La predicción con el valor más grande es el 0 que indica que es agua destilada. 

 

Figura 27 Resultado 0 = Agua Destilada 
Fuente: Elaboración propia 
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En la figura 28 se muestra el resultado de ingresar en una celda de vidrio al espectrofotómetro la 

muestra número 1. La predicción con el valor más grande es el 1 que indica que es el tipo de suelo 

1. 

 

                                                 

Figura 28 Resultado 1 = Tipo de suelo 1 
Fuente: Elaboración propia 
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En la figura 29 se muestra el resultado de ingresar en una celda de vidrio al espectrofotómetro la 

muestra número 2. La predicción con el valor más grande es el 2 que indica que es el tipo de suelo 

2. 

 

 

Figura 29 Resultado 2 = Tipo de suelo 2 
Fuente: Elaboración propia 
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En la figura 30 se muestra el resultado de ingresar en una celda de vidrio al espectrofotómetro la 

muestra número 3. La predicción con el valor más grande es el 4 que indica que es el tipo de suelo 

4, mostrando un error ya que es el tipo de suelo 3. 

 

 

Figura 30 Resultado deseado 3 obtenido 4 
Fuente: Elaboración propia 
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En la figura 31 se muestra el resultado de ingresar en una celda de vidrio al espectrofotómetro la 

muestra número 4. La predicción con el valor más grande es el 4 que indica que es el tipo de suelo 

4. 

 

 

Figura 31 Resultado 4 = Tipo de suelo 4 
Fuente: Elaboración propia 
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En la figura 32 se muestra el resultado de ingresar en una celda de vidrio al espectrofotómetro la 

muestra número 5. La predicción con el valor más grande es el 5 que indica que es el tipo de suelo 

5. 

 

Figura 32 Resultado 5 = Tipo de suelo 5 
Fuente: Elaboración propia 
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En la figura 33 se muestra el resultado de ingresar en una celda de vidrio al espectrofotómetro la 

muestra número 6. La predicción con el valor más grande es el 8 que indica que es el tipo de suelo 

8, mostrando un error ya que es el suelo tipo 6. 

 

 

Figura 33 Resultado deseado 6 obtenido 8 
Fuente: Elaboración propia 
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En la figura 34 se muestra el resultado de ingresar en una celda de vidrio al espectrofotómetro la 

muestra número 7. La predicción con el valor más grande es el 3 que indica que es el tipo de suelo 

3, mostrando un error ya que es el suelo tipo 7. 

 

 

Figura 34 Resultado deseado 7 obtenido 3 
Fuente: Elaboración propia 
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En la figura 35 se muestra el resultado de ingresar en una celda de vidrio al espectrofotómetro la 

muestra número 8. La predicción con el valor más grande es el 8 que indica que es el tipo de suelo 

8. 

 

 

Figura 35 Resultado 8 = Tipo de suelo 8 
Fuente: Elaboración propia 
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En la figura 36 se muestra el resultado de ingresar en una celda de vidrio al espectrofotómetro la 

muestra número 9. La predicción con el valor más grande es el 9 que indica que es el tipo de suelo 

9. 

 

 

Figura 36 Resultado 9 = Tipo de suelo 9 
Fuente: Elaboración propia 
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En la figura 37 se muestra el resultado de ingresar en una celda de vidrio al espectrofotómetro la 

muestra número 10. La predicción con el valor más grande es el 10 que indica que es el tipo de 

suelo 10. 

 

 

Figura 37 Resultado 10 = Tipo de suelo 10 
Fuente: Elaboración propia 
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En la figura 38 se muestra el resultado de incidir la luz de la fuente lumínica directamente al sensor. 

La predicción con el valor más grande es el 11 que indica que es la luz directamente al sensor. 

 

 

Figura 38 Resultado 11 = Luz directa al sensor 
Fuente: Elaboración propia 
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En la tabla 4 se observan los resultados obtenidos al introducir los 10 diferentes tipos de muestras 

del suelo agrícola en el espectrofotómetro. La muestra 0 y 11 son los blancos representando agua 

destilada y la luz UV incidente al sensor. Los valores más altos por columna se encuentran en la 

diagonal de color verde (en color rojo se encuentran las celdas donde se localiza el valor más alto 

de esa columna) representando la probabilidad más alta para el tipo de suelo de la muestra 

analizada, en consecuencia, el funcionamiento en tiempo real del sistema embebido clasifica 

correctamente 9 muestras de suelo agrícola de un total de 12. 

Tabla 4 Resultados de clasificación de la red neuronal con 10 muestras de suelo. 
Fuente: Elaboración propia 

 

 

 

Muestra 

Probabilidad de clasificación 

0 1 2 3 4 5 6 7 8 9 10 11 

0 0.52992 0 0 0.19813 0.17176 0.01574 0 0.00005 0 0 0.08607 0.00581 

1 0 0.99781 0 0 0 0 0 0 0 0.02457 0 0 

2 0 0 0.7789 0 0 0.00002 0.00001 0.20012 0.00005 0 0 0 

3 0.02521 0 0.13903 0.04165 0.06659 0.31797 0 0.45654 0 0 0.00103 0.00003 

4 0.15988 0 0.00001 0.73778 0.7197 0.05143 0 0.00015 0 0 0.00253 0.00005 

5 0.00097 0 0.07975 0.01641 0.03859 0.61476 0 0.3431 0 0 0 0 

6 0 0 0.00224 0 0 0 0.00376 0.00005 0.0189 0 0 0 

7 0 0 0.00006 0 0 0 0.02955 0 0.1074 0 0 0 

8 0 0 0 0 0 0 0.96051 0 0.86851 0.00011 0 0 

9 0 0.00209 0 0 0 0 0.00618 0 0.00514 0.97531 0 0 

10 0.28243 0 0 0.00603 0.00336 0.00009 0 0 0 0 0.63778 0.17666 

11 0.00158 0 0 0 0 0 0 0 0 0 0.27258 0.81745 
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Resultados de análisis de suelos 

Muestra 
Fósforo Magnesio Nitrógeno 
(mg/Kg) (meq/L) (%) 

1 17.9 3 0.05 
2 18.4 3 0.04 
3 14.6 2.5 0.04 
4 16.4 2 0.04 
5 8.8 1 0.04 
6 21.5 1.5 0.05 
7 23.7 1.5 0.04 
8 13.3 1 0.04 
9 14.2 1 0.04 

10 16.7 2.5 0.03 
Tabla 5 Resultados de análisis de suelos 

Fuente: Elaboración propia  

La tabla 5 indica los micro y macronutrientes contenidos en 10 muestras de suelo agrícola. Estos 

resultados se obtuvieron en el laboratorio de suelos del Instituto Tecnológico del Valle del 

Guadiana. Relacionando los resultados que se obtiene mediante la red neuronal con los resultados 

de la tabla 3, sugieren, por ejemplo, que para la predicción de una muestra de suelo de la clase 2, 

ésta presenta características compatibles con los resultados de Fósforo, Magnesio y Nitrógeno 

similares a los de la tabla 5. 
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Capítulo 5 Conclusiones 
 

En este proyecto de investigación se abordo el diseño, construcción y puesta a punto de un sistema 

embebido para la caracterización de muestras de suelo de agrícola. El sistema esta conformado por 

un espectrofotómetro que fue implementado en una impresora 3D, esta constituido por una carcasa 

que sirve como soporte para una fuente de excitación de luz ultravioleta, un porta muestras que 

permite contener una celda de vidrio en la cual se introduce la muestra analizada, una rejilla de 

difracción de mil líneas en el rango de los 300 nm-700 nm, un sensor VEML6075 que permite 

cuantificar la respuesta refractada por la muestra de suelo agrícola.  

Adicionalmente, se diseñó en lenguaje C, el programa de cómputo que permitió determinar la 

longitud de onda y la salida normalizada captada por el sensor VEML6075, con esta información 

se entreno una maquina de aprendizaje en la plataforma Edge Impulse para desarrollar un algoritmo 

de aprendizaje con el que se realizó el deployment en un microcontrolador ESP32. Se prepararon 

10 muestras diferentes de suelo agrícolas mediante un proceso de 30 minutos de agitación las cuales 

se dejaron reposar por 48 horas, posteriormente se realizó un filtrado por vacío. Estas muestras se 

insertaron mediante una celda de vidrio en el espectrofotómetro, el cual proporciono el valor de la 

luz refractada por la muestra, el programa contenido en el microcontrolador ESP32 clasifica el tipo 

de suelo y los nutrientes presentes.  

La máquina de aprendizaje clasifica correctamente el 83.3% de las diferentes muestras de suelo a 

las que se somete el sistema desarrollado.   
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Apéndice A 

Nomenclatura 

Km  Kilometro 

INEGI  Instituto Nacional de Estadística y Geografía 

IFA  Asociación Internacional de la Industria de los Fertilizantes 

RNC  Requerimiento de nutrientes del cultivo  

N  Nitrógeno 

P  Fósforo 

K  Potasio  

S  Azufre 

Ca  Calcio 

Mg  Magnesio 

Na  Sodio 

Fe  Hierro 

Mn  Manganeso 

Zn  Zinc 

Cu  Cobre 

Mo  Molibdeno 

Cl  Cloro 

B  Boro 

UV-VIS Ultravioleta - Visible 

UVA  Ultravioleta 315–400 nm 

UVB  Ultravioleta 280–315 nm 

SEDESOL Secretaría de Desarrollo Social 

PLA  Ácido poliláctico 
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DNN  Redes neuronales profundas 

A  Absorbancia 

DO  Densidad óptica 

𝐼0  Espectro de intensidad de la luz transmitida a través de una muestra. 

I  Espectro de intensidad de la luz transmitida a través del objetivo 

T  Transmitancia 

∈  Absortividad molar 

d  Paso de luz 

c  Concentración 

Hz  Hertz 

ev   Energia del fotón promedio 

nm  Nanómetro 

CIE  Comisión Internacional de Iluminación 

IR   Infrarrojo  

RF  Radiofrecuencias  

ph  Potencial de Hidrógeno 

 

 

 

 

 

 

 

 

 

 



 

60 
 

Apéndice B 
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